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OZET

DOKTORA TEZI

MAKINE OGRENMESi UYGULAMALARINDA OZNIiTELIiK SECIMIi
UZERINE YENI BiR YAKLASIM

Emrah SEZER

istanbul Universitesi
Fen Bilimleri Enstitiisii
Enformatik Anabilim Dal

Danisman : Do¢. Dr. Cigdem EROL

Smiflandirma caligmalarinda 6znitelik secimi uygulamalart ile sonuglarin iyilestirilmesi
saglanmaktadir. Bu tezde, siiflandirma igin 6znitelik se¢iminde kullanilabilecek yiiksek
performanslt alternatif bir yaklasim Onerilmesi amaclanmaktadir. Son yillarda, ¢ok amagh
optimizasyon algoritmalarinin Oznitelik se¢imi ¢aligmalarinda kullanilmasi ile yiiksek
performansli yaklagimlar 6nerilmistir. Bu tez ¢alismasinda, 6znitelik alt kiimesi degerlendirme
yaklagimina dayali olarak hesaplanan korelasyon ve tutarlilik merit degerlerinin olusturdugu
kartezyen uzay tizerinde merit degerlerinin her ikisini de ayn1 anda maksimize edecek sekilde
ideal Oznitelik alt kiimesi adaylariin belirlenmesi ve bu siirli sayidaki aday i¢in sarmalayict
yaklagim kullanilarak nihai Oznitelik alt kiimesinin sec¢ilmesi Onerilmektedir. Literatiirde
yapilan arastirmalara gore bu tez ¢aligmasinda oOnerilen kartezyen uzay iizerinde daha once
¢Oziim arayisina rastlanmamistir. Korelasyon ve tutarlilik merit degerlerinden olusan kartezyen
uzayda, Pareto ve NSGA-II kullanilarak, iki merit degerini de ayni anda maksimize eden
adaylarin filtrelenmesi saglanmistir. Filtrelenen bu adaylar arasinda karar vermek i¢in ise her
birine sarmalayici yaklagim uygulanarak en yiiksek siniflandirma dogrulugu degerini saglayan
adayin se¢ilmesi Onerilmistir. Korelasyon ve tutarlilik metrikleri hesaplanmasi igin iizerinde
caligilan veri kiimesinde bulunan tiim 6zniteliklerin kategorik olmasi saglanmak zorundadir. Bu
nedenle, kategorik veri kiimeleri {izerinde yiiksek performans ile ¢aligmakta olan Catboost
algoritmasi sarmalayici siniflandirici olarak dnerilmistir. Siniflandirma gérevlerine yonelik ¢ok
amagl 6znitelik alt kiimesi se¢im caligmalar1 kapsaminda arastirmacilarin ¢ogunlukla tahmin
hata oranini ve 0znitelik say1sin1 minimize etme iizerine yogunlastiklari goriillmektedir. Bu tez
caligmasi, iki farkli filtreleyici alt kiime skorlama yaklagimi ve optimizasyon algoritmalari
yardimt ile oldukc¢a az sayida adayin sarmalayici asamada degerlendirilmesini saglamaktadir.
Bu sayede, filtreleyici yaklasimlarin siniflandirma dogrulugu yiiksekligini garanti etmemesi ve
sarmalayict yaklagimlarin yiikksek maliyet olusturmasi risklerine karsi gii¢lii bir yaklagim
gelistirilmistir. UCI veri deposundan temin edilen on farkli veri kiimesi iizerinde, korelasyon
ve tutarlilik bazli 6znitelik se¢imi uygulamalarinin yanisira bu tezde 6nerilen COKOTUOS-
Pareto ve COKOTUOS-NSGA 11 yaklagimlari uygulanmistir. Uygulamalarda bu tezde dnerilen
iki yaklagimin, lizerinde ¢alisilan on veri kiimesinden yedi tanesinde en iyi sonucu saglamasinin
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yant sira Primary Tumor, Breast ve Spect Heart veri kiimelerinde korelasyon ve tutarlilik bazl
Oznitelik secimi uygulamalarina tstiinliik sagladig1 goriilmiistiir.
Subat 2023, 137 sayfa.

Anahtar kelimeler: anitelik Secimi, Cok Amagli Oznitelik Secimi, Siniflandirma, Makine
Ogrenmesi
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SUMMARY

A NEW APPROACH ON FEATURE SELECTION IN MACHINE
LEARNING APPLICATIONS

Ph.D. THESIS
Emrah SEZER

Istanbul University
Institute of Graduate Studies in Sciences
Department of Informatics

Supervisor : Assoc. Prof. Dr. Cigdem EROL

In classification studies, the results are improved by feature selection applications. In this thesis,
it is aimed to propose a high-performance alternative approach to be used in feature selection
for classification. In recent years, high-performance approaches have been proposed using
multi-objective optimization algorithms in feature selection studies. In this thesis, it is
suggested that the ideal feature subset candidates are determined in a way that maximizes both
merit values at the same time on the cartesian space formed by the correlation and consistency
merit values calculated based on the feature subset evaluation approach and the final feature
subset is selected for this limited number of candidates by using the wrapper approach.
According to the literature research, a solution has yet to be found on the cartesian space
proposed in this study. In the cartesian space consisting of correlation and consistency merit
values, by using Pareto and NSGA-II, candidates who maximize both merit values at the same
time are filtered. In order to decide among these filtered candidates, it is suggested to choose
the candidate that provides the highest classification accuracy by applying a wrapper approach
to each of them. In order to calculate correlation and consistency metrics, all attributes in the
studied data set must be categorical. For this reason, the Catboost algorithm, which works on
high-performance categorical datasets, is proposed as a wrapper classifier. Within the scope of
multi-objective feature subset selection studies for classification tasks, researchers mainly focus
on minimizing the estimation error rate and the number of features. This thesis study evaluates
a few candidates in the wrapper stage with the help of two different filtering subset scoring
approaches and optimization algorithms. In this way, a robust approach has been developed
against the risks that the filtering approaches do not guarantee high classification accuracy and
the high cost of wrapper approaches. On ten different datasets provided on the UCI platform,
in addition to the correlation and consistency-based feature selection applications, the
MOCOCOFS-Pareto and MOCOCOFS-NSGA 1II approach proposed in this thesis was applied.
In practice, it has been observed that the two approaches proposed in this thesis provide the best
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results in seven of the ten datasets studied, as well as superior to correlation and consistency-

based feature selection applications in Primary Tumor, Breast, and Spect Heart datasets.

February 2023, 137 pages.

Keywords: Feature Selection, Multi-Objective Feature Selection, Classification, Machine
Learning
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1. GIRIS

Gilinlimiiz diinyasinda enformasyon obezitesinin giderek biiyiiyen ve yayginlasan bir problem
olmasi, veri bilimi c¢alismalarina da olumsuz sekilde yansimaktadir. Siniflandirma
caligmalarinin veri toplama siirecindeki arastirmacilar, daha basarili modeller elde etmek ve
alisilagelmisin disinda Oriintiiler (pattern) tespit etme hedeflerine sahiptirler. Bu hedefler,
arastirmacilarin oldukca a¢g6zlii sekilde 6grenme verisini genisletme egilimine sahip olmasina
neden olmaktadir. Bu egilim, 6grenme verisi igerisine agiklayiciligr diisiik, ilgisiz (irrelavant)
ve alakasiz (redundant) Ozniteliklerin de dahil edilmesine neden olmaktadir. Bu durum
ogrenme verisinin barindirdigr giiriiltiiniin  artmasina neden olmaktadir. Siniflandirma
algoritmalarinin da a¢g6zlii davranarak tiim 6grenme verisinden faydalanma egiliminde olmasi,
verinin barindirdig1 giiriiltiiden olumsuz etkilenmekte ve tahmin modelinin basarisinin
diismesine neden olmaktadir. Arastirmacilarin  ve smiflandirma algoritmalarinin  ag
gozliliiklerinin siniflandirma ¢alismalarina olan olumsuz etkilerini bertaraf etmek icin ilgisiz
ve alakasiz Ozniteliklerin ¢alisma disinda birakilmasina yonelik ¢alismalara, 6znitelik se¢imi

ad1 verilmektedir. Oznitelik segimi galigmalari kullanilarak geleneksel olarak;

(i) Islem siiresinin diisiiriilmesi,
(i1)) Smiflandirma basarisinin arttirilmast,

(ii1)) Daha basit modeller elde edilmesi

hedeflerine ulagmak amaglanmaktadir (Liu ve Motoda, 1998b). Bu hedeflere ek olarak

giiniimiiz sartlarinda;

(iv) Bulut ortamlardaki kaynak kullanimina bagl tiikketim bedellerinin diisiiriilmesi,

(v) Enerji tikketiminin diistiriilmesi

gibi giincel gereksinimlerden de bahsedilebilir. Bu hedeflerin hepsine ayni anda
ulagilamayabilir. Buna ragmen, arastirmacinin kendi belirledigi onceliklere uygunluk

gosteriyorsa ¢aligsma basarili kabul edilebilir.

Insanlarin karar verme siiregleri ile algoritmalarin karar verme siirecleri paralellik arz

etmektedir. Yapay zeka veya makine Ogrenmesi calismalari dogasi geregi, c¢aligmanin



sonuclarinin basar1 diizeyi ongdriilemez bir durumda baglatilmaktadir ve oldukea yiiksek efor
gerektiren bu ¢aligsmalarin kolaylikla fark edilebilen kaliplardan (pattern) daha ileri seviyede
ciktilar iiretmesi beklenmektedir. Teknolojinin ve algoritmalarin ¢ok daha sade oldugu, bu
calismalarin “knowledge discovery from databases” olarak adlandirildigi donemlerde bile bu

prensibin var oldugu goriilmektedir.

Oznitelik segimi yaklasimlar1 ciktilar1 acgisindan, &znitelik alt kiimesi segimi ve Oznitelik
siralama olmak tiizere iki baglik altinda incelenmektedir. Bu g¢ercevede, 6znitelik alt kiimesi
secim yaklagimlarinin Oznitelik siralama yaklagimlarina gore nispeten daha cok kaynak
tilketimine ve c¢alisma siiresine ihtiya¢ duyabildigi sOylenebilir. Makine O6grenmesi
literatiiriindeki geligsmeleri bu gozle degerlendirmek gerekirse, Quinlan tarafindan ortaya atilan
(4.5 karar agaclari ¢ikt1 olarak bir agag seklinde okunabilir bir diyagram vermektedir (Quinlan,
1987) ve bu ¢ikt1 bir aciklanabilir yapay zeka (explainable artificial intelligence) ¢alismasi
olarak kabul edilmektedir. Quinlan’in C4.5 karar agacini ortaya atmasindan yillar sonra, Ho'nun
(1995) yaklagimi ve Breiman (2001) tarafindan bugiin kullanilan sekli ile ortaya atilan rastgele
orman (random forest) yaklagimi gelistirilmistir. Rastgele orman yaklasimi, bir¢ok agagtan
olusan bir model ¢iktis1 verdigi icin Quinlan (1987) tarafindan gelistirilen yaklasimdaki agag
diyagrami ¢iktisin1 verebilme yetenegini kaybetmistir. Ayrica, daha ¢ok agag iirettigi icin
gereksinim duydugu siire ve kaynak tiiketimi de daha fazladir. Buna ragmen, rastgele orman
algoritmasi bir¢ok veri kiimesi iizerinde daha yiiksek tahmin dogrulugu (predictive accuracy)
elde edebildigi goriildiigii icin C4.5 algoritmasina iyi bir alternatif olmustur. Benzer sekilde,
Oznitelik alt kiimesi skorlama yaklagiminin avantajlarinin ve ¢ikti kalitesinin, 6znitelik siralama
(feature ranking) yaklasimlarindan daha isabetli sonuglar liretmeye nispeten daha uygun oldugu
ortaya konulabilirse aragtirmacilar i¢in makul bir segenek oldugu sOylenebilir. Bu tez
caligmasinda, literatiirde bulunan 6znitelik alt kiimesi se¢im yaklasimlarina alternatif daha iyi
bir alt kiime se¢im yaklasimi olusturmaya calisildigi i¢in siralama yaklagimlar: ile olan

karsilagtirmalar kapsam dis1 birakilmisgtir.

Bu tez calismasinda, literatiirde var olan korelasyon bazli Oznitelik alt kiimesi se¢imi
(correlation based feature subset selection - CFS) ve tutarlilik bazli 6znitelik alt kiimesi se¢imi
(consistency based feature subset selection - CONS) yaklagimlari ile her aday Oznitelik alt
kiimesinin skorlanmasi saglanmaktadir. Bu ikili skorlamanin ardindan, iki skoru da maksimize
etme hedefine yonelik olarak, elde edilen skorlarin Pareto optimal kiimesi ve NSGA-II

tarafindan alternatif c¢oziimler tespit edilmektedir. Pareto kiime ve NSGA-II tarafindan



belirlenen Oznitelik alt kiimeleri icin, Catboost smiflandirma algoritmasi uygulanan ve
siiflandirma dogrulugu degerine gore en yiiksek degeri dondiiren 6znitelik alt kiimesi se¢imi
yaklagiminin ¢iktis1 olarak secilmis olmaktadir. Onerilen yaklagimlarin dondiirdiigii 6znitelik
alt kiimeleri, CFS ve CONS ile segilen alt kiimeler ile 12 farkli siniflandirma algoritmasina tabi

tutulmustur ve sonuglar karsilagtirmali olarak incelenmistir.

Bu tez caligmasinin genel yapist su sekildedir. Genel kisimlar béliimiinde, calismada
gerceklestirilen uygulamalar1 agiklamaya yonelik olarak makine 6grenmesi ve alt bagliklari,
Oznitelik se¢imi yaklagimlari, tek ve ¢ok amagli optimizasyon uygulamalar1 hakkinda bilgi

verilmistir. Ayrica bu bdliimde, ¢alisma ile ilgili detayli bir literatiir taramasi1 da bulunmaktadir.

Malzeme ve yontem boliimiinde, ¢alisma kapsaminda 6nerilmekte olan ¢ok amacli korelasyon
ve tutarlilik bazli dznitelik alt kiimesi secimi (COKOTUOS) yaklasimmin isleyisi hakkinda
detayli bir anlatim ve bu yaklasimin iki farkli optimizasyon algoritmas: ile olan
varyasyonlarinin detayli agiklamalarina yer verilmistir. Ayrica ¢alismada kullanilan veri

kiimeleri ve siiflandiricilar hakkinda bilgi verilmistir.

Bulgular boliimiinde, 6nerilen 6znitelik alt kiimesi se¢imi yontemlerinin 10 farkli veri kiimesi

tizerinde gerceklestirilen uygulamalarina dair sonuglar yer almaktadir.

Tartisma ve sonuglar boliimiinde, isbu tez caligmasi kapsaminda 6nerilmekte olan siniflandirma
gorevlerine yonelik 6znitelik alt kiimesi se¢imi yaklagimlarinin, ¢alisma igerisinde uygulanmis
olan farkli optimizasyon yaklasimlar: ile olan varyasyonlarinin ve literatiirde daha 6nceden
bulunan yaklagimlarin performanslarinin karsilastirilmasi bulunmaktadir. Ayrica bu boliimde,

gelecek calismalar hakkinda bilgi verilmektedir.
1.1 CALISMANIN AMAC VE KAPSAMI

Bu tez ¢aligmasinda, literatiirde bulunan korelasyon ve tutarlilik bazli 6znitelik alt kiimesi se¢im
yaklagimlarinin ayni anda kullanilarak daha yiiksek siniflandirma dogrulugu saglayabilecek

hibrit bir yaklagimin ortaya konulmasi amaglanmistir.
1.2 CALISMANIN OZGUNLUGU

Literatiirde daha Once korelasyon ve tutarlilik bazli 6znitelik alt kiimesi degerlendirmesine

dayal1 bir 6znitelik alt kiimesi se¢im ¢aligsmasi bulunmamaktadir. Korelasyon ve tutarlilik merit



degerlerinin olusturdugu kartezyen diizlem {izerinde bu iki merit degerini de ayni zamanda

maksimize etmeyi amagclayan yaklagim literatiirde ilk defa 6nerilmektedir.

Cok amagli optimizasyon algoritmalarinin sectigi adaylarin teke indirgenmesi asamasinda
sarmalayict yaklasimin kullanilmasi ile, adaylar arasindan yiiksek siniflandirma dogrulugu
saglayaninin se¢ilmesine olanak saglanmigtir. Bu asama, sarmalayict yaklagimlarin yiiksek

siiflandirma bagarist elde etme fonksiyonundan faydalanilmasini saglamaktadir.

Korelasyon ve tutarlilik bazli 6znitelik se¢imi yaklasimlarinin uygulanacagi veri kiimesinde
stirekli 6znitelikler varsa calisma Oncesi kesiklestirme uygulamasi yapilmaktadir. Bu ¢alisma
kapsaminda, merit degerlerin hesaplanmasi ic¢in hazirlanmis olan tamami kategorik
Ozniteliklerden olusan bu veri kiimesinin, sarmalayic1 yaklagimla secilmek {izere
degerlendirilen her 6znitelik alt kiimesi i¢in CatBoost siniflandirma algoritmasit kullanilmistir.
CatBoost algoritmasi, kategorik veri kiimeleri iizerinde yiiksek basar1 elde etmek lizere Yandex

AR-GE ekibi tarafindan tasarlanmistir (Prokhorenkova ve dig., 2018).

Tamami kategorik halde bulunan bir veri kiimesi {izerinde yapilan tutarlilik hesaplamasi, tiim
kategorik Ozniteliklerin kukla (dummy) Ozniteliklere doniistiiriilmiis hali ile yapilan K — en
yakin komsuluk (KNN) hesaplamasi ile birebir ortiistiigii, bu tez ¢alismasi kapsaminda yapilan

analizlerde farkedilmis olup, literatiirde bu bilgiye rastlanilmamastir.
1.3 CALISMANIN SINIRLILIKLARI

Bu tez calismasi kapsaminda iizerinde calisilan korelasyon ve tutarlilik kartezyen uzayi
tizerinde daha once ¢alisilmamis olmasina yonelik olarak detayli arastirma yapilmasi ihtiyaci
duyulmustur. Bu ¢ercevede; Web of Science, Scopus, Google Scholar ve Ulusal Tez Merkezi

izerinden Tablo 2.1°de yer alan sorgular kullanilarak detayli literatiir taramalar1 yapilmastir.

Bu tez ¢aligmasinin kodlamasinin yapildigi Python 3.8 yazilim dilinde, korelasyon ve tutarlilik
merit degerlerini hesaplamaya yonelik olarak giivenilir kiitiiphanelerde gerekli fonksiyonlar
bulunmamaktadir. Bu sorun i¢in, korelasyon bazli merit hesaplamasi i¢in Github {izerinden kod
destegi bulunmustur ancak tutarlilik hesaplamasi bu tez calismasi kapsaminda 6zel olarak

yazilmistir.

Cok amagli optimizasyonun, Python 3.8 yazilim dilinde makine 6grenmesi ¢aligmalar1 icin

kullanildig1 kiitiiphane ve kod 6rneklerine ulagilamamistir. Oncelikle Pymoo kiitiiphanesinde



(Blank ve Deb, 2020) calismalar denenmis ancak Pandas veri ¢ergevesi (dataframe) tizerindeki
kolonlar1 adresleyecek sekilde kesikli fonksiyonlarin tanimlanmasi bu kiitiiphane tizerindeki
yapi ile miimkiin olamamistir. Akabinde JmetalPy kiitiiphanesi (Benitez-Hidalgo ve dig., 2019)
tizerinde caligmalar devam ettirilmis, kiitliphanenin yayincilari tarafindan kesikli problemler
icin hazirlanmis olan kod 6rnekleri incelenmis, bu 6rneklerden Pandas veri ¢ergevesi lizerinde
bulunan degerleri adresleyecek sekilde amag fonksiyonlari tanimlanabilmistir. Bu sayede

NSGA-II yaklagiminin ¢alisma kapsaminda uygulamasi saglanmistir.



2. GENEL KISIMLAR

Bu boliimde, tez ¢alismasi kapsaminda kullanilan makine o6grenmesi, siniflandirma,
simiflandirma i¢in Oznitelik se¢imi ve optimizasyon yaklasimlari hakkinda detayli bilgi

verilmigtir.
2.1 MAKINE OGRENMESI

Makine 6grenmesi, yapay zeka arastirmalarinin bir alt dali olup giliniimiizde hemen her alanda
kullanabilecegimiz ¢ok sayida yontem sunmaktadir. Egitim (Asthana ve Hazela, 2020), saglik
(Litjens ve dig., 2017; Emre ve dig., 2021), politika (Brennan ve Oliver, 2013), denetim (Dickey
ve dig., 2019) gibi birgok disiplinde ¢alisan alan uzmanlarinin ilgisini ¢geken makine 6grenmesi
yaklagimlari, veri kiimelerinin analiz edilmesi ve bu analiz sonuglarinin yorumlanarak gelecege

dontik ciktilar elde edilmesine yardimer olur.

Makine Ogrenmesi kavrammin literatiirde ¢ok sayida tanimi yapilmistir. Bu tanimlardan

bazilar1 asagida yer almaktadir:

Mitchell (1997) makine 6grenmesini, bir bilgisayar programimin G gorevlerinde P ile dlciilen
performansi, D deneyimi ile artiyorsa o bilgisayar programinin bazi G gorevlerinin siniflarina
ve P performans Olgilisine gore D deneyiminden ogrendigi sdylenmektedir seklinde

tanimlamistir.

Flach (2012) makine 6grenmesinin dogru gorevleri gerceklestiren dogru modelleri olusturmak

icin dogru ozellikleri kullanmakla ilgili oldugunu ifade etmistir.

Mohri ve dig. (2018), makine 6grenmesini performansi iyilestirmek veya dogru tahminler

yapmak i¢in deneyim kullanarak hesaplama yontemleri seklinde tanimlamistir.

Daha 6nceki yillarda, veri tabanlarindan bilgi kesfi (knowledge discovery from databases) ve
veri madenciligi gibi bagliklar altinda incelenen yaklagimlar giiniimiizdeki en gelismis halleri
ile makine 6grenmesi altinda incelenmektedir. Bir bilgisayar, bir gorevi, deneyim arttikca daha
yiiksek performans ile yerine getiriyorsa, bu bilgisayarin bu deneyimden 6grendigi sdylenebilir

(Geurts ve dig., 2006).



1996 yilinda Daimler-Benz, SPSS ve NCR tarafindan kurulan konsorsiyum, makine 6grenmesi
caligmalarinin o donemdeki adi olan veri madenciligi ¢aligsmalari i¢in alt1 temel asamadan

olusan CRISP-DM adimlarinin izlenmesini 6nermistir. CRISP-DM adimlart;
1- Isi anlama
2- Verileri anlama
3- Verileri hazirlama
4- Modelleme
5- Degerlendirme
6- Kullanicilarla Paylasma (Konuslandirma)

seklinde tanimlanmigtir (Chapman ve dig., 2000; Akpinar, 2014). CRISP-DM adimlar1 Sekil
2.1°deki gibi gorsellestirilmistir.

isi me  VERILERI
ANLAMA == ANLAMA

\

VERILERI

i HAZIRLAMA
KONUSLANDIRMA VERI § * *
DEPOSU
\ MODELLEME
DEGERLENDIRME

Sekil 2.1: CRISP-DM adimlari (Chapman ve dig., 2000; Cakir, 2008).



Ancak CRISP-DM onerisinin giiniimiizdeki makine 6grenmesi caligmalarinin ihtiyaglarini
kargilamakta yetersiz kalmasi nedeniyle daha giincel yaklagimlarin MLOps (makine 6grenmesi
operasyonlar1 - machine learning operations) baslig1 altinda model yasam dongiisii (mode! life
cycle) seklinde incelenmekte oldugu goriilmektedir. Gunning ve digerlerinin (2019) makine
ogrenmesi ¢aligmalarinin ugtan uca degerlendirilmesine yonelik tanimladiklari model yasam

dongiisti adimlart;

1- Problemin tanimi

2- Veri toplama

3- Veri isleme ve depolama

4- Metrik tanimi

5- Veri kesfi ve analizi

6- Oznitelik ¢ikarimi ve miihendisligi

7- Model egitimi ve ¢evrimdist degerlendirme
8- Model entegrasyonu ve devreye alma

9- Model yaymlama ve izleme

seklindedir (Sekil 2.2). Yasam dongiisii, bir sorun tanimlandiginda baslar ve sonra kendi i¢inde
geri beslemeli olarak devam eder. Bu durum, model gelistirmenin yinelemeli dogas1 olarak
adlandirilir. Bu dongiiniin birkag iterasyon c¢aligmasi durumunda, analiz edilmesi veya
toplanmasi gereken veriler zaten mevcut olabilir ve bazi adimlar1 atlamak miimkiin olabilir.
Stirekli degisen veri ve gereksinimlere ayak uydurmak i¢in dongii kendini tekrar eder. Model
performans yonetimi, bir makine 6grenimi modelinin egitimi, devreye alinmasi ve izlenmesi
arasindaki dongiiyli kapsar. Bu kapsam sayesinde, degisiklikleri ve sapmalar1 tespit etmeye

yardimci olabilir ve analitik ekiplerin hizla giincelleme yapmasini saglayabilir (Gunning ve

dig., 2019).



3. Veri isleme

1. Problemin |——» .

2. Veri toplama : K
P P ve depolama i
|
!
|
l |
S-niteli . |
6'](0-”’”]{]" 5. Veri kesfi ve 4. Metrik |
PRI e analizi tanimi |
miihendisligi |
|
|
|
|
|
7. Model egitimi 8. Model 9. Model |
ve gevrimdisi entegrasyonu yaymlama ve -

degerlendirme ve devreye alma izleme

Sekil 2.2: Model yasam dongiisii adimlart (Gunning ve dig., 2019).

Veri kiimelerinin analizinde farkli makine 6grenmesi yaklasimlar1 kullanilmaktadir. Makine
ogrenmesi yaklagimlari temel olarak danigmanl (gézetmenli veya denetimli) ve danigmansiz
(gbzetmensiz veya denetimsiz) olmak {izere ikiye ayrilmaktadir (Hastie ve dig., 2009). Ancak
literatiirde yer alan baz1 kaynaklarda danigmanli ve danismansiz 6grenmeye ek olarak yari
danigsmanli 6grenme, topluluk Ogrenme ve pekistirmeli O6grenme yoOntemlerine de yer

verilmektedir (Alpaydin, 2014; Mohri ve dig., 2018; Burkov, 2019).

Danismanlt  6grenme yaklasimi, literatiirde siklikla kullanilan makine o6grenmesi
yontemlerinden birisi olup, bu yaklagimda etiketlenmis olan 6rneklerden olusan bir veri kiimesi
kullanilarak 6grenme gerceklesir (Akhtar, 2017). Siiflandirma ve regresyon danigmanli
ogrenme bashig1 altindaki makine 6grenmesi fonksiyonlaridir. Girdi vektorii olarak sonlu
sayidaki ayrik kategoriden birisine atama yapilmasi durumunda siniflandirma, istenen ¢ikt1 bir
veya daha fazla sayida siirekli degerden olugmasi durumunda ise regresyon yontemi adi

verilmektedir (Bishop, 20006).

Siniflandirma analizinde kategorik bir hedef degisken vardir ve bu hedef degiskenin her bir
farklt degeri sinif etiketi olarak adlandirilir. Simiflandirma analizi, gergeklestirilmis ve sinif
etiketi atanan verilerden yola ¢ikarak sinif etiketi olmayan her 6rnege dogru sinif etiketi atamay1
amaglayan bir tahmin modeli gelistirme calismasidir. Siniflandirmaya Ornek olarak, bir
bankanin miisterilerinin kredi basvurularin1 degerlendirme asamasinda, bagvuran miisterinin

kayitlar1 ile daha 6nceki miisterilerinin kayitlarini inceleyerek kredi bagvurusuna olumlu ya da
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olumsuz bir sonug iligtirmesi islemi verilebilir. Bu 6rnekte, olumlu yanit ve olumsuz yanit, sinif
etiketleridir. Siniflandirma iglemi, bagvuran miisterinin verilerinin bankanin 6énceki miisterileri
izerinden olusturulan modele gore degerlendirilerek uygun etiketin belirlenmesidir (Alpaydin,

2014).

Danigmanli bir 6grenme algoritmasinin amaci, veri kiimesini girdi olarak bir 6znitelik vektorii
alan ve bu Oznitelik vektori icin etiketin bulunmasina imkan saglayan bilgileri ¢ikaran bir

model iiretmek i¢in kullanmaktir (Burkov, 2019).

Smiflandirma modeli, egitim verilerinin birden ¢ok analizinden tiiretilmistir. Siniflandirma
caligmasinin modeli, eger — o zaman (IF — Then) kurallari, matematiksel fonksiyonlar, karar
agaclar1 veya sinir aglar1 gibi bir¢ok farkli yapida ¢ikt1 verebilir. Veritabanlari, karar verme
siireglerinde kullanilabilecek ortiik bilgileri icermesi agisindan olduk¢a zengindir.
Siniflandirma, veri siniflarin1 tanimlayan ve veriye dayali olarak gelecekteki egilimlere yonelik
tahmin modelleri ¢iktis1 veren bir analiz bi¢cimidir. Siniflandirma analizi, biiyiik verilerin daha
iyi anlagilmasini saglayabilir. Siniflandirma analizi, biiylik veri kiimeleri iizerinde makine
ogrenimi c¢aligmalar1 kapsaminda olduk¢a yaygin sekilde kullanilmaktadir (Han, Kamber, ve

Pei, 2012).

Siniflandirma modelini degerlendirmek icin hata matrisi, siniflandirma hata orani, kappa
istatistigi, ROC egrisi, F1 skor, ortalama mutlak hata, mutlak bagil hata, bagil hatalarin
karekdokii gibi yaklagimlar kullanilabilir (Witten ve dig., 2011; Akpinar, 2014).

Smiflandirma caligmalarinda, iki etiketli siif barindiran veri kiimeleri i¢in varligi tahmin
edilmeye ¢alisilan etiketin pozitif digerinin ise negatif olarak adlandirilir. Siniflandirma tahmin
modeli tarafindan pozitif simif i¢in dogru tahmin edilen 6rneklere dogru pozitif (TP), yanlis
tahmin edilenler i¢in ise yanlis pozitif (FN) ifadesi kullanilir. Benzer sekilde, negatif etiketliler
icin de dogru negatif (TN) ve yanlis negatif (FN) olarak adlandirilir. Bu tanimlamaya dayali
olarak simiflandirma dogrulugu Denklem (2.1) ile ifade edilmektedir.

Sinifland dogrulugu = N+ TP (2.1)
Iniriandirma OgI‘uugu—TP+FP+FN+TN .
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Siniflandirma  dogrulugu, siniflandirma c¢alismalarinda yaygin olarak kullanilan bir
degerlendirme Olciisiidiir ancak her zaman tek basina kullaniminda sonuglarin basarisini
aciklamada yeterli olamayabilmektedir. Siniflandirma dogrulugu ile birlikte kullanilan yaygin
kullanilan degerlendirme olgiilerinden bir digeri olan F1 skor Matematiksel olarak Denklem

(2.2)deki sekilde ifade edilmektedir (Witten ve dig., 2011).

2TP
— 2.2
F1 skor 2TP + FP + FN (22)

Literatiirde yaygin olarak kullanilan siniflandirma algoritmalarini;

e Yapay Sinir aglar1 (Neural Networks) (McCulloch ve Pitts, 1943)

e Stokastik gradyan inis (Stochastic Gradient descent - SGD Classifier) (Bottou, 1991)

e (Cok katmanl algilayicilar (Multi-Layer Perceptron- MLP Classifier) (Baxter ve dig.,
2011)

e Lojistik Regresyon (Hart ve dig., 2000)

e Karar destek makinesi siiflandiricist (Support Vector Machine Classifier) (Guyon ve
dig., 2002)

o Pasif agresif siniflandirict (Passive Aggressive Classifier) (Lu ve dig., 2016)

e Rastgele orman (Random Forest Classifier) (Breiman, 2001)

e Gradient Boosting Classifier (Friedman, 2001)

e Ada Boost Classifier (Freund ve Schapire, 1996)

o Ekstra Agaglar (Extra Trees Classifier) (Geurts ve dig., 2006)

e K —en yakin komsuluk (K-Neighbors Classifier) (Cover ve Hart, 1967)

e Naive Bayes (Bayes ve Price, 1763)

e Karar Agaci (Decision Tree Classifier) (Hart ve dig., 2000)

e CatBoost (Prokhorenkova ve dig., 2018)

seklinde ifade edilebilir.

Danigmansiz 6grenme, herhangi bir hedef degiskenin olmadig1 veya bilinemedigi durumlarda,
sadece girdi degerlerinden hareket edilerek eldeki girdilerin gruplanmasi calismalaridir
(Balaban ve Kartal, 2018). Danigsmansiz 6grenmede amag, ¢iktt degeri olmaksizin girdi

degerleri arasindaki iligki ve oriintiileri tanimlayabilmektir (Hastie ve dig., 2009).
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Genel olarak danigmansiz 6grenmenin uzun ve etkili bir tarihi vardir. Bu anlamda bazi ilk
donem caligmalar1 incelendiginde, Barlow’un (1989) noéral kodlar1 karakterize etmenin
yollarini aragtirdigi, MacKay’in (1956) ise sibernetik — teorik bir yaklasimi benimsedigi
goriilmiistiir. Oznitelik ¢ikarma (feature extraction) yéntemleri ise genellikle daha az kapsamli

bir sekilde arastirilmistir (Dayan, 1999).

Danismansiz 6grenmede, veri kiimesi etiketlenmemis 6rneklerden olusan bir koleksiyondur.
Danigmansiz bir 6grenme algoritmasinin amaci, 6zellik vektoriinii girdi olarak alan ve onu
baska bir vektore veya pratik bir sorunu ¢6zmek i¢in kullanilabilecek bir degere doniistiiren bir
model olusturmaktir. Ornegin, x girdi vektorii olmak iizere, kiimelemede model veri
kiimesindeki her 6zellik vektorii i¢in kiimenin kimligini dondiiriir. Boyut indirgemede, modelin
ciktist x girdisinden daha az 6zellige sahip bir 6zellik vektoriidiir; aykirt deger tespitinde ¢ikti,
x'in veri kiimesindeki siradan bir 6rnekten ne kadar farkli oldugunu gosteren gercek bir sayidir

(Burkov, 2019).

Son zamanlarda arastirmacilarin siniflandirma amaci tasiyan ¢aligmalarinda, etiketlenmis ve
etiketlenmemis Orneklerin bir arada oldugu durumlarda yari danismanli 6grenme olarak
adlandirilan alanda c¢alistigr goriilmektedir. Etiketlenmis veri olmadan simiflandirma
yapilamamaktadir ancak az miktardaki etiketlenmis veriyi biiylik miktarda etiketlenmemis veri

havuzunda ¢ogaltmak etkili bir yaklagim olabilir (Frank ve Hall, 2011).

Yar1 danigmanli 6grenmede, veri kiimesi hem etiketli hem de etiketsiz Ornekler igerir.
Genellikle, etiketlenmemis Orneklerin sayisi, etiketli 6rneklerin sayisindan ¢ok daha fazla
oldugunda kullanilmasi uygundur. Yar1 danismanli 6grenme algoritmasinin amaci, danigmanl
O0grenme algoritmasinin amaci ile aynidir. Buradaki amag, bir¢ok etiketlenmemis ornegin
kullanilmasinin, 6grenme algoritmasinin daha iyi bir model bulmasina yardimci olabilmesidir.
Ogrenmenin daha fazla etiketlenmemis 6rnek eklemekten fayda saglayabilecegi sezgisel olarak
diistiniilebilir ancak bu durum ¢oziilmek istenen sorunun belirsizligini arttirmaktadir. Bununla
birlikte, etiketlenmemis 6rnekler eklendiginde, problem hakkinda daha fazla bilgi eklenmis olur
ve bu sayede daha biiyiik bir 6rnek olugmasi ile etiketlenen 6rneklerin geldigi olasilik dagilimin

daha iyi yansitir (Burkov, 2019).

Odiil ve cezaya dayanan ve optimal karar verme siireglerine temel olusturan pekistirmeli
ogrenme yaklagimi Sugiyama (2015) tarafindan Onerilmistir. Pekistirmeli 6grenme, iki temel

makine 6grenmesi yaklagimindan farklilagsmaktadir. Bu yaklasim, ne danismanli 6grenmedeki gibi
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etiketlenmis veriye dayanir ne de gizlenmis bir yapiy1 ortaya ¢ikarmaya calisir. Burada asil amag,
odiil sinyalinin (reward signal) maksimize edilmesidir (Sutton ve Barto, 2018). Alpaydin (2014)
tarafindan belirtilen “elestirmenle 6grenme” ifadesindeki elestirmen, danismandan farkli olarak
ne yapilmasi gerektigini degil ge¢mis eylemin iyi olup olmadigini sdylemektedir. Pekistirmeli
ogrenme, belirli bir etikete ihtiya¢ duymadan, gegici etiketler tizerinden deneme yanilma yolu

ile 6grenme siirecidir (Balaban ve Kartal, 2018).

Topluluk 6grenmesi, tek bir siiper modeli iiretmek yerine, ¢cok sayida diisiik dogruluklu modeli
egitmeye ve ardindan bu zay1f modellerin alacagi tahminleri yiiksek dogruluklu bir meta modeli
elde etmek i¢in birlestirmeye odaklanan bir 6grenme yaklagimidir. Temel makine 6grenmesi
algoritmalarin sinirlamalar1 vardir. Basit olmalar1 nedeniyle bazen problemler icin yeterince
dogru bir model iiretemezler. Daha iyi sonuglar elde edebilmek icin derin sinir aglarinin
kullanimi denenebilir. Bu durumda ise, derin sinir aglarinin olduk¢a biiylik miktarda
etiketlenmis veri gerektirmesi ve elde bu boyutta veri bulunmamasi durumu s6z konusu olabilir.
Derin 6grenme ile iyi sonuglarin alinamayacagi bu durumlarda, basit 6grenme algoritmalarinin
performansini artirmak i¢in kullanilabilecek baska bir yaklagim topluluk 06grenmesi
yaklagimidir. Diisiik dogruluga sahip modeller genellikle zayif 6grenenler tarafindan, yani
karmagik modelleri 6grenemeyen 6grenme algoritmalar: tarafindan 6grenilir ve bu nedenle
genellikle egitim ve tahmin i¢in ¢alisma siireleri diisiiktiir. En sik kullanilan zayif 6grenici,
yalnizca birka¢ yinelemeden sonra egitim setini bdlmeyi birakan bir karar agaci 6grenme
algoritmasidir. Elde edilen agaclar sigdir ve 0Ozellikle dogru degildir, ancak topluluk
ogrenmenin arkasindaki fikir, eger agaclar ayni1 degilse ve her aga¢ rastgele tahminden en
azindan biraz daha iyiyse, o zaman ¢ok sayida bu tiir agaci birlestirerek yiiksek dogruluk elde
edebilecegi seklindedir. Tahmin elde etmek icin, her bir zayif modelin tahminleri bir tiir
agirlikli oylama kullanilarak birlestirilir. Kullanilacak oy agirliklandirma bigimi algoritmaya
baglidir, ancak algoritmadan bagimsiz olarak fikir aynidir. Eger zayif modeller toplulugu,
mesajin spam oldugunu tahmin ederse, spam etiketi atanmasina dayali bir ¢aligma prensibi s6z
konusudur (Burkov, 2019). Rastgele orman, en yaygin kullanilan topluluk 6grenme

algoritmalarindan bir tanesidir.

Pekistirmeli 6grenme, makinenin bir ortamda yasadigi ve o ortamin durumunu bir 6zellikler
vektorii olarak algilayabildigi bir makine 6grenimi alt alanidir. Makine her durumda eylemleri
(actions) ylriitebilir. Farkli eylemler, farkli odiiller getirir ve makineyi ortamin baska bir

durumuna da tastyabilir. Pekistirmeli 6grenme, denetimli 6grenmedeki modele benzer sekilde,
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bir durumun 6zellik vektoriinii girdi olarak alan ve bu durumda yiiriitiilecek en uygun eylemi
cikaran bir fonksiyondur. Bu fonksiyon, beklenen ortalama o6diilii maksimize ediyorsa
optimaldir. Pekistirmeli 6grenme, oyun oynama, robotik, kaynak yonetimi veya lojistik gibi

karar vermenin sirali ve hedefin uzun vadeli oldugu belirli bir tiir sorunu ¢ézer (Burkov, 2019).

Ham verilerin elde edilmesinin ardindan makine 6grenmesi calismalari i¢in 6n igleme
asamalarindan gecirilerek analize hazir hale getirilmesi gerekir. Analizin saglikli bir sekilde
sonug¢ verebilmesi i¢in veri 6n isleme c¢aligsmalarinin yapilmasi 6nemlidir. Eksik, giirtiltiilii ve
tutarsiz veriler, biiyiik gergek diinya veritabanlarinin ve veri ambarlarinin olagan 6zellikleridir.
Eksik veriler birka¢g nedenden dolay1 ortaya ¢ikabilir. Bir yanlis anlama veya ekipman arizasi
nedeniyle ilgili veriler kaydedilemeyebilir. Kaydedilen diger verilerle tutarsiz olan veriler
silinmig olabilir. Ayrica, gecmisin kaydedilmesi veya verilerde yapilan degisiklikler gdzden
ka¢mis olabilir (Han ve dig., 2012). Veri 6n isleme caligmalar1 eksik deger atama, aykir1 deger

analizi, kesiklestirme, boyut indirgeme ve normalizasyon gibi ¢aligsmalar1 kapsar.

Cesitli nedenlerle kayip degerlerin bulundugu veri kiimeleri iizerinde, makine &grenmesi
algoritmalar1 uygulanmadan Once eksik deger atamasi yapilir. Eksik deger atamasinda,
ortalama, mod ve medyan gibi istatistiki yaklagimlar kullanilarak atamalar yapilabilir. Ayrica
eksik deger barindiran siirekli nitelikler i¢in regresyondan faydalanilarak deger atamasi
yapilabilmektedir. Kategorik nitelikler i¢in eksik deger atamasinda siniflandirma algoritmalari

kullanilabilir (Sezer ve Basegmez, 2022).

Aykir1 degerler, bir veri kiimesinde normalin diginda kalan, sahip olduklar1 6zelliklerle diger
nesnelerden agikar sekilde aykirilik gosteren nesnelerdir. Aykir1 deger tespitinde standart

sapma, kartiller aras1 uzakliklar ve kiimeleme algoritmalar1 kullanilabilir (Akpinar, 2014).

Stirekli degiskenlerin barindirdigr degerleri kategorik degerlere doniistiirme islemine
kesiklestirme adi1 verilir (Ozkan ve Erol, 2015). Sadece kategorik verilerle calisabilen
algoritmalarin ve fonksiyonlarin kullanilabilmesi igin kesiklestirme islemi yapilmasina ihtiyag

duyulabilir.

Veri kiimesinin barindirdig1 karmasay1 azaltmak i¢in 6zniteliklerin bir kisminin se¢ilmesine
Oznitelik alt kiimesi secimi (feature subset selection), eldeki niteliklerin birlestirilerek yeni
niteliklerin olusturulmasina 6znitelik ¢ikarimi (feature extraction) adi verilir. Bu ¢alismalar

genel olarak boyut indirgeme baglig1 altinda incelenir (Alpaydin, 2014).
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Normalizasyon, siirekli degiskenlerin barindirdigi degerlerin [0,1] ya da [-1,1] araligina
sikigtirilmast islemidir. Bu indirgeme islemleri i¢in Z-skor ve min-maks yaklagimlarindan

faydalanilabilir (Akpinar, 2014).
2.2 OZNITELIK SECIiMI

Siiflandirma ¢alismalarinda, elde bulunan nitelikler arasindan sinif belirlendikten sonra kalan

diger niteliklere sinifin 6znitelikleri ad1 verilir (Han ve dig., 2012; Alpaydin, 2014).

Siniflandirma problemlerinde, bilgi igerebilecegine inanilan tiim goézlem verileri ¢aligmaya
girdi olarak alinir. Kusursuz bir diinyada yasasaydik, bu girdilerin arasindan 6énemli olanlarin
secilmesine gerek olmazdi ve siniflandirma modeli kendisi gereksiz 6znitelikleri atabilirdi.
Oznitelik secimi ile, gereksiz girdilerin toplanmasi maliyetinden tasarruf edilmesi ve veri

icerisindeki giiriiltiinlin azaltilmasi saglanabilir (Alpaydin, 2014).

Oznitelik secimi, makine dgrenimi calismalarmin veri 6n isleme siirecinde en sik kullanilan
onemli tekniklerden birisidir ve zamanla makine dgrenimi siirecinin vazgecilmez bir bileseni
haline gelmistir (Kalousis ve dig., 2007). Makine 6grenimi ve istatistikte degisken se¢imi,
ozellik secimi veya degisken alt kiime se¢imi olarak da bilinir. Ilgili 6znitelikleri tespit etme ve
alakasiz, gereksiz veya giirliltiilii verileri kaldirma islemidir. Bu siire¢, veri madenciligi
algoritmalarini hizlandirir, tahmin dogrulugunu gelistirir ve anlagilirhigi artirir. Alakasiz
oznitelikler, yararl bilgi saglamayan 6zniteliklerdir ve gereksiz 6znitelikler, o anda se¢ili olan
ozniteliklerden daha fazla bilgi saglamaz (Molina ve dig., 2002). Oznitelik alt kiimesi
seciminde amacg eldeki Ozniteliklerin en iyi alt kiimesini bulmaktir. En iyi alt kiime,

siiflandirma bagarisini en yliksek yapan en az sayida boyuttan olusur (Alpaydin, 2014).

Smiflandirma igin Oznitelik se¢imi, sonuclarina gore ve iginde siniflandirict barindirip
barindirmamasina gore alt kirilimlara ayrilarak incelenmektedir. Sonuglarina gore 6znitelik
secimi yaklagimlari, bir 6znitelik alt kiimesi sonucunu dondiirenler ve 6znitelikleri siralayanlar
olarak iki gruba ayrilir. Siiflandirici barindirmasia goére yapilan ayrimda ise, 6znitelik se¢imi
yapilan asamada bir siniflandiricidan faydalaniliyorsa sarmalayict (wrapper) yaklasim,
siiflandirict kullanilmadan sonug elde ediliyorsa da filtreleyici (filter) yaklasim olarak iki
gruba ayrilir. Ayrica Oznitelik se¢imi yaklagimlarinin kullandiklar1 Olgliler ve arama

yaklagimlarina gore de ayrimlar mevcuttur (Liu ve Motoda, 1998b).
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Bu tez caligmasinda, 6znitelik se¢im yaklagimlari, Liu ve Motoda’nin (1998b) calismasina
paralel olarak; sonuclarina, arama yaklasimlarina, kullanilan Oolgiilere ve siniflandiric

barindirmasina gore dort agidan ele alinmaktadir (Sekil-2.3).

Sonuglarina
gore

Arama
yéntemine
gore

Sarmalayici Oznitelik

- Filtreleyici Segimi

Kullanilan
Olgllere
gore

Sekil 2.3: Oznitelik se¢imine bakis acilart

2.2.1 Sonuclarma Gére Oznitelik Secimi

Sonuglarina gore 6znitelik se¢imi yaklasimlar: alt kiime sonucu dondiiren ve Ozniteliklerin

stralanmuisg bir listesini dondiiren yaklasimlar olarak ikiye ayrilir.
2.2.1.1 Alt Kiime Sonucu Dondiiren Yaklasimlar

Oznitelik alt kiimesi se¢im yaklasimlari, ¢alisma icerisinde belirlenen arama yaklasimima dayali
olarak degerlendirilen tiim aday Oznitelik alt kiimeleri icin birer skor iiretirler ve bu skorlara
dayal1 olarak belirlenen daraltilmis bir 6znitelik alt kiimesi dondiiriirler. Oznitelik alt kiimesi
secim yaklasimlari ile elde edilen 6znitelik alt kiimesi ise direk olarak tahmin ¢aligsmalarinin
yapilmasina olanak saglamalar1 sayesinde baska herhangi bir yaklasima ihtiyag duymazlar.
Ancak 6znitelik alt kiimeleri, se¢im agsamasinda kullanilan merit degerine gore skorladigi i¢in,
secilmis olan Oznitelik alt kiimesi icerisindeki Oznitelikler i¢in bireysel herhangi bir ¢ikti
iiretemezler. Ayrica n adet 6znitelige sahip bir veri kiimesi i¢in, 6znitelik alt kiimesi uzaymin
boyutu 2" biiyiikliigiinde oldugu icin, eldeki degerlendirilebilecek olast aday sayisi her zaman

Oznitelik sayisindan biiyiiktiir. n degeri biiytlidiikge 2" degeri de iistel bir artig gdstereceginden



17

dolay1 aradaki fark da biiyiiyerek artacaktir. Bu nedenle 6znitelik alt kiimesi yaklasimlari
kullanilirken sezgisel arama (heuristic search) veya rastgele arama (random search) gibi
yaklagimlardan faydalanilarak tiim 6znitelik alt kiimesi uzayini skorlamak yerine nispeten daha
kiigiik bir Oznitelik alt uzaymi skorlayarak daha az maliyetle ¢oziim iiretilebilmektedir.
Oznitelik alt uzayinda sezgisel veya rastgele arama yapan yaklasimlar, en iyi dznitelik alt

kiimesini bulmay1 garanti etmezler (Sezer ve Cakir, 2022).
2.2.1.2 Oznitelik Siralamast Dondiiren Yaklasimlar

Oznitelik siralama yaklasimlar1 (feature ranking approaches), sonug olarak eldeki tiim
oznitelikleri, bireysel (individual) olarak degerlendirme merit degeri cinsinden skorlar ve bu
skor degerine gore siralamaya olanak saglar. Aciklanabilir yapay zeka (Explainable AI)
yaklasimlarinda da 6znitelik onem (feature importance) degeri iizerinden siralama giktilar:
ortaya c¢ikarilarak, elde edilen tahmin (prediction) modellerinin anlamlandirilmasi iizerinde
calisilir. Benzer sekilde, 6znitelik siralama algoritmalar1 da aragtirmaciya eldeki 6zniteliklerin
her biri i¢in bireysel olarak 6zniteligin skorunu ve diger 6zniteliklere gore durumunu gosterdigi
icin ayn1 zamanda agiklanabilir bir ¢ikt1 iirettigi de sOylenebilir. Ancak, 6znitelik siralama
algoritmalar1 sonu¢ olarak net bir Oznitelik alt kiimesi vermedigi icin, siralanmis olan
Ozniteliklerden bir kismin1 segmek i¢in bir esik deger (threshold) belirleme yaklagimina ya da
bir bagka oznitelik alt kiimesi se¢im yaklasimina ihtiyag duyarlar. Oznitelik siralayan

yaklagimlar, sonug olarak siralanmis bir 6znitelik listesi dondiiriirler (Liu ve Motoda, 1998b).
2.2.2 Kullanilan Olciilere Gore Oznitelik Secim Yontemleri

Kullanilan olgiilere gore 6znitelik secim yontemleri, enformasyon (information), korelasyon
(correlation), tutarlilik (consistency) ve siniflandirma hata orani (prediction error rate) olmak

iizere bes farkli baglik altinda incelenmektedir (Liu ve Motoda, 1998b).

Oklid, Minkowski, Manhattan ve Hamming baslica kullanilan mesafe 6lciileridir. Oznitelikler
arasinda hi¢ uzaklik bulunmadiginda, bu dznitelikler birbirlerinden ayirt edilemezler. Uzerinde
caligtlan veri kiimesinde alakasiz Ozniteliklerin sayisinin fazla olmasi, mesafe olgiisii
yaklagimini kullanan 6znitelik se¢cimi yaklagimlari i¢in yaniltici olabilir (Liu ve Motoda, 1998b;

Ozkan ve Erol, 2015).
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Enformasyon 0l¢iisii kullanan 6znitelik se¢im yaklasimlari genel olarak, iizerinde 6znitelik
secimi yapilan veri kiimesinde bulunan oznitelikler ile bilgi kazanimi (information gain)
hesaplamasi yapilmasina dayanir ve yiiksek bilgi kazanimi elde edilen 6zniteliklerin segilmesi

prensibi ile ¢alisir (Liu ve Motoda, 1998b).

Oznitelik segiminde korelasyon dlgiilerinin kullanimu, sinif ile yiiksek korelasyona sahip olan
ozniteliklerin se¢ilmesi ve sinif ile diislik korelasyona sahip 6zniteliklerin elenmesi prensibine

dayanir (Dash ve Liu, 2003).

Oznitelik se¢iminde dogrusal korelasyon ve enformasyon teorisinden faydalanan yaklasimlar
olmak iizere iki farkli kullanim literatiirde mevcuttur. Dogrusal korelasyon 6znitelik se¢imi igin
oldukea iyi bir yaklasim olmasina karsin, kategorik ve siirekli 6znitelikleri barindiran karma
veri kiimelerinde ¢aligabilmek i¢in simetrik belirsizlik ve enformasyon teorisinden faydalanan

yaklagimlarin kullanimi tercih edilmektedir (Yu ve Liu, 2003).

Kategorik ve siirekli 6znitelikleri birlikte barindiran karma veri kiimelerinde 6znitelik se¢imi
izerine ¢aligilirken, bilgi kazanimi ve simetrik belirsizlik gibi hesaplamalarin yapilabilmesi igin
stirekli Ozniteliklerin kesiklestirilmesi ve kaba kiimelerden (rough sets) faydalanilmaktadir

(Jiang ve Wang, 2016).

Tutarlilik degerlendirme olgiilerinin digerlerinden farkli yonleri bulunmaktadir. Tutarlilik
Ol¢iisiinii kullanan Oznitelik secimi yaklasimlarmin, diger Olgiileri kullanan yaklasimlarin
O0grenme verisine (frain set) asirt bagimliligr ve kiiclik bir 6znitelik alt kiimesi olusturma
yanliligia kars1 daha direngli oldugu sdylenebilir. Tutarlilik Olgiileri, tutarsizlik degerinin
minimize edilmesi prensibine dayali olarak c¢alisir (Liu ve Motoda, 1998b). Tutarsizlik

hesaplamasi {i¢ agsamada ifade edilebilir (Dash ve Liu, 2003);

1) sl ve s2 simif etiketlerine ait iki farkli deger olmak tizere, (0 1 0 s1) ve (0 1 0 s2) gibi
aciklayict Ozniteliklerin ayni degerleri aldigi ancak siifin farkli deger aldigi 6rnekler

tutarsiz olarak degerlendirilir.

2)(010sl),(010s2),(01 0 s3) seklinde agiklayict 6zniteliklerin ayni degeri aldigi ve
simif etiketinin farkli oldugunda, sinifin sl, s2, s3 degerlerinin veri kiimesi icgerisinde

tekrarlanma sayilar1 k1, k2, k3 seklinde gosterilebilir. Ornek sayis1 n olmak iizere, n=
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k1+k2+k3 olarak ifade edilebilir. k3 degerini k1 ve k2 degerinden biiylik oldugu

varsayilirsa, n - k3 degerine tutarsizlik adedi ad1 verilir.

3) Veri kiimesinde bulunan her bir agiklayicit 6znitelik kombinasyonu i¢in tutarsizlik
adedinin toplaminin, veri kiimesinde bulunan 6znitelik kombinasyonu adedine bdliinmesi
ile tutarsizlik orani hesaplanir. Bu oranin 1’den ¢ikarilmasi ile tutarlilik orani

hesaplanabilir (Liu ve Motoda, 1998b; Sezer, 2018).

Siiflandirict hata orani (predictive error rate) metrigini kullanabilmek i¢in 0znitelik se¢imi
asamasinda bir siniflandirma algoritmasinin kullanilmasi gerekmektedir. Iteratif sekilde tiim
aday Oznitelik alt kiimelerine siniflandirma algoritmasi uygulanir ve en diisiik siniflandirici hata
oranma sahip adayimn segilmesi saglanir. Oznitelikler secildikten sonra smiflandirici olarak
kullanilarak siniflar tahmin edilir. Siniflandirma dogrulugunun ¢ok yiiksek seviyeye ulasmasi
ile birlikte diger yontemlere kiyasla hesaplama yiikii de dogru orantil1 bir sekilde artarak ¢ok
yiiksek seviyelere ulasabilmektedir (Liu ve Motoda, 1998b; Dash ve Liu, 2003).

2.2.3 Oznitelik Seciminde Arama Yoéntemleri

Oznitelik alt kiime uzayinm boyutu, n adet oznitelikten olusan bir veri kiimesi igin 2"
biiytikliigiinde olmaktadir ve n degeri biiyiidiik¢e alt kiime uzay1 olduke¢a hizli biiyiimektedir.
Glinlimiiz ¢aligsmalarinda, veri kiimeleri oldukga biiylik hacimlere ulasabildigi i¢in eldeki tim
alternatifleri degerlendirmek her zaman kolay olmayabilmektedir. Bu nedenle, bazi sinirh
arama yaklasimlar1 gelistirilmistir. Bu yontemlerden en yaygin olarak kullanilanlar1 bu kisimda

detayl1 olarak agiklanmistir (Liu ve Motoda, 1998b; Sezer ve Cakir, 2022).

Tam arama (exhaustive search) yoOntemi, Oznitelik alt kiimesi uzaymnmn tamamini
degerlendirerek calisir. Bu yaklagim, 6znitelik sayisinin ¢ok oldugu durumlarda oldukga fazla

islem maliyeti gerektirebilir (Liu ve Motoda, 1998b; Sezer ve Cakir, 2022).

Sezgisel arama (heuristic search), evrimsel algoritmalar gibi baz1 optimizasyon
algoritmalarinin degerlendirme siirecine dahil edilmesi prensibine dayali arama yaklagimlaridir.
Cok amagli optimizasyon algoritmalarinin da kullanimi son yillarda oldukg¢a artmigtir.

Kullanilan baglica sezgisel algoritmalar;

e Genetik algoritma (Holland, 1992)
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e Baskin olmayan sirali genetik algoritma (Non-dominated sorting genetic algorithm)
(NSGA) (Srinivas ve Deb, 1994)

o Acggozlii algoritmalar (Greedy Stepwise) (Jacobs ve Brusco, 1995)

e Parcacik siirli optimizasyon algoritmasi (Particle swarm optimization) (Kennedy ve
Eberhart, 1995)

e ikili guguk kusu arama algoritmasi (Binary Cuckoo search) (Rodrigues ve dig., 2013)

e Stokastik fraktal arama algoritmasi (Stochastic fractal search) (Salimi, 2015)

e En iyi Oncelikli arama algoritmasi (Best First search) (Frank ve dig., 2016)

e Sempanze optimizasyon algoritmast (Chimp optimization algorithm) (Khisne ve
Mosavi, 2020)

e ikili cok amagl sempanze optimizasyon algoritmas1 (Binary multi-objective chimp

optimization algorithm) (Piri ve dig., 2022c¢)
seklinde ifade edilebilir.

Rastgele Arama (Random search), ¢alismaya dahil olan 6znitelik uzayinin igerisinden rastgele

sayida tekrarsiz sec¢ilmis adayin degerlendirilmesi prensibine dayalidir.
2.2.4 Sarmalayici ve Filtreleyici Yaklasimlar

Oznitelik secimi caligmalari, igerisinde bir siiflandirict barindirp barmndirmamasia gore

sarmalayici veya filtreleyici olarak iki baglik altinda incelenmektedir.

Siniflandirma algoritmalarinda kullanilan 6znitelik alt kiimesi se¢gme yontemleri filtreleyici ve
sarmalayict olmak {izere, icerisinde siniflandirici barindirmasina gore iki bashik altinda
incelenmektedir.  Sarmalayict  yontemler, igerisinde bir smiflandirict  bulundurur,
degerlendirdigi her bir 6znitelik alt kiimesi i¢in bir siniflandirma ¢aligmasi gerceklestirir ve
degerlendirme Olgiisii olarak smiflandirma hata oranmni kullanir. Filtreleyici yontemler ise,
icerisinde bir siniflandirma algoritmasi bulundurmadigindan dolay1, alternatif yollardan dl¢iim
yaparlar ve smiflandirma dogrulugundan farkli bir degerlendirme 6lgiisii kullanmaktadirlar

(Blum ve Langley, 1997; Sezer ve Cakir, 2022).
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2.2.4.1 Sarmalayic1 Yaklasimlar

Oznitelik segme algoritmalarinda simiflandiricinin dogrulugunu bir performans dlgiisii olarak
kullanmak basit bir yaklagimdir. Miimkiin olan en yiiksek siniflandirict dogrulugunu elde etmek
icin Oncelikle bir smiflandirici olusturulmali ve daha sonra siniflandirictya en uygun
oznitelikler secilmelidir (Liu ve Motoda, 1998b). Bu yaklasim, Kohavi ve John tarafindan 1997
yilinda ortaya atilmistir ve sarmalayict (wrapper) yaklagim olarak adlandirilmistir (Kohavi ve

John, 1997; Liu ve Motoda, 1998b).

Sarmalayici yaklagimda, 6znitelik alt kiime uzayi lizerinde bulunan tiim aday alt kiimeler i¢in
siiflandirici kullanilarak, siniflandirma hata oranina dayali skorlama yapilir ve taranan adaylar
arasindan en yiiksek performans (siniflandirma basarisi) gosteren alt kiimenin secilmesi

saglanir (Kohavi ve John, 1997; Sezer, 2018).
2.2.4.2 Filtreleyici Yaklasimlar

Sarmalayic1 yaklasim disinda kalan, siniflandirict barindirmayan yaklagimlara filtreleyici
yaklasimlar (filter approaches) ad1 verilir. Filtreleyici yaklagimlar, enformasyon (information),
mesafe (distance), korelasyon (correlation) ve tutarlilik (consistency) degerlerini merit olarak
kullanir. Dolayistyla, filtreleyici yaklagimlar tahmin dogrulugu (predictive accuracy) degerini
maksimize etmeyi garanti etmezler ancak sarmalayici yaklagima gore nispeten daha az islem

yiikiine ve siireye ihtiyag¢ duyarlar (Liu ve Motoda, 1998b).
2.2.5 Oznitelik Secim Algoritmalar

Literatiirde bilinen ¢ok sayida 6znitelik se¢im algoritmasi bulunmaktadir. Bu tez ¢aligmasinda,
Korelasyon Bazli Oznitelik Secimi (CFS) ve Tutarlilik Bazli Oznitelik Sec¢imi Yontemi
(CONS) yaklagimlar1 kullanilmigtir.

2.2.5.1 Korelasyon Bazl Oznitelik Secimi

Korelasyon bazli 6znitelik alt kiimesi se¢cimi motivasyonu, Hall (1999) tarafindan su sekilde

ifade edilmistir:

“Iyi bir oznitelik alt kiimesinin barindirdig1 éznitelikler, sinif ile yiiksek korelasyona sahip iken

kendi aralarinda korelasyon bulunmayanlardir.”
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Korelasyon bazli 6znitelik se¢imi (correlation based feature selection - CFS), korelasyona
dayali sezgisel bir degerlendirme islevi kullanarak 6znitelik alt kiimelerini siralayan temel bir
filtre algoritmasidir. Degerlendirme fonksiyonu, sinifla biiytlik dlgiide iligkili ancak birbiriyle
iligkili olmayan 6zniteliklere sahip alt kiimeleri tercih eder. Alakasiz 6zniteliklerin sinifla diisiik
korelasyona sahip olmasi géz ardi edilmelidir. Kalan 6zniteliklerden biri veya birkagiyla yogun
bir sekilde iligkili olacak gereksiz 6znitelikler kaldirilmalidir (M. A. Hall, 2000). CFS yontemi,
asagidaki gibi tanimlanan bir D kiimesi i¢in, 1 < k < n olmak {iizere, veri kiimesindeki k
ozniteliklerinin bir S alt kiimesinin kalitesini dlgmek igin @, (S) islevi Denklem (2.3) ile

gosterilmistir:

c
k.o

Pp(S) =
Jk +k.(k—1).0)

(2.3)

Burada o, S'deki her bir 6znitelik ile smif dzniteligi arasindaki korelasyonlarm ortalamasidir
ve ‘71]; , S'deki (Izc) olas1 oznitelik c¢iftlerinin her biri arasindaki korelasyon degerlerinin

ortalamasidir.

CFS, kategorik ozniteliklerle calistig1 icin siirekli Ozniteliklerin kesiklestirilmesi saglanir.
Kesiklestirme islemi i¢in genellikle Fayyad ve Irani (1993) tarafindan onerilen yaklagim

kullanilir.

CFS igerisinde korelasyon hesaplamast igin, 6znitelikler kiimesi A, smif degerleri kiimesi C
olmak tizere, Denklem (2.4) ve Denklem (2.5) ile hesaplanan entropi degerleri kullanilarak
Denklem (2.6) ile simetrik belirsizlik hesaplanir (Hall ve Holmes, 2000).

H(C) = — ) P(c) log,P(c) (2.4)
H(C|A) = — Z P(a) Z P(c|a) log,P(c|a) (2.5)
aeA ceC

H(X) + H(C) — H(X, C)
H(X) + H(C)

SU(X,C) = 2 x [ (2.6)
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2.2.5.2 Tutarliltk Bazlh Oznitelik Secimi

Tutarlilik Olciisii, veri kiimesini ¢ok baskin bir sinifa sahip boliimlere ayiran 6znitelikleri
bulmak i¢in tasarlanmistir. Bu 6l¢iim ilk olarak, Almuallim ve Dietterich (1991) ile Liu ve
Setiono (1996) tarafindan tartisilmistir. Ancak, Dash ve Liu (2003) daha kapsamli bir goriis
sunmaktadir. Bolim 2.2.2°de tutarsizlik hesaplamasina ait agamalar detayli olarak ifade

edilmistir.

Tutarlilik bazli 6znitelik se¢im yontemi, 0zniteliklerin sinif ile tutarliliklarinin hesaplanmasi
prensibine dayanir. Tutarlilik bazli 6znitelik se¢imi yaklagimi, sinif ile yiiksek tutarlilikta ve

kiigiik 6znitelik alt kiimeleri olusturmaya meyillidir (Liu ve Motoda, 1998b; Sezer, 2018).

S bir degisken alt kiimesi, S i¢in olusturulabilecek degisken alt kiime say1s1 j, veri kiimesinin
icerdigi satir say1s1 N, satir numarasi i, i-inci satirdaki degiskenin aldig1 degerin meydana gelme
sayist D;, i-inci satirdaki degiskenin aldig1 degerin en genis siniftaki kardinalitesi M; olmak

iizere, S kiimesine ait tutarlilik merit degeri Denklem (2.7)’deki sekilde hesaplanir:

i 1Dl = M| 2.7)

CONSs = 1 -

Korelasyon bazli 6znitelik se¢imi (CFS) ve tutarlilik bazli 6znitelik se¢imi (CONS) merit
degerlerinin hesaplanmasindan 6nce siirekli 6znitelikler kesiklestirilir (Hall ve Holmes, 2003;

Abraham ve dig., 2009; Pedrycz ve dig., 2016)

Tutarlilik metrigi, tiim Oznitelikleri kategorik halde bulunan bir veri kiimesi igin
hesaplanabilmektedir. Varsa kategorik olmayan 6zniteliklerin tutarlilik hesaplamasi 6ncesinde
kategoriklestirilmesi saglanir. Tamami kategorik halde bulunan bir veri kiimesi tlizerinde
yapilan tutarlilik hesaplamasi, tim kategorik Ozniteliklerin kukla (dummy) Ozniteliklere
doniistiiriilmiis hali ile yapilan K — en yakin komsuluk (KNN) hesaplamasi ile birebir
ortiismektedir. Bu ¢ikarim, bu tez ¢alismasi kapsaminda yapilan analizlerde farkedilmis olup,

literatiirde rastlanilmamustir.
2.3 OZNITELIK SECIMi VE OPTIMIZASYON

Bir optimizasyon problemi, bir dizi bagimsiz degisken veya parametre ile baslar ve genellikle

degiskenlerin kabul edilebilir degerlerini tanimlayan kosullar1 veya kisitlamalari igerir. Bu tiir
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kisitlamalara problemin kisitlart ad1 verilir. Bir optimizasyon probleminin diger temel bileseni,
bir sekilde degiskenlere bagli olan ve amag¢ fonksiyonu olarak adlandirilan tek bir iyilik
Olgiistidiir. Bir optimizasyon probleminin ¢ozlimii, ama¢ fonksiyonunun optimal bir deger

varsaydig1 degiskenlerin izin verilen degerleri kiimesidir (Gill ve dig., 1981).

Oznitelik segme probleminde en uygun durumu bulmak icin arama veya optimizasyon
yontemleri gereklidir. Optimizasyon, mevcut olanlar arasindan miimkiin olan en iyi ¢oziimi
bulmaya calisma siireci olarak diisiiniilebilir. Bagka bir ifade ile, eldeki kisith kaynaklarin
mevcut siirlar ve kosullar ¢ergevesinde optimum kullanimini saglamaktir (Kaya ve Figlali,
2016). Bu nedenle, optimizasyonun gorevi, problemleri (belirli bir ¢éziimiin kalitesini temsil
eden) bazi degerlendirme fonksiyonlari agisindan modellemek ve ardindan bu amag
fonksiyonunu en aza indirmek (veya soruna bagli olarak en iist diizeye ¢ikarmak) i¢in bir arama
algoritmas1 kullanmaktir (Burke ve Kendall, 2014). Bilinen pek ¢ok optimizasyon yontemi
vardir. Ancak bu yontemlerin ¢ogu belirli bir problemin ¢6zliimii i¢in gelistirilmistir. Bu nedenle
optimizasyon probleminin ¢6ziimil i¢in gerekli olan yontemlerin bulunmasi i¢in optimizasyon
probleminin tiiriintin belirlenmesi biiyiik 6nem tagir. Bu anlamda optimizasyon yontemlerinin
problemin karar degiskenleri, ele alinan donem, problemdeki amag¢ sayis1 gibi farkli

karakteristikler acisindan gruplara ayrilmasi miimkiin olur (Deb, 2014).
2.3.1 Tek Amach Optimizasyon

Optimizasyon problemleri amaglarina gore, tek amagli ve ¢ok amagli optimizasyon yontemleri
olmak {tizere ikiye ayrilir. Tek amagl bir fonksiyonda Oznitelik sayilarini ve siniflandirma
dogrulugunu toplama yontemi, tek amacli bir optimizasyon yontemi olarak kabul edilir (Kaya
ve Figlali, 2016). Elde edilen bir ¢dzlimiin diger ¢ozlimlere istiinliigii, tek amagli problemlerde
bu ¢oziimdeki amag¢ fonksiyonlarmin degerleri kontrol edilerek saglanir (Al-Tashi ve dig.,

2020).
2.3.2 Cok Amach Optimizasyon

Cok amach optimizasyon yaklasiminda, performans kriterlerinde birden fazla amacin
sistematik ve es zamanli optimizasyonu soz konusudur. Elde edilen bir ¢oziimiin diger
coziimlere Uistiinliigli, cok amagli problemlerde en iyi ¢6ziimii elde etmek icin kullanilir (Al-

Tashi ve dig., 2020). Arastirmacilar, ¢cok amagl problemlerin ¢oziimiinde etkin sonuglara
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ulagsmak icin ¢6ziim uzaymin tamamini kapsayan yontemler gelistirmis ve bunlar1 ¢éziim

algoritmalarina uyarlamigtir (Kaya ve Figlali, 2016).

Oznitelik alt kiimelerinin &nemi, farkli yonlerden ele alinan birden fazla kriterin optimizasyonu
ile tanimlanabilir. Ancak hedefler catistiginda bu karmagik olabilir. Bu karmasikligin
iistesinden gelmek i¢in ¢ok amagli optimizasyon stratejileri kullanilabilir. Cok amagh
optimizasyon problemleri, ¢coklu catigmalar1 optimize etmek i¢in amag fonksiyonlari igerir (Al-

Tashi ve dig., 2020).

Minimizasyon i¢in ¢ok amagh bir optimizasyon problemi matematiksel olarak su sekilde ifade

edilebilir:

Min F(x) = (i(x), o(x), ..., fn(x) (2.8)
Hedef gix) <0, i=12,...m (2.9)
() <0, i=12,..,1 (2.10)

Burada, Denklem (2.8) ¢6ziim alani, Denklem (2.9) amag fonksiyonu vektori, Denklem (2.10)
ise esitsizlik kisitlarin1 ifade etmektedir. Ayrica, Q karar uzay1 olmak iizere, x € Q ve x =
(x1, %5, ..., x) € Q © R™ uygulanabilir bir karar degiskenleri kiimesidir. f: R™ — R™ olup, R"
uzayma degisken uzay denir. n amag¢ sayist ve f; (i =1,2,..,n) fonksiyonlar1 amag
fonksiyonlaridir. Ayrica k —boyutlu R™ uzayi, kriter uzay1 olarak da bilinir (Thiele ve dig.,
2009).

Cok amacl optimizasyon asagidaki 6zelliklere sahiptir (Deb 2014, syf. 405):

*  Optimum kiimenin kardinalitesi genellikle birden fazladir,
* Optimizasyonun bir yerine iki farkli hedefi vardir,

«  Iki farkli arama uzayina sahiptirler.

Tek amach optimizasyon ile cok amagli optimizasyon arasindaki temel fark, optimal kiimedeki
kardinaliteden kaynaklansa da, optimizasyon problemi ister tek amach ister ¢ok amagli olsun,
pratikte bir kullanicinin ihtiya¢ duydugu tek bir ¢éziim vardir. Cok amacl optimizasyonda,
kullanict en uygun ¢éziimlerden hangisini segecegi konusunda bir ikilem igindedir. Buna bir

cevap aramak icin, ideal olarak tim hedeflerin 6nemli oldugunu goéz 6niinde bulundurarak,
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optimal bir ¢oziim kiimesi bulunmalidir. Kullanici1 daha sonra bir se¢cim yapmak icin daha
yiiksek diizeyli kalitatif degerlendirmeler kullanabilir. Bu nedenle, ideal ¢ok amagl

optimizasyon prosediirii olarak asagidaki prosediir 6nerilir (Deb 2014, syf. 407):

Adim 1 Hedefler i¢in genis bir deger yelpazesiyle birden ¢ok degis tokusla en uygun ¢oziimler

bulunur.
Adim 2 Daha iist diizey bilgileri kullanarak elde edilen ¢éziimlerden biri segilir.

Cok amagli optimizasyonda, amag fonksiyonlar1 kullanilarak karar uzaylarinin amaclar uzayina
eslenmesi s0z konusudur. Ana ilgi nesnel uzaydadir. Optimal karar seceneklerini
belirleyebilmek i¢in 6ncelikle ¢oziimler karsilastirilir daha sonra amag uzayindaki sira iligkisine
gore bir siralama yapilir. Objektif uzaydaki sira iliskileri, Pareto baskinli§inin en yaygin olarak
kullanildig1 baskinlik kavrami kullanilarak tanimlanabilir. Cok amagli optimizasyonda Sekil
2.4°deki gibi verilen x; ve x» ¢oziimlerini karsilastirmak ¢ok amacli problemlerde tek amagh
problemlerde oldugu kadar kolay degildir. Bazen hedeflerde celiskiler ortaya c¢ikar ve ¢elisen
hedeflerin farkli algoritmalar kullanilarak islenmesi ve cesitli takas yontemleri kullanilarak

dengelenmesi gerekir (Afshari ve dig., 2019).

Karar uzayi Hedef uzayi
X2 f2

F(x)

X1 f1
Sekil 2.4: Karar uzayindan hedef uzayina tanimlanan bir durumun gosterimi (Feng ve dig., 2022).

Cok amagh optimizasyonda, optimizasyon sonuglarini belirlemede 6nemli olan bilesenlerden
birisi algoritmalardir. Cok amagli optimizasyon, kullanilan algoritmalar bakimindan analitik ve
sayisal yontemler olmak iizere iki acidan ele alinabilir. Analitik yontemlerde kati matematiksel
ispatlar kullanilir ve kesin bir optimizasyon karar1 verilirken, sayisal yontemlerde cesitli
algoritmalar s6z konusu olup tiim gergek diinya problemleri i¢in genis bir uygulama yelpazesi

vardir (Cui ve dig., 2017).
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Bu tez caligmasinda kullanilan Pareto Optimal ve NSGA-II yaklagimlart 2.3.2.1 ve 2.3.2.2

boliimlerinde anlatilmistir.
2.3.2.1 Pareto Optimal

Bir¢ok gergek diinya arama ve optimizasyon problemi, problemin dogas1 geregi birden fazla
amaci olan dogrusal olmayan programlama problemleri olarak ortaya g¢ikar. Ancak uygun
cozlimlerin olmamasi nedeniyle bu tiir problemler tek amacgli problemlere doniistiiriilerek
¢cozlim elde edilir. Bu doniisiim agsamasinda esas zorluk tek bir optimum ¢dzlim yerine bir dizi
optimal ¢0zlimiin var olmasindan kaynaklanmaktadir. Burada hi¢bir ama¢ fonksiyonunun
digerlerinden daha iyi olmadig: diisiiniilebilir ve tiim amac¢ fonksiyonlarini es zamanl olarak
optimize eden tek bir ¢oziimiin varligi konusunda celigki ortaya c¢ikar. Bu sebeple optimal

¢Oziimler kiimesi s6z konusu olur (Burke ve Kendal, 2014).

Maliyet ve fayda seklinde iki amaca sahip bir optimizasyon problemi s6z konusu oldugunda,
bu karar verme probleminde tek amag¢ maliyetin minimumda kalmas1 olursa fayda gz ardi
edilir. Benzer sekilde tek amag¢ maksimum fayda saglanmasi olursa maliyet g6z ard1 edilir. Bazi
istisnai durumlar disinda minimum maliyete sahip bir ¢dziimiin maksimum fayda saglamasi
beklenmez. Bu optimizasyon probleminin iki u¢ ¢dzliimiinlin iki bagimsiz optimizasyon
problemi olarak degerlendirilmesine gerek yoktur. Bu durumda bu iki u¢ ¢6ziim arasinda
maliyet ve fayda agisindan bir tercihin s6z konusu oldugu baska bir ¢oziim mevcuttur.
Herhangi iki ¢6ziim arasinda, biri bir amag acisindan daha iyidir, ancak bu iyilestirme yalnizca
diger amag i¢in bir fedakarliktan gelir. Literatiirde bu tiir ¢6ziimler cogu zaman degis —tokus ya
da takas ¢ozlimleri olarak adlandirilir. Cogu zaman bu degis — tokus ¢6ziimleri nesnel degerlerle
cizilen nesnel bir uzayda agik bir cephe saglar. Bu cepheye Pareto-optimal cephe, bu

coziimlerin hepsine de Pareto-optimal ¢ézlimler ad1 verilir (Deb, 2014).

Oznitelik segimi baglaminda bu kavramlar1 yeniden ele alalim. Denklem (2.8)’deki sekilde
tanimlanan bir¢ok amagl bir optimizasyon probleminde, y, z € Q iki uygun ¢6ziim olsun. k €

[1,n] olmak {izere,

e Her k degeri igin f;(y) < f;(z) yani y ¢oziimii tim hedeflerde z ¢oziimiinden daha
koti degildir,
e En az bir k degeri i¢in f;(y) < f;(2) kosulu saglaniyorsa yani y ¢6ziimii en az bir

amagta z ¢ézlimiinden kesinlikle daha iyidir,
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kosullarindan en az birisi saglaniyorsa y < z dir yani y ¢oziimii z ¢éziimii lizerinde pareto
baskindir. x* # x € Q i¢in eger x lizerinde Pareto baskinlig1 olan bagka bir x* ¢oziimii yoksa
x* € Q Pareto optimal ¢6ziim olarak tanimlanir. Pareto optimal ¢dzlimlerin kiimesi Pareto
optimal kiimeyi olusturur. Pareto kiimesinin hedef uzayina eslestirilmesi ile elde edilen cephe

ise Pareto cephe olarak bilinir (Ni ve dig., 2019; Dong ve dig., 2021).
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Sekil 2.5: Pareto cepheler (Deb ve dig., 2002).

Sekil 2.5 {izerinde siyah tarali alanlar ile iki amagl bir problem icin Pareto optimal cepheler
gosterilmistir. Burada iki hedefin en aza indirilebilecegi veya en iist diizeye ¢ikarilabilecegi
dort olas1 durum dikkate alinmistir. Her durumda, siyah bolgelerde vurgulanan ¢oziimler, her
iki hedefte de esit amag¢ degeri gosterdikleri ve en az birinde daha iyi olduklari i¢in beyaz

alanlardaki diger ¢oziimlere baskin ¢ikar.
2.3.2.2 Baskin Olmayan Sirali Genetik Algoritma (NSGA-II)

Evrimsel algoritmalar, dogadaki evrim siirecini taklit eder. Bilinen en saygin evrimsel

algoritmalardan biri, Darwin'in evrim teorisinden ilham alan genetik algoritmadir. Genetik
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algoritma (GA), dogal organizmalarin dogal secilim kullanarak evrimlestigi teorisine
dayanmaktadir. GA'da se¢im operatdrii, ¢oziimlerin kalitesine karar vermek i¢in bir kritere
ihtiya¢ duyar, bu nedenle ¢ok amagli problemlerin ¢6ziimii i¢in yetersizdir. Bu nedenle GA,

cok amagli problemleri ¢cozmek i¢in modifikasyon gerektirir (Deb ve dig., 2002).

Literatiirde ¢ok amagli genetik algoritmalarin cesitli versiyonlart bulunmaktadir. Bu
algoritmalardan biri de 1994 yilinda Srinivas ve Deb tarafindan gelistirilen baskin olmayan
siralt genetik algoritmadir (Non-dominated Sorting Genetic Algorithms - NSGA) (Srinivas ve
Deb, 1994). Bununla birlikte, NSGA algoritmasi, baskin olmayan siralamanin yiiksek
hesaplama karmagikligi, elitizm eksikligi, paylasim parametresini belirleme ihtiyaci gibi

sorunlar nedeniyle literatiirde uzun yillardir elestirilmistir (Deb ve dig., 2002).

NSGA-II algoritmasi ise, 2002 yilinda Deb ve digerleri tarafindan énerilmistir ve NSGA'nin
gelistirilmis bir versiyonudur (Deb ve dig., 2002). Hem NSGA hem de NSGA-II yonteminde,
GA, dogas1 geregi birden fazla hedefi dikkate alan baskinlik diizeylerine gore bireyleri
siralayacak sekilde degistirilir. NSGA-II, hesaplama maliyeti ve elitizm agisindan NSGA'dan
daha iyidir (Deb ve dig., 2002).

NSGA-II, yeni bir parametresiz nigleme operatorii, elitist bir tutma yaklasimi ve hizli, baskin
olmayan bir siralama teknigi kullanir. Sonraki paragraflarda bu bilesenler i¢in agiklamalar yer

almaktadir (Deb ve dig., 2002):

Hizli baskin olmayan siralama: NSGA-II'nin baskin olmayan tiirii, N'nin bir popiilasyondaki
bireylerin sayis1 ve M'nin amag islevi oldugu O(MN?) diizenindedir. Bu siralama, baskin
olmayan diizeylerde (MN’*N) siralama ve tiim amag¢ fonksiyonlarina dayali olarak tiim
pargaciklar1 (MN?) ile karsilastirmanin sonucudur. Bu hesaplama maliyetini diistirmek igin
Mirjalili ve Dong (2020) tarafindan onerilen yeni yontemde baskin olmayan seviyelerin
hiyerarsik bir modeli 6nerilmistir. Bu nedenle, ilk baskin olmayan seviyeden (O(MN?)) sonra,

tiim baskin bireyleri karsilastirmaya gerek yoktur (Mirjalili ve Dong, 2020).

Elitist tutma yaklasimi: Mevcut popiilasyonun daha dnce kesfedilen en iyi baskin olmayan
coziimlerle karsilastirilmasi, otomatik olarak elitizm ile sonuglanir. GA’da, mevcut
popiilasyonun bir ylizdesinin korundugu ve bir sonraki nesile bozulmadan aktarildigi bir elitizm
olasiligi vardir. Cok amacli problemlerle ugrasirken mevcut birka¢ en iyi ¢6ziim oldugu

gerceginden dolayi, bu, NSGA-II de dahil olmak iizere cok amagli GA'lara dahil edilmemistir.
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Bununla birlikte, belirli NSGA varyasyonlar elitizm kullanir (Deb ve Goel, 1993; Mirjalili ve
Dong, 2020).

Baskwn olmayan Kalabalik
siralama mesafe siralama
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Sekil 2.6: NSGA-II Prosediirii (Deb ve dig., 2002).

Sekil 2.6, NSGA-II prosediiriine ait ¢alisma siirecini gostermektedir. Bu sekil, NSGA-II'nin
baskin olmayan bir siralama yaklasimi kullanarak bireyleri nasil siraladigini  ve
derecelendirdigini gostermektedir. Bunu takiben, se¢im operatdrii yeniden iiretimde yer alma

sanslarina bagli olarak bunlardan herhangi birini se¢mektedir (Mirjalili ve Dong, 2020).

Yeni nisleme operatorii (kalabalik mesafesi): En yakin komsu yogunlugu, bir kiip veya
hiperkiip olabilen en yakin komsulardan olusan bir bolgenin ¢evresini tahmin eder. Bu kriterlere
gore daha yiiksek degerlere sahip bireyler lider olarak segilir. Liderler, bu 6l¢iitlerde hangi
kisilerin daha biiyiik degerlere sahip olduguna gore secilir (Kukkonen ve Deb, 2006; Mirjalili
ve Dong, 2020).

Nis tekniginde bir ¢ap (Gshare) tanimlanmalidir ve sonuglar biiyiik 6l¢iide buna baghdir. Ancak,
onerilen operatdrde tanimlanacak bir parametre yoktur. Bir ¢apin (veya "payin (share)") tanimu,
nisleme tekniginin sonuglari iizerinde 6nemli bir etkiye sahiptir. Bununla birlikte, dnerilen

operatOr belirtilen bir parametreye sahip degildir.

Python programlama dilinde NSGA-II algoritmasin1 jMetalPy (Benitez-Hidalgo ve dig., 2019)
ve Pymoo (Blank ve Deb, 2020) kiitiiphaneleri ile kullanmak miimkiindiir.
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2.4 LITERATUR TARAMASI

Bu tez calismasi kapsaminda Web of Science, Google Scholar ve Ulusal Tez Merkezi tizerinden

literatiir taramasi gergeklestirilmistir.

Web of Science veri tabaninda yapilan sorgulamalar Tablo 2.1°de detayl olarak belirtilmistir.
Yapilan dort farkli sorgu sonrasinda elde edilen toplam 157 adet makale detayli olarak

incelenmis, tez konusu ile paralel olan ¢aligmalarin detayli incelemesi yapilmastir.

Tablo 2.1: Web of Science literatiir taramasi sorgulari.

Sorgu Periyot Sonug

(((ALL= (feature selection)) AND ALL = (correlation)) AND

ALL=(consistency)) AND ALL = (Pareto) 1975-2022 1 1
(((ALL=(feature selection)) AND ALL=(correlation)) AND 1975-2022 | 0
ALL=(consistency)) AND ALL=(NSGA) )

((ALL=(multi-objective feature selection)) AND ALL=(consistency)) AND 1975-2022 | 2

ALL=(correlation)

((ALL=(feature selection)) AND ALL=(consistency)) AND

ALL=(correlation) 2018-2022 1 154

Xu ve dig. (2018) calismasinda mevcut 6znitelik se¢cimi yaklagimlarinin eksik 6n bilgi ile etiket
korelasyon bilgisini ¢ikarmak ve bu bilgiyi 6znitelik se¢cimine yerlestirmek i¢in birlesik bir
cerceveyi nadiren ele aldigi varsayimiyla, bir tutarlilik bazli Oznitelik se¢imi modeli
onermislerdir ve bu sayede secim caligmasinin tutarliligini 6lgmeye ¢alismislardir. Sonugcta
gercek diinya verilerinin kapsamli bir deneysel degerlendirmesi sayesinde dnerilen yaklagimin

cesitli degerlendirme Olgiitleri altinda iistiin oldugunu gostermislerdir.

Dranca ve dig. (2018) calismasinda hastaligin farkli agamasinda olan Parkinson hastaligina
sahip olan 30 hasta ile klinik bir ¢calisma yapmislardir. Bu tez ¢alismasinda hasta bulgularinin

kaydedilmesi i¢in Kinect kullanmiglar ve elde edilen veriler i¢in yapilan 6n isleme agsamalari
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sonrasinda 115 Oznitelik tanimlanmig ve bu Oznitelikler icerisinden se¢im yapabilmek igin
korelasyona dayali 6znitelik se¢imi, bilgi kazanimi ve CONS 06znitelik se¢cim yontemleri ile
karar agaglari, Bayesian aglar, sinir aglar1 ve K — en yakin komsuluk siniflandiricilari gibi farkl
siiflandirma yontemlerini kullanmiglardir. En iyi sonu¢ veren smiflandirma caligmasi,
korelasyona dayali Oznitelik se¢imi ile secilen yedi Oznitelige sahip Oznitelik alt kiimesi

iizerinde Bayesian aglar siniflandiricist ile elde edilmistir.

Abu Shanab ve Khoshgoftaar (2018) calismasinda, giiriiltii nedeniyle degisen 6grenme giicliigii
seviyelerine sahip olan yiiksek boyutlu ger¢ek biyoinformatik veri kiimelerini kullanan iki filtre
tabanli alt kiime se¢cim teknigini karsilagtirmigtir. Bu amacla yaygin olarak kullanilan dort
simiflandirici kullanarak siniflandirmayr yaptiktan sonra korelasyon bazli 6znitelik se¢im
yontemi (CFS) ve tutarlilik bazli 6znitelik se¢im yontemini (CONS) kullanmislardir. Sonug
olarak ise CFS yOnteminin etkili bir sekilde tiim zorluk seviyelerinde CONS yonteminden daha
iyi performans gosterdigi elde edilmis ve yalnizca 6nemli genleri tanimlamakla kalmayan, ayn1
zamanda gereksiz genleri de ortadan kaldiran alt kiime degerlendirme teknigi olarak CFS

kullanilmas1 6nerilmistir.

Z.-Z. Liu ve dig. (2018) calismasinda, ilag gelistiricileri i¢in 6znitelik se¢imi i¢in evrimsel
hesaplamay1 kullanan ve Github'da yayinlanan bir yazilim gelistirmistir. Yazilim, regresyon ve

siiflandirma i¢in tek ve ¢ok amagl evrimsel algoritmalar kullanmaktadir.

Al-Tashi ve dig. (2019) calismasinda, 6znitelik se¢im problemlerini ¢6zmek i¢in hibrit gri kurt

optimizasyonunun ve parg¢acik siirii optimizasyonunun ikili bir versiyonunu dnermistir.

Azarmdel ve dig. (2020) calismasinda dut meyvesini olgunluklarina gore (olgunlasmamis,
olgun ve fazla olgun) analiz etmek i¢in goriintii isleme ve yapay zeka tekniklerini kullanmistir.
Toplamda 577 dut meyvesi uzmanlar tarafindan incelenerek derecelendirilmis ve goriintiileri
bir sisteme aktarilmigtir. Daha sonra her bir pargali dut meyvesinin geometrik 6zellik, renk ve
doku ozellikleri korelasyon bazli 6znitelik secim alt kiimesi (CFS) ve tutarlilik alt kiimesi
(CONS) olmak tizere iki Oznitelik indirgeme (feature reduction) yontemi kullanilarak
cikarilmigtir. Dut meyvesini siniflandirmak icin ise yapay sinir aglar1 ve destek vektdr makinesi
yontemleri kullanilmigtir. Yapay sinir aglar1 ve destek vektor makineleri ile birlestirilen yapay

gdrme sistemi dutlar1 olgunluk seviyelerine gore basarili bir sekilde siniflandirmistir.
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Hu ve dig. (2020) ¢alismasinda literatiirde var olan caligmalarin veri bilgisini ya 0znitelik
matrisi ya da etiket matrisi seklinde iki veri matrisi ile tanimladigina dikkat ¢ekerek, 6znitelikler
ve etiketler arasinda paylasilan ortak mod dikkate alinarak 6znitelik se¢imi (feature selection
considering shared common mode - SCMFS) adli yeni bir Oznitelik se¢imi metodu
onermislerdir. Consistency kavramini, se¢cim Oncesi ve sonrasi veri kiimeleri arasindaki
tutarlilik i¢in kullanilmislardir. Onerilen metot icin on bes farkli gercek veri kiimesi iizerinde

uygulamalar yaparak bu yontemin siniflandirma iistiinliigii oldugunu elde etmislerdir.

Algin ve dig. (2020) calismasinda gogmen kuslar (migrating birds) optimizasyonu, benzetilmis
tavlama (simulated annealing), diferansiyel evrim (differential evolution), ve pargacik siirii
optimizasyonu tekniklerini UCI veri deposundan alinan iyi bilinen on yedi veri kiimesine
uygulamigtir. Bu durum, o6zellikle gogmen kuslar optimizasyonunun Oznitelik segimi
problemlerinin ¢oziimiindeki ilk uygulamasidir. Arama algoritmalar1 tarafindan olusturulan alt
kiimelerin kalitesini degerlendirmek i¢in bu tez ¢alismasinda olasiliksal (probabilistic) tutarlilik
bazli Oznitelik secimi ve korelasyon bazli Oznitelik secimi olmak iizere iki alt kiime
degerlendirme yontemi uygulanmistir. Algoritmalarin performans karsilastirmasit K — en yakin
komsu, naive bayes ve C4.5 karar agaci smiflandiricilart kullanilarak yapilmistir. Sonugta
gocmen kuslar optimizasyonu tabanli filtreleyici yaklasimin diger li¢ yonteme kiyasla en iyi
performansi gosterdigi elde edilmistir. Ayrica, bir alt kiime degerlendiricisi olarak korelasyon
bazli Oznitelik se¢im algoritmasinin, olasilia dayali tutarlililk bazli 6znitelik se¢im
algoritmasindan daha iyi performans gdsterdigi ve bir siniflandirict olarak C4.5'in K — en yakin

komsu ve naive bayes ile karsilastirildiginda daha iyi sonuglar aldig1 gézlemlenmistir.

Jiarpakdee ve dig. (2020) ¢alismasinda yaygin olarak kullanilan 11 6znitelik se¢imi algoritmast
ve calismada Onerilen AutoSpearman teknigini iiretilen metriklerin tutarliligi, iiretilen metrik
alt kiimelerinin korelasyonu, performans, hesaplama maliyeti ve yorumlama tizerindeki etkisi
seklinde bes boyutta arastirmislardir. Calismada halka agik 14 farkli veri seti s6z konusu bes
boyutta incelenmistir. AutoSpearman hari¢ diger 6znitelik se¢imi yOntemlerinin genellikle
tutarsiz ve iligkili oldugu bulunmustur. Bu ¢alisma “kusur tahmin” alaninda yaygin olarak
kullanilan 6znitelik se¢imi teknikleri tarafindan tiretilen metrik alt kiimelerinin dogas1 geregi

tutarsiz (inconsistent) oldugunu gosteren ilk caligmadir.
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Usman ve dig. (2020) ¢alismasinda kazang orani tabanli entropi, NSGA-II, NSGA-III ve guguk
kusu (cuckoo) optimizasyon algoritmasi ile birlikte karsilikli bilgi kullanilarak ¢ok amagl filtre

tabanli 0znitelik se¢cim yaklasimlar: dnermistir.

Al-Tashi ve dig. (2020) c¢aligmasinda Oznitelik se¢im problemlerini optimize etmek igin
sigmoid transfer fonksiyonuna dayali Cok Amagli Gri Kurt iyilestiricinin ikili versiyonunu

gelistirmistir.

Othman ve dig. (2020), kanser mikrodizi verileri kullanilarak gen secimi igin evrimsel

operatorler yardimiyla hibrit ¢ok amagl bir guguk kusu (cuckoo) arama yontemi dnermistir.

El-kenawy ve dig. (2020), COVID-19"un 6znitelik se¢imi ve siniflandirilmasi i¢in AlexNet adli
konvoliisyonel sinir agi, stokastik fraktal aramaya dayali kilavuzlu balina optimizasyon
algoritmas1 ve pargacik siirli optimizasyonuna dayali kilavuzlu balina algoritmasi kullanan iki

optimizasyon algoritmasi onermistir.

Raj ve dig. (2020) calismasinda hastalik veri kiimelerinin siniflandirilmasi i¢in derin 6grenme
ve derin 6grenme siniflandiricisinin performansini artirmak i¢in muhalif tabanli karga arama

algoritmasi dnermistir.

Elhariri ve dig. (2020) ¢calismasinda tarihi yapilardaki en 6nemli kusurlardan birisinin siddetine
gore potansiyel yapisal bozulmanin bir gostergesi olan yapisal ¢atlaklar oldugunu vurgulayarak,
catlak siddeti tanima sisteminde salp siirii optimizasyonu kullanarak ¢ok amagli 6znitelik se¢im
yontemi ile hibrit filtreleyici-sarmalayic1 optimizasyon kullanan yeni bir ¢atlak siddeti tanima

sistemi sunmak i¢in bir 6znitelik se¢im yontemi Onermistir.

Zhang ve dig. (2021) c¢alismasinda, hata tanimanin etkinligini artirmak ve hesaplamanin
karmagikligin1 azaltmak i¢in gizli bayes siniflandiricist (hidden bayesian classifier) ile
birlestirilmis filtre yontemlerine dayali bir 6znitelik se¢gme yontemi dnermektir. Celik serit
yiizey kusurlarinin dogru bir sekilde siniflandirilabilmesi i¢in en uygun hibrit modeli se¢gmek
amactyla ilk olarak biiylik bir 6znitelik kiimesi elde edildi. Daha sonra 6znitelik uzayini
optimize etmek i¢in ii¢ 6znitelik se¢imi yontemi (korelasyon bazli 6znitelik se¢imi, tutarlilik
bazli alt kiime skorlama ve bilgi kazanimi ydntemleri) kullanildi. Oznitelik secimi yéntemleri
icin parametreler gizli naive bayes algoritmasinin smiflandirma dogrulugu sonuglarina

dayanmaktadir. Sonucta, Oznitelik se¢imi yaklagimlariyla birlestirilen gizli naive bayes
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yonteminin diger hata tanima modellerine kiyasla daha iyi siniflandirma performansina sahip
oldugu ve 6nerilen hibrit modelin en saglam, en etkili ve en yiiksek siniflandirma dogruluguna

sahip model oldugu elde edilmistir.

Aljarah ve dig. (2021) ¢alismasinda 6znitelik segme gorevleriyle basa ¢ikmak i¢in ¢oklu evren
iyilestiricinin ikili ¢ok amach kullanimini &nermistir. Onerilen yaklasim, minimum
siiflandirma hatas1 oranin1 korurken ilgisiz ve/veya gereksiz Oznitelikleri etkili bir sekilde

ortadan kaldirabildigini gostermektedir.

Assafo ve Langendoerfer (2021) calismasinda ¢ok amagli duyusal Ozniteliklerin se¢imi igin
TOPSIS'in ve kendi kendini diizenleyen haritaya dayali anormallik saptama yaklasiminin

kullanildig1 bir 6znitelik se¢imi yaklagimi dnermistir.

El-Kenawy ve dig. (2021) caligmasinda gogiis rontgeni goriintiileri lizerinde, gelismis sincap
arama optimizasyon algoritmasina dayali olarak konvoliisyonel sinir ag1 ve ¢ok katmanl

algilayict sinir agi'nin kullanildig iki agamali bir yontem onermistir.

Alia ve Taweel (2021), ikili guguk kusu arama (binary cuckoo search) ve kaba kiime teorisine

dayal1 yeni bir filtreleyici 6znitelik se¢cimi yaklagimi dnermistir.

Agrawal ve dig. (2021), oznitelik secimi i¢in metasezgisel algoritmalar1 dort kategoride

siiflandirmis ve ylizden fazla metasezgisel algoritmanin kategorik bir listesini sunmustur.

Albashah ve Rais (2022) c¢alismasinda, popiilasyon faktorii kullanilarak baglatma
popiilasyonunun etkisi arastirmistir. Oznitelik segimi igin ikili ¢ok amacgl gri kurt
optimizasyonunda popiilasyon baslatma yontemiyle elde edilen yirmi kurt ve 6znitelik sayist
ve hata oraninin minimize edilmesi amaglanmistir. Onerilen yontem, petrol ve gaz veri kiimeleri
kullanilarak onceki c¢alisma olan ikili ¢ok amagli gri kurt optimizasyon algoritmast ile
karsilastirilmistir.  Onerilen ydntem, dznitelik sayilarini ve hata oranlarini azaltma agisindan

daha iyi performans gostermistir.

Zhang ve dig. (2022) ¢aligmasinda 6znitelik se¢imi i¢in ¢ok amagli Harris Hawks optimizasyon

algoritmasi, iliskisel 6grenme, gri kurt optimizasyonu ve kaotik yerel arama kullanmaktadir.

Ghaleb ve dig. (2022), Yapay sinir aglar1 ve Grasshopper optimizasyon algoritmasi ile spam

tespit sistemi i¢in ¢ok amaglt 6znitelik se¢cim yontemi Onermistir.
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Ghanem ve dig. (2022) calismasinda saldir1 tespit sistemi igin izinsiz girig tespit sistemi
mekanizmalar1 da dahil olmak iizere daha giivenilir koruma sistemlerinin gelistirilmesi
amaciyla ¢cok amaclh bir BAT algoritmasi iizerinde sarmalayici 6znitelik se¢imi yaklagimi

kullantlmistir.

Piri ve dig. (2022a), ¢aligmasinda COVID-19 hastalarinin saglik durumu tahmininde ilgili
Oznitelikleri kesfetmek i¢in ikili cok amagl hibrit filtre-sarmalayic1 sempanze optimizasyonu

(EBMOChOA-FW) tabanli 6znitelik se¢imi yaklagimini kullanmistir.

Piri ve dig. (2022b), ABD'de bebek 6liimlerine neden olan ¢esitli etkili faktorleri ¢ikarmayi ve
anlamay1 amaclamaktadir. Calismada, Oznitelik se¢imi icin istatistiksel kanitlarla birlikte,

kalabalik mesafesine dayali ¢ok amagli bir karinca aslani optimizasyonu 6nerilmistir.

Piri ve dig. (2022c) calismasinda tibbi veri kiimelerinde ilgili 6znitelikleri arastirmak icin KNN
ve ikili ¢ok amacgli sempanze optimizasyon algoritmasini (BMOChOA) kullanmistir. Bu
aragtirmada, BMOChOA algoritmasi i¢in grup bilgilerine ve kullanilan kaotik fonksiyon
tiirlerine gore 12 farkli varyasyon elde edilmistir. Onerilen BMOChOA varyasyonlarindan elde
edilen en iyi Pareto cephesi, degisken boyutlarda 14 popiiler tibbi veri seti alinarak fi¢
karsilagtirmali ¢ok amagli 6znitelik se¢im yontemiyle karsilastirilmistir. Daha sonra deneysel
ciktilar1 dort cok amacgl performans degerlendirici yontemi kullanarak analiz etmisler ve
onerilen 6znitelik se¢im yonteminin 6znitelik sayist ve siiflandirma performansi agisindan

iistiin oldugunu bulmuslardir.

Jimenez ve dig. (2022) calismasinda halka acik veri kiimelerini kullanarak kanser geni ifadesi
(gene expression) ve genotip-doku ifadesi smiflandirma gorevleri i¢in uygulanan ikili
korelasyon ve ikili tutarlilifa dayali iki yeni ¢ok degiskenli 6zellik siralama yontemi 6nermistir.
Onerilen yontemlerin, ¢cok amagli evrimsel arama stratejisi ve gomiilii Oznitelik se¢im
yontemleri C4.5 ve LASSO ile korelasyon ve tutarliliga dayali Oznitelik alt kiimesi
degerlendirmesi i¢in diger Ozellik se¢gme yontemlerinin yani sira kiimeleme varyasyonu
(clustering variation), ki kare, korelasyon, bilgi kazanimi, ReliefF ve anlamlilik (significance)
gibi en gelismis 0znitelik siralama yontemlerinden daha iyi performans gosterdigini istatistiksel

olarak kanitlamislardir.

Yiiksekogretim Kurulu Bagkanligir Ulusal Tez Merkezi web sitesinde yapilan taramaya gore,

periyot siirlamasi olmadan “Multi-objective feature selection” anahtar sozciigii i¢in yapilan
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taramada bir kaynaga, 2018-2022 yillar1 arasinda “Feature selection” anahtar sozciigii i¢in 60
sonuca ulagilmistir. Periyot sinirlamasi olmadan “Multi-objective feature subset selection”

anahtar kelimesi i¢in yapilan aramada hi¢ sonu¢ donmemistir.

Taramadan donen toplam 61 sonuca ait ¢alisma detayli olarak incelenmistir. Yapilan
incelemeler sonrast, bu tez ¢calismasi ile paralellik gosteren dokuz ¢alismaya ait detaylar agagida

belirtilmistir.

Ozmen (2016), “Cok amagli degisken secimine etkilesimli evrimsel yaklasimlar” baslikl tez
calismasinda, dogruluk, kardinalite, maliyet ve risk ama¢ fonksiyonlar: iizerinden yaklagim

gelistirme calisilmigtir.

Akbulut (2019), “Smiflandirma ve oOzellik se¢imi i¢in Ortlisebilen hiper kutu kullanan
optimizasyon yaklagimlar1” isimli doktora tez ¢alismasinda, karma tamsayili programlama ve

hiper kutu kirpma yaklasimlarini kullanan bir yaklasim dnermistir.

Kalayc1 (2019), “Metasezgisellerin 6zellik se¢cimi problemi i¢in uygulanmas1” baglikli ytliksek
lisans tezinde go¢cmen kuglar optimizasyonu, parcacik siirli optimizasyonu, benzetilmis

tavlama, diferansiyel evrim yaklagimlarini kullanmgtir.

Subasg (2019), “Siirekli/ikili pargacik siirii optimizasyonu ve destek vektor makinelerinin hibrit
kullanimi ile 6zellik secimi” isimli yiiksek lisans tez calismasinda aday ila¢ molekiillerini
belirlemekte etkin 6zelliklerin se¢imi i¢in tip, finans, miithendislik gibi bir¢cok alanda basarili
sonuglar veren sezgisel algoritmalardan olan stirekli/ikili pargacik siirli optimizasyonu ile

destek vektor makineleri i¢in hibrit bir uygulama yapmuigtir.

Ezirmik (2020), “Meta-Sezgisel yontemler ile miizik verisi lizerinde Ozellik se¢imi ve
kategorizasyon” isimli yiiksek lisans tez ¢calismasinda, karinca koloni algoritmasi, parcacik stirii

optimizasyonu, benzetilmis tavlama ve genetik algoritma yontemlerini kullanmistir.

Khalafallah (2021), “Siniflandirma algoritmalarinda o6znitelik se¢imi ic¢in evrimsel
algoritmalarin kullanim1” adli yiiksek lisans tez ¢aligmasinda korelasyon bazli degisken alt

kiimesi degerlendirme ve dort farkli evrimsel algoritma kullanmaisgtir.
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Kaygusuz (2021), “Tiirk¢e metinlerin siniflandirilmasinda kullanilmak i¢in gelistirilen melez
bir dznitelik secim yontemi” baslikli yiiksek lisans tezinde, literatlirde bulunan farkli 6znitelik

skorlama yontemlerinin birlikte kullanimi lizerine ¢alismistir.

Geren (2022), “Eszamanli 6znitelik se¢imi ve kiimeleme i¢in hibrit bir siirli zekas1 algoritmasi”
isimli yiiksek lisans tez calismasinda, Karinca Kolonisi Optimizasyonu ve Degisken Komsuluk

Aramasindan olusan bir siirii zekasi algoritmasi dnermistir.

Celik (2022), “Ozellik se¢imi i¢in giincel meta sezgisel optimizasyonlar1 kullanilarak yeni ikili
optimizasyon algoritmasi1 gelistirilmesi” isimli tez ¢alismasinda, 97 kisitsiz karsilastirma
fonksiyonu, 14 miihendislik tasarim problemi kullanilmis ve parametrik olmayan Wilcoxon's
Signed Rank testi kullanilarak bir basar1 testi uygulanmistir. Oznitelik se¢iminde kullanilan

algoritmalarin performansi 17 veri kiimesi iizerinde karsilagtirmali olarak incelenmistir.
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3. MALZEME VE YONTEM

Bu boliimde, tez caligmasinda kullanilan araglar ve oOnerilen yaklasim detayli olarak

anlatilmistir.
3.1 COK AMACLI KORELASYON VE TUTARLILIK BAZLI OZNITELIiK SECIMIi

Bu tez calismasi kapsaminda gergeklestirilen literatiir taramasi ¢aligmalarinda, daha 6nce CFS
ve CONS 0znitelik alt kiimesi degerlendirme yaklagimlarint ayni anda uygulayan ve bu iki
yaklagima ait merit degerlerinin olusturdugu kartezyen diizlemi oyun alani olarak kullanan bir
yaklagima rastlanilmamistir. Tanimlanan bu oyun alaninda amag, Pareto ve NSGA-II
optimizasyon yaklasimlarini kullanarak, dnerilen yaklasimin etkinligini arttrmaktir. Onerilen
bu yaklasima, “Cok Amach Korelasyon ve Tutarlilik Bazli Oznitelik Alt kiimesi Segimi” adi
verilmistir. Bu tez ¢alismasinin ilerleyen kisimlarinda ve literatiirde pratik kullanim agisindan
yontem adi COKOTUOS olarak kisaltilmustir. Ingilizce literatiirde ise, “Multi-Objective
Correlation and Consistency Based Feature Subset Selection” olarak adlandirilmasi ve

MOCOCOFS olarak kisaltilmas1 uygundur.

Aday 0Oznitelik alt kiimesi uzay1 S olmak {izere, s € S i¢in;

{ Merit ps(s)
m ,
Meritcons(S)

(3.1)

seklinde CFS ve CONS merit degerlerini ayni1 anda maksimize etmeye yonelik olarak amag
fonksiyonlart tanimlanmistir. Bu asamada problem, bir ¢ok amach (multi-objective)
optimizasyon ve c¢ok kriterli karar verme (multi-criteria decision making) problemine
doniismiistlir. Gelinen bu durumda, ayni anda maksimize edilmek istenen Merityrs(s) ve
Merit-ons(s) degerleri i¢in Pareto optimal kiime igerisinde yer alan adaylar olasi makul
cozlimler olarak kabul edilebilir. Pareto optimal kiime icerisindeki adaylar, birbirlerine bu iki
fonksiyonun degerlerine gore bir istiinlilk (baskinlik) saglayamamaktadir. Dolayisiyla bu
asamada, son karar1 vermek i¢in eldeki adaylar1 degerlendirmek iizere bir isleme daha ihtiyag

bulunmaktadir.

Oznitelik segimi calismalarinda amaglardan bir tanesi smiflandirma dogrulugu degerini

maksimize etmektir ancak sarmalayict yaklasim ile tiim aday Oznitelik alt kiimesi ig¢in
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siiflandirma modeli olusturmak ve sonuglar1 karsilastirmak oldukga hantal bir yaklagimdir.
Ancak CFS ve CONS merit degerlerine ¢ok amagli optimizasyon yaklagimlar1 uygulayarak
adaylan filtreleme agamasinda, olasi aday sayisi tiim taranan adaylara kiyasla oldukga diisiik
bir seviyeye indirgendigi icin bu asamada kalan adaylardan hangisinin segilecegine bir
sarmalayict yaklasim ile karar vermek uygun bir ¢6ziim olmaktadir. Sarmalayici yaklagim,
uygulanan aday sayisi oldukca diisiik diizeyde tutulmakta oldugu i¢in yiiksek siniflandirma

dogrulugu elde etmek i¢in makul kabul edilebilecek diizeyde bir islem yiikii gerektirmektedir.

COKOTUOS yaklagimi, CFS’yi ortaya atan Hall’un (1999) ifadesine “oldukgca tutarli” ifadesi
eklenerek asagidaki sekilde ifade edilebilir;

“lyi bir oznitelik alt kiimesi, olduk¢a tutarli ve barindirdigi oznitelikler simif ile yiiksek

’

korelasyona sahip iken kendi aralarinda korelasyon bulunmayanlardir.’

- ( N

Kesiklestirme

Y

Oznitelik Uzayinin
Tanimlanmasi

Y

Degerlendirme
hesaplamalar

Sarmalayici

A 4

Segilmis Oznitelik Alt
Kimesi

Sekil 3.1: COKOTUOS yonteminin akis semast.
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COKOTUOS yaklasiminda 6 adim yer almaktadir (Sekil 3.1):

1- Kesiklestirme: Bu asamada veri kiimesi igerisinde bulunan siirekli 6zniteliklerin kategorik
hale doniistiiriilmesi saglanir. Bu islem, CFS ve CONS 06znitelik se¢imi yaklagimlarinin
taniminda bulunmaktadir. Bu asama icin WEKA’da, Fayyad ve Irani’nin kesiklestirme

(discretization) algoritmasindan faydalanilir (Fayyad ve Irani, 1993; Frank ve dig., 2016).

2- Ogznitelik Uzaymm Tammlanmasi: Bu asamada skorlanmasi planlanan 6znitelik alt
kiimelerine ait 6znitelik alt kiimesi alt uzay1 tanimlanir. Bu tez ¢aligmasi1 kapsaminda tam arama
(exahustive search) ve rastgele arama (random search) yontemleri ile belirlenen adaylar

iizerinde degerlendirme yapilmaktadir.

3- Degerlendirme Hesaplamalari: Bu asamada, 6nceki asamada belirlenen her bir aday 6znitelik

alt kiimesi i¢in CFS ve CONS merit degerleri hesaplanir ve bir tabloda tiim skorlar saklanir.

4- Optimizasyon: Hesaplanan merit degerlerini maksimize etmek amaciyla cok amagl (multi-
objective) optimizasyon algoritmalar: tarafindan makul adaylarin belirlenmesi saglanir. Bu tez

caligmasi kapsaminda Pareto ve NSGA-II algoritmalar1 kullanilmaktadir.

5- Sarmalayict: Optimizasyon algoritmasinin dondiirdiigii tim aday Oznitelik alt kiimeleri
izerinde sarmalayici 6znitelik se¢imi yaklagimi uygulanir. Bu asamadaki tiim adaylar tamamen
kategorik dzniteliklerden olustugu i¢in, kategorik veri kiimeleri iizerinde yiiksek siniflandirma
dogrulugu vaat eden Catboost (Prokhorenkova ve dig., 2018) smiflandirici, sarmalayict

uygulanmasi igin tercih edilmistir.

6- Secilmis Oznitelik alt kiimesi: Sarmalayici asamada en yiiksek siniflandirma dogrulugu
degeri elde eden Oznitelik alt kiimesinin sonu¢ olarak dondiiriilmesi saglanir. Ayni
simiflandirma dogrulugu degerine sahip birden ¢ok aday varsa, Oznitelik sayis1 diisiik olan

secilir.

COKOTUOS yaklasimmin Pareto ve NSGA-II ile birlikte kullanimina dair sézde kod EK-1’de
paylasilmigtir.

CFS ve CONS yaklagimlariin uygulanmasi dncesinde bir kesiklestirme asamasi bulundugu
icin merit degerlerinin hesaplandigi veri kiimeleri tamamen kategorik oOzniteliklerden

olusmaktadir. Son donemde kategorik siniflandirma i¢in 6nerilen en giincel algoritmalardan bir
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tanesi Catboost algoritmasidir. Bu nedenle, bu asamada Pareto kiime igerisinde yer alan tiim
aday Oznitelik alt kiimeleri i¢in Catboost ile birer siniflandirma modeli iiretilmesi ve en yiiksek
simiflandirma dogrulugu degerine sahip 6znitelik alt kiimesinin se¢ilmis 6znitelik alt kiimesi
olarak belirlenmesi Onerilmistir. Eger Pareto kiime igerisindeki adaylardan siniflandirma
dogrulugu degeri ayni olan birden ¢ok aday bulunursa eleman sayisi diisiik olanin secilmesi
onerilmistir. Bu yaklasimimiza Pareto kiime yardimiyla ¢ok amacl korelasyon ve tutarlilik
bazli O0znitelik secimi yontemi (Multi-Objective Correlation and Consistency based feature

selection with Pareto) (COKOTUOS-Pareto) ad1 verilmistir.

COKOTUOQOS-Pareto yaklasiminin en hantal yaninm, birden ¢ok aday igin smiflandirma
algoritmasi1 uygulanan sarmalayici asamasi oldugu sOylenebilir. Bu asamay1 optimize etmek
icin, ¢ogu zaman Pareto kiimeden daha kiigiik bir alternatif ¢6ziim kiimesi iiretecegi varsayimi
ile NSGA-II algoritmasinin kullanilmasi1 6nerilmektedir. Hedef fonksiyonumuz igin NSGA-II
algoritmas1 c¢aligtirilarak Pareto kiimenin eleman sayisindan daha diisiik sayida eleman
barindiran alternatif bir ¢éziim kiimesi bulunabilir ve bu sayede sarmalayici agamasinda daha
az aday degerlendirilerek iyi bir ¢ézlime ulasilabilir. Bu yaklagimimiza NSGA 11 yardimiyla
cok amacl korelasyon ve tutarlilik bazli 6znitelik se¢cimi yontemi (Multi-Objective Correlation

and Consistency based feature selection with NSGA-1I) (COKOTUOS-NSGAII) ad1 verilmistir.

Ayrica taranan CFS ve CONS merit degerlerinin olusturdugu kartezyen uzayda her zaman genis
bir Pareto kiime elde edilemeyebilir. Pareto yaklasimi tek bir baskin maksimal degere sahip
aday1 tespit edebilir. Bu durumda, sarmalayici agsamaya gerek kalmaz ve Pareto yaklagimi ile
secim tamamlanmig kabul edilir. Ancak bu durumda, sarmalayici yaklagimin siiflandirma
dogrulugu degerini yiiksek tutma ozelliginden yararlanilamamis olur. Bu tip durumlarda,
NSGA-II yaklasimi ile tespit edilen alternatiflerin iizerinde sarmalayici asamasinda
siiflandirma dogrulugu yiikseltme amacina yonelik daha ¢ok olasi adayin degerlendirilmesi

saglanabilir.
3.2 VERi KUMELERI

Bu tez ¢alismasinda UCI veri deposundan elde edilen 10 adet veri seti kullanilmustir. Ilgili veri

setine ait ornek sayisi, 6znitelik sayist ve sinif sayisi Tablo 3.1'de verilmistir.
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Tablo 3.1: Tez calismasinda kullanilan veri kiimeleri.

Veri kiimesi Omek | Oznitelik | Smif | Web sitesi
Breast Cancer
1 (Michalski ve 286 9 > https://archive.ics.uci.edu/ml/datasets/Brea
Chilausky, st+Cancer
1980)
Congressional
> Voting Records 435 16 > https://archive.ics.uci.edu/ml/datasets/Con
(Schlimmer, gressional+Voting+Records
1987)
Primary Tumor ) o . .
3 (Cestnik ve 339 17 2 gittlst.l/l/rarllrgrhlve.lcs.um.edu/ml/ datasets/prim
dig., 1987) 4 timol
Lymphography ) o :
4 (Cestnik ve dig., | 148 18 4 hggs.r/;a;chlve.1cs.uc1.edu/ml/datasets/Lym
1987) PROSTaphy
Mushroom ) o :
5 (Schlimmer, 3124 2 > E‘;‘ms r.r/l/ archive.ics.uci.edu/ml/datasets/Mus
1987) —
SPECT Heart ) . .
6 (Kurgan ve dig., | 267 2 > https://archive.ics.uci.edu/ml/datasets/SPE
CT+Heart
2001)
Chess (King-
7 Rook vs. King- 3196 36 > https://archive.ics.uci.edu/ml/datasets/Ches
Pawn) (Shapiro, s+%28King-Rook+vs.+King-Pawn%29
1984)
i _. i . . . .
—p—‘]—éelrllgesglrf;ocrés https://archive.ics.uci.edu/ml/datasets/Mol
8 au 3190 61 3 ecular+Biology+%28Splice-
(Noordewier ve nctiont Genet S cesYi9
dig., 1990) junctio enet+Sequences%
Audiology
9 (Standardized) 226 69 24 https://archive.ics.uci.edu/ml/datasets/Audi
(Bareiss ve dig., ology+%?28Standardized%29
1988)
Soybean
10 (Michalski ve 307 35 19 https://archive.ics.uci.edu/ml/datasets/Soyb
Chilausky, eant(Large)
1980)

3.3 KULLANILAN ARACLAR

Uygulamada Python 3.8 yazilim dili, colab standart versiyonu (colab pro veya colab pro+ degil)
ve ¢cok amacli optimizasyon i¢in jMetalPy kiitiiphanesi kullanilmistir (Benitez-Hidalgo ve dig.,
2019).

[k olarak, UCI veri deposundan alinan ve Tablo 3.1'de listelenen veri kiimeleri dikkatlice
incelenmistir. Veri 0n igleme asamasinda, yalnizca eksik degerleri igceren Breast cancer,

Congressional Voting Records, Primary Tumor, Mushroom, Audiology, and Soybean veri
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kiimelerinde imputasyon iglemi yapilmigtir. Veri kiimeleri tamamen kategorik degiskenlerden
olustugu i¢in, kategorik degiskenler i¢in en sade imputasyon yaklagimi olan mod degerinin

atanmasi tercih edilmistir.

COKOTUOS yaklagimi igin Boliim 3.1°de ifade edilen adimlar sirayla uygulanmis ve asagidaki

sonugclar elde edilmistir:

1- Kesiklestirme: Bu tez c¢alismasi kapsaminda, kesiklestirme performansinin 6znitelik se¢im
performansini etkileme olasilig1 oldugundan, tez calismasina dahil edilen tiim veri kiimeleri

tamamen kategorik 6zniteliklerden olusan kiimelerden secilmistir.

2- Alt Kiime Uzaymin Tanimlanmasi: Bu asamada Breast veri seti i¢in kapsamli arama ile 510
aday Oznitelik alt kiimesi ve diger veri kiimeleri i¢in rastgele arama ile belirlenen 500 aday

Oznitelik alt kiimesi lizerinde degerlendirme yapilir.

3- Meritlerin Hesaplanmasi: Bir dnceki agsamada belirlenen her aday 6znitelik alt kiimesi i¢in

CFS ve CONS merit degerleri hesaplanir ve 6znitelik adlariyla birlikte bir tabloda saklanir.

4- Optimizasyon: Cok amagli optimizasyon yaklasimlar1 (Pareto ve NSGA II) uygulanarak
hesaplanan merit degerlerinin maksimize edilmesi amaciyla aday Oznitelik alt kiimeleri
belirlenir. COKOTUOS-NSGA I ve COKOTUOS-Pareto tarafindan belirlenen adaylar yeni

bir tabloda saklanir.

5- Sarmalayici: Bir 6nceki asamada belirlenen her 6znitelik alt kiimesi aday1 i¢in CatBoost

algoritmasi ile siniflandirma yapilir ve tahmini dogruluk degeri tabloda saklanir.

6- Secilmis Oznitelik Alt kiimesi: COKOTUOS-NSGA II ve COKOTUOS-Pareto yaklasimlari
kapsaminda degerlendirilen aday 6znitelik alt kiimeleri arasindan predictive dogruluk degerine
gore en yiiksek puani iireten aday secilir. Birden fazla adayin en yiiksek dogruluk degerini
almas1 durumunda 6znitelik sayisi en az olan aday secilmistir. Hem dogruluk degeri hem de

Oznitelik sayisinin esit oldugu durumlarda ise adaylardan biri rastgele secilmistir.

Bu uygulamada jMetalPy kiitiiphanesindeki NSGA 1I fonksiyonu i¢in kullanilan parametreler

asagida yer almaktadir:

(1) population size=100,

(i1) offspring population size=l1,
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(iii) mutation=BitFlipMutation (probability= 1.0),
(iv) crossover =3SPXCrossover (probability = 1.0),
) termination criterion=StoppingByEvaluations (max evaluations=2500),
(vi) dominance comparator=DominanceComparator ().

Tablo 3.2: Tez Calismasinda kullanilan siniflandiricilar.

Simiflandirici

—

Catboost

DecisionTreeClassifier

ExtraTreesClassifier

GaussianNB
KNeighborsClassifier
LGBMClassifier

LogisticRegression

PassiveAggressiveClassifier

O [ XX | Q[N | | B WD

RandomForestClassifier
10| SGDClassifier

11|SVC

12| XGBClassifier

CatBoost, sarmalayict siniflandirict olarak kullanilir. Tablo 3.1'deki her bir veri kiimesi i¢in
CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGA 1I yaklasimlar: kullanilarak dort
Oznitelik se¢cim uygulamast yapilmis ve elde edilen Oznitelik alt kiimeleri i¢in 12 farkh
simiflandirict yardimiyla tahminler yapilmistir. Kullanilan siniflandirma algoritmalar1 Tablo

3.2'de gosterilmistir.

Siniflandirma dogrulugu (accuracy) hesaplamasi icin %70 6grenme (train), %30 test olacak
sekilde hold-out yaklasimi kullanilmistir. Kullanilan her bir siniflandirma algoritmasinin ayni

test ve 6grenme veri kiimelerini kullanmasi saglanmistir.
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4. BULGULAR

Bu boliimde, yapilan tez calismasindan elde edilen sonuglar merit degerlerine gore elde edilen
dagilimlar, ortalama performanslara gore karsilastirmalar, en yiiksek performanslara gore
karsilagtirmalar, en yiliksek performanslarina gore siralamalar ve F1 skor standart sapmalarina

gore karsilagtirmalar iizerinden anlatilmastir.
4.1 MERIT DEGERLERININ DAGILIM GRAFIKLERI

Kartezyen diizlemde her veri kiimesinden secilen aday 0znitelik alt kiimeleri i¢in hesaplanan
CFS ve CONS basar1 degerlerinin gosterimi Sekil 4.1- 4.10'da verilmistir. Ayrica bu sekillerde
COKOTUOS-Pareto ve COKOTUOS-NSGA 1I tarafindan belirlenen adaylar koyu renklerle
gosterilmistir. CFS, CONS, COKOTUOS-NSGA 1I ve COKOTUOS-Pareto tarafindan segilen

Oznitelik alt kiimeleri y1ldizlarla gosterilmistir.
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Sekil 4.1: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi — Breast.

Sekil 4.1°de Breast veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait CFS ve
CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu diizlemde yer
alan adaylardan Pareto ve NSGA-II yaklagimlari ile filtrelenen adaylar koyu renkli
yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGAII ile

secilen Oznitelik alt kiimeleri ise kartezyen diizlem iizerinde yildizlarla gdsterilmistir.
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Sekil 4.2: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi - Primary Tumor.

Sekil 4.2’de Primary Tumor veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina
ait CFS ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu
diizlemde yer alan adaylardan Pareto ve NSGA-II yaklagimlar: ile filtrelenen adaylar koyu
renkli yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-
NSGAII ile secilen Oznitelik alt kiimeleri ise kartezyen diizlem {iizerinde yildizlarla

gosterilmistir.
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Sekil 4.3: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri
kartezyen diizlemi — Lymphography.

Sekil 4.3°te Lymphography veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait
CFS ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu
diizlemde yer alan adaylardan Pareto ve NSGA-II yaklagimlar: ile filtrelenen adaylar koyu
renkli yuvarlaklarla gésterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-
NSGAII ile secilen Oznitelik alt kiimeleri ise kartezyen diizlem {iizerinde yildizlarla

gosterilmistir.
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Sekil 4.4: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen
diizlemi — Mushroom.

Sekil 4.4’te Mushroom veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait CFS
ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu diizlemde
yer alan adaylardan Pareto ve NSGA-II yaklagimlar1 ile filtrelenen adaylar koyu renkli
yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGAII ile

secilen Oznitelik alt kiimeleri ise kartezyen diizlem iizerinde yildizlarla gdsterilmistir.
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Sekil 4.5: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi — Spect Heart.

Sekil 4.5’te Spect Heart veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait
CFS ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu
diizlemde yer alan adaylardan Pareto ve NSGA-II yaklagimlari ile filtrelenen adaylar koyu
renkli yuvarlaklarla gésterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-
NSGAII ile secilen Oznitelik alt kiimeleri ise kartezyen diizlem {iizerinde yildizlarla

gosterilmistir.
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Sekil 4.6: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi — Chess.

Sekil 4.6’da Chess veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait CFS ve
CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu diizlemde yer
alan adaylardan Pareto ve NSGA-II yaklagimlari ile filtrelenen adaylar koyu renkli
yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGAII ile

secilen Oznitelik alt kiimeleri ise kartezyen diizlem iizerinde yildizlarla gdsterilmistir.
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Sekil 4.7: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi — Splice.

Sekil 4.7°de Splice veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait CFS ve
CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu diizlemde yer
alan adaylardan Pareto ve NSGA-II yaklagimlari ile filtrelenen adaylar koyu renkli
yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGAII ile

secilen Oznitelik alt kiimeleri ise kartezyen diizlem iizerinde yildizlarla gdsterilmistir.
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Consistency

Sekil 4.8: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi — Audiology.

Sekil 4.8’de Audiology veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait CFS
ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu diizlemde
yer alan adaylardan Pareto ve NSGA-II yaklagimlar1 ile filtrelenen adaylar koyu renkli
yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGAII ile

secilen Oznitelik alt kiimeleri ise kartezyen diizlem iizerinde yildizlarla gdsterilmistir.



55

0.7
O
O
0.6 A *
L ] A ° °
0.5 1
®
S 0.4
=
o
£
Q
(o]
0.3
0.2 1
Others
0.11 ¢ Pareto Set
® NSGA-I
Mococo_Pareto
Mococo_NSGA-II
0.0 - CFS
CONS
0.60 0.65 0.70 0.75 0.80 0.85 0.90 0.95 1.00

Consistency

Sekil 4.9: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi - Voting Records.

Sekil 4.9’da Voting Records veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina
ait CFS ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu
diizlemde yer alan adaylardan Pareto ve NSGA-II yaklagimlar: ile filtrelenen adaylar koyu
renkli yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-
NSGAII ile secilen Oznitelik alt kiimeleri ise kartezyen diizlem {iizerinde yildizlarla

gosterilmistir.
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Sekil 4.10: Degerlendirilen 6znitelik alt kiimelerinin korelasyon ve tutarlilik merit degerleri kartezyen

diizlemi — Soybean.

Sekil 4.10°da Soybean veri kiimesi i¢in, degerlendirilen 6znitelik alt kiimesi adaylarina ait CFS
ve CONS merit degerlerinin olusturdugu kartezyen diizlem gosterilmistir. Ayrica bu diizlemde
yer alan adaylardan Pareto ve NSGA-II yaklagimlar1 ile filtrelenen adaylar koyu renkli
yuvarlaklarla gosterilmistir. CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-NSGAII ile

secilen Oznitelik alt kiimeleri ise kartezyen diizlem iizerinde yildizlarla gdsterilmistir.
4.2 ORTALAMALARA GORE KARSILASTIRMA

EK-3 ile detayl1 siniflandirma sonuglar1 paylasilmistir ve elde edilen sonuglarin ortalamalarina

yénelik analizler bu boliimde incelenmistir. Tablo 3.1°de verilen on veri seti icin COKOTUOS-
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NSGA II, COKOTUOS-Pareto, CFS ve CONS tarafindan segilen 6znitelik alt kiimelerinin,
Tablo 3.2°de belirtilen algoritmalar kullanilarak yapilan siniflandirma ¢aligsmalar1 sonucunda

elde edilen siniflandirma dogrulugu ve F1 skor degerlerinin ortalama ve standart sapmalari

Tablo 4.1- 4.10'da verilmistir.

Tablo 4.1°de Audiology veri kiimesi i¢in, CFS, CONS, COKOTUQOS-Pareto ve COKOTUOS-
NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak
elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica
Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayici yaklagim sayisi da yine Tablo 4.1 iizerinde gosterilmistir.

Tablo 4.1: Ortalama karsilastirmasi - Audiology veri kiimesi.

Secim Yontemi Siniflandirma Dogrulugu F1 Skor Oiili;liik Sarzl(?elglm
COKOTUOS-NSGA 11 0.6658 +0.1243 0.6237 +0.1443 60 4
COKOTUOS-Pareto 0.639+0.1318 0.5871 + 0.1688 22 0
CFS 0.639+0.1318 0.5871 +0.1688 22 0
CONS 0.6337 £ 0.1565 0.5807 + 0.1945 3 0

Tablo 4.2°de Breast veri kiimesi icin, CFS, CONS, COKOTUQOS-Pareto ve COKOTUOS-
NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak
elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica
Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayici yaklagim sayisi da yine Tablo 4.2 iizerinde gosterilmistir.

Tablo 4.2: Ortalama karsilastirmasi - Breast veri kiimesi.

Secim Yontemi Simiflandirma Dogrulugu F1 Skor Ozrzli;zliik Sarf;;glm
COKOTUOS-Pareto 0.6765 + 0.0557 0.6606 + 0.0511 6 7
CFS 0.6734 +0.0521 0.6553 + 0.0515 5 0
CONS 0.6712 £ 0.0942 0.6493 £ 0.103 8 0
COKOTUOS-NSGA 11 0.6691 + 0.099 0.6465 + 0.1005 8 4
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Tablo 4.3’te Chess veri kiimesi icin, CFS, CONS, COKOTUQOS-Pareto ve COKOTUOS-
NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak
elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica
Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayici yaklagim sayisi da yine Tablo 4.3 iizerinde gosterilmistir.

Tablo 4.3: Ortalama karsilagtirmasi - Chess veri kiimesi.

Secim Yontemi Simiflandirma Dogrulugu F1 Skor Oig;zliik Sarzl(?elglm
CFS 0.9411 +0.1044 0.936 +0.1213 4 0
COKOTUOS-NSGA 11 0.9407 £ 0.1112 0.9341 £ 0.1325 30 2
COKOTUOS-Pareto 0.9404 + 0.1132 0.9335+0.1357 32 12
CONS 0.9404 +0.1103 0.934+0.1311 34 0

Tablo 4.4’te Lymphography veri kiimesi igin, CFS, CONS, COKOTUOS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli simiflandirma yaklagimi
uygulanarak elde edilen smiflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi
gosterilmistir. Ayrica 6znitelik alt kiimesinin eleman sayisi ve yaklagimlarin sonu¢ vermesi igin

gerek duydugu sarmalayici yaklagim sayist da yine Tablo 4.4 {izerinde gosterilmistir.

Tablo 4.4: Ortalama karsilastirmasi - Lymphography veri kiimesi.

Secim Yontemi Simiflandirma Dogrulugu F1 Skor Ozrzli;zliik Sarzl(?elglm
CONS 0.8182+0.0618 0.8123 +0.0637 10 0
COKOTUOS-NSGA 11 0.814 +0.0404 0.8041 £ 0.0416 6 3
COKOTUOS-Pareto 0.8099 + 0.0559 0.8055 + 0.056 11 0
CFS 0.8099 + 0.0559 0.8055 + 0.056 11 0

Tablo 4.5’te Mushroom veri kiimesi i¢in, CFS, CONS, COKOTUQOS-Pareto ve COKOTUOS-
NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak

elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica



Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayici yaklagim sayisi da yine Tablo 4.5 iizerinde gosterilmistir.

Tablo 4.5: Ortalama karsilastirmasi - Mushroom veri kiimesi.

Sec¢im YoOntemi S}I)l;)gerlﬁldul g:lla F1 Skor Oig;zliik Sarzl(;lelzzllm
COKOTUOS-Pareto 0.9998 + 0.0007 0.9998 + 0.0007 8 3
COKOTUOS-NSGA 11 0.9993 +0.0021 0.9993 + 0.0021 16 2
CFS 0.9986 + 0.0046 0.9986 + 0.0046 1 0
CONS 0.9798 + 0.0664 0.9791 + 0.0688 7 0

Tablo 4.6’da Primary Tumor veri kiimesi i¢in, CFS, CONS, COKOTUOQS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli simiflandirma yaklagimi

uygulanarak elde edilen smiflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi

gosterilmistir. Ayrica 6znitelik alt kiimesinin eleman sayisi ve yaklasimlarin sonu¢ vermesi igin

gerek duydugu sarmalayici yaklagim sayist da yine Tablo 4.6 {izerinde gosterilmistir.

Tablo 4.6: Ortalama karsilagtirmasi - Primary Tumor veri kiimesi.

Secim Yontemi Simiflandirma Dogrulugu F1 Skor Ozrzli;zliik Sarf;;glm
CFS 0.328 +£0.0398 0.3076 + 0.0444 13 0
COKOTUOS-NSGA 11 0.3262 + 0.0517 0.3064 + 0.0565 15 2
CONS 0.3253 £ 0.0507 0.3013 +0.0548 15 0
COKOTUOS-Pareto 0.3253 £ 0.0507 0.3013 +0.0548 15 2

Tablo 4.7°de Soybean veri kiimesi i¢in, CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-

NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak

elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica

Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayict yaklagim sayisi da yine Tablo 4.7 iizerinde gosterilmistir.
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Tablo 4.7: Ortalama karsilastirmasi - Soybean veri kiimesi.

Secim Yontemi Siniflandirma Dogrulugu F1 Skor Oilgézliik Sarzl(?elglm
CONS 0.8844 + 0.0334 0.881 +£0.0364 19 0
COKOTUOS-NSGA 11 0.8834 +0.03 0.8763 +0.0335 33 6
COKOTUOS-Pareto 0.8814 +0.0324 0.8729 +0.0361 31 0
CFS 0.8814 +0.0324 0.8729 + 0.0361 31 0

Tablo 4.8’de Spect Heart veri kiimesi icin, CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-

NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak

elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica

Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayici yaklagim sayisi da yine Tablo 4.8 iizerinde gosterilmistir.

Tablo 4.8: Ortalama karsilastirmasi - Spect Heart veri kiimesi.

Secim Yontemi Simiflandirma Dogrulugu F1 Skor Oiiliézliik Sarzl;lelglm
CONS 0.7193 £ 0.0513 0.7032 +£ 0.0611 19 0
COKOTUOS-NSGA 11 0.717 £ 0.0482 0.7158 + 0.0404 17 4
COKOTUOS-Pareto 0.7148 £ 0.0533 0.6986 + 0.0614 19 8
CFS 0.7148 £ 0.0515 0.7154 + 0.0427 13 0

Tablo 4.9°da Splice veri kiimesi i¢in, CFS, CONS, COKOTUQOS-Pareto ve COKOTUOS-

NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak

elde edilen siniflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi gosterilmistir. Ayrica

Oznitelik alt kiimesinin eleman sayist ve yaklasimlarin sonu¢ vermesi i¢in gerek duydugu

sarmalayici yaklagim sayisi da yine Tablo 4.9 iizerinde gosterilmistir.

Tablo 4.9: Ortalama karsilastirmasi - Splice veri kiimesi.

. " . o Oznitelik | Sarmalayict
Secim Yontemi Simiflandirma Dogrulugu F1 Skor Adedi Adedi
CFS 0.9305 + 0.0944 0.9228 +0.114 18 0
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COKOTUOS-Pareto 0.8076 + 0.2099 0.7891 + 0.2436 33 4
COKOTUOS-NSGA 11 0.793 £0.2175 0.7753 £ 0.2493 52 3
CONS 0.7085 + 0.2393 0.6701 + 0.2885 5 0

Tablo 4.10°da Voting Records veri kiimesi igin, CFS, CONS, COKOTUOS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli simiflandirma yaklagimi
uygulanarak elde edilen smiflandirma dogrulugu ve F1 skor sonuglarinin ortalamasi
gosterilmistir. Ayrica 6znitelik alt kiimesinin eleman sayisi ve yaklagimlarin sonug vermesi igin

gerek duydugu sarmalayici yaklagim sayist da yine Tablo 4.10 ilizerinde gosterilmistir.

Tablo 4.10: Ortalama karsilagtirmasi - Voting Records veri kiimesi.

Secim Yontemi Siniflandirma Dogrulugu F1 Skor Oilgézliik Sarzl(;lelglm
CFS 0.9755+0.0128 0.9755+0.0128 1 0
COKOTUOS-NSGA 11 0.972 £ 0.0183 0.972+0.0184 7 8
CONS 0.972 £ 0.0169 0.972+0.017 13 0
COKOTUOS-Pareto 0.9685 +0.0193 0.9686 + 0.0193 13 14

4.3 EN YUKSEK PERFORMANSA GORE KARSILASTIRMA

Tablo 3.1'deki 10 veri seti i¢cin Tablo 3.2'de belirtilen siniflandiricilar kullanilarak
COKOTUOS-NSGAII, COKOTUQOS-Pareto, CFS ve CONS tarafindan segilen dznitelik alt
kiimelerinin simiflandirma caligmalar1 sonucunda elde edilen en yiiksek dogruluk degerleri

Tablo 4.11- 4.20'de verilmistir.

Tablo 4.11 ile Audiology veri kiimesi i¢in, CFS, CONS, COKOTUQS-Pareto ve COKOTUOS-
NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak
elde edilen en ytiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna gore biiylikten

kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.12 ile Breast veri kiimesi icin, CFS, CONS, COKOTUOQOS-Pareto ve COKOTUOS-

NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak



elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna gore biiylikten
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kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.11: En yiiksek dogruluk karsilastirmasi - Audiology veri kiimesi.

Veri kiimesi Secim Yontemi Siiflandirma Dogrulugu Siralama
Audiology CONS 83,82 1
Audiology COKOTUOS-NSGAII 82,35 2
Audiology COKOTUOS-Pareto 79,41 4
Audiology CFS 79,41 4

Tablo 4.12: En yiiksek dogruluk karsilastirmasi - Breast veri kiimesi.

Veri kiimesi Se¢im Yontemi Simiflandirma Dogrulugu Siralama
Breast COKOTUOS-NSGAII 74,42 1
Breast COKOTUOQOS-Pareto 73,26 2
Breast CONS 73,26 2
Breast CFS 72,09 4

Tablo 4.13 ile Chess veri kiimesi icin, CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-
NSGA 1I ile segilen Oznitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak
elde edilen en ytiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna gore biiyiikten

kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.13: En yiiksek dogruluk karsilastirmasi - Chess veri kiimesi.

Veri kiimesi Secim Yontemi Simiflandirma Dogrulugu Siralama
Chess COKOTUOQOS-Pareto 99,27 2
Chess CONS 99,27 2
Chess COKOTUOS-NSGAII 99,06 4
Chess CFS 99,06 4
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Tablo 4.14 ile Lymphography veri kiimesi icin, CFS, CONS, COKOTUOS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli simiflandirma yaklagimi
uygulanarak elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna

gore biiyiikten kiiglige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.14: En yiiksek dogruluk karsilagtirmas1 - Lymphography veri kiimesi.

Veri kiimesi Secim Yontemi Smiflandirma Dogrulugu | Siralama
Lymphography CONS 93,18 1
Lymphography COKOTUOS-Pareto 88,64 4
Lymphography COKOTUOS-NSGAII 88,64 4
Lymphography CFS 88,64 4

Tablo 4.15 ile Mushroom veri kiimesi i¢in, CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-
NSGALII ile secgilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak
elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna gore biiylikten

kiiglige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.15: En yiiksek dogruluk karsilagtirmas1 - Mushroom veri kiimesi.

Veri kiimesi Secim Yontemi Simiflandirma Dogrulugu Siralama
Mushroom COKOTUOQOS-Pareto 100 1
Mushroom COKOTUOS-NSGAII 100 1
Mushroom CFS 100 1
Mushroom CONS 100 1

Tablo 4.16 ile Primary Tumor veri kiimesi i¢in, CFS, CONS, COKOTUOS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli simiflandirma yaklagimi
uygulanarak elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna

gore biiyiikten kiigtige dogru kaginci sirada oldugu gosterilmistir.



Tablo 4.16: En yiiksek dogruluk karsilastirmasi - Primary Tumor veri kiimesi.
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Veri kiimesi Secim Yontemi Siniflandirma Dogrulugu | Siralama
PrimaryTumor COKOTUOS-NSGAII 41,18 1
PrimaryTumor COKOTUOQOS-Pareto 38,24 4
PrimaryTumor CFS 38,24 4
PrimaryTumor CONS 38,24 4

Tablo 4.17 ile Soybean veri kiimesi i¢in, CFS, CONS, COKOTUQOS-Pareto ve COKOTUOS-

NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak

elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna gore biiylikten

kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.17: En yiiksek dogruluk karsilastirmasi - Soybean veri kiimesi.

Veri kiimesi Secim Yontemi Simiflandirma Dogrulugu Siralama
Soybean CONS 92,39 1
Soybean COKOTUOS-NSGAII 92,39 1
Soybean COKOTUC)S-ParetO 91,30 4
Soybean CFS 91,30 4

Tablo 4.18 ile Spect Heart veri kiimesi icin, CFS, CONS, COKOTUOS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli simiflandirma yaklagimi

uygulanarak elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna

gore biiyiikten kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.18: En yiiksek dogruluk karsilastirmasi - Spect Heart veri kiimesi.

Veri kiimesi Secim Yontemi Simiflandirma Dogrulugu Siralama
SpectHeart COKOTUOQOS-Pareto 81,25 1
SpectHeart COKOTUOS-NSGAII 78,75 2
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CONS

78,75

SpectHeart

CFS

71,5

Tablo 4.19 ile Splice veri kiimesi igin, CFS, CONS, COKOTUOS-Pareto ve COKOTUOS-

NSGALII ile secilen 6znitelik alt kiimelerinin, 12 farkli siniflandirma yaklasimi uygulanarak

elde edilen en yliksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna gore biiytikten

kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.19: En yiiksek dogruluk karsilastirmasi - Splice veri kiimesi.

Veri kiimesi Secim Yontemi Siiflandirma Dogrulugu Siralama
Splice CFS 99,06 1
Splice COKOTUOS-NSGAII 98,75 2
Splice COKOTUOS-Pareto 98,01 3
Splice CONS 95,40 4

Tablo 4.20 ile Voting Records veri kiimesi i¢in, CFS, CONS, COKOTUOS-Pareto ve
COKOTUOS-NSGAII ile secilen dznitelik alt kiimelerinin, 12 farkli siniflandirma yaklagimi

uygulanarak elde edilen en yiiksek siniflandirma dogruluklar1 ve siniflandirma dogruluguna

gore biiyiikten kiigtige dogru kaginci sirada oldugu gosterilmistir.

Tablo 4.20: En yiiksek dogruluk karsilastirmasi - Voting Records veri kiimesi.

Veri kiimesi Secim Yontemi Simiflandirma Dogrulugu | Siralama
VotingRecords COKOTUC)S-ParetO 99,23 1
VotingRecords COKOTUC)S-NSGAH 99,23 1
VotingRecords CFS 99,23 1
VotingRecords CONS 99,23 1
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4.4 EN YUKSEK PERFORMANSA GORE SIRALAMALAR

Bu boéliimde, onceki boliimdeki tablolarda gorsellestirilen sonuglarin gruplandirilmas: ve

Ozetlenmesi ile elde edilen sonuglarin yorumlanmasi amaglanmistir.

Tablo 4.11-4.20’de belirtilen en yiiksek dogruluk degerleri Tablo 4.21°de toplu olarak veri

kiimesi bazinda 6zetlenmistir. Veri kiimesi bazinda elde edilen en yiiksek dogruluk degeri koyu

renk olarak ifade edilmistir.

Tablo 4.21: En yiiksek dogruluk siralamalari.

Veri kiimesi CFS CONS COKOTUOS-NSGAII | COKOTUOQOS-Pareto
Lymphography 88,64 93,18 88,64 88,64
Mushroom 100,00 100,00 100,00 100,00
SpectHeart 77,50 78,75 78,75 81,25
PrimaryTumor 38,24 38,24 41,18 38,24
Breast 72,09 73,26 74,42 73,26
Splice 99,06 95,40 98,75 98,01
Audiology 79,41 83,82 82,35 79,41
VotingRecords 99,23 99,23 99,23 99,23
Chess 99,06 99,27 99,06 99,27
Soybean 91,30 92,39 92,39 91,30

Tablo 4.22, Tablo 4.21°deki dogruluk degerlerinin biiylikten kiiciige siralanmasiyla elde edilen

basar1 siralamasini gostermektedir.

Tablo 4.22: En yiiksek siniflandirma dogrulugu sirasina gore siralamalar.

Veri kiimesi CFS CONS COKOTUOS-NSGAII | COKOTUOS-Pareto
Lymphography 4 1 4 4
Mushroom 1 1 1 1
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SpectHeart 4 2 2 1
PrimaryTumor 4 4 1 4
Breast 4 2 1 2
Splice 1 4 2 3
Audiology 4 1 2 4
VotingRecords 1 1 1 1
Chess 4 1 4 1
Soybean 4 1 1 4

Tablo 4.22 iizerinde veri kiimesi bazinda 1. ve 4. sirada yer alan 6znitelik se¢im sonuglari, Tablo

4.23 tizerinde en iyi ve en kotii sonuglarin sayisi olarak gosterilmektedir.

Tablo 4.23: En iyi ve en kotii siralama elde etme adetleri.

Yontem En lyi En Kéti
CFS 3 7
CONS 6 2
COKOTUOS-NSGAII 5 2
COKOTUOQOS-Pareto 4 4

Tablo 4.22°de tek basina ilk siray1 alarak diger {li¢ yaklasimdan daha yiiksek dogruluk saglayan

Oznitelik secim yaklagimlar1 Tablo 4.24°te gosterilmistir.

Tablo 4.24:.Veri kiimesine gore diger yaklagimlar1 domine etme sayilari.

Yontem Domine Etme Sayisi Veri kiimeleri

CFS 1 Splice

Consistency 2 Lymphography, Audiology
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COKOTUOS-NSGAII 2 PrimaryTumor, Breast

COKOTUOS-Pareto 1 SpectHeart

CONS ve CFS yaklagimlarin1 ayr1 ayr1 uygulamaya nispeten, hem bu iki yaklasimlarla merit
degerlerinin hesaplanmasi hem de optimizasyon islemlerinin ve sarmalayici adimlarinin takip
edilmesinden dolay1 dnerilen yaklagimlarin gerekli islem siiresi ve sistem kaynagi tarafinda
daha maliyetli olacag1 agikardir. Rastgele orman algoritmasinin C4.5 karar agacina gore daha
yiiksek islem yiikii ve analiz siiresi gerektirmesine ragmen daha yiiksek siniflandirma
dogrulugu saglayabiliyor olmasi nedeni ile yaygin kullanilmasi motivasyonuna paralel olarak
bu calismada &nerilen COKOTUOS yaklasimlarinin, CFS ve CONS yaklasimlarindan daha
yiiksek maliyetli ve daha uzun siire ihtiyaci duyacagi kabul edilerek ilerlenmis ve bu nedenle
asikar olan algoritmalarin caligma siirelerinin tartisilmasi kapsam disinda birakilmistir. Bu
nedenle, ciktilarin degerlendirilmesi agsamasinda siniflandirma dogrulugu ve F1 skor degerleri
Ozetlenmistir. Bu calismada hedef, daha yiiksek siniflandirma dogrulugu degerine ulasabilmek
oldugu icin, on farkl veri kiimesi tizerinde dort farkli 6znitelik se¢im yaklasimi ve kullanilmig
olan 12 farkl siniflandirma algoritmasi ile iiretilen 480 adet siniflandirma tahmin modelinin
irettigi tahminler lizerinde en yiiksek siniflandirma dogrulugu degerleri 6zetlenmis ve bu
simiflandirma dogrulugu degerinin yiiksekligine gore yaklasimlar ile elde edilen sonuclar

stralanmustir.

Sonuglar detayli olarak incelendiginde, yapilan caligmalarda elde edilen smiflandirma
dogrulugu degerlerinin ortalamalar1 {izerinden anlamli farkliliklarin ortaya ¢ikmadigi
goriilmiistiir. Dolayisiyla, smiflandirma dogrulugu ortalamalar1 iizerinden elde edilen
sonuglarin yorumlanmasinin pek yol gosterici olmadig1 goriilmektedir. Bu nedenle, en yiiksek

performans kiyaslamalar1 goz dniinde bulundurulmustur.

F1 skor ortalamalari incelendiginde, COKOTUOS-NSGA 1II, Audiology ve Spect Heart veri
kiimelerinde en iyi dereceleri almasinin yani sira Breast ve Lymphography veri kiimelerinde en
kotii dereceleri almistir. COKOTUOQOS-Pareto ise Mushroom, Breast veri kiimelerinde en iyi
dereceleri, Spect Heart, Chess, Voting Records ve Primary Tumor veri kiimelerinde en kotii

dereceleri almstir.
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4.5 F1 SKOR STANDART SAPMA KARSILASTIRMALARI

Tablo 4.25 ile on veri kiimesi iizerinde gerceklestirilen 12 siniflandirma ¢alismasindan elde
edilen F1 skorlarin standart sapma degerlerine gore en diisiik ve en yiiksek degerleri saglayan

Oznitelik secim algoritmalar1 gosterilmistir.

Tablo 4.25: F1 Skor standart sapmalarina gore karsilagtirmalar.

R . En Yiiksek F1 Skor Standart En Diisiik F1 Skor Standart
Veri Kiimesi

Sapmast Sapmast

Splice CONS CFS

Audilogy CONS MOCOCOFS-NSGAIL
Lymphography CONS MOCOCOFS-NSGAIIL
Soybean CONS MOCOCOFS-NSGAIL
Breast CONS MOCOCOEFS-Pareto
Mushroom CONS MOCOCOEFS-Pareto
Primary Tumor MOCOCOFS-NSGAII CFS

Voting Records MOCOCOFS-Pareto CFS

Chess MOCOCOEFS-Pareto CFS

SpectHeart MOCOCOFS-Pareto MOCOCOFS-NSGAIL

Tablo 4.25’e gore iizerinde calisilan on veri kiimesinden alt1 tanesinde CONS ile, dort tanesinde
MOCOCOFS-Pareto ile secilen 0Oznitelik alt kiimeleri ile gerceklestirilen siniflandirma
caligmalarindan elde edilen F1 skor degerlerinin standart sapmalarinin diger uygulanan
yontemlere gore nispeten daha yiiksek seviyede oldugu goriilirken bes veri kiimesinde
MOCOCOFS-NSGALII, dort veri kiimesinde ise CFS kullanildiginda en diisiik standart sapma
degerlerinin gozlemlendigi sdylenebilir. F1 skorlarin standart sapma degerlerinin incelendigi
bu bakis acist ile, bu tezde gergeklestirilen CONS ve MOCOCOFS-NSGAII uygulamalarinin,
CFS ve MOCOCOFS-Pareto uygulamalarina gore nispeten daha yiiksek standart sapmaya
sahip oldugu, siniflandirma algoritmalarinin performanslarinin daha ¢ok dalgalanma gosterdigi

sOylenebilir.
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5. TARTISMA VE SONUC

Bu tez calismasi kapsaminda, siniflandirma gorevine yonelik olarak literatiirde bulunan
Oznitelik alt kiimesi se¢imi yaklasimlarina alternatif bir hibrit cok amacli optimizasyon destekli
yeni iki yaklasimin &nerilmesi ¢alismalar1 gerceklestirilmistir. Oncelikli olarak korelasyon
(CFS) ve tutarlilik (CONS) merit degerlerinin olusturdugu kartezyen uzay iizerinde ideal
Oznitelik alt kiimesinin aranmasi 6nerilmistir. Tanimlanan kartezyen uzay iizerinde Pareto ve
NSGA-II optimizasyon algoritmalar1 kullanilarak CFS ve CONS merit degerlerini maksimize
etme amacina yonelik olarak aday Oznitelik alt kiime sayisininin diisiiriilmesi saglanmigtir.
Diisiik sayida bulunan adaylarin her biri i¢in sarmalayici yaklagim uygulanarak, bu adaylar
arasindan smiflandirma dogrulugunu en yiiksek seviyede saglayabilecek adayin secilmesi
onerilmistir. CONS ve CFS merit degerlerinin hesaplanmasi asamasinda, veri kiimesi
icerisindeki siirekli Oznitelikler i¢in bir kesiklestirme islemi uygulanarak tiim 6zniteliklerin
kategorik tipte olmasi saglandig1 i¢in, kategorik Ozniteliklerle yiiksek performasla g¢alisan
giincel algoritmalardan biri olan CatBoost algoritmasi sarmalayici yaklasim asamasinda
kullanilmstir. Bu isleyisin tamamina Cok Amacli Korelasyon ve Tutarlilik Bazli Oznitelik Alt
Kiimesi Secimi (COKOTUOS) ad1 verilerek literatiire yeni bir yaklasim olarak kazandirilmastir.

Bu tez ¢alismasinda dnerilen COKOTUOS yaklasimi, UCI veri deposundan temin edilen 10
veri kiimesi tizerinde CFS ve CONS yaklagimlari ile birlikte uygulanarak her veri kiimesi i¢in
veri kiimesinin igerdigi giirtiltiiyii azaltmaya yonelik olarak dort farkli 6znitelik se¢imi sonucu
elde edilmistir. Elde edilen 0znitelik alt kiimelerinin sonuglarini karsilastirmak i¢in 12 farkl

siiflandirma algoritmasi ile elde edilen tahmin sonuglar1 karsilagtirmali olarak incelenmistir.

COKOTUOS ¢alismalar1 kapsaminda hesaplanan CFS ve CONS merit degerlerinin kartezyen
diizlem iizerindeki dagilimlari incelendiginde genel olarak iki farkli tipte dagilimin

gbzlemlendigi sdylenebilir.

Birinci tipteki dagilimlarda, agikar bir Pareto kiime elde edilebilmektedir. Breast, Chess, Splice,
SpectHeart, Mushroom, Voting Records veri kiimeleri i¢in Pareto optimizasyon yaklasimi ile,
sarmalayict asamasinda degerlendirilebilecek kadar aday iiretilebilmistir ve alternatif sonuglar
da ortaya konulmustur. Bu uygulamalarda, NSGA-II yaklagimi ile elde edilen adaylar da
sarmalayici asamasinda degerlendirilebilecek sayida olup, genel itibari ile Pareto yaklagimina

gore daha az aday1 sarmalayict asamasina tagimaktadir.
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Ikinci tipteki dagilimlarda ise, genis bir Pareto kiime elde edilememektedir. Pareto yaklagimi
ile genis bir Pareto kiime elde edilemedigi durumda, sarmalayici asamasi ile degerlendirilmek
tizere anlamli sayida adayin bulunamamas: bir handikap olusturmaktadir. Audiology,
Lymphography, Primary Tumor, Soybean veri kiimeleri i¢in bu durum goézlemlenmistir. Bu
veri kiimelerinde, Pareto optimizasyonu kullanilarak CFS ve CONS igin iyi birer alternatif
bulunamamaistir. Ancak bu veri kiimeleri icin NSGA-II optimizasyonu kullanilarak olusturulan
alternatiflerde sarmalayici uygulamas1 ile degerlendirilebilecek adaylar her zaman
bulunabilmis ve CFS ve CONS uygulamalar tarafindan se¢ilmemis farkli 6znitelik alt kiimesi

adaylar1 6nerilebilmistir.

Bu ayrima gore incelendiginde, Pareto kiimenin degerlendirilebilecek kadar genisledigi
durumlarda, NSGA-II yaklagiminin genel olarak Pareto yaklasimindan daha diigiik sarmalayict
eforu ihtiyact ile sonug iiretme sansi oldugu goriilmektedir. Pareto yaklagimi ile, az sayida
Oznitelik alt kiimesi aday1 ortaya ¢iktig1 durumlarda alternatif tiretilememesine karsin, NSGA-
II ile farkl alternatiflerin sarmalayici asamaya taginabilmesi saglanmistir. Pareto kiimenin genis
olmadig1 dagilimlarda, COKOTUQOS-Pareto yaklasimi igerisindeki sarmalayic1 asamaya fazla
aday tasinamadigi i¢in, sarmalayict agamanin siniflandirma dogrulugu degerinin yiiksekligine
olan katkisindan yeterince yararlanilamamaktadir. Buna karsin, COKOTUOS-NSGAII, Pareto
kiimenin genis olmadig durumlarda bile sarmalayici asamaya COKOTUOS-Pareto
yaklagimina gore nispeten daha fazla aday tasiyabilmis ve sarmalayici asamanin siniflandirma

dogrulugu degerinin yiiksekligini saglama katkisindan istifade edebilmistir.
Sonug olarak,
CFS yaklagiminin Splice,
CONS yaklagiminin Lymphography, Audiology,
COKOTUOS-NSGAII yaklasiminm PrimaryTumor, Breast ve
COKOTUOS-Pareto yaklasiminin SpectHeart

icin bu ¢aligmada kullanilan diger yaklagimlardan daha yiiksek siniflandirma dogrulugu degeri

elde edilebilen 6znitelik alt kiimelerinin se¢ilmesini sagladig1 goriilmiistiir.



72

EK-2 ile gosterildigi sekilde, on farkli veri kiimesi iizerinde, 12 farkli siniflandirma ile
gerceklestirilen siniflandirma ¢aligmalarinda Lymphography veri kiimesi {izerinde en iyi
sonucu Lojistik Regresyon, diger veri kiimeleri iizerinde ise aga¢ temelli CatBoost, Rasgele
Orman, LGBM ve Ekstra Agaclar algoritmalarmnin kullanilmasi ile en iyi sonuglarin elde

edilebildigi goriilmektedir.

Literatiirde bulunan giincel 6znitelik se¢imi yaklagim1 6neren ¢alismalarda, kullanilan 6znitelik
secimi adetleri, siniflandirict adetleri, veri kiimesi sayilar1 ve ¢iktilarin incelenmesine yonelik
olarak gerceklestirilen uygulamalar Tablo 5.1°de karsilagtirilmistir. Caligmalar iizerinde
yapilan incelemelerde siniflandirma igin 6znitelik se¢imi ¢alismalarinda kullanilan belirgin bir
karsilagtirma yaklagiminin olmadigi ve en yiiksek siniflandirma dogrulugu, F1 skor, ortalamalar
ve standart sapmalarin yaygin olarak kullanildig1 goriilmiistiir. incelenen diger calismalarda bir
ila sekiz arasinda degisen sayida siniflandirict kullanildigr goriilmektedir. Bu calismada,
aralarinda CatBoost, LightGBM ve ExtraTrees gibi giincel algoritmalarin da bulundugu 12
farklt smiflandiricinin kullanilmasi ile literatiirdeki c¢aligmalara nispeten cesitliligin ve
giincelligin saglanmas1 agisindan énemli oldugu sdylenebilir. Incelenen diger ¢aligmalarda bir
ila 10 arasinda degisen sayida 6znitelik se¢imi yaklasimi ve bir ila 18 arasinda degisen sayida
veri kiimesi kullanildigi goriilmiistiir. Bu tez calismasinda kullanilan 6znitelik se¢imi yaklagimi
sayist ve veri kiimesi sayist karsilastirilan diger calismalardaki sayi araliklarinin igerisinde

kalmaktadir.

Tablo 5.1: Literatiirdeki ¢aligmalarin uygulama ve sonug karsilagtirmalart.

Calisma Sec¢im Smiflandiric1 | Veri Degerlendirme yaklasimi

yaklasimi | Sayist Kiimesi

Sayis1 Sayis1
Jimenez ve dig. | 8 8 5 Oznitelikleri degerlendirme
(2022) metrigine gore siraya dizdikten

sonra ilk 50, 100 gibi degisik
adetlerde Ozniteligi segerek farkli
simiflandirma algoritmalarindan

elde edilen en yiiksek siniflandirma
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dogruluguna  gbére incelemede

bulunmuglardir.

Al-Tashi ve
dig. (2019)

18

Kullandiklar1 ~ o6znitelik  se¢imi
yaklagiminin parametrelerini
degistirerek tekrarli
uygulamalardan  elde  ettikleri
Oznitelik alt kiimelerine KNN
uygulayarak  dogruluk,  uyum
(fitness), Oznitelik adedi ve siire
sonuclarinin ortalamalarini

degerlendirmislerdir.

Alia ve Taweel

(2021)

16

Onerdikleri Oznitelik se¢imi
yontemi ve literatiirde bulunan 3
farkli 6znitelik secimi yontemi ile
secilen Oznitelik al Karar agaci ve
naive bayes siniflandirict ile elde
edilen smiflandirma  dogrulugu

degerlerini karsilastirmislardir.

Assafo ve
Langendoerfer

(2021)

Dort  farkli  Oznitelik  segimi
yaklasimi ile elde edilen O6znitelik
alt kiimeleri iizerinde siiflandirma
dogrulugu, F1-skor, pozitif
dogruluk orani(true pozitif rate) ve
pozitif yanliglik orani (false positive
rate) hesaplamalari karsilagtirmalart
yapilmistir  ayrica siniflandirma
dogruluguna ait ortalama, standart

sapma, minimum, maksimum
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degerleri  karsilastirmali  olarak

incelenmistir.

Albashah
Rais (2022)

Ve

14

Uc farkli yapay sinir aglarimi
sarmalayict olarak kullanan
Oznitelik se¢imi yaklagimlarinin
iteratif olarak kullanimu ile segilen
Oznitelik alt kiimelerinin
barindirdigi  6znitelik  sayilarinin
minimum, maksimum, ortalama,
standart sapma ve  medyan

degerlerini karsilastirmislardir.

Piri  ve

(2022a)

dig.

10

Dokuz farkli UCI platformundan
alinan veri kiimesi ve bir adet
COVID-19 veri kiimesi iizerinde
dort  farkli  Oznitelik  se¢imi
yaklasimi  {izerinde ortalama
dogruluk, ortalama boyut ve
ortalama  siire  karsilastirmasi

yapmuslardir.

Ghanem

dig. (2022)

Ve

Bes farkli siber saldir1 veri kiimesi
tizerinde iki farkli 6znitelik se¢imi
yaklagimin1 yapay sinir aglart ile
birlikte kullanarak siniflandirma
dogrulugu, pozitif ~ dogruluk
orani(true pozitif rate) ve pozitif
yanliglik orani (false positive rate)
lizerinden karsilastirma

yapmuslardir.
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Zhang ve dig.
(2022)

10

16

16 farkli veri kiimesi iizerinde, tek
amagli ve ¢ok amagli optimizasyon
yaklagimlarin1 barindiran 10 farkh
Oznitelik  alt kiimesi  se¢imi
yaklasimindan elde edilen 6znitelik
alt kiimelerine KNN siniflandirict
uygulanarak  siniflandirma  hata

oranlar1 karsilastirilmstir.

Ghaleb ve dig.
(2022)

Ug farkl1 siber saldir1 veri kiimesi
tizerinde iki farkli 6znitelik se¢imi
uygulamasindan elde edilen
Oznitelik alt kiimelerine yapay sinir
aglarimin  uygulanmasi  sonrast
pozitif dogruluk orani(true pozitif
rate) ve pozitif yanlislik orani (false
positive rate) lizerinden

karsilagtirma yapmuslardir.

Xue ve dig.
(2022)

Alt1 farkl1 veri kiimesi tizerinde, bes
farkli Oznitelik alt kiimesi se¢imi
yontemi ile elde edilen 6znitelik alt
kiimelerinin ters nesil mesafesi
(inverted generational distance) ve
hiper hacim metrigi (hyper-volume
metric) degerlerinin ortalamalarinin
ve standart

sapmalarinin

karsilastirilmast yapilmistir.
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Assafo ve 4 1 1 Dort  farkli  Oznitelik  segimi
Langendoerfer yaklagimi ile elde edilen Oznitelik
(2021) alt kiimeleri tlizerinde smiflandirma

dogrulugu, F1-skor, pozitif
dogruluk orani(true pozitif rate) ve
pozitif yanliglik orani (false positive
rate) hesaplamalari karsilagtirmalart
yapilmistir  ayrica siniflandirma
dogruluguna ait ortalama, standart
sapma, minimum, maksimum

degerleri  karsilastirmali  olarak

incelenmistir.
Bu tez 4 12 10 On farkl veri kiimesi iizerinde, dort
calismast farkli 6znitelik se¢cim yaklagimi ile
(Sezer 2023) secilen Oznitelik alt kiimelerine 12

farkli  smiflandirict  uygulanarak
siiflandirma dogrulugu ve F1-skor
iizerinden en yiiksege gore siralama,
ortalama ve standart sapma
degerleri iizerinden karsilastirmalar

yapilmustir.

Xu ve dig. (2018), Abu Shanab ve Khoshgoftaar (2018), Azarmdel ve dig. (2020), Algin ve dig.
(2020) ve Jimenez ve dig. (2022) tarafindan gerceklestirilen ¢alismalarda CFS ve CONS
Oznitelik se¢imleri, farkli varyasyonlarla kullanilmis ancak bu ¢aligmalarin higbirinde 6znitelik
alt kiimelerini degerlendirmek i¢cin CFS ve CONS yaklagimlar1 birlikte kullanilmamaisgtir.
Jimenez ve dig. (2022) gerceklestirdikleri ¢aligmada, skorlanan 6znitelik alt kiimelerini eleman
sayilarin1 minimize etme amaci ile birlikte ikili korelasyon ve ikili tutarlilik merit degerlerini

kullanmiglardir. Ancak Jimenez ve dig. (2022) calismalarini gen veri kiimeleri iizerinde
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gerceklestirdikleri icin, bu tez ¢alismasi kapsaminda gerceklestirilen caligmalar ile performans

karsilastirmasi yapilamamistir.

Oznitelik alt kiimesi secim calismalarinda, genellikle birkag farkli algoritma ve arama
stratejilerinden faydalanilarak olusturulan yontemler ile elde edilen 6znitelik alt kiimelerinin
karsilagtirmasinin (benchmark) yapildigr goriilmektedir. Elde edilen sonuglara dayanarak,
arastirmacilarin COKOTUOQOS-Pareto ve COKOTUOS-NSGAII yaklagimlarini karsilastirma
caligmalarina dahil etmeleri durumunda alternatif etkin 6znitelik alt kiimeleri elde edilebilecegi

goriilmiistiir.

Makine O0grenmesi yaklasimlar1 incelendiginde korelasyon metrikleri ile calisan c¢ok etkili
algoritmalarmn varligindan bahsetmek miimkiin degildir. Ote yandan, kategorik verilerdeki
tutarliligin  hesaplanmasi, kategorik veri kiimesinin kodlanmig versiyonunda KNN
algoritmasinin uygulanmasi ile ortiigmektedir. Bu nedenle, tutarlilik metriginin korelasyona
gore daha iyi aciklayici olabilecegi ve korelasyonun tek basina ¢ok giiclii bir agiklayict olmadigi
sOylenebilir. Bu nedenle, bu tez ¢alismasinda dnerilen yaklagimda oldugu gibi tutarlilik tabanlt
Oznitelik se¢imi ve sarmalayic1 bir yaklagimla desteklenen korelasyon tabanli 6znitelik

seciminin kullanilmasinin daha faydali olabilmektedir.

MOCOCOFEFS yaklasimi, 6znitelik alt kiimesi degerlendirme i¢in hesaplanan korelasyon ve
tutarlilik merit degerlerinin birlikte olusturdugu kartezyen diizlem iizerinde, sarmalayici
yaklagim ile en iyi adayin aranmasi yaklasimina dayanir. Bu arayis i¢in, Pareto ve NSGA-II
yaklagimlar1 bu tez ¢alismasi kapsaminda uygulanmistir. Farkli optimizasyon yaklagimlar ile

de bu kartezyen diizlem iizerinde aday arayis1 yapilabilir.

Bu tez calismasinda, Breast veri kiimesi i¢in tam arama (exhaustive search), diger veri kiimeleri
icin rastgele arama (random search) uygulanarak korelasyon ve tutarlilik merit degerlerine
dayali kartezyen dilizlem olusturulmustur. Sezgisel arama (heuristic search) gibi farkl
yaklagimlar kullanilarak da bu iki merit degerinin aym1 anda degerlendirildigi yaklagimlar

gelistirilebilir.

Dagilimlar {izerinden inceleme yapildiginda, genel olarak iki farkli tipte dagilimin
gozlemlendigi sOylenebilir. Bu durumun yasanmasinin sebebi olarak, bazi veri kiimelerinin

asir1 yliksek CONS merit degerlerine sahip olmasi ve buna bagli olarak egrisel bir Pareto
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kiimenin olusmamasi sdylenebilir. Bu durum, hazir veri kiimeleri ile ¢alismis olmaktan

kaynakli olabilir.

Al-Tashi ve dig. (2019), 6znitelik se¢imi i¢in hibrit gri kurt optimizasyonu kullanarak ikili
optimizasyon algoritmast (BGWOPSO), 6znitelik secimi i¢in benzetilmis tavlama ile hibrit
balina optimizasyon algoritmas1 (WOASAT-2), ikili gri kurt optimizasyonu-2 (bGWO2), ikili
parcacik siirli optimizasyonu (BPSO), ikili genetik algoritma (Binary genetic algorithm - BGA)
kullanarak Voting Records, Spect Heart ve Lymphography veri kiimeleri {iizerinde
siiflandirmaya yonelik 6znitelik se¢imi ¢aligmalar1 yapmislardir. Voting Records i¢in elde
ettikleri simiflandirma dogrulugu degerleri BGWOPSO icin %98, WOASAT-2 igin %93,
bGWO?2 icin %94, BPSO icin %94 ve BGA icin %98 seklindedir. Bu tez calismasinda
kullanilan COKOTUOS-Pareto icin %99,23 ve COKOTUOS-NSGAII i¢in de %99,23
siiflandirma basarisi yakalanarak Al-Tashi ve digerlerinin (2019) tiim denemelerinden daha
iyi sonuclara ulasildig1 goriilmektedir. Al-Tashi ve digerlerinin (2019) SpectHeart veri kiimesi
iizerinde elde ettikleri siniflandirma basarilart BGWOPSO igin %88, WOASAT-2 icin %82,
bGWO2 i¢in %77, BPSO icin %78, BGA i¢in %88 seklindedir. Bu tez ¢aligmasinda SpectHeart
veri kiimesi igin yapilan analizlerde COKOTUOS-Pareto igin %78,75 ve COKOTUOS-
NSGAII igin %81,25 siniflandirma basarist elde edilmistir. Al-Tashi ve dig. (2019)’nin
Lymphography veri kiimesi iizerinde elde ettikleri siniflandirma basarilart BGWOPSO i¢in
%92, WOASAT-2 i¢in %89, bGWO?2 i¢in %70, BPSO i¢in %69 ve BGA i¢in %71 seklindedir.
Bu tez ¢alismasinda Lymphography veri kiimesi i¢in yapilan analizlerde COKOTUOS-Pareto
icin %88,64 ve COKOTUOS-NSGAII i¢in %88,64 smiflandirma basarist elde edilmistir. Bu
tez ¢alismasinda SpectHeart ve Lymphography veri kiimeleri iizerinde elde edilen sonuglar Al-
Tashi ve digerlerinin (2019) uygulamalarinin bazilarindan daha iyi sonug¢ vermis olsa da, Al-
Tashi ve digerlerinin (2019) elde ettigi yiiksek siniflandirma dogruluklarina ulasabilmislerdir.
Al-Tashi ve digerlerinin (2019) c¢alismalar1 ile bu tezde gergeklestirilen c¢alismalar
karsilagtirildiginda ortak kullanilan Voting Records, SpectHeart ve Lymphography veri
kiimelerinden sadece Voting Records iizerinde Al-Tashi ve digerlerinden (2019) daha iyi
sonuglar elde edildigi goriilmektedir. SpectHeart ve Lymphography veri kiimeleri lizerinde
daha diisiik basar1 elde edilmesi, bu tez ¢alismasi kapsaminda alternatif 6znitelik alt kiimesi
uzay1 igerisinden sadece 500 adet aday Oznitelik alt kiimesinin rastgele secilerek yapilmis
olmasi olabilir. Daha genis bir degerlendirme alt uzayr secildiginde bu tezde oOnerilen

yaklagimlarin daha iyi sonuglar iiretebilecegi diisiiniilmektedir.
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Bu tez calismasinda Onerilen yaklasimi, az sayida adaya sarmalayici yaklagimin
uygulanmasin1 saglamasi siniflandirma basarisin1 yliksek tutmayi saglayan Onemli bir
fonksiyondur. Usman ve dig. (2020), Z. F. Zhang ve dig. (2021), Alia ve Taweel (2021)
tarafindan Onerilen filtreleyici yaklasimlar bir sarmalayici barindirmamasi nedeni ile yiiksek
simiflandirma basarisin1 teyit eden bir fonksiyon igermemektedir. Bu agidan Onerilen
COKOTUOS yaklasiminin, belirtilen filtreleyici yaklasimlardan ve benzerlerinden farkli olarak
siiflandirma basarisini yiiksek tutmaya yonelik bir sarmalayict adimi barindirdigi igin, diger

yaklagimlara nispeten daha iyi sonuglar iiretmesinin beklenebilecegi soylenebilir.

Ozmen (2016), Ghanem ve dig. (2022) ve Piri ve dig. (2022) tarafindan &nerilen yaklasimlarda
ise sarmalayict asamada oldukga fazla adayin degerlendirilmesi gerekmektedir ve bu ciddi bir
islem yiikii getirmektedir. Onerilen COKOTUOS yaklasiminin, sarmalayic1 asama &ncesinde
Oznitelik alt kiimelerini skorlamasi ve ardindan optimizasyon yaklagimlarindan yararlanarak
adaylar1 oldukca aza indirgemesi ile sarmalayici agsamada oldukca diisiik bir islem yiikii s6z
konusudur. Dolayisiyla, COKOTUOS yaklasimi, bu arastirmacilarin &nermis olduklari
yaklagimlardan sarmalayict asamada gereken islem yiikiine gore daha iyi bir segenek

sunmaktadir.

Gelecek calismalarda tez kapsaminda 6nerilen yaklagimin Python ve R programlama dillerinde
COKOTUOS éznitelik se¢imi kiitiiphanelerinin olusturulmasi ve WEKA platformuna entegre
edilmesi planlanmaktadir. Bu sayede, tez kapsaminda &nerilen COKOTUOS yaklasimi diger
arastirmacilar tarafindan kolaylikla uygulanabilir halde sunulacaktir. Gelecek calismalarda, tez
kapsaminda énerilen yaklasimin Python ve R programlama dillerinde COKOTUOS &znitelik
secimi  kiitiiphanelerinin  olusturulmast ve WEKA platformuna entegre edilmesi
planlanmaktadir. Bu sayede tez kapsaminda &nerilen COKOTUOS yaklasimi diger
arastirmacilar tarafindan kolaylikla uygulanabilir halde sunulacaktir. Bu ¢alismada, literatiirde
yeni bir Oznitelik se¢imi yaklagimi Oneren diger tiim arastirmacilar gibi yaygin kullanilan
herkese agik veri kiimeleri kullanilmistir. Gelecek calismalarda daha genis veri kiimeleri
iizerinde bu calismalarin gergeklestirilmesi ve sonuglarinin incelenmesi, yontemin basarisini
degerlendirmek faydali olacaktir. Gelecek ¢aligmalarda, siniflandirma gorevleri igin 6znitelik
secimi i¢in daha farkli kartezyen uzaylar tanimlanabilir ve bu tez ¢alismasina benzer sekilde
Pareto ve NSGA-II algoritmalari, tanimlanan yeni uzaylarda kullanilabilir. Tutarlilik 6l¢iistiniin

aslinda KNN algoritmasi ile ayni hesaplamaya denk geldiginin bu ¢aligma kapsaminda ilk kez
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ortaya atilmasina paralel olarak, literatiirde bulunan diger Olgiiler karsilastirmali olarak

incelenebilir.
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EKLER

EK-1. COKOTUOS ALGORITMASI

Tanimlama Altkime (s, n):
Girdi: s kiime, n alt kiime eleman sayisi
Cikti: Altkiumeler

Altkiimeler = kombinasyon (s, n)

Tanimlama : TumAltkumeler

Girdi : Kime

Cikti : tim altkimeler
tim altkimeler = []

for i in range(elemansayisi (Kime)-1) :
altkimeler = AltkiUmeler (Kime, i+1)
for j in altkimeler:
tim altkimeler.ekle (j)

Tanimlama : Bilgi Kazanimi
Girdi : f1,f£f2

bk

entropi (f1) - kosullu entropi(fl, £2)

Tanimlama : Simetrik Belirsizlik

Girdi : f1,f2
Cikta: : sb

basla
tl Bilgi Kazanimi (f1, £2)
t2 entropi (f1)
t3 entropi (£2)

sb 2.0 * t1 / (t2 + t3)




Tanimla

Girdi:
Cikta:

basla
rff =

sifir o
rcf =

degeri

sayac
her f
her

£
3

rff =
sayac
her f

rcf

say
rcf =
k : 0

merit

bitir

Tanimla

Girdi
Veri
Sinif

icerisi

Cikta

merit

Basla

Veril

Veril

ma : CFS

X Oznitelik kiimesi, y Sinif dederleri

merit cfs

0 oznitelikler arasi korelasyon toplami i¢in baslangi¢ degeri
lsun
0 o6znitelikler ile sinif arasindaki korelasyon icin baslangic

sifir olsun

=0

eleman X icin:

g eleman X icin:

esit dedil g oldugunda rff = rff + Simetrik Belirsizlik(f,q)
aya¢ = sayac t+ 1

rff / sayac

=0

eleman X icin:

= (rcf + Simetrik Belirsizlik(f,y))
a¢c = sayac + 1

rcf / sayacg

znitelik sayisi olmak lzere

~cfs = (k * rcf) / karekok(k + k * (k-1)

ma : CONS

(f1,f2, ... fn) seklinde n dedgiskenden olusan veri kimesi,
: (sl,s2,...sn) seklinde benzersiz deder alan veri kimesi
ndeki sinif degiskeni

_tutarlilik : tutarlilik merit dederi

= Veri - Sinif

icerisindeki ilk satirdaki degerler (al,a2,...,an-1) olsun
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ilk satir ile ayni degerleri alan satir sayisi m olsun ve

bu satirlara karsilik gelen sinif etiketlerinin tekrarlanma sayisi
(tl,t2,...tn-1) olsun.

bu durumda tl1 + t2 + .... + tn-1 = m esitligi saglanir

r = maksimum(tl, t2,...,tn-1) olsun

tutarsizlik = m - r ile bu benzersiz satirlar icin tutarsizlik adedi
elde edilir

tutarsizlik orani = ((m - r) / m)

Veril icerisinde benzersiz (fl,f2,..,fn) deder sayisi i olsun

1 den i ye kadar her benzersiz (fl,f2,...,fn) icin tutarsizlik
oranlarinin ortalamasi tutarsizlik veril olsun

tutarsizlik veril Verilin tutarsizlik dederidir

merit tutarlilik = (1 - tutarsizlik veril) ile Verinin tutarliligi

hesaplanir

Bitir

#7 NSGAII (Deb,2002)
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NSGA II (P)

foreachp € P
Sp=0
ny, =0
foreachq € P

if (p < q)then  #p q’ya baskindir

Sp =Sp,U{q} #p’yibaskilayan ¢oziimlerin kiimesini q ya ekle
else if (g < p) then
ny =np+ 1 #p nin baskinlik sayacim bir artir

if np = 0 then #p ilk cepheye aittir

Prank = 1
F1=F1U{p}
i=1 # On sayaci baslat
while F; # @
Q=09 # sonraki cephenin iiyelerini depolamak i¢in kullanildi
Foreachq € 5,
ng=nqg—1
if ng = 0 then # q sonraki cepheye aittir
Grank =1+ 1
Q=Qu{q}
i=i+1
Fi=Q

Kalabalik mesafe siralama (I)

I=|I| # I’daki ¢oziimlerin sayist

for each i, set I [ilgistance = 0 #mesafeyi baglat

for each objective m

I=sort (I,m) # her bir amag degerini kullanarak siralama

I [1)gistance =I [Uaistance = ©  # daima smir noktalar1 segebilmek igin
fori=2t0o (I—1) #diger biitiin noktalar igin

I [ilaistance =I [ilaistance + (L[i + 1l.m —I [i — 1].m)/(fiax — frrIPin )

#8 pareto set (Sun, 2018)



99

Procedure OPTIMIZE(null)
fori =0, i ++, i <Defs.lengthdo

d = Defst[i]
for j =0, j++, j < Attg.length do
a = Atts[j]

addToFront = true

fork =0, k++,k < Attg.length do

a' = Attg[k]

if j! = k then

if P[0][a][d] <= P[0][a’][d] and P[0][a’][d] <= P[0][a’][d] then
addToFront = false

end if

end if

end for

if addToFront then

add(Fronts, d)

end if

end for

end for

fori =0, i++, i <Frontsges.legthdo

d = Frontsgslil

for j =0,j ++, j < Frontsges.length do
d' = Frontsges|j]

if j! = k then

fork = 0,k + +,k < Frontsg.[d]. length do
a' = Frontsg[d][k]

dominant = true

forl =0, 1+ +, | < Frontsg.[d'].length do
a' = Frontsge[d'][k]

if P[0][a][d] <= P[0][a’][d] and P[0][a'][d] <= P[0][a'][d"] then
dominant = flase

end if

end for

if dominant then

remove(Fronts,d)

end if

end for

end if

end for

end for

Tanimlama : Sarmalayici

Girdi: KimeUzayi



Cikti: Kime

basla

acc = 0

for i in KimeUzayi:
test set = random sampling(i,0.3)
train set = i - test set
model = siniflandirici(train set)
tahmin = model (test set)
accl = dogruluk (tahmin, test set)

if accl > acc
Kime = i

Kime
cokotubs pareto, cokotuds nsgaii

for 6znitelik in kime:
if type (6znitelik) == sirekli:
O0znitelik = kesiklestir (6znitelik)

tim altkumeler = TumAltkumeler (Kume)

aday altkumeler = rastgele (tum altkuimeler, n)

consistency merit
correlation merit

for j in aday altkimeler:
correlation merit.ekle(CFS(J))
consistency merit.ekle (CONS (j))

pareto set = paretoset (correlation merit), consistency merit,

hedefler = (max, max))

nsgaii set = nsgall (correlation merit, consistency merit, hedefler
= (max, max))
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cokotuds pareto Sarmalay101©5(pareto_set)

cokotuds nsgaii Sarmalayici0S (nsgaii_ set)
bitir
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EK-2. Veri Kiimesine Gore En Yiiksek Dogruluk Saglayan Siniflandiricilar

Veri Kiimesi

En Yiiksek Dogruluk Saglayan Simiflandirici

Audiology (Standardized)

ExtraTreesClassifier

Breast Cancer

RandomForestClassifier

Chess (King-Rook vs. King-Pawn)

RandomForestClassifier

CatBoost
Congressional Voting Records RandomForestClassifier
SvC
Lymphography LogisticRegression
RandomForestClassifier
Mushroom CatBoost
LGBM
Primary Tumor CatBoost
Sovb CatBoost
oybean RandomForestClassifier
SPECT Heart CatBoost
Splice-junction Gene Sequences LGBM




EK-3. DETAYLI SINIFLANDIRMA SONUCLARI

Audiology Veri Kiimesi Oznitelik Se¢imi Smiflandirma Sonuglari

Model

Accuracy

F1 Score

Selector

RandomForestClassifier

70.59

0.67

Mococo Pareto

GaussianNB

69.12

0.69

Mococo Pareto

XGBClassifier

70.59

0.69

Mococo Pareto

DecisionTreeClassifier

77.94

0.75

Mococo Pareto

LGBMClassifier

75

0.72

Mococo Pareto

PassiveAggressiveClassifier

0.58

Mococo Pareto

LogisticRegression

0.45

Mococo Pareto

KNeighborsClassifier

0.39

Mococo Pareto

SVC

0.26

Mococo Pareto

SGDClassifier

0.49

Mococo Pareto

ExtraTreesClassifier

0.78

Mococo Pareto

CatBoost

0.74

Mococo Pareto

RandomForestClassifier

0.77

Mococo_Nsgaii

GaussianNB

0.67

Mococo_Nsgaii

XGBClassifier

0.73

Mococo_Nsgaii

DecisionTreeClassifier

0.78

Mococo_Nsgaii

LGBMClassifier

0.65

Mococo_Nsgaii

PassiveAggressiveClassifier

0.59

Mococo_Nsgaii

LogisticRegression

0.57

Mococo_Nsgaii

KNeighborsClassifier

0.45

Mococo_Nsgaii

SVC

0.37

Mococo_Nsgaii

SGDClassifier

0.49

Mococo_Nsgaii

ExtraTreesClassifier

0.8

Mococo_Nsgaii

CatBoost

0.8

Mococo_Nsgaii

RandomForestClassifier

CFS

GaussianNB

CFS
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Audiology Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar
Selector Accuracy

ExtraTreesClassifier Consistency 83.82

ExtraTreesClassifier Mococo_Nsgaii 82.35

ExtraTreesClassifier Mococo_Pareto 79.41

ExtraTreesClassifier CFS 79.41

Breast Veri Kiimesi Oznitelik Se¢imi Smiflandirma Sonuglari



Model

Accuracy

F1 Score

Selector

RandomForestClassifier

EX:Y)

0.72

Mococo_Nsgaii

GaussianNB

41.86

0.39

Mococo_Nsgaii

XGBClassifier

67.44

0.66

Mococo_Nsgaii

DecisionTreeClassifier

70.93

0.7

Mococo_Nsgaii

LGBMClassifier

69.77

Mococo_Nsgaii

PassiveAggressiveClassifier

59.3

Mococo_Nsgaii

LogisticRegression

68.6

Mococo_Nsgaii

KNeighborsClassifier

EX:Y)

Mococo_Nsgaii

SVC

74.42

Mococo_Nsgaii

SGDClassifier

60.47

Mococo_Nsgaii

ExtraTreesClassifier

74.42

Mococo_Nsgaii

CatBoost

72.09

Mococo_Nsgaii

RandomForestClassifier

73.26

Mococo Pareto

GaussianNB

73.26

Mococo Pareto

XGBClassifier

72.09

Mococo Pareto

DecisionTreeClassifier

65.12

Mococo Pareto

LGBMClassifier

68.6

Mococo Pareto

PassiveAggressiveClassifier

55.81

Mococo Pareto

LogisticRegression

67.44

Mococo Pareto

KNeighborsClassifier

63.95

Mococo Pareto

SVC

70.93

Mococo Pareto

SGDClassifier

61.63

Mococo Pareto

ExtraTreesClassifier

72.09

Mococo Pareto

CatBoost

73.26

Mococo Pareto

RandomForestClassifier

70.93

CFS

GaussianNB

72.09

CFS

XGBClassifier

70.93

CFS

DecisionTreeClassifier

63.95

CFS
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SVC 0.67 CFS

Breast Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy

RandomForestClassifier Mococo_Nsgaii 74.42

RandomForestClassifier Mococo_Pareto 73.26

SVC Consistency 73.26

GaussianNB CFS 72.09

Chess Veri Kiimesi Oznitelik Se¢imi Smiflandirma Sonuglari




RandomForestClassifier

Mococo Pareto

GaussianNB

Mococo Pareto

XGBClassifier

Mococo Pareto

DecisionTreeClassifier

Mococo Pareto

LGBMClassifier

Mococo Pareto

PassiveAggressiveClassifier

Mococo Pareto

LogisticRegression

Mococo Pareto

KNeighborsClassifier

Mococo Pareto

SVC

Mococo Pareto

SGDClassifier

Mococo Pareto

ExtraTreesClassifier

Mococo Pareto

CatBoost

Mococo Pareto

RandomForestClassifier

Mococo_Nsgaii

GaussianNB

Mococo_Nsgaii

XGBClassifier

Mococo_Nsgaii

DecisionTreeClassifier

Mococo_Nsgaii

LGBMClassifier

Mococo_Nsgaii

PassiveAggressiveClassifier

Mococo_Nsgaii

LogisticRegression

Mococo_Nsgaii

KNeighborsClassifier

Mococo_Nsgaii

SVC

Mococo_Nsgaii

SGDClassifier

Mococo_Nsgaii

ExtraTreesClassifier

Mococo_Nsgaii

CatBoost

Mococo_Nsgaii

RandomForestClassifier

CFS

GaussianNB

CFS

XGBClassifier

CFS

DecisionTreeClassifier

CFS

LGBMClassifier

CFS
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Chess Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy
RandomForestClassifier Mococo_Pareto 99.27
RandomForestClassifier Consistency 99.27
RandomForestClassifier Mococo_Nsgaii 99.06

RandomForestClassifier CFS 99.06

Lymphography Veri Kiimesi Oznitelik Segimi Siniflandirma Sonuglart

RandomForestClassifier 0.81



GaussianNB

Mococo Pareto

XGBClassifier

Mococo Pareto

DecisionTreeClassifier

Mococo Pareto

LGBMClassifier

Mococo Pareto

PassiveAggressiveClassifier

Mococo Pareto

LogisticRegression

Mococo Pareto

KNeighborsClassifier

Mococo Pareto

SVC

Mococo Pareto

SGDClassifier

Mococo Pareto

ExtraTreesClassifier

Mococo Pareto

CatBoost

Mococo Pareto

RandomForestClassifier

Mococo_Nsgaii

GaussianNB

Mococo_Nsgaii
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Lymphography Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy
LogisticRegression Consistency 93.18
LogisticRegression Mococo_Pareto 88.64

KNeighborsClassifier Mococo_Nsgaii 88.64

LogisticRegression CFS 88.64
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Mushroom Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy
RandomForestClassifier Mococo_Pareto 100.00
RandomForestClassifier Mococo_Nsgaii 100.00
RandomForestClassifier CFS 100.00

RandomForestClassifier Consistency 100.00

Primary Tumor Veri Kiimesi Oznitelik Se¢imi Siniflandirma Sonuglari

RandomForestClassifier 31.37
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Primary Tumor Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy

CatBoost Mococo_Nsgaii 41.18
XGBClassifier Mococo_Pareto 38.24
XGBClassifier CFS 38.24

XGBClassifier Consistency 38.24

Soybean Veri Kiimesi Oznitelik Se¢imi Simflandirma Sonuglari
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Soybean Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy

RandomForestClassifier Consistency 92.39
CatBoost Mococo_Nsgaii 92.39
LogisticRegression Mococo_Pareto 91.30

LogisticRegression CFS 91.30

Spect Heart Veri Kiimesi Oznitelik Secimi Siniflandirma Sonuglari

RandomForestClassifier 73.75 0.7

DecisionTreeClassifier 67.5 0.68
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Spect Heart Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy

CatBoost Mococo_Pareto 81.25
CatBoost Mococo_Nsgaii 78.75
SVC Consistency 78.75
CatBoost CFS 77.50

Splice Veri Kiimesi Oznitelik Se¢imi Siiflandirma Sonuglar

RandomForestClassifier 91.54 0.91

XGBCamir
DecisionTreeClassifier 93.1 0.93
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Splice Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy

LGBMClassifier CFS 99.06
CatBoost Mococo_Nsgaii 98.75
CatBoost Mococo_Pareto 98.01

XGBClassifier Consistency 95.40

Voting Records Veri Kiimesi Oznitelik Se¢imi Smiflandirma Sonuglar

RandomForestClassifier 99.23 0.99

XGBCamit
DecisionTreeClassifier 95.38 0.95
Ty
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Voting Records Veri Kiimesi En Yiiksek Siniflandirma Dogrulugu Saglayan Algoritmalar

Selector Accuracy
CatBoost Mococo_Pareto 99.23
RandomForestClassifier Mococo_Nsgaii 99.23

RandomForestClassifier CFS 99.23

SVC Consistency 99.23
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