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OZET
DOKTORA TEZi

YAPAY ZEKA YONTEMLERI iLE UNIiVERSITE OGRENCILERININ DERS
MOTIVASYONLARININ TAHMIN EDiLMESI

MITHAT YAVUZARSLAN

Istanbul Universitesi
Fen Bilimleri Enstitiisii

Enformatik Anabilim Dah

Damisman : Do¢. Dr. CIGDEM SELCUKCAN EROL

Cevrimigi 6grenme ortamlarinda 6grencilerin derse olan ilgilerini saptamak yiiz ylize 6grenme
ortamlarina kiyasla daha zordur. Diger yandan Ogrenme Yonetim Sistemleri (OYS),
ogrencilerin ¢evrimigi olarak sunulan derslerin ortam ve materyalleriyle olan etkilesimlerinden
log ad1 verilen kayit verisi olusturmakta ve depolamaktadir. S6z konusu verinin yapay zeka
yontemleriyle islenerek Ogrencilerin derse yonelik motivasyon diizeyleri ve motivasyon
diizeylerini etkileyen degiskenleri ortaya c¢ikarmak miimkiin olmaktadir. Bu c¢alismada
{iniversite ogrencilerine ait OYS log verisi kullanilarak bir derse yonelik motivasyon
diizeylerinin tahmin edilmesi amag¢lanmistir. Arastirma bir iiniversitede 2020-2021 Giiz, 2020-
2021 Bahar ve 2021-2022 Giiz donemlerinde agilan Temel Bilgisayar Uygulamalar1 dersine
kayitl 407 6grenciyle yiiriitiilmiistiir. Ogrencilerden ders dénemini kapsayan 14 hafta boyunca
kay1tli olduklar1 dersin yiiriitiildiigii Moodle tabanli OYS sunucusunda depolanan log kayitlari
elde edilmistir. Ayrica 6grencilerin derse yonelik motivasyon diizeylerini belirlemek amaciyla
John M. Keller tarafindan gelistirilen ARCS motivasyon teorisini temel alan Derse Ilgi Olgegi
(DIO) ¢aligma kapsaminda Tiirk¢e’ye uyarlama ¢alismalar1 yapilarak uygulanmistir.

Calismada iki veri seti kullanilmistir ve birinci veri seti ile modelleme ve test islemleri yapilmis
olup ikinci veri seti ise birinci veri setiyle gelistirilen modeller i¢in gecerleme seti olarak
kullanilmistir. Motivasyon hedef niteligi DIO ile elde edilen toplam puanlarin ikili ve iiglii
siiflara indirgenmesiyle elde edilmistir. Calismada kullanilan yapay zeka modelleri k-En
Yakin Komsu, Naive Bayes, Destek Vektor Makineleri, C5.0, CART, Rastgele Orman ve
Lojistik Regresyon algoritmalart ile egitilmistir. Performans degerlendirme amaciyla rastgele
alt 6rnekleme, k-katli capraz gegerleme ve hold-out yontemleri kullanilmis olup hold-out ile
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ylriitillen analizlerde veri setine cesitli yukari Ornekleme yontemleri uygulanmigtir.
Degerlendirme i¢in ise Ozellikle dogruluk ve ROC degerleri performans metrikleri olarak
kullanilmistir.

Arastirmanin sonucunda OYS log dosyalarindan elde edilen veriyle 6grencilerin derse yonelik
motivasyon diizeylerini tahmin etmenin miimkiin oldugu goriilmiistiir. Bu dogrultuda birinci ve
ikinci agsama bulgularinda rastgele alt 6rnekleme ve k-katli ¢apraz gegerleme ile %70 civarinda
genel smiflandirma basarist goriiliirken yukar1 6rnekleme uygulanmis veri seti kullanilarak
hold-out ile test edilen modellerin performanslari %80 seviyesine yakin o6lgiilmiistiir. Diger
yandan 6zellikle birinci agamada test edilen modeller arasinda en yliksek performanslar karar
agaci algoritmalariyla (C5.0, CART ve Rastgele Orman) elde edilmistir. Motivasyon hedef
niteligine etki eden Oznitelikleri belirleyebilmek adma yiiksek performans gosteren
algoritmalarin &znitelik 6nemi siralamalarma bakilmis ve OYS log dosyalari ile olusturulan
Ozniteliklerden “ToplamOturumSuresi”, “SinavOdakliCalisma” ve “SayfadaKalmaOrtalama”
gibi siire ifade eden 6zniteliklerin derse yonelik motivasyon diizeyi iizerinde diger 6zniteliklere
kiyasla daha belirleyici olduklar1 goriilmiistiir. Arastirmanin sonuglar ilgili literatiirdeki
bulgular g6z Oniline alinarak tartisilmis ve gelecekte yiiriitillecek benzer g¢aligmalara dair
Oneriler sunulmustur.

Nisan 2023, 145 sayfa.

Anahtar kelimeler: 6grenme yonetim sistemleri, motivasyon, siniflandirma, yapay zeka, log
dosyasi
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In online learning environments, determining students' interest in the course is more difficult
compared to face-to-face learning environments. On the other hand, Learning Management
Systems (LMS) create and store record data called logs of students' interactions with the
environment and materials offered online. It is possible to reveal the motivation levels of
students towards the course and the variables that affect their motivation levels by processing
this data with artificial intelligence methods. This study aims to predict the motivational levels
of university students towards a course using LMS log data. The research was conducted with
407 students registered for the Basic Computer Applications course opened in the Fall 2020-
2021, Spring 2020-2021, and Fall 2021-2022 semesters at a university. Log records stored in
the Moodle-based LMS server where students were registered for the course during the 14
weeks covering the course period were obtained from the students. Additionally, the Course
Interest Scale (CIS), based on the ARCS motivation theory developed by John M. Keller, was
adapted to Turkish and applied within the scope of the study to determine the students'
motivation levels towards the course.

In the study, two datasets were used considering students' LMS usage intensity and the branches
they are registered for. Modeling and testing were carried out with the first data set, and the
second data set was used as a validation set for the models developed with the first data set. The
motivation target was obtained by reducing the total scores obtained from CIS to binary and
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triple classes. Artificial intelligence models used in the study were trained with k-Nearest
Neighbor, Naive Bayes, Support Vector Machines, C5.0, CART, Random Forest, and Logistic
Regression algorithms. Random subsampling, k-fold cross-validation, and hold-out methods
were used for performance evaluation, and oversampling methods were applied to the dataset
in the analyses carried out with hold-out. Accuracy and ROC values were specifically used as
performance metrics.

As a result of the research, it was seen that it is possible to predict students' motivation levels
towards the course using the data obtained from the LMS log files. In this direction, while
around 70% overall classification success was observed with random subsampling and k-fold
cross-validation in the first and second stage findings, the performances of the models tested
with hold-out using the oversampled datasets were measured close to 80%. On the other hand,
the highest performances among the models tested, especially in the first stage, were obtained
with decision tree algorithms (C5.0, CART, and Random Forest). To determine the features
that affect the motivation target property, the variable importance rankings of the algorithms
with high performance were examined, and it was observed that features expressing duration
such as "TotalSessionTime," "ExamFocusedStudy,” and "AverageTimeOnPage" from the
features created with LMS log files were effective on students' motivation towards the course.
The results of the research were discussed considering the findings in the relevant literature and
suggestions for similar studies to be carried out in the future were presented.

April 2023, 145 pages.

Keywords: learning management systems, motivation, classification, artificial intelligence, log
file
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1. GIRIS

Biiytik veri kavraminin ortaya ¢ikist ve teknolojik ilerlemenin 6nemli bir belirleyeni haline
gelmesiyle birlikte yapay zeka uygulamalari kisa zamanda kiiresel bir yaygmlik kazanmistir.
Yapay zekdnin da parcgasit oldugu bu donilisiimii tanimlamak i¢in kullanilan Endistri 4.0
kavrami egitim alaninda karsiligin1 bireysellestirilmis 6grenme, 6grenme analitigi, akilli egitsel
ajanlar, sanal/arttirilmis gergeklik ve e-degerlendirme gibi yapay zeka temelli uygulamalar
kapsayan Egitim 4.0 kavraminda bulmustur (Ciolacu ve dig., 2017). Bu dogrultuda yapay
zekanin gliniimiizde 6grenme ve 6gretim faaliyetlerini yenilikgi hale getirme ve egitim ile ilgili
stiregelen problemlere ¢oziim sunabilme potansiyeli tasidigi kabul edilmektedir (UNESCO,
2019).

Bu tez ¢aligmasinin GENEL KISIMLAR boéliimiinde Yapay Zeka, Veri Madenciligi ve Veri
Tabanlarinda Bilgi Kesfi kavramlari agiklanarak Egitimde Yapay Zeka Kullanimi uygulamalari
hakkinda bilgi verilmis, Makine Ogrenmesi kavrami agiklanmis ve Egitsel Veri Madenciligi ve
Ogrenme Analitigi ¢alismalar1 sunulmustur. Bu tez calismasi dahilinde yiiriitiilen aragtirmanin
bir degiskeni olarak Motivasyon kavrami ve ARCS Motivasyon Teorisi hakkindaki boliimlere
ek olarak arastirmanin gerceklestirildigi ve tez verisinin elde edildigi Ogrenme Yonetim
Sistemi ve Log Dosyalar1 basligi agiklanmistir. Son olarak Literatiir Taramasi bolimii
igerisinde literatiirde yer alan ve motivasyon dahil olmak iizere egitim ile ilgili degiskenleri

irdeleyen caligmalar bulgulartyla birlikte sunulmustur.

MALZEME VE YONTEM béliimiinde arastirmani katilimeilar hakkinda demografik bilgiler
ozetlenmis ve c¢aligmanin veri toplama amaciyla kullanilan Derse ilgi Olgegi (DIO) ve
demografik bilgi toplama formu hakkinda bilgi verilmistir. Ayrica DiO’ye ait gecerlik ve
giivenirlik analizleri sonuglart da bu bdliimde yer almaktadir. Ardindan arastirmanin
yiiriitiildiigii Ogrenme Y&netim Sistemi ve verinin toplandigi ders ortam ve igerigi ile ilgili
aciklamalar sunulmus olup toplanan verinin analizi i¢in kullanilan yapay zeka algoritmalari

agiklanmustir.

BULGULAR béliimiinde arastirma siirecinde elde edilen veri seti {izerinde yiiriitiillen yapay
zeka algoritmalarindan elde edilen sonu¢ degerler tablolar ile gosterilmistir ve elde edilen

bulgular ilgili basliklar altinda karsilastirmali olarak agiklanmustir.



TARTISMA VE SONUC bolimiinde ise elde edilen bulgular arastirmanin amaci
dogrultusunda ilgili literatiir géz Oniine alinarak tartisilmis ve bu dogrultuda arastirmanin

sonuclarinin mevcut literatiire katkisi agiklanmistir.

1.1. ARASTIRMANIN AMACI
Cevrimi¢i 6grenme ortamlarinda egitmenin Ogrencilerle olan etkilesimi yiiz yiize 6grenme
ortamlarina kiyasla kisith durumdadir ve 68rencilerin derse olan ilgileri hakkinda bilgi sahibi
olmak da ayni oOlgiide zorlagmaktadir. Diger yandan c¢evrimici Ogrenme ortamlari
kullanicilardan elde ettikleri veriyi depolayarak sistem yoneticilerinin erisimine
sunmaktadirlar. S6z konusu veri dogru yontemlerle islendiginde 6grencinin 6grenme ortami
icerisindeki davraniglarini anlamak miimkiin olmaktadir. Bu dogrultuda yiiriitiilen tez
calismasinda bir Ogrenme Yonetim Sistemi’nden (OYS) elde edilen veri seti iizerinde yapay
zeka teknikleri kullanilarak 6grencilerin derse yonelik motivasyonlarinin tahmin edilmesi

amagclanmaktadir.

1.2. ARASTIRMA SORULARI

Bu tez ¢alismasinda asagidaki arastirma sorularina cevap aranmaktadir:

1. Katilmcilarin OYS kullanim verisi ile derse yonelik motivasyonlar1 arasinda iliski var
midir?
2. Katilmcilarin OYS kullanim verisi ile elde edilen veri setine ait hangi dznitelikler derse

yonelik motivasyonlarimi etkilemektedir?

1.3. SINIRLILIKLAR VE VARSAYIMLAR

Bu tez ¢aligmasi kapsaminda yiiriitiilen arastirmanin sinirliliklart agagidaki gibidir:

1. Bu arastirma Yeditepe Universitesi'nde 2020-2021 Giiz, 2020-2021 Bahar ve 2021-
2022 Giiz donemlerinde agilan Temel Bilgisayar Uygulamalar1 dersine kayitli, gesitli
bolimlerde okumakta olan ve arastirmaya goniillii olarak katilan 407 Ggrenciyle
stirhdir.

2. Bu arastirma katilimcilarin kullanmis olduklart Moodle tabanli Ogrenme Yodnetim
Sistemi’nden (OYS) elde edilen ve Keller (2010) tarafindan gelistirilen olan Derse ilgi
Olgegi (DIO) kullanilarak toplanan veriyle smirldir.

Tez caligmasinin varsayimlari asagida siralanmastir:



1. Arastirmanin  katihmecilari Derse Ilgi Olgegi (DiO)’nin  maddelerini ictenlikle
cevaplamiglardir.

2. Arastirma siiresince katilmcilarin kullanmis olduklar1 Ogrenme Yonetim Sistemi
(OYS)'nden elde edilen verinin etkilesim zaman ve miktarin1 temsil ettigi

varsayilmaktadir.



2. GENEL KISIMLAR

Tezin Genel Kisimlar boliimiinde Yapay Zeka’'nin tanimi ve yayginlasmasindaki etmenlere
deginilmis olup bu c¢alismanin yontemiyle iligkili analiz siirecini agiklayabilmek adina Veri
Tabanlarinda Bilgi Kesfi baslig1 bu siireci olusturan alt basliklariyla birlikte aktarilmistir.
Egitimde Yapay Zeka kullanimi basligi ilgili arastirmalari icerecek sekilde agiklandiktan sonra
motivasyon kavramma ve literatiirdeki ¢esitli motivasyon teorilerine deginilmistir. Ogrenme
Yonetim Sistemleri ve Log dosyalar1 hakkinda bilgi verilen basliklardan sonra ise ¢alismanin
Literatiir Taramasi boliimii benzer yontemlerle yiiriitiilen ¢aligmalar ile dogrudan motivasyon

degiskenini irdeleyen ¢alismalar1 kapsayacak sekilde iki baslikta incelenmistir.

2.1.YAPAY ZEKA
Yapay zeka teknolojileri 6zellikle son yillarda giderek yayginlagsmakta ve kisisel amaglarla
kullanilan mobil cihazlardan saglik ve finans gibi toplumsal yagam agisindan 6nem arz eden
sektorlerdeki uygulamalara kadar genis bir kullanim alanim1 kapsamaktadir. Yapay zeka
calismalarinin artisindaki en onemli sebeplerin basinda diinyada iiretilen veri miktarindaki
devasa artis ve bu duruma eslik eden islemci hizi1 ve depolama kapasitesi gibi donanim
teknolojilerindeki gelismelerin geldigi bilinmektedir (Natale & Ballatore, 2020). Diger bir
deyisle biiyiik miktarda veri ile beslenerek gelistirilebilen yapay zeka uygulamalari hem
gecmise kiyasla daha fazla miktarda ve tlirde verinin iiretildigi hem de bu verinin islenmesinde
kullanilan donanimlarin gelistigi bir donemde bu kosullara yapay zeka odakli ¢caligmalar i¢in
Ozellesen programlama dilleri ve gelistirme paketlerinin 6ne ¢ikmalarinin da eslik etmesiyle
birlikte bir yayginlasma olanagina erigsmistir. Kreutzer ve Sirrenberg (2020) yapay zekanin
ozelikle son yillarda kazandig1 ivmenin arkasindaki etmenleri (1) {irlin, hizmet ve siireclerin
dijitalizasyonu ile birlikte fiziksel ortamdaki islerin veriye doniistiiriilebilmeleri, (2) bilisim
sistem ve teknolojilerinin performanslarindaki katlanarak hizlanan artis ve (3) nesneler, insanlar
ve siirecler arasindaki internet tabanli baglanti sikliklariin ve ¢esitlerinin ¢ogalmasi olmak
tizere li¢ baglik altinda toplamislardir. Bu gelismelere ek olarak IBM, Microsoft ve Google ve
gibi 6nde gelen teknoloji sirketlerinin yapay zeka alanina doniik yatirimlarini arttirmasi ve ayni
sirketler tarafindan “Yapay Zekanin Demokratizasyonu” hedefi dogrultusunda kod
kiitiiphaneleri ve gelistirme araclarinin {icretsiz olarak sunulmasi sayesinde ise ¢ok daha fazla
kisinin yapay zeka uygulamalarinin gelistirme siireglerine katilabilmeleri saglanmistir (Garvey,

2018).



Rich (1983) en genel tanimiyla yapay zekayr mevcut durumda insanlar tarafindan daha iyi
yapilan islerin bilgisayarlar tarafindan yapilabilmesine doniik ¢calismalarin biitiinii olarak ifade
etmistir. Bir isin bilgisayarlar tarafindan insan gibi yapilmasi haricinde bilgisayarlarin insan
gibi diislinebilmesini vurgulayan bir tanima gore ise yapay zeka kavrami insana 6zgii zihinsel
yetilerin hesaplamali modeller araciligiyla incelenmesine doniik ¢alismalar1 nitelemektedir
(Charniak & McDermott, 1985). Bu iki tanimin kapsamiyla paralel olarak Russel ve Norvig
(2010) yapay zeka tizerine yapilan tanimlarin insan gibi diisiinmek, insan gibi davranmak,
rasyonel diisinmek ve rasyonel davranmak olarak dort kategoride toplanabilecegini ileri
stirmiislerdir. Bu yaklasima gore Rich (1983) tarafindan yapilan tanim insan gibi davranmayi;
Charniak ve McDermott (1985)’in tanimi ise rasyonel diisiinmeyi yapay zeka agiklamalarinin
merkezine yerlestirmektedir. Nilsson (1998) ise yapay zekay1 rasyonel davranma ¢er¢evesinden
irdeleyen bir yaklagimla algilama, sorgulama, 6grenme ve iletisim kurma gibi davranislar1 aklin
yol gostericiliginde sergilemesi beklenen insan yapimi makinelerin gelistirilmesi olarak ele
almistir. Ayrica insan zihninin isleyisi ile bilgisayarlarin ¢alisma mekanizmasini bagdastiran
teorilerden yola cikarak yapay zekanin bilgisayarlarin disiinebilir hale getirilmesi ve bu
dogrultuda akilli makineleri yaratma ¢abasi olarak tanimlandigi da goriilmektedir
(Haugeland,1985; Winograd, 1991). Yapilan tanimlar ortaklastirildiginda yapay zekanin insan
davraniglarin1 ve diisiincelerini rasyonel bir ¢ercevede taklit ve icra eden teknolojiler ve bu

teknolojilerin gelistirilmesini amaglayan ¢alismalar1 kapsadigi sdylenebilir.

Yapay zekanin son yillardaki yiikselisini agiklamak i¢in kullanilan kavramlarin basinda “Biiyiik
Veri (Big Data)” gelmektedir. Biiyiik veri yalnizca devasa miktardaki veriyi ifade eden hacim
(volume) ile degil ayn1 zamanda verinin tiretim ve degisim hizin1 tanimlamak i¢in kullanilan
yogunluk (velocity) ve islenecek veriye ait kaynaklarin ve veri tiirlerinin kalabaliklagsmasini
niteleyen ¢esitlilik (variety) kavramlariyla da agiklanmaktadir (Kitchin & McArdle, 2016).
Diger yandan Boyd ve Crawford (2012) ise Biiyiik Verinin kiiltiirel, teknolojik ve bilimsel bir
olgu oldugunu 6ne siirerek hesaplama giicii ve algoritmalarin etkililiginin biiyiik veri setlerinin
islenmesi dogrultusunda maksimize edilmesi, bu veri setlerinin sosyal, ekonomik ve teknik
kararlara yon gosterecek oriintiilerin ortaya ¢ikarilmasi i¢in analiz edilmesi ve biiyiik verinin
onceden erisilmesi imkansiz olan yiiksek diizeydeki bilgilere sahip olmanin araci olduguna dair
genel kabul ve mitlerin yayginlasmasi olmak {izere ii¢ siirecin etkilesimine dayandigini
belirtmislerdir. Kisacas1 Biiyiik Veri, hem veri iiretimi ve analizindeki teknolojik ilerlemeleri

ve bu sayede verinin niceliksel ve niteliksel agidan gegirdigi doniisiimii ifade eden hem de bu



doniistimiin bilgi tiretiminde dogurdugu yeni ihtiyaclari vurgulayan genis bir kavramdir (De

Mauro ve dig., 2015).

Biiyiik Veri olgusu ile paralel olarak yapay zeka caligmalarina hiz kazandiran bir diger gelisme
ise derin 6grenme basligi altinda kullanilan tekniklerin basari orani yiliksek yapay zeka
modellerinin gelistirilmesinde kullanilmalaridir (Deng, 2014). Akpinar (2017)’a gore yapay
zeka caligmalarinin birinci doneminde bilgisayarlarin daha zeki hale getirilmesi i¢in nasil
programlanmasi gerektigine odaklaniliyorken bugiin ise bilgisayarlarin 6grenebilir sekilde nasil
programlanacagi sorusu giindemdedir. Bir makine 6grenmesi alt dali olan derin 6grenme
disiplini icerisinde kullanilan yontemler biiyiik veri ile gelistirilen yapay zekd modellerinde
basarili sonuglar gostermistir ve 6zellikle bilgisayarli gérme, ses isleme ve dogal dil isleme gibi
gliniimiiziin 6nde gelen yapay zeka uygulama alanlarinda siklikla kullanilmaktadir (Jordan &

Mitchell, 2015).

Ozet olarak, yapay zeka arastirma ve uygulamalar1 son yillarda bir dizi gelismeye bagli olarak
yiikselisini silirdiirmekte ve etkiledigi disiplinlerin sayisin1 artirmaktadir. Yapay zeka
teknolojilerinin bir isi insan gibi yaparak veya rasyonel diisiinerek insan tarafindan icra edilen
1§ ve siireclerin otomatizasyonuna katki saglamalarinin yaninda insanlara kurumsal ¢er¢evede
belirli kararlarin alinmasinda yol gosterici olmalar1 da miimkiindiir. Biiyiik veri yiginlarindan
anlamli bilgilerin elde edilmesi ve karar alma siireglerine yol gdstermesi amaciyla kullanilan

yapay zeka yontemleri veri madenciligi ad1 verilen siireg icerisinde incelenmektedir.

2.2.VERI TABANLARINDA BiLGI KESFi
Bilgi teknolojilerinin ve 6zellikle veri tabani endiistrisinin evrimi 1960’larda veri toplama/veri
taban1 yaratimi evresinden, 1970’lerde gelisim gosteren veri tabani yonetim sistemlerine ve
1980’lerden sonra ise veri madenciligi ve veri tabanlarinda bilgi kesfi evresine ulasgiimistir (Han
& Kamber, 2006). Fayyad ve digerleri (1996) tarafindan yapilan ve genel kabul goren bir
tanima gore “veri tabanlarinda bilgi kesfi veri igerisindeki gecerli, 6zgiin, potansiyel olarak
kullanish ve sonuglar1 anlasilabilir olan oriintiilerin saptandigi karmasik bir siiregtir” (s. 40).
Yazarlara gore veri tabanlarinda bilgi kesfi veri yigimi igerisindeki kullanigh bilgilerin
kesfedildigi biitiinsel bir siireci ifade ederken veri madenciligi ise bu siire¢ igerisinde
Oriintlilerin ortaya cikarilmasi amaciyla ilgili probleme doniik algoritmalarin kullanildigi
adimdir. Ayni sekilde Kreutzer ve Sirrenberg (2020) de yapay zeka uygulamalarinin kapsamli

hedefinin veri tabanlarinda bilgi kesfi oldugunu vurgulamislar ve veri madenciliginin aksine



veri tabanlarinda bilgi kesfinin yalnizca veri ile ilgili islemleri degil ayn1 zamanda ulasilan
sonuglarin  degerlendirilmesini de icerdigine dikkat c¢ekmislerdir. Ote yandan baz
tanimlamalarda veri madenciligi ve veri tabanlarinda bilgi kesfi arasindaki ayrima ¢ekinceyle
yaklasildig1 da goriilmektedir. Ornegin, Han & Kamber (2006) veri madenciliginin veri
tabanlarinda bilgi kesfinin bir adim1 oldugunu kabul etmekle beraber endiistride, medyada ve
arastirmacilar arasinda veri madenciligi taniminin giderek popiilerlik kazandigini géz one

almak gerektigini savunmaktadirlar.

Kimi zaman makine d6grenmesi ile de yakin anlama gelecek sekilde kullanilmakta olan veri
madenciliginde veri yiginlari icerisinden bagka yontemlerle elde edilmesi miimkiin olmayan,
anlamli ve Onceden bilinmeyen bilgi veya bilgilerin ortaya ¢ikarilmasi amaglanmakta iken
makine 6grenmesi c¢alismalarinin nihai amaci ise bilgisayarlarin insanin 6grenme eylemini
taklit ederek egitilmesi, bu sayede yeni bilgi ve becerilerin elde edilmesi ve Ogrenme
performansinin ¢esitli senaryolarla sinanarak etkililigin artirilmasidir (Hua ve dig., 2009;
Silahtaroglu, 2016). Bu baglamda veri madenciligi anlamli makine 6grenmesi modellerinin
yaratilmasi siirecini kapsamaktadir ve makine 6grenmesi algoritmalar1 hakkindaki bilgilerin
gelistirilmesiyle degil bu algoritmalar1 veri setlerine uygulayarak ortaya ¢ikarilan bilgiler
sayesinde bir probleme doniik olarak yeni bakis acilarinin kazanilmasiyla ilgilenmektedir (Kiihl
ve dig., 2019). Benzer sekilde Fayyad ve digerleri (1996) de veri tabanlarinda bilgi kesfi
stirecinin veri madenciligi adiminin veri igerisindeki Oriintiileri ortaya ¢ikarmak adina makine

O0grenmesi, Oriintii tanima ve istatistik yontemlerini temel aldigini belirtmislerdir.



Sekil 2.1°de goriildiigii gibi veri tabanlarinda bilgi kesfi siireci dongiisel ve kendi iginde

etkilesime acik bir dizi adimdan olusmaktadir.

DEGERLENDiRME
VERI MADENCILIGi
DONUSTURME ‘
VERI SE(;IMI : - E I .
\\ : Ortintiler

Donustdrilmis

On |§Ienm|§ Veri Veri
Hedef Veri

Sekil 2.1: Veri Tabanlarinda Bilgi Kesfi Adimlarina Genel Bakis (Fayyad ve dig., 1996,
s.41)

Veri tabanlarinda bilgi kesfi slirecinin temel adimlar1 su sekilde 6zetlenmistir (Brachman &
Anand, 1996): Uygulama alanimin anlasilmasi ve bilgi kesfinin amacinin belirlenmesi; bilgi
kesfinin odaklandigr probleme doniik olarak uygun verinin secilerek hedef veri setinin
olusturulmasi; kirli ve kayip veri i¢in 6n isleme ve temizleme iglemlerinin yapilmasi, veri
setinin problemi temsil eden 6zniteliklere indirgenmesi, bilgi kesif siirecinin amaglari ile veri
madenciligi yonteminin eslestirilmesi, uygun veri madenciligi algoritmasinin segilmesi, veri
madenciligi ile modelleme isleminin gergeklestirilmesi, ortaya c¢ikarilan Oriintiilerin

yorumlanmasi, elde edilen bilgi veya bilgilerin degerlendirilmesi ve kullanilmasi.

Han & Kamber (2006) ise veri tabanlarinda bilgi kesfi siireci adimlarmi su sekilde

listelemislerdir:

1- Veri Temizleme: giiriiltiilii ve hatal1 verinin temizlenmesi,

2- Veri Biitlinlestirme: birden fazla veri kaynaginin biitiinlestirilmesi,

3- Veri Se¢imi: analizin amact ile ilgili verinin veri tabanindan elde edilmesi,

4- Veri doniistiirme: verinin madencilik islemlerine uygun sekilde biitiinlestirme veya
Ozetlemeye tabi tutularak doniistiiriilmest,

5- Oriintiiniin degerlendirmesi: bilgiyi temsil eden 6riintiilerin belirli dl¢iitlere dayanarak

degerlendirilmesi,



6- Bilginin sunumu: gorsellestirme ve bilgi temsil tekniklerini kullanarak veri madenciligi

ile elde edilen bilginin sunulmas.

Veri tabanlarinda bilgi kesif siireci adimlariin sayis1 farkli yaklasimlara gore degisiklik
gosterse de yaklagimlarin tlimii veri yiginlarindan anlamli ve kullanigh bilginin elde edilmesi

i¢cin yapilmasi gerekenleri asamali ve dongilisel bir sistematik igerisinde sunmaktadirlar.
2.2.1. Veri Secimi

Veri tabanlarinda bilgi kesif siirecinin amaciyla uyumlu olarak bir donemi kapsayan biitiinlesik
veri tabanlarima veri ambari denmektedir (Silahtaroglu, 2016). Veri ambarlar1 {izerinden
gerceklestirilecek veri seciminde ¢oziilmeye calisilan problem veya ortaya ¢ikarilmasi beklenen
bilgi ve Oriintiiler ile potansiyel olarak iligkili olmasi beklenen verinin elde edilmesi
gerekmektedir. Veri madenciligi ¢alismalarinda genellikle bir problem i¢in kullanilacak veri
biitiinlesik halde tek bir kaynakta bulunmadigindan dolayr farkli veri tabanlar1 ve

kaynaklarindan elde edilen veri de analiz siireglerine dahil edilebilir (Feelders ve dig., 2000).
2.2.2. Veri Onisleme

Veri madenciligi algoritmalar1 veri seti icerisinde kayip, kirli, giiriiltiilii veya yanlis girilmis
degerlerin olmadig1 varsayimiyla uygulanmaktadir. Bundan dolayr bir veri madenciligi
uygulamasinda modelin diisiik performans gostermesini, veri i¢indeki oOriintiilerin gizli
kalmasin1 ve anlamsiz c¢iktilarin goriilmesini 6nleme amaciyla ¢abanin biiylik bir kismi
temizleme, doldurma ve normalizasyon gibi veri 6n isleme adimlart i¢in harcanmaktadir

(Zhang ve dig., 2003).

Veri temizleme, 6zellikle kayip veya eksik veriye sahip kayitlarin veri setinden ¢ikarilmasi
islemini igerdigi gibi tiim kayip alanlara ortalama degerin girilmesi ve ayrica ¢esitli yontemlerle
kayip degerlerin tahmin edilmesi ile de yapilabilmektedir (Silahtaroglu, 2016). Doldurulan
verinin amaglanan madencilik ¢alismasi i¢in dogru bir temsile sahip olmamasi ihtimalinden
dolayr bu yontemlere kiyasla kayip verinin regresyon, Bayesyen veya bir karar agaci
yontemiyle tahmin edilmesi yontemi siklikla tercih edilmektedir (Han & Kamber, 2006). Bu
sayede kayip veriye rastlanan kayitlarda el ile doldurma ve ortalama degerin atanmasi

yontemlerine kiyasla 6zgiin degerlerin yer almasi saglanabilmektedir.
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Veri Onigsleme asamasinda giderilmesi gereken bir diger sorun ise giriiltiilii veridir. Veri
girisinde yapilan hatalar ve yanlis kodlamalar giiriiltiilii degerlere sebep olabilmekte ve veri bir
ortam tarafindan {iretiliyorsa depolama ve doniistiirme ile ilgili islemler de veri setinde
giiriiltiilii degerlerin goziikmesine yol acabilmektedir (Pyle, 1999). Giiriiltiilii veri yanlis bir
degerde ise veri setinden c¢ikarilmasina veya ug¢ bir degerde ise doniistiiriilmesine karar

verilebilir.
2.2.3. Veri Doniistiirme

Cesitli kaynaklardan elde edilen ve bir veri setinde biitiinlestirilen veri tutarsizlik, giiriiltii ve
aykirt (ug) degerlerden kaynaklanan sorunlarin giderilmesi amaciyla doniistiirme islemlerine
tabi tutulmalidir. Ozellikle giiriiltiilii verinin doniistiiriilmesi dogrultusunda ilgili 6znitelige ait
degerlerin gruplara ayirarak grup ortalamasinin elemanlara atandigi kutulama yontemi, gruplar
icindeki alt ve {ist sinir degerleri yardimiyla giiriiltiiniin giderilmesi yontemi ve kiimeleme ile
uc degerlerin tespit edilerek yeni degerlerin atanmasit yontemi kullanilabilmektedir

(Silahtaroglu, 2016).

Veri setinde yer alan degerlerin 6l¢ii birimleri hem analiz siirecini etkileyebilmekte hem de
uygulanacak algoritmalarin calistiklari veri tipleriyle uyumsuzluk gosterebilmektedir. Bundan
dolay1 ozellikle farkli biiytikliikte degerlerin bulundugu veri setlerinde tiim degerlerin 0 ve 1
veya -1,+1 araliginda degerlere sahip olmasin1 ifade eden normalizasyon islemi

gerceklestirilmelidir (Akpinar, 2017).

Biiylik miktarda veri her ne kadar veri madenciligi uygulamalari i¢in gerekli olsa da veri
setindeki Ozniteliklerin veya boyutlarin miktarindaki fazlalik algoritmalarin performansini

olumsuz yonde etkileyebilmektedir. Akpimar (2017)’a gore

“Artan boyut sayisinin yol agtig1r ortak sorun, boyut sayist arttik¢ca, uzay hacminin
artmasi, bunun paralelinde mevcut verinin giderek uzayda seyreklesmesi ve istatistik

anlamda elde edilen sonuglarin giivenilirliginin azalmasidir” (s.144).

Boyut indirgeme, bir veri setindeki 6zniteliklerin sayisinin orijinal (indirgenmemis) veri setinin
temsiliyetini kaybetmeden azaltilmasi islemidir (Garcia ve dig., 2015). Bu sayede sonuca etkisi
bulunmayan 6zniteliklerin ¢ikarilmasi veya ayni degiskeni temsil eden birden fazla 6zniteligin

tek boyuta indirgenmesi ile birlikte orijinal veri setinden daha etkili ve giivenilir sonuglar elde
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etmek miimkiin olmaktadir. Ayrica sayisal indirgeme ve ayristirma gibi veri setindeki
degerlerin aralikli veya kategorik degerlerle yer degistirerek kullanildig1 yontemler de bir boyut

indirgeme ve veri doniistirme yontemi olarak tercih edilmektedir (Han & Kamber, 2006).
2.2.4. Modelleme

Chung ve Gray (1999), uygun algoritmanin segilmesi ve modellemenin gergeklestirilmesi
asamalarimin veri tabanlarinda bilgi kesfi silirecinin en O©Onemli noktalart oldugunu
vurgulamislardir. Modelleme asamasinda makine 6grenmesi ve istatistik temelli yontemler
problemin ihtiyact goz Oniinde bulundurularak secilmekte ve Onisleme ve doniistiirme

asamalarindan gegirilen veri seti lizerinde yiiriitiilmektedir.

Veri madenciligi modelleri kullanilarak yiiriitiilen bilgi kesfi siireci Fayyad ve digerleri (1996)
tarafindan iki temel kategoride incelenmektedir. (1) Tahmin (Prediction), bir veri tabanindaki
degiskenlere ait Oriintiilerin bulunarak gelecekteki girdilerin tahmininde kullanilmasini ifade
ederken; (2) Betimleme (Description) ise veri tabani i¢indeki Oriintiilerin anlasilabilir ve kisiler
tarafindan yorumlanabilir bigimlerde ortaya ¢ikarilmasidir. Yazarlar bu noktada bahsi gegen iki
kategori arasindaki ayrimin tahmin modellerinin de betimleme igerebilmesinden dolay1 keskin
olamayabilecegini ancak veri madenciliginin yiirlitilme amacinin anlasilmasi agisindan bu

ayrima ihtiya¢ oldugunu belirtmislerdir.

Modelleme agamasinda birden fazla yontem veri tabanlarinda bilgi kesfi siirecinin dongiisel
yapisina uygun olarak veri seti igerisindeki ortintiilerin farkli bicimlerde ortaya ¢ikarilmasini
saglamak adina uygulanmaktadir. Ancak kullanilacak yontemlere veri madenciliginin amaci ve
veri setinin yapisi géz oniine alinarak karar verilmesi gerekmektedir (Kantardzic, 2020). Veri
madenciligi  silirecindeki modelleme asamasinda makine Ogrenmesi algoritmalar

kullanilmaktadir.
2.2.5. Modelin Performansimin Olciilmesi

Kullanilan algoritma ile birlikte modelin performansina etki eden bir diger unsur ise egitim ve
test verisini ayirma yontemidir. Danigsmanli 6grenmede ve 0Ozel olarak simiflandirma
problemlerinde amac veriyi dnceden tanimlanmis ayr1 siniflara etkili sekilde atamaktir. Bu
amacin gerceklestirilmesi i¢in mevcut verinin bir kismi egitim seti olarak ayrilir ve modelin

egitilmesinde kullanilirken; veri setinin geri kalan kismi test verisi olarak ayrilir ve 6grenen
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modelin performansinin test edilmesi amaciyla kullanilir (Korjus ve dig., 2016). Egitim ve test
verisinin ayrilmasi ve smiflandirma performansinin test edilmesi islemini gergeklestirmek
amaciyla siklikla kullanilan yontemlerden bazilari hold-out,, tekrarli hold-out ve capraz

gegerleme (cross validation) olarak siralanmaktadir.
2.2.5.1. Hold-out Yontemi

Hold-out yonteminde veri seti igerisinden bir defaya mahsus olarak egitim setini olusturacak
ornekler rasgele secilmekte ve geri kalan ornekler ise test verisi i¢in kullanilmaktadir. Veri
madenciligi uygulamalarinda genellikle test verisi i¢in tiim veri setinin %10 ila %30’u
ayrilirken, egitim seti i¢in tlim veri setinin %90 ila %70’1 ayrilmaktadir (Berrar, 2018). Diger
yandan veri setinin biiyiikliigii olanak tanidig1 dlciide egitim ve test verisini esit miktarda (%50-
%350) orneklere ayirmak da miimkiindiir. Bu durumda ikiye ayrilan veri setinin her bir bolmesi
hem egitim hem test verisi olacak sekilde iki defa etkililik 6l¢iimii gergeklestirmek miimkiin

olmaktadir (Tempola ve dig., 2021).
2.2.5.2.Tekrarli Hold-out Yontemi

Tahminleyici modelin egitilmesi i¢in secilecek olan 6rneklemin hedef nitelige ait smiflari
yeterince temsil edememesi veya belirli siniflar1 asir1 derecede temsil etmesi sapma (bias)
durumuna sebep olmaktadir (Tancev & Pascale, 2020). Veri setinin bir defa egitim ve test
verisine ayrilmasi yontemi olan standart hold-out yerine bu islemin birden fazla segimle
gerceklestirildigi tekrarli hold-out yontemi sapma durumunun azaltilmasi i¢in kullanilmaktadir.
Tekrarli hold-out yonteminde, birden fazla ayirma islemi gerceklestirilerek her dongilide elde
edilen performans degerlendirme OSlgiitlerinin ortalamasi alinarak siniflandirma performansi

belirlenmektedir (Torunoglu ve dig., 2011).
2.2.5.3.Capraz Gegerleme

Capraz gegerleme, verinin farkli setler halinde, tekrarlanan dongiilerle ve her tekrarlamada
gecerleme verisi kullanilacak sekilde egitilerek test edildigi yontemdir (Molinaro ve dig.,
2005). Capraz gecerleme yontemi orneklem se¢iminin birden fazla ve rastgele yapilmasi
dolayisiyla tekrarli hold-out yontemine benzemekte ancak capraz gegerlemedeki tekrarlarda
secilen test setlerinin birbiriyle cakismamasi yoniinden ise farklilagmaktadir (Berrar, 2018). Bir

capraz gegerleme tiirli olan k-kath capraz gegerlemede veri seti belirlenen k sayida parcaya
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ayrilmakta ve her bir parga sirastyla siniflandirict modelin test edilmesi amaciyla
kullanilmaktadir. Modelin egitimi ise her bir tekrarda geriye kalan k-1 parca kullanilarak

gerceklestirilmektedir.

Gecerleme Seti Egitim Seti

Katlama -
1

Katlama .
2

Katlama -
10

Sekil 2.2: K-Katlamali Capraz Gegerleme Adimlari

Sekil 2.2°de k degerinin ve dolayisiyla veri setinin ayrilacagi alt set sayisinin 10 olarak
belirlendigi bir k-katlamali capraz gegerleme drnegine ait adimlar goriilmektedir. ilk adimda
birinci set gegerleme seti olarak ayrilmakta ve geri kalan setlerle ise modelin egitimi
gerceklestirilmektedir. Bir sonraki adimda ise ikinci set gegerleme seti olarak kullanilmakta ve
k sayida adim sonunda elde edilen performans Olgiimlerinin ortalamasi modelin

degerlendirilmesi i¢in kullanilmaktadir (Berrar, 2018).
2.2.5.4. Karmagiklik Matrisi

Makine 6grenmesinde siniflandirma problemlerinin performans dl¢iimleri karmagiklik matrisi
(confusion matrix) adi verilen kare matris biciminde gorsellestirilen bir tablo araciligi ile
yapilmaktadir (Caelen, 2017). Karmasiklik matrisi genel olarak belirli bir davranisin hangi
siklikla dogru ve yanlis algilandig1 hakkinda bilgi vermektedir. Siniflandirma problemleri s6z
konusu oldugunda modelin dogru ve yanlis tahmin ettigi 6rnek miktarlar1 karmasiklik
matrisinde yer almakta ve bu degerler kullanilarak hesaplanan etkililik, duyarlilik, 6zgilliik ve

F-skoru gibi degerler performans degerlendirmesi amaciyla kullanilmaktadir (Ruuska ve dig.,
2018).



Tablo 2.1: ikili Siniflandirma Problemleri i¢in Karmasiklik Matrisi
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TAHMIN

Dogru

Yanhs

Dogru

DP (Dogru
Pozitif)

YN (Yanlis
Negatif)

GERCEK
Yanhs

YP (Yanlis
Pozitif)

DN (Dogru
Negatif)

Tablo 2.1 “de gosterilmekte olan karmagiklik matrisinde dikey eksende modelin dogru ve yanlis
olarak siniflandirdig1 6rnek miktarlar1 yatay eksende yer alan gercek sinif degerinin dogru veya
yanlis olmasi goz oniine alinarak yazilmaktadir. Dogru Pozitif (DP) ve Dogru Negatif (DN)
modelin pozitif ve negatif smiflara yonelik dogru tahmin ettigi oOrneklerin sayisini
gostermektedir. Yanlis Pozitif (YP) ve Yanlis Negatif (YN) degerleri ise modelin pozitif ve

negatif siniflara yonelik yanlis tahmin ettigi 6rnekleri ifade etmektedir.

Karmagiklik matrisi kullanilarak hesaplanan dogruluk degeri modelin genel performansinin
belirlenmesi amaciyla toplamda dogru tahmin edilen 6rnek miktarinin tiim 6rneklem miktarina

bolinmesiyle elde edilmektedir (Sokolova ve dig., 2006).

DP + DN
DP +YP+YN + DN

2.1)

dogruluk =

Siniflara ait orneklerin esit veya birbirine yakin dagilim gostermedigi veri setlerinde veya
modelin tek bir smifin 6rneklerini dogru tahmin etmesinin beklendigi durumlarda genel
siniflandirma basarisin1 dogruluk 6lgiitiiyle belirlemek yeterli ve agiklayict olmamaktadir (Ye,
2003). Siniflandirma performansini ayri siniflari temel alarak Ol¢iilmesinde duyarlilik ve
ozgiilliik degerleri kullanilmaktadir ve bu degerler modelin bir sinifa ait dogru tahmin ettigi

ornek sayisinin ilgili sinifin toplam gercek drnek sayisina boliinmesiyle elde edilmektedir.

DP
DP +YN

duyarlilik = (2.2)
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DN (2.3)

OZgUUUk = YP+—D1V

Dengesiz veri setlerinde bir smiflandirma modelinin pozitif sinifa ait basarisi (duyarlilik)
negatif sinifa ait basarisindan (6zgiilliik) daha yiiksek olabilmektedir. Bundan dolay1 duyarlilik

ve kesinlik degerlerinin agirlikli ortalamasi alinarak hesaplanan F-skoru kullanilmaktadir.

.. Dp (2.4)
kesinlik = DP 1 VP
F L Shory = 2 X kesinlik x duyarlilik (2.5)

kesinlik + duyarlilik

Kesinlik Olgiitii pozitif sinifa ait dogru tahminlerin tim pozitif tahminlerin sayisina
boliinmesiyle elde edilmekte ve pozitif sinif tahminlerinin ne kadarmin dogru oldugunu
belirlemek icin hesaplanmaktadir. Aritmetik ortalama yerine harmonik ortalamanin
kullanilmasmin sebebi aralarinda biiyiik fark olabilen duyarlilik ve kesinlik degerlerinden
diisiik degerde olana daha yakin bir deger elde edilerek veri setindeki dengesizlige karst bir

denge durumunun gozetilmesidir (Wong, 2020).

Ozellikle ikili siniflandirma problemlerinde kullanilan bir performans degerlendirme ydntemi
olan ROC (Receiver Operating Characteristic) duyarlilik degeri ile “1 — Ozgiilliik” seklinde
hesaplanan yanlis pozitif oraninin X ve y eksenlerinde olusturulan egirisidir. AUC (Area Under
Curve) ise bu egrinin altinda kalan alanin 0 ve 1 arasinda bir degerle 6lgiilerek pozitif ve negatif

smiflar1 birbirinden ayirma derecesini ifade etmektedir (Sokolova ve dig., 2006).
2.2.6. Degerlendirme

Veri tabanlarinda bilgi kesfi slirecinde veri madenciligi ve modelleme asamalarinin ardindan
ortaya cikarilan Oriintiilerin yorumlanmas: ve islevlendirilmesi gerekmektedir. Yorumlama
asamasindaki uzman goriislerin de degerlendirmesi sonucunda kesif siirecinin herhangi bir
adimmna daha dogru sonuglar elde etme amaciyla geri déniilebilmektedir. Ote yandan

yorumlama asamasinda ortaya ¢ikarilan oriintiilerin agiklanmasi veya kullanilan modelin ve
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¢iktilarinin incelenmesi amaciyla gorsellestirme yontemi tercih edilebilmektedir (Fayyad ve

dig., 1996).

Fayyad (2001), veri madenciligi asamasi sonrasinda mevcut bilgilerin ge¢mis bilgilerle
eslestirilmesinin ve elde edilen bilgilerin dogru yorumlanmasinin bilgilerin kullanigliligini
saptamak agisindan gerekli olduguna dikkat ¢ekmistir. Yazara gore veri madenciligi ile ortaya
cikarilan oriintii ve bilgilerin kullanigh sayilmalariin 6l¢iitii probleme 6zgii olarak belirlenen
ilginglik diizeyini asiyor olmasi, diger bir deyisle dnceden bilinmeyen ve mevcut bilgilerle
kiyaslandiginda ilging bulunan bilgilerin ger¢ek anlamda kesfedilmis bilgi sayilabilecegidir.
Kisacas1 veri tabanlarinda bilgi kesfi siirecinin sonunda yapilan degerlendirme veri
madenciliginin ¢iktis1 olan bilgi ve Oriintiilerin yorumlanarak yeni bilgilerin tanimli hale

getirilmesini amaglamaktadir.

2.3.MAKINE OGRENMESI
Yapay zekd ve makine 6grenmesi kavramlart son yillarda artan uygulamalar ve tanimlari
itibariyle ortak yonlere sahip olmalarindan dolay: birbirlerinin yerine siklikla kullanilmaktadir.
Ancak bu kavramlarin tanimlama agisindan birbirlerinden farklilagtigi bilinmektedir. Yapay
zeka, insanlar tarafindan yiriitiilen faaliyetlerin bilgisayarlar tarafindan yiiriitiillmesi
dogrultusunda yapilan aragtirma ve uygulama alanini niteleyen genel bir kavramdir. Yapay
zeka alanmin 6zel bir alt boyutu olarak ise makine 6grenmesi kavrami ¢esitli problemlerin
hesaplamal1 yontem ve kaynaklar ile ¢oziilmesi amaciyla etkili algoritmalarin tasarlanmasi ve
gelistirilmesi olarak tanimlanmaktadir (Mohri ve dig., 2021). Ornegin makine &grenmesi
yontemlerden bir tanesi olan derin 6grenme, 6zellikle son yillarda goriintii isleme ve konusma

tanima uygulamalarinda siklikla kullanilmaktadir (Kiihl ve dig., 2019).

Makine Ogrenmesi algoritmalari, bir 6grenme problemine doniik performans oOlgiitlerini
iyilestirme ve problemle ilgili bir gorevin gerceklestirilmesinde deneyimlere dayanarak
herhangi bir faaliyette bulunacak olan modellerin gelistirilmesinde kullanilmaktadirlar. Bu
dogrultuda kullanilan yontemler danismanli 6grenme, danigmansiz 6grenme ve pekistirmeli

O0grenme basliklar1 altinda incelenmektedir.
2.3.1. Damsmanh Ogrenme

Danismanli 6grenme (supervised learning) ile 6nceden etiketlenmis 6rneklere sahip bir egitim

verisi kullanilarak modelin egitilmesi ve egitim sirasinda modele gosterilmeyen oOrnekler
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tizerinde tahmin yiiriitilmesi amaglanmaktadir (Kantardzic, 2020). Diger bir deyisle makineler
insan O0grenmesine benzer sekilde gecmis deneyimleri ger¢ek diinya problemleri iizerinde
uygulamak tizere ¢ikti degerleri belli olan egitim verisi ile egitilmekte ve bu sayede yeni
ornekleri tahmin edebilmektedirler (Liu, 2007). Danismanlt 6grenmede amag egitim verisine
ait etiketlenmis 6rneklerin temel alinarak yapay bir sistemin kurulmasi ve bu sisteme ait girdiler
ve ciktilar arasindaki iligkinin bilgisinin bir modele doniistiiriilerek yeni girdiler iizerinde

tahmin ytirtitiilmesidir.

A

/

Egitim Veri Seti - ~
Ogrenen Sistem Vi Uzlastiric (-)

{(le yl)' e (Xn, yn)}

Hata Sinyali v

Sekil 2.3: Danismanli Ogrenme Diyagrami (Liu & Wu, 2012, 5.3244)

Sekil 2.3’te gosterilen Danismanli Ogrenme diyagraminda ‘x’ sistem girdilerini, ‘y’ sistem

[

ciktilarini, ‘i’ ise egitim veri seti indekslerini nitelemektedir. Danigsmanli 6grenme siireci
igerisinde Ogrenen Sistem x; olarak verilen sistem girdileri ile egitilmekte ve ¥; ¢iktilarim
iiretmektedir. Ogrenen Sistem’in ¢iktilar1 y; olarak gdsterilen veri seti igerisindeki ger¢ek smif
etiketleriyle karsilastirilmakta ve bu iki sonug arasindaki fark Hata Sinyali olarak hesaplanarak
Ogrenen Sistem’e iletilmektedir. Bu siireg sonunda Ogrenen Sistem’e ait parametreler yeniden

diizenlenerek gercek sonuclarla tahmin edilen sonuglar arasindaki fark azaltilmaya ve optimal

bir model elde edilmeye c¢alisilir (Liu & Wu, 2012).

Danismanlt 6grenme, eger kategorik degerlerin veya smif etiketlerinin tahmin edilmesi
amaciyla uygulanacaksa siniflandirma, siirekli degerlerin tahmin edilmesi i¢in kullanilacaksa
regresyon yontemleriyle gergeklestirilmektedir. Veri madenciligi ve makine Ogrenmesi
caligmalarinda siklikla kullanilmakta olan siniflandirma yontemleri, 6grenen sistemin birden
fazla sinifa ait girdi ve ¢ikti orneklerini (egitim seti) temel alarak bu Ornekler icerisindeki
kurallar1 haritalandirilmasin1 ve bu kurallarin yeni 6rnekler i¢in genellestirilmesini kapsadigi
icin tipik bir danigmanli 6grenme problemi olarak degerlendirilmektedir (Osisanwo ve dig.,

2007).
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Kotsiantis (2007) danismanli makine 6grenmesi kapsaminda kullanilan simiflandirma
algoritmalarin1 mantik tabanli algoritmalar (6rn. karar agaclar1), algilayici tabanl algoritmalar
(6rn. Yapay sinir aglari), istatistiksel 6grenme algoritmalar1 (6rn. Naive Bayes), uzaklik tabanlt
O6grenme algoritmalart (6rn. k-En Yakin Komsu algoritmasi) ve Destek Vektor Makineleri
olarak gruplandirmistir. Veri madenciligi siirecinin modelleme asamasinda kullanilacak
algoritmaya karar vermek i¢in birden fazla algoritmanin performans degerlendirme olgiitleri

kiyaslanmakta ve tahmin veya siiflandirma basarisi en yiiksek algoritma aranmaktadir.

Bu baglik altinda 6grencilerin derse doniik motivasyonlarinin tahmin edilmesi amaciyla
gelistirilen siniflandirma modelinin egitilmesinde kullanilan k-en yakin komsu, Naive Bayes,
Destek Vektor Makineleri, C5.0, CART, Rastgele Orman, ve Lojistik Regresyon algoritmalari
hakkinda bilgi verilmistir.

2.3.1.1. K-En Yakin Komsu Algoritmast

Cover ve Hart (1967) tarafindan gelistirilen ve en basit siniflandirict olarak bilinen k-en yakin
komsu yontemi, smiflandirilmak istenen bir Ornegin hangi smifa atanacagina en yakin
komsularinin ait oldugu smifi géz Oniine alarak karar vermektedir. Diger bir deyisle,
siniflandirilmak istenen bir x 6rneginin bulundugu uzayda mesafesi en yakin k adet 6rnek
bulunmakta ve bu k adet yakin 6rneklerin gogunlugunun ait oldugu sinif etiketi siniflandirilmak
istenen x Ornegine atanmaktadir (Kataria & Singh, 2008). k-en yakin komsu algoritmasinin

adimlar1 asagida agiklanmistir:

e Siflandirma yapilirken kullanilacak komsu sayisinin (k degeri) belirlenmesi,

e Test setindeki her bir 6rnek i¢in egitim setindeki drneklere olan uzakligin belirlenen bir
Olciitle hesaplanmast,

e k degerine gore en yakin komsu sayist ve siiflarinin siralanmasi,

e Test setindeki 6rnegin simif ¢ogunluguna sahip olan en yakin komsularin smifina

atanmas1 (Kantardzic, 2020).

Bu ¢alismada k-en yakin komsu algoritmasi adimlarinda 6rnekler aras1 uzakligin belirlenmesi

amaciyla Oklid uzaklig1 esas alinmustir.
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d(x,y) = (2.6)

Esitlik 2.6’da x; ve y; bir uzayda bulunan iki 6rnegi ve d(x,y) ise bu Ornekler arasindaki

mesafeyi gdstermektedir.
2.3.1.2. Naive Bayes Algoritmasi

Naive Bayes algoritmasi temelini Bayes teoreminden alan olasilik temelli bir siniflandirma
yontemidir ve amag, belirli bir problem alanindaki bir dizi yeni veri ile bir dizi siniflandirma
alani arasindaki en iyi eslemeyi bulmaktir (Rish, 2001). Bu eslesme bulunurken tiim siniflar
icin bir olasilik degeri hesaplanir ve siniflandirma en yiiksek olasiliga sahip olan sinif i¢in

yapilir (Lewis, 1998).

P(x|Cy)

P(Cylx) = P(Cy) X P)

.7)

Esitlik 2.7°de gosterilen Naive Bayes formiiliinde Cj, , hedef nitelige ait siniflar1 igeren C
kiimesinin rastgele bir elemanidir ve x ise veri setindeki bir vektore veya 6znitelige ait rastgele
se¢ilmis bir 6rnektir. Dolayisiyla P(Cy|x) x 6rneginin C), smifindan olma olasiligini, P(x|Cy)
ise x orneginin C), sinifinda goriilme sikligini gostermektedir. P(Cy) ve P(x) ifadeleri ise Cj
siifinin veri setindeki genel olasiliini ve x 6rneginin egitim seti icerisindeki goriilme sikligini

gostermektedir.
2.3.1.3. Destek Vektor Makineleri Algoritmast

Cortes ve Vapnik (1995) tarafindan ikili siniflandirma problemleri icin gelistirilen Destek
Vektor Makineleri kavramsal olarak girdi vektorlerinin yliksek boyutlu bir 6znitelik uzayima
dogrusal olmayan bir sekilde eslenmesi fikrine dayanmaktadir. Bu yontemdeki amag ise bu
uzayda hiperdiizlem adi verilen dogrusal bir karar diizlemi olusturarak ornekleri siniflara
ayirmaktir ve bu hiperdiizlem smiflarin en yakin noktalari arasinda en yiiksek uzaklig1 bularak
olusturulmaktir. Ayrica dogrusal bir ayirici olusturulamadiginda 6rnekler daha yiiksek boyutlu
bir uzayda izdiistimleri alinarak dogrusal olarak ayrilabilir hale getirilmekte ve ayirici diizlemin

yanlis tarafinda kalan orneklerin agirlik degerleri diisiiriilerek modelin performansina olan
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etkileri azaltilmaktadir. Destek Vektor Makinelerinin kullanildigi siniflandirma problemleri
bilinen yontemlerle ¢oziilebilecek ikinci dereceden bir optimizasyon problemine

doniistiiriilebilmektedir (Meyer, 2015).

A En yuksek
marjin Pozitif sinif
¢ hiperdiizlemi
En yiksek \‘/ * o
marjin — \" ¢ o
hiperdiizlemi N ¢ *

Destek
Vektorleri

.
>

Negatif sinif hiperdiizlemi

Sekil 2.4: Destek Vektor Makineleri ile Dogrusal Siiflandirma

Sekil 2.4°te goriildiigii gibi Destek Vektor Makineleri ile iki sinifi birbirinden ayiran en yiiksek
marjin hiperdiizlemi veya optimal hiperdiizlem, destek vektorleri olarak adlandirilan en yakin

negatif ve pozitif 6rnege esit mesafede konumlanmaktadir.
2.3.1.4. C5.0 Algoritmast

C5.0 algoritmasi karar agaglari temelli bir siniflandirma yontemidir. Karar agaglari, egitim veri
setinde yer alan Oznitelik degerlerinin siniflandirict ayrim noktalarimi kurallar dizisi olarak
belirlenerek siniflandirict modelin olusturuldugu teknikleri kapsamaktadir. C5.0 algoritmasi bir
onceki versiyonu C4.5 e kiyasla giiriiltiilii ve kayip verilere daha duyarl olarak gelistirilmis bir
siiflandiricidir ve asir1 uyum ve hatali budama gibi sorunlart giderilmistir. Ayrica kurallar
setini olustururken smiflandirmaya etkisi olan ve olmayan oOznitelikleri ayirmada onceki

algoritmalara gore daha basarili oldugu bilinmektedir (Pandya & Pandya, 2015).

C5.0 algoritmasi karar agacindaki ayirma potansiyeli en yiiksek 6zniteligi saptarken ornekleri
ayirmada homojenlik gdsteren degerleri entropi veya bilgi kazanimi hesaplayarak belirlemeye
calisir ve en yiiksek entropi degerine sahip olan 6znitelik ayrim i¢in kullanilmaktadir. Bilgi
kazancina sahip olmayan 6zniteliklerin varli§i durumunda ise karar diigiimiine beklenen deger

atanmaktadir (Akpinar, 2017).
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[
(2.8)
Entropi(S) = ) —pilog, ()
i=1
Esitlik 2.8°de, verili bir S data setinde ¢ sayida farkli sinif etiketi gosterilmekte ve p; degeri

orneklerin i sinifina ait olma oranlarini ifade etmektedir.
2.3.1.5. CART Algoritmast

C5.0 gibi bir karar agaci algoritmasi olan CART (Classification and Regression Trees), ayirma
Olciitii fonksiyonu olarak entropi yerine Gini indeksi yontemini kullanmaktadir ve her bir
diigim i¢in ikili dallar olusturmaktadir (Breiman ve dig., 2017). Dolayisiyla 6znitelikler ve
degerleri kok diigiimden baglamak iizere her asamada iki alt diizeye ayrilmakta ve sonraki
diizeylerde  oOrneklerin  siiflandirilabilmesi  adina  diiglimlerin  asamali  olarak
homojenlestirilmesi amaglanmaktadir (Akpimnar, 2017). Kategorik degiskenlerini igeren
siiflandirma problemleri haricinde siirekli degiskenlerin varliginda regresyon agaci olarak da

kullanilmaktadir (Chang ve dig., 2006)

k L 2
Giniy,, =1 — Z ( l ) 2.9)
— Tsol
i=1
k 2
R.
Ginigey = 1 — Z < l ) (2.10)
i=1 Tsag
1
Gini; = (E |Tsor| Ginigy; + |Tsag|Gini5ag) (2.11)

Esitlik 2.9, Esitlik 2.10 ve Esitlik 2.11°de Gini indeksinin hesaplama adimlar1 gosterilmektedir
ve k hedef nitelige ait sinif sayisini, Tgqy Ve Ty sirasiyla agacin sag ve sol diigiimlerinde yer
alan toplam 6rnek miktarini ifade etmekteyken R; ve L; ise sag ve sol diiglimlerde i kategorisine
ait 6rnek miktarini géstermektedir. Ardindan Gini; degeri en kiigiik olan degisken boliinme igin
kullanilir ve diigiim olarak secilmektedir. Agacin yapilandirilmasi tamamlanana kadar diger

Oznitelikler i¢in de ayni1 islemler siirdiiriilmektedir (Rutkowski ve dig., 2014).
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2.3.1.6. Rastgele Orman Algoritmasi

Rastgele Orman algoritmasi diger karar agaci algoritmalar1 gibi 6rnekleri siniflandiran bir agag
yapisi olusturmakta ancak Onyiikleme olarak anilan egitim setini birbirinden farkli kiimelere
ayirma isleminden ve agacin hangi 6znitelik ve degerlerle dallara ayrilacaginin belirlenmesinde
rastgelelik 6zelliginden faydalanmaktadir. Bu noktada karar agacinin diigiimlerini ayiracak en
uygun dali belirlemek yerine rastgele segilen degiskenler igerisinden en iyi degiskeni
kullanmaktadir. Rastgele secilen degiskenler arasindan yapilacak se¢im igin ise CART
algoritmasinda oldugu gibi Gini indeksi kullanilarak agacin yapilandirilmas siirdiiriilmektedir

(Breiman, 2001).
2.3.1.7. Lojistik Regresyon Algoritmast

Lojistik regresyon, ikili siniflandirma problemleri i¢in kullanilan bir makine 6grenmesi
algoritmasidir. Bir olayin meydana gelme olasiligini bir dizi bagimsiz degiskene dayali olarak
tahmin etmek i¢in kullanmakta ve bagimsiz degiskenler ile olayin meydana gelme olasiligi veya
ayni anlama gelmek tizere bir 6rnegin bir sinifa ait olma olasilig1 arasindaki iliskiyi bir lojistik
fonksiyon kullanarak tahmin ederek calisir. Lojistik fonksiyonun ¢iktisi, olaym meydana gelme

olasilig1 olarak yorumlanabilecek 0 ile 1 arasinda bir degerdir (Kleinbaum & Klein, 2002).

(2.12)

f@) =P =11 =1

Esitlik 2.12°de lojistik fonksiyonun tanimi goriilmektedir. P(y = 1|x) ifadesi x Oznitelik
girdileri verildiginde olayin gerceklesme olasiligini, e euler sabitini, z ise girdi 6zniteliklerinin

dogrusal kombinasyonu ve karsilikli agirliklarint gostermektedir.
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Sekil 2.5: Standart Lojistik Fonksiyon

Sekil 2.5 incelendiginde lojistik fonksiyon z degeri —oo deger aldiginda 0’a ve oo deger
aldiginda ise 1’e esitlenecektir. Lojistik fonksiyonun z nin degerinin yiiksekliginden veya
diistikliigiinden bagimsiz olarak 1 ve 0 araliginda deger tiretiyor olmasi bu fonksiyonu olasilik

temelli yontemlerde kullanish hale getirmistir.
2.3.2. Damsmansiz Ogrenme

Danismanli 6grenmeden farkli olarak damismansiz dgrenme (Unsupervised Learning)
modelinde hedef ¢iktilar 6nceden belli degildir ve amag veri icerisindeki dogal yapiy1 ortaya

cikarmaktir (Atalay & Celik, 2017).

evre .
¢ Ogrenen

\ 4

{1, %2 oo %)} Sistem

Sekil 2.6: Danmismansiz Ogrenme Diyagrami (Kantardzic, 2020, s.110)

Dayan (1999)’a gore danismansiz 6grenme ilk asamada saf, yapilandirilmamis ve giiriiltii

olarak nitelendirilebilecek veri i¢erisindeki desenlerin bulunmasi islemidir.

Sekil 2.6°da goriildiigii gibi danismansiz 6grenme siireci yalnizca problem durumu ile ilgili
cevreden edinilen ve girdi degerlerine sahip olan fakat simif etiketleri bilinmeyen veriyi
kullanarak gergeklestirilmektedir. Kantardzic (2020)’e gore danismansiz 6grenme modelinin

ozellikle vurgulanmasi gereken yonii gorev-bagimsiz olusudur. Diger bir deyisle 6grenen
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sistemin basar1 Ol¢iitli danismanli 6grenmede oldugu gibi bir gorevin (6rn. siniflandirma) ne
kadar 1yi yerine getirildigi degil girdi degerleri sunulan verinin 6grenen sistem tarafindan ne

kadar iyi temsil edildigidir.

Kiimeleme analizi tipik bir danigmansiz 6grenme modeli 6rnegi olarak goriilmektedir ve bu
yontemler ile veri igerisinde birbirine benzeyen nesnelerin gruplandirilarak kiimelere
ayristiritlmasi amacglanmaktadir (Akpinar, 2017). Kiimeleme yontemlerinin genelinde benzerlik,
iki veya daha fazla boyuta sahip bir uzaydaki Orneklerin birbirlerine olan uzakliklar
hesaplanarak elde edilmekte ve yakin 6rnekler ayni kiime igerisine atanmaktadir. Bu islemin

ardindan yeni 6rnekler olusan kiimeler ile olan benzerlikleri dl¢iisiinde gruplandirilirlar (Han

& Kamber, 2006).
2.3.3. Pekistirmeli Ogrenme

Pekistirmeli veya takviyeli 6grenmede (Reinforcement Learning) sistem bir danismandan
yoksun olarak yalnizea yiiriittiigii bir takim eylemlerin sonucuna dair aldig1 6diil veya ceza
bicimindeki geribildirimler sayesinde egitilmektedir (Russell & Norvig, 2010). Pekistirmeli
ogrenmede yiirlitiilecek eylemler sisteme Onceden tanimlanmamakta fakat bunun yerine

sistemden en fazla 6diil getiren eylemleri kesfetmesi beklenmektedir.

Sutton & Barto (1998) pekistirmeli 6grenmedeki deneme-yanilma ile arama ve gecikmeli ddiil
mekanizmalarinin bu yontemi diger makine 6grenmesi yontemlerinden ayiran iki temel 6zellik
oldugunu belirtmislerdir. Deneme-yanilma ile arama dogrultusunda sistem daha fazla 6diil elde
etmek i¢cin hem gecmiste denedigi eylemler arasindan en fazla 6diil getirenleri segmekte hem
de deneme-yanilma yoluyla gelecekte daha iyi secimler yapabilmesini saglayacak eylemleri
kesfetmeyi siirdiirmektedir. Odiiliin veya geribildirimin gecikmeli yapisi ise pekistirmeli
ogrenmeyi Ozellikle danigsmanli 6grenmeden ayirmaktadir. Danigsmanli 6grenmede 6grenme
etiketlenmis 6rnekler lizerinden gerceklestirilirken pekistirmeli 6grenmede ise sistem ¢evreyle
etkilesime girerek sonuglar1 eyleme gectikten sonra ortaya ¢ikacak davranislarda bulunmakta

ve bu sonuglara gore gelecekteki eylemlerini diizenlemektedir.



25

2.4. EGITIMDE YAPAY ZEKA KULLANIMI
Egitimde yapay zeka kullanimi ve bu dogrultudaki arastirmalar yapay zeka destekli 6gretim
sistemleri bagta olmak tizere akilli chatbotlar, egitsel ajanlar ve yazi analizi gibi 6grenme
stirecini destekleyici teknolojileri kapsamaktadir (Holmes ve dig., 2019). Egitimde yapay zeka
kullaniminin baglica amaci 6grenenin davranis, yeti ve zihinsel durumunu modelleyebilen ve
O0grenme siirecinin iyilestirilmesi adina kisiye 6zgili geribildirimler verebilen akilli egitsel

ajanlarin ve sistemlerin gelistirilmesidir (Woolf ve dig., 2013).

Chen ve digerleri (2020), yapay zekanin egitimde kullaniminin egitim yonetimi, 6gretim ve
ogrenme alanlarina olan katkilarini incelemislerdir. Yazarlara gore Zeki Ogretim Sistemleri
(Intelligent Tutoring Systems) sayesinde 6grencilerin durumuna 6zgii geribildirim saglayarak
rehberlik ve danismanlik faaliyetlerinin yiikiiniin azaltilmasi ve Ogrenme stillerine gore
kisisellestirilmis 0grenme planlart hazirlanabilmesi miimkiindiir. Web tabanli egitsel ajanlardan
robotik teknolojisiyle birlestirilmis yapay zekd uygulamalarina kadar genis bir cercevede
rastlanan ¢alismalarda simnavlarin degerlendirilmesi, smnif disinda destekleyici Ogretim
faaliyetlerinin siirdiiriilmesi ve Ogrenciye 0zgii O0gretim yOnteminin sec¢ilmesi gibi normal
sartlarda Ogretmenlerce tstlenilen gorevlerin gergeklestirilebildigi goriilmiistiir. Ancak
egitimde yapay zeka kullaniminin heniiz baslangi¢ evresinde olmasi ve egitim ile yapay zeka
arasindaki iliskinin en sade haliyle insan ve insanlarla igbirligi halindeki makinelerin bir
entegrasyonu olmasi nedeniyle 6zellikle 6gretmenlerin egitim siirecindeki rollerinin tiimiiyle
yapay zeka teknolojilerine devredilemeyecegi vurgulanmaktadir (Cope ve dig., 2020). Sijing
ve Lan (2018), yapay zekanin 6dev okuma, not verme, 6grenme materyallerinin ve kaynaklarin
hazirlanmasi, egitim igeriginin aktarimi gibi tekrarlayan isleri yapabilir hale gelmelerinin
Ogretmenlerin is yiikiinii azaltacagini ancak egitim ortamlarindaki bu degisimin 6gretmenlere
dontik beklentileri tam aksine arttiracagini belirtmislerdir. Bu dogrultuda yapay zeka,
tekrarlayan igleri yapma zorunlulugundan kurtardigi 6gretmenleri bilgi aktaricisi roliinden
amagl rehber roliine dogru bir degisiklige zorlamaktadir. Yapay zekad teknolojilerinin
yardimiyla is yiikli azalan 6gretmenlerin yine yapay zeka destegiyle 6grenme siirecindeki
sorunlar1 kesfetmeleri ve 6grenme hedefleri dogrultusunda rehberlik yapma ve kendine 6zgii
rehberlik yontemleri gelistirme becerilerini ge¢mise kiyasla daha etkili bir bigcimde

sergilemeleri olanakli hale gelmektedir.
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Luckin ve digerleri (2016), egitimde kullanilan yapay zeka modellerini (1) 6gretim yontemleri
ve bilgisi ile egitilerek geribildirim, ipucu ve pekistirecler ile 6grenme siirecine yardimei olan
pedagojik model; (2) 6gretilecek konularin bilgisi ile egitilen alan modeli; (3) 6grenenin gecmis
deneyimleri, 6grenme hizi, duygu durumu ve benzeri kisisel bilgileri ile egitilen 6grenen modeli
olmak iizere ii¢ baslkta incelemislerdir. Ozellikle 6grenen modeli yapay zeka yontemlerinin
yapisina uygun olarak 6grenenin sistemle kurdugu etkilesimlerle gelismekte ve bu sayede
pedagojik model ve alan modeli 6grenciye en uygun geribildirim ve igerikleri sunabilmektedir.
Ayrica 6grenen davranisinin modellenmesi ile 6grenmenin nasil gerceklestigi, bir problemin
¢Oziimii i¢in 0grencilerin hangi adimlar1 izledigi, basartya etki eden etmenlerin neler oldugu
gibi egitim bilimleri arastirmalarinca irdelenen sorularin da cevaplanmasi miimkiindiir. Bu
dogrultuda Baker (2000), egitimle ilgili bir durumun anlasilmasi ve tahmin edilmesi amaciyla
Ogrenenin biligsel siire¢lerinin modellendigi yapay zeka modellerini 6grencilere geribildirimler
veren akilli egitsel modellerden ve dogrudan 6grencilerle etkilesimde olmayip yalnizca 6gretim
stireclerinin veya ortamlarinin tasarlanmasi i¢in bir temel olarak kullanilan modellerden ayri
olarak siniflandirmistir. Bahsi gegen ii¢ modelin yaninda egitim ydneticilerinin karar verme ve
politika gelistirme siireglerini desteklemek amaciyla gelistirilen politika-yapict modeller de

egitimde kullanilan yapay zeka modelleri arasinda gosterilmektedir (Hwang ve dig., 2020).

Son yillarda egitimde yapay zeka kullanimi kapsaminda one ¢ikan iki disiplin egitsel veri
madenciligi ve 6grenme analitigidir. Her iki disiplinde de egitim ortamlarindan elde edilen
yuksek miktarda veri analiz edilerek yiiriitiilen uygulama ve arastirmalarin sayesinde 6§renme
ve dgretim deneyimlerinin iyilestirilmesi amaglandigindan bu terimler birbirleriyle ayni anlama
gelecek sekilde kullanilabildikleri gibi (Aldowah ve dig., 2019), “egitimde yapay zeka
kullanim1” {ist bashiginda birlestirilerek kullanildiklar1 da goriilmektedir (Berendt ve dig.,
2020).

Egitsel veri madenciligi egitim ile ilgili ortamlardan elde edilen verinin a¢iklanmasina doniik
yontemlerin gelistirilmesi ve bu yontemleri 6grenenlerin ve 6grenme ortamlarinin daha iyi
anlasilmasi i¢in kullanilmasi ile ilgilenmektedir (Siemens & Baker, 2012). Daha detayl1 bir
tanima gore ise egitsel veri madenciligi, herhangi bir bagska yontemle analiz edilmesi zor ya da
imkansiz olan biiylikk miktardaki egitim verisi i¢indeki oOrilintiilerin makine 6grenmesi ve
istatistik temelli hesaplamali yontemlerle saptanmasi ve bu ydntemlerin arastiriimasi,

gelistirilmesi ve uygulanmasi ile ilgilidir (Romero & Ventura, 2013). Baker & Yacef (2009),
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egitsel veri madenciliginin yalnizca bilinen veri madenciligi yontemlerinin egitim verisi
lizerinde uygulanmasi olmadigini ve makine Ogrenmesi, psikometri, istatistik, bilgi
gorsellestirme ve hesaplamali modelleme gibi birden fazla disiplinin egitim bilimleri
arastirmalarinin  konulariyla olan kesisimi igerisinde ve bu alana 0zgiin yontemlerle
ylriitiilebilecegini 6ne siirmiislerdir. Paralel olarak Romero ve Ventura (2007) egitsel veri
madenciliginde kullanilan yontemleri istatistik, gorsellestirme, kiimeleme, siniflama, ug¢ deger
tespiti, birliktelik kurallari, 6riintii madenciligi ve metin madenciligi olarak siralamakla beraber
bu alandaki uygulamalarin farkli kullanict gruplari, 6grenme ortamlarinin tiirleri ve ortamlarin
sagladiklar1 veri tiirleri gibi etmenleri g6z Oniline alarak gerceklestirilmesi gerektigini

belirtmislerdir (Romero & Ventura, 2010).

Ogrenme analitiginin ortaya ¢ikisi ise ticari isletmelerde verimliligin artirilmasi amaciyla
kullanilan bilisim teknolojilerindeki gelismelerin sundugu veri isleme, analiz ve raporlama
olanaklarinin benzer sekilde egitim ortamlarinin ve kurumlarinin verimliligini artirmak
amaciyla da kullanilmasiyla gergeklesmistir (Bozkurt, 2016). Is analitigi ile yakindan iliskili
olan bir uygulama alani olarak gelisen 6grenme analitigi ayn1 zamanda 6grenmeyi ve 6grenme
ortamlarini anlama ve iyilestirme amaglar1 dogrultusunda 6grenenlerden ve 6grenenlerle iligkili
ortamlardan elde edilen verinin toplanmasi, 6lgiilmesi, analiz edilmesi ve raporlanmasini da
kapsadigi i¢in bir aragtirma sahasi olarak da degerlendirilmektedir (Papamitsiou &

Economides, 2014).

Egitsel veri madenciligi ve 6grenme analitigi disiplinlerinin her ikisi de veri temelli bir
yaklagimi benimsemekte ve veri analizi sayesinde egitim ile ilgili problemlerin saptanarak
planlama, organizasyon ve karar verme gibi siireglere doniik iyilestirmeler yapilmasi amacinda
ortaklagsmaktadirlar. Ancak s6z konusu disiplinlerin her ne kadar ortak yanlar1 bulunsa da
kullanilan teknikler, kesif bigimleri, ¢ikis ve odak noktalar1 agisindan birtakim farkliliklar

goriilebilmektedir.
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Tablo 2.2:Egitsel Veri Madenciligi ve Ogrenme Analitigi Arasindaki Farklar (Siemens &

Baker, 2012; Romero & Ventura, 2013)

Ogrenme Analitigi

Egitsel Veri Madenciligi

Semantik web, akilli
miifredat, 6grenme

Egitim yazilimlari, 6grenen

Gikis Noktast ¢iktilarinin tahmin edilmesi, modt:lrl],mdi(:]rsegillkr;t]l (l;?lnln
sistematik miidahaleler
Verinin ve veri analizinin Kullanilan veri madenciligi
Odak Noktasi yontemlerinin

sonuclariin ac¢iklanmasi

karsilastirmasi ve agiklamasi

Indirgeme ve Biitiinsellik

Sistemlerin tiim
karmasikligiyla birlikte
biitiinsel olarak anlasilmasi

Sistemlerin parcgalara
indirgenerek analiz edilmesi
ve pargalar arasi iliskilerin
incelenmesi

Sosyal ag analizi, sdylem

Siniflandirma, kiimeleme,
bayesyen modelleme,

Yontem analizi, etki angl!zu kavram birliktelik kurallari,
analizi . )
modelleme, gorsellestirme
Karar alma siirecinin Otomatik kesfetme
desteklenmesi 6nemlidir, onemlidir, karar alma
Kesfetme Bigimi otomatik kesif bu hedefin siirecinin desteklenmesi bu

gerceklestirilmesi icin bir
aragtir.

hedefin gergeklestirilmesi
i¢in bir aragtir.

Tablo 2.2°de yapilan karsilastirmaya gore egitsel veri madenciligi modelleme sayesinde
otomatik hale getirilmis uygulamalarin egitim ortamina entegre edilmesini ve modelin
gelistirilmesi i¢in kullanilan yontemlerin teknik analizini dnemsemekte ve egitsel baglamin
aciklanmasi ve iyilestirilmesi amacina bu agidan yaklagmaktayken; 6grenme analitigi ise ayn1
yontemlerle veri yigimi igerisinden elde edilen anlamli bilginin 6gretmen ve Ogrenciler
tizerindeki ¢iktilarina odaklanmaktadir. Diger bir deyisle egitsel veri madenciligi 6grenme ile
ilgili biiyiik miktardaki verinin anlamlandirilmasina doniik teknik zorluklara odaklanirken,
o0grenme analitigi ise elde edilen anlamli bilginin egitsel baglami iyilestirecek sekilde nasil

kullanilabilecegi sorusuna cevap aramaktadir (Ferguson, 2013).

Kimi yazarlar egitsel veri madenciligi ve 6grenme analitigi arasindaki benzerlik ve farkliliklar

kabul etmekle birlikte bu iki disiplin arasinda bir hiyerarsik iliskinin de gegerli oldugunu ileri
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stirmiiglerdir. Chatti ve digerleri (2012)’ne gore 6grenme analitii, egitsel veri madenciliginde
temel olarak kullanilan siniflandirma, kiimeleme ve birliktelik kurallar1 gibi yontemlerin yani
sira istatistiksel yontemler, gorsellestirme araglar1 ve sosyal ag analizi gibi veri madenciligi
kapsami1 digindaki yontemleri de barindiran ve ayrica bu yontemlerin etkililigini 6gretim ve
ogrenmenin gelistirilmesi dogrultusunda inceleyen daha genis bir alandir. Benzer sekilde
Steiner ve digerleri (2014), s6z konusu iki kavrami ayr1 veya birbirinin yerine kullanmaktansa
o6grenme analitigi adlandirmasini egitsel veri madenciligi ve 6grenme analitigi ile ilgili tim

arastirma ve uygulamalar1 kapsayacak sekilde kullanmay1 dnermiglerdir.

Siemens & Baker (2012), egitsel veri madenciligi ve 6grenme analitigi arasindaki ayrimlarin
iki arastirma grubu arasindaki genel egilimleri yansittigin1 ancak yiiriitiillen ¢aligmalar goz
ontine alindiginda Tablo 1’de belirtilen ayrim noktalar1 arasinda geciskenlik olabilecegini ve
bundan dolayr bir alanda yiiriitilen arastirmanin diger alanin yaklasimindan O6geler
barindirabilecegini belirterek iki alanin aragtirma gruplar1 arasinda birligin saglanmasini
onermislerdir. Ote yandan egitim ile ilgili biiyiik miktardaki veriyi anlamli ve islevli hale
getirecek uygulamalarin etkililigini yalnizca kullanilan yapay zeké yontemlerinin teknik boyutu
acisindan degerlendirilmemesi ve tiim bu siireci egitim bilimleri, psikoloji, pedagoji ve
bilgisayar bilimlerinin bir kesisim noktas1 olarak ele alinmasi bir aragtirma problemi olarak
Ogrenme siirecini daha iyi anlama olanaklarin1 da artirma potansiyeline sahiptir (Papamitsiou

& Economides, 2014)

2.5. MOTIVASYON
Motivasyon, egitim bilimleri arastirmalarinda 6grenme siireci ile ilgili etmenlerin ve 6zellikle
akademik bagarmin agiklanmasi i¢in 6nemli bir kavram olarak goriilmektedir (Mega ve dig.,
2014). Motivasyon temel olarak insan davraniginin uyarilma, gii¢ ve yoniinii etkileyen siirecleri
nitelemektedir (Barto, 2012) ve motive olmak bir isi yapmak i¢in harekete gecmeyi ifade
etmektedir (Ryan & Deci, 2000a). Ogrenme agisindan motivasyon ise dgrencinin kendisi ve
cevresi hakkinda sahip oldugu algilardan kaynaklanan ve sunulan bir egitsel faaliyeti
tamamlamay1 segmesine, bu faaliyetten sebat ederek 6grenme amaciyla mesgul olmasina neden

olan bir olgu olarak tanimlanmistir (Viau, 2015).

Schunk ve digerleri (2014), motivasyonun i¢sel kaynaklar1 oldugunu ve bundan dolay1 bir
Ogrenenin nasil motive oldugunu anlamak i¢in zihnin bilgiyi isleme siirecini incelemek

gerektigini One siiren bilissel yaklasimin ve motivasyonu not ve takdir gibi ddiillerden
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kaynaklanan, Ogrenenin bu odilleri elde etmek amaciyla 6grenme ortamindaki dissal
uyaranlara artan ve devamli sekilde verdigi tepkiler olarak tanimlayan davranis¢i yaklasimin
temel noktalarini igeren genellestirilmis bir motivasyon tanimi yapmislardir. Yazarlara gore
“Motivasyon, hedef-yonelimli faaliyetlerin tetiklendigi ve stirdiiriildiigii bir siirectir”(s.5). Bu
tanima gore motivasyon siireci bilissel yaklasimda da vurgulandigi sekilde 6greneni egitsel
faaliyete yoneltecek hedef veya hedefleri icermektedir. Hedefler planli veya plansiz olabilir ve
tecriibe yoluyla degisebilir veya degismeyebilir ancak Onemli olan Ogrenenlerin
gerceklestirmeye istekli veya isteksiz olacaklari bir hedefin varliginin bilincinde olmalaridir.
Ayrica hedeflerle kurulan iligkinin davranis yoluyla ortaya ¢iktig1 fiziksel veya zihinsel
faaliyetler de motivasyon taniminin énemli bir bilesenidir. Fiziksel faaliyetler ¢aba, 1srar ve
diger tiim goriiniir eylemleri ifade ederken; zihinsel faaliyetler ise planlama, tekrar yapma,
problem c¢ozme, bilgilerin diizenlenmesi ve ilerlemenin degerlendirilmesi gibi eylemleri
kapsamaktadir. Tetikleme, Ogrenme hedeflerinin bilincinde olan 6grenenin hedefini
gerceklestirmek igin giriskenlik gostermesidir. Son olarak, motivasyon bir siire¢ olarak
tanimlandigr ve izlenebildigi i¢in Ozellikle Ogrenenin zor durumlara, problemlere,
basarisizliklara ve gerilemelere nasil tepki verdigini niteleyen siirdliirme eylemi ile goriiniir hale

gelmektedir.

Arastirmacilar arasinda motivasyonun tanimi ve igleyisi iizerine bir ortaklik bulunmadigindan
dolay1 bugiine dek motivasyonu agiklayan birden fazla teori 6ne siiriilmistiir (Pelaccia & Viau,

2017). Bu dogrultuda 6zellikle 6z-yeterlik, 6z-belirlenim ve hedef teorileri 6ne ¢ikmaktadir.
2.5.1. Oz-Yeterlik Teorisi

Oz yeterlik, bireyin bir isi basarabilecegine veya basaramayacagina dair kendi hakkindaki
inancidir (Bandura, 1977). Bu yaklasima gore bir isi basarmak i¢in gereken yetenekleri
hakkinda 6z-yeterlilige sahip bir 6grenci 6grenme i¢in ¢aba harcama ve zorlayici durumlarla
basa ¢ikmada daha istekli olmaktadir (Schunk & Pajares, 2009). Oz-yeterlilik icin belirleyici
faktor tek basina bireylerin yetenekleri degildir ve ayni yeteneklere sahip iki farkli kisinin
akademik performanslari birbirine kiyasla degiskenlik gosterebilir veya farkli ortamlardaki ayni
kisi 0z-yeterlik inancinin farklilagsmasindan dolay1 zayif performans sergileyebilir (Bandura,
1997). Ogrenciler gegmis basar1 ve basarisizliklarindan edindikleri deneyimlerle iliskili olarak

(Lackaye & Margalit, 2006) mevcut yeteneklerinin bir isi gerceklestirmek icin yeterli olup
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olmadigina dair bir inanca sahip olmaktadirlar ve bu 6z-yeterlik inanci ¢aba, azim ve davranig

olarak izlenebilen motivasyonu belirlemektedir (Schunk, 1991).
2.5.2. Oz-Belirlenim Teorisi

Bu teoriye gore bireyin iradesini kullanma siireci olarak tanimlanan 6z-belirlenim, giic ve
sinirlarinin farkinda olan insanin en temel psikolojik ihtiyaglari olan yetkinlik, 6zerklik ve
aidiyet ihtiyaglarini1 karsilamak i¢in belirledigi yollar ve aldigi kararlar1 ifade etmektedir
(Schunk, 1991). Oz-belirlenim teorisi, bireylerin davranisini benlikleri tarafindan onaylanan ve
isteyerek eyleme gectiklerinde 6z-belirlenimli; ¢evreden kaynaklanan bir sebepten oOtiirii
zorunlu olarak sergiledikleri eylemleri ise kontrollii eylemler olmak {izere ikiye ayirmaktadir
(Deci ve digerleri, 1991). Insan davranisindaki bu ayrim motivasyon séz konusu oldugunda
i¢sel motivasyon ve digsal motivasyon ayrimima yol agmaktadir. i¢sel motivasyon, dgrenenin
bir davranis1 6zii itibariyle tatmin edici buldugu i¢in, digsal motivasyon ise temel olarak bir
sonu¢ veya Odiiliin elde edilmesi istegiyle gerceklestirmesi olarak tanimlanmaktadir (Legault,
2016). Diger bir deyisle, bir 6grenci bir konuyu ilging veya eglenceli buldugu icin 6grenmeye
istekli olabilirken baska bir 6grenci donem sonunda yiiksek not almak veya 6gretmenden takdir
gormek amaciyla 6grenme icin c¢aba harcayabilmektedir. Ryan ve Deci (2000a), 6zellikle
bireyin bir ise doniik ilgisinden kaynaklanan ve yetkinlik ve 6zerklik gibi psikolojik ihtiyaclarin
tatmin edilmesini saglayan ig¢sel motivasyonun 0Oz-belirlenimli davranis1 tanimladigin
vurgulamiglardir. i¢sel sebeplerden bagimsiz olarak bir sonuca erismek igin yiiriitiilen digsal
motivasyon davraniglari ise farkli 6z-belirlenim seviyelerine sahiptirler ve davranisin sonuglari
Ogrenme siireci icerisinde ne diizeyde igsellestirilirler ise 6z-belirlenim seviyesi o denli
artmaktadir. Ozetle, 6z-belirlenim teorisi insan motivasyonunun kaynagm oncelikle icsel
psikolojik ihtiyaglara dayandirmakta ve motivasyon siirecini psikolojik ihtiyag¢larin giderilmesi

amaciyla insanin ¢evreyle kurdugu iliski ekseninde agiklamaktadir (Ryan & Deci, 2000b).
2.5.3. Hedef Yonelimi Teorisi

Hedef yonelimleri 6grenenin basari i¢in gereken gorevlere baglanma amaci ve nedenlerini
nitelemektedir (Pintrich, 2003). Bu yaklasima gore dgrencilerin bir isi basarmak icin gereken
hedeflere baglanma davraniglar1 istek ve motivasyonlarinin islevsel ifadeleri anlamina
gelmektedir (Seifert, 2004). Hedef yonelimi teorisi, 6grencilerin bir hedefe neden ulagsmak

istedikleri ve 6grenme gorevlerine nasil yaklastiklar: ve nasil baglandiklari ile ilgilenmektedir
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ve bu dogrultuda hedef yonelimlerini ustalik hedef yonelimi ve performans hedef yonelimi
olmak tizere iki kategoride incelemektedir (Schunk ve dig., 2014). Ames (1992)’e gore ustalik
hedef yonelimli 6grenciler yeni beceriler gelistiren, yaptiklar1 isi anlamaya ¢alisan, 6grenme
siirecinde tatmin diizeylerini yiikselten ve kendi belirledikleri standartlara gore bir iste
ustalastiklar1 hissiyatini tasiyan kisilerdir. Ogrencilerin ustalik hedef yonelimli davranislari
onlar1 6grenme gorevi kapsaminda elde ettikleri bilgi ve beceriler araciligiyla yetkinlik
diizeylerini artirmaya yoneltmektedir (Mega ve dig., 2014). Performans hedef yonelimli
ogrenciler ise yeteneklerini sergileyerek diger 6grencilerden farkli olduklarini gostermek ve bu

performanslar1 sayesine sosyal goriiniirliiklerini artirma egilimindedirler (Pintrich, 2000).
2.5.4. Keller’in ARCS Motivasyon Teorisi

Keller (2010), one siiriilmiis olan motivasyon teorileri arasindaki ayrimlarin farkli arastirma
sahalarini tanimlamada etkili oldugunu ancak tek bir teoriyi temel alarak yliriitiilen ¢aligmalarin
motivasyonu aciklamada eksik noktalar biraktigin1 ve bundan dolay1 biitiinsel bir motivasyon
teorisine ihtiya¢ oldugunu savunmustur. ARCS (Attention, Relevance, Confidence, Satisfaction
— Dikkat, Iliski, Giiven, Tatmin) modeli bu ihtiyac1 karsilamak {iizere bilissel ve davranisci
teorilerin dayanaklarim1 da icerdigi icin agiklayici giicli yiiksek ve ayni zamanda 6gretim
tasarim1 ve Ogrenme stratejileri sayesinde Ogrencilerde motivasyonun saglanmasi ve
stirdiiriilmesine dontik standartlar1 igerdigi i¢in egitim ortamlarina uyarlanabilir bir teori olarak

gelistirilmistir (Song & Keller, 2001).
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Kisisel Ozellikler

Merak [ Dikkat)
Gudiler [iligki)

Yetiler, bilgiler,

Bilissel
beceriler 7

degerlendirme,

Beklenti
SR hakkaniyet

Guven

Performans Sonuglar

Motivasyon
Tasarimi ve
Yonetimi

Ogretim Tasanmi Edim Tasanmi ve
ve Yonetimi Yonetimi

Cevresel Ozellikler

Sekil 2.7: Keller'in Motivasyon ve Performans Makro Modeli (Keller, 2010)

Sekil 2.7°de goriilen model motivasyonel siiregleri girdi, ¢ikti ve iliskileri bulunan bir
sistematik siire¢ olarak gorsellestirilmektedir. En {ist satirda motivasyon, performans ve
o0grenmeye etki eden psikolojik Ozellikler gosterilirken, orta satirda ise motivasyonun
Olgiilebilir ¢iktilar1 siralanmistir. En alt satirda ise bu ¢iktilara etki eden c¢evresel ozellikler
gosterilmektedir (Keller, 2010). ARCS modelinin temel aldig1 dért kategori (Dikkat, Iliski,
Giiven ve Tatmin) alt kategorileri olmakla birlikte temel olarak bir insanin tamamen motive

olmasi i¢in gereken durumlar1 kapsamaktadir (Keller, 2000):

Dikkat: Bir 6grencinin derse doniik ilgisinin uyandirilmasi igin Oncelikle dikkatlerinin
¢ekilmesi gerekmektedir (Keller & Suzuki, 2004). Bireylerin bir nesne veya duruma dontik ilk
izlenimlerinin tutumlariyla iliskili oldugu bilindiginden 6zellikle 6grencilerin bir ders veya
konunun ilk dakikalarinda ilgilerinin uyandirilmasi gelecekteki motivasyonel diizeylerinin
onemli bir belirleyeni olarak goriilmektedir (Keller & Burkman, 1993). Ogrencinin 6grenme

hedefleriyle ilgili uyaranlara veya uyaranlarin bir boliimiine odaklanmasi1 6grenmeye doniik
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meraklarini tetiklemekte ve bir derse doniik daha fazla ¢aba harcamalarini saglamaktadir
(Keller, 2010). Dikkatin elde edildikten sonra siirdiiriilmesi ise Ogretim stratejilerinin
cesitlendirilmesi ile miimkiindiir. Ogrenciler ne kadar etkili olursa olsun siirekli ayn1 gretim
stratejilerinin kullanildigi ortamlarda ilgilerini zamanla kaybetme egilimindedirler (Keller,

2008).

iliski: Ogrencinin merak ve ilgisi uyandirilsa bile 6grenme igeriginin dgrencilerin 6nem
verdikleri hedeflerle, gegmisten getirdikleri ilgi alanlariyla veya 6grenme stilleriyle baglantisi
kurulamadigr durumda motivasyonun siirdiiriilmesi zorlagmaktadir (Keller, 2000). Diger bir
deyisle, 6grencilerin bir derse motive olmalar1 ve ¢aba gostermeleri i¢in ilgili dersin hedef ve
kazanimlarinin §grencinin bireysel hedefleriyle iliskili olduguna dair bir inang¢ ve gilidiilenme
gereklidir (Keller, 1987). Bununla birlikte 6grenme hedefleri agikg¢a tanimlandigi takdirde
Ogrencilerin yalnizca dersten gegmek amaciyla degil biiyiik oranda kisisel ilgileri ve segimleri
dolayisiyla ¢aba gostermeleri saglanabilmektedir (Keller & Suzuki, 2004). Yiiksek bir
motivasyon diizeyi i¢in gerekli olan i¢sel motivasyonu saglamak amaciyla en sik bagvurulan
yontemler ders kazanimlarimi 6grencilerin gelecekteki is yasamlariyla veya yakin gelecekteki
akademik gereksinimleriyle iligkilendirmek, ayrica vaka g¢alismalarindan, benzetimlerden,

ogrencilerin mevcut ilgi alanlar1 ve deneyimleriyle iligkili 6rneklerden faydalanmaktir (Keller,
2000).

Giiven: Ogrencilerin kendi igsel hedefleriyle tutarli, 6grenme stilleriyle uyumlu ve ge¢miste
edindikleri bilgi ve becerileriyle iliskili konulara doniik bir giidillenmeyi stirekli kilabilmeleri
icin 0grenme hedeflerini gerceklestirme dogrultusunda karsilasacaklar1 kavramsal karmasa,
anlasilmazlik ve benzeri zor durumlarin iistesinden gelebileceklerine dair bir giivene sahip
olmalar1 gerekmektedir (Arnone & Small, 1995). Giiven degiskeni 6grencinin kisisel kontrol
algisin1 ve basar1 beklentisini ifade etmekle birlikte 6grenme hedeflerini gerceklestireceklerine
ve basarilarini kontrol edebileceklerine dair inanglarinin gelistirilmesine doniik tiim stratejileri
kapsamaktadir (Keller, 2010). Ogrenme siireci ve gérevleri iizerindeki odaklanmalarini kontrol
edilebilir bir ¢abayla siirdiiren 6grenciler ¢abalarinin sonuglarina dair daha az kaygi duymakta
ve bu sonuglarin getirecegi potansiyel basarilara odaklandiklari oranda da daha iiretken

olabilmektedirler (Keller, 2008).

Tatmin: Ogrenmeye doniik motivasyona sahip olmakla birlikte elde edilen motivasyonun

stirdiiriilmesi i¢in 6grencilerin bagarilar1 ve 6grenme deneyimleri hakkinda olumlu izlenimlere
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sahip olmalar1 gerekmektedir. Ayrica Ogrencilerin basarilariin ardindan ilgi goérmeleri,
ogrendikleri bilgi ve becerileri uygulama olanagi bulmalari, 6grenme i¢in gereken is yiikiiniin
yeterli olduguna inanmalari, konularin igerigi ve 6lgme-degerlendirme araglarinin 6grenme
hedefleriyle tutarli oldugunu gézlemlemeleri ve notlandirmada adil davranildigina déniik bir
hakkaniyet duygusuna sahip olmalar1 tatmin diizeyini yiikseltmektedir (Keller, 2000). Sekil 4’te
gosterilen modelde tatmin kategorisi igsel ve digsal degiskenlerin ¢iktis1 olan performansin
sonuclar1 ile 6grenenin bu sonuglar hakkindaki bilissel degerlendirmelerinin birlesiminden
olugsmaktadir. Biligsel degerlendirme siirecinde ise 0grenciler performanslariin sonuglarini
beklentileriyle oldugu kadar diger 6grencilerin elde ettikleriyle de kiyaslamakta ve bunun

sonucunda olumlu veya olumsuz bir yargiya sahip olmaktadirlar (Keller, 2010).

Keller’'in ARCS modeli motivasyonun isleyisini a¢iklamak i¢in birden fazla yaklagimin temel
onermelerinin birlestirildigi bir makro model olarak yapilandirilnistir. Ornegin, giiven
kategorisi 6grencinin bir isi yapabilecegine olan inancini igermekte ve bu agidan 6z-yeterlik
teorisine (Bandura, 1977) yaklagmaktadir. Ote yandan tatmin kategorisi modelde gosterilen
i¢sel ve digsal degiskenlerin ¢iktilarina bagl olarak belirlenmekte ve bu 6l¢iide motivasyonu
igsel ve digsal etmenlere bagli olarak agiklayan ve siniflandiran 6z-belirlenim teorisinden (Deci
& Ryan, 1985) faydalanmaktadir.

Sekil 2.7°de gorsellestirilen modelin son satir1 motivasyon, Ogrenme ve performansin
belirlenmesinde ¢evrenin roliinii icermektedir. Keller (2010)’e gore “Motivasyon, 6gretmenin
ve dgretim materyallerinin merak uyandirma derecesinden, 6grencinin kisisel ozellikleriyle
iligkili uyaranlar setiyle birlikte giiven duygusunu pekistiren zorluk seviyelerinden, ve ¢aba
gostermeyi Onleyecek stres faktorlerinin yoklugundan etkilenir” (s.6). Bundan dolay1 6gretim
miifredatin icerigi ve ders i¢i etkinlikler gibi etmenler 6grenci motivasyonunun cevresel
belirleyenleri arasinda yer almaktadirlar. Son olarak, modelin ¢iktilar satirinda yer alan
geribildirimler 6grencinin harcadig1 ¢caba ve sonuglarinin gelecekte elde edilecek basarilar igin
giiven duygusunu besledigini, tatmin kategorisinden dikkat ve iliski kategorilerine yonelen
geribildirim ise kisinin 6grenme hedeflerine yonelik bir dizi davranisin sonuglariyla ilgili
gercek deneyimlerinin gelecekte bu ve benzer hedeflere atfedilen degeri etkileyecegini

gostermektedir (Keller, 2010).
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ARCS Motivasyon Modeli, 6ne ¢ikan motivasyon teorileri ile birlikte motivasyonel gelisim
icin gerekli Ogretim tasarimi ve stratejileri uygulamalarini da barindirmasi sebebiyle e-
O0grenme, bilgisayar tabanli 6grenme ve uzaktan egitim ortamlarinda yiiriitiilen arastirmalarda
gerek Ogrencilerin motivasyon diizeylerini ortaya c¢ikarmak gerekse de Ogrencilerde
motivasyonun artirilmasina doniik 6grenme materyalleri ve 6gretim programlar1 gelistirmek
icin kullanilmaktadir (Song & Keller, 2001; Chang & Lehman, 2002; Huang ve dig., 2004;
Huett ve dig., 2008; Chen, 2012; Chang & Chen, 2015; Ma & Lee, 2021).

2.6. OGRENME YONETIM SISTEMLERI VE LOG DOSYALARI
Ogrenme Yonetim Sistemleri (OYS), &gretim materyallerinin, 6devlerin, duyurularin
paylasilmasi ve ayrica dgrencilerin kendi aralarinda veya dgretmenlerle iletisimini olanakl
kilan web tabanli bir sistemdir (Lonn & Teasley, 2009). OYS’ler ayrica notlandirma,
devamsizlik ve kayit takibi gibi ders yoOnetimiyle ilgili siireclerin yiiriitiilmesi i¢in de
kullanilmaktadir (Coates ve dig., 2005). Falvo & Johnson (2007), OYS’leri 6grencilere déniik
etkinliklerin ve 6grenme materyallerinin saglanmasinin yani sira derse katilim ve §grenme
stirecindeki ilerleyisin veri sistemleri ve degerlendirme araglari sayesinde izlenmesini miimkiin
kilarak egitimcilere yardimci olan sistemler olarak tammmlamislardir. Giiniimiizde OYS
kullanim1 yiiz yiize egitimi destekleyici bir unsur olarak goriilse de ozellikle COVID-19
pandemisinin ¢ikistyla birlikte TUniversiteler Ogretim faaliyetlerini yiiz yiize egitimin
yapilamadig1 bu dénemde basta OYS’ler olmak iizere gesitli e-6grenme teknolojileri ile uzaktan

yiriitmiislerdir (Raza ve dig., 2021).
Coates ve digerleri (2005) OYS’lerin islev ve dzelliklerini su sekilde siralamiglardir:

e Asenkron ve senkron iletisim (Duyurular, tartisma forumlari, mesajlasma)

o lgerik gelistirme ve iletimi (Ogrenme igeriginin gelistirilmesi ve kaynaklarin
depolanmasi, link paylasimi)

e Bicimlendirici ve 6zetleyici degerlendirme (Sinav yapma, 6dev verme, grup calismast
ve geribildirim)

e Smif ve kullanict yonetimi (derse kaydetme ve kaydolma, zaman c¢izelgeleri, 6grenci

etkinliklerini yonetme)

OYS modelleri, sistem icerisindeki ozelliklerin secimi ve kullanicilara aktariimasindaki

farkliliklara gore ayrilmaktadir. Bir organizasyonun kendi girisimiyle gelistirilen ve yalnizca
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organizasyonun egitsel ihtiyaglarina cevap verecek OYS’lerin kullanimma rastlanmakla
birlikte genel kullanima acik ve dzellestirilebilen tescilli OYS hizmetleri de bulunmaktadir.
Ancak yillar icerisinde giderek popiilerlik kazanan bir diger model ise agik kaynak kodlu
OYS’ler olmustur (Babo & Azevedo, 2012). En fazla bilinen temsilcisi Moodle platformu olan
acik kaynak kodlu OYS’ler kullanicilar tarafindan gelistirilmeye agik ve iicretsiz erisilebilen
sistemler olmakla birlikte sosyal-yapilandirmaci yaklasima ait ilkeleri temel alarak

gelistirilmesi yoniinden diger modellerden ayrilmaktadir (Al-Aljan & Zedan, 2008).

Moodle, gelistiricileri tarafindan “egitimcilere, yoOneticilere ve Ogrencilere kisisellestirilmis
O6grenme ortamlari olusturmalarini saglamak amaciyla tasarlanmis saglam, giivenli ve entegre
bir sistem” olarak tanimlanmistir (Moodle, 2020, s.1). Moodle tabanli sistemler yapisi ve

miktar1 degistirilebilen belirli kategorilere ait modiillerden olugsmaktadir (Kumar ve dig., 2011):

e [letisim Modiilii; dosya yiikleme ve indirme, tartisma forumlari, e-posta gonderimi,
gercek zamanli mesajlagma gibi tiim i¢ ve dis iletisim 6zelliklerini barindirmaktadir.

o Uretkenlik Modiilii; arama, takvim, yardim, ilerleme takibi ve gbézden geg¢irme
modiillerini igermektedir.

o Ogrenci Katilimi Modiilii; 5z-degerlendirme ve grup ¢alismas1 modiiliinii icermektedir.

e Yonetim Modiilii; kullanict yetkilendirme, kimlik dogrulama, ders kayit entegrasyonu
gibi modiilleri barindirmaktadir.

o Ders Aktarimi Modiilii; ders yonetimi, ¢evrimici notlandirma, 6grenci takibi ve sinav
yapma Ozelliklerini kapsamaktadir.

o Miifredat Gelistirme Modiilii; ders programinin olusturulmas: dogrultusunda

kullanilacak sablonlar1 ve 6zellestirme modiillerini igermektedir.

Moodle tabanli OYS’ler ayrica site yonetimi paneli araciligiyla erisilen raporlama ozelligi
sayesinde 6gretmen, 6grenci veya ziyaret¢ilerin etkinliklerinin log kayitlariyla izlenebilmesine
olanak sunmaktadir. Kullanicilarin web sayfalarinda gezinirken biraktiklari izlerin gesitli
bilgilerle kayit altina alindig1 log dosyalari, bir web sayfasinin gosterilmesi i¢in gerekli olan
dosyalar1 igeren web sunucularinda depolanmaktadir. Web sunucular1 arasinda degisiklik
gosterse de kullanici adi (IP adresi), ziyaret yolu, zaman bilgisi ve ziyaret edilen sayfa gibi

bilgiler ¢ogunlukla log kayitlari tarafindan gosterilmektedir (Grace ve dig., 2011).
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Tablo 2.3: Moodle Ornek Log Kaydi

Zaman 31/05/20 03:12:30 PM
Kullanic1 adi studentl
Etkilenen -
kullanici
Etkinlik baglami Assignment: Upload Excel Assignment 3 Here
Bilesen Assignment
Etkinlik adx Course module viewed
Ag¢iklama The user with id '87' viewed the "assign’ activity with course module id
131
Koken web
IP adresi IXX.XX. IXX. 1XX

Tablo 2.3’te gosterilen Moodle sunucusuna ait 6rnek log kaydinda zaman, kullanici adi, ziyaret
edilen sayfa (etkinlik baglami) gibi log kayitlarinin genelinde rastlanan bilgiler yer aldig1 gibi
bilesen, etkinlik ad1 ve agiklama bilgileri ise Moodle’a 6zgii kullanici etkinliklerinin takip
edilebilmesini saglamaktadir. Log dosyalar1 6zellikle web kullanim madenciligi baslig1 altinda
yiiritiilen aragtirmalarda kullanicilarin web sitesiyle olan etkilesimlerinin analiz edilmesiyle
birlikte dogrudan goriilmesi miimkiin olmayan davranis Oriintiilerinin ortaya c¢ikarilmasi

amaciyla kullanilmaktadir (Mughal, 2018).

Egitimde yapay zeka calismalarinin genelinde rastlanmakta olan son kullanicidan veri toplama
yonteminin aksine kullanicilarin belirli bir teknolojiyi kullanma siirecinde iiretmekte olduklar:
verinin kullanilmasi, web kullanim madenciligi uygulamalarinin saglamis oldugu olanaklarla
diger veri tiirleriyle birlikte analiz edilerek farkli Oriintlilerin ortaya cikarilmasina katki
sunabilmektedir. Ayrica log dosyalarmin kullanimi madencilik uygulamalarinin da kullanim
slireciyle biitiinlestirilmesi saglanabilmekte ve kullanicilarin sistemi kullanmakta olduklari siire
igerisinde tahmin siirecinin otomatize edilerek siireklilestirilmesi ve gergek zamanli hale

getirilmesi miimkiin olmaktadir (Tsiakmaki ve dig., 2019).

2.7. LITERATUR TARAMASI
Ogrenme Yo6netim Sistemi (OYS) log dosyalari kullanilarak yiiriitiilen ¢aligmalarda yapay zeka
yontemleri kullanilarak en fazla tahmin edilmeye ¢alisilan degiskenin akademik basar1 veya
akademik performans oldugu goriilmektedir (Aldowah ve dig., 2019). Motivasyon veya
motivasyon ile ilgili degiskenlerin yapay zeka ydntemleriyle tahmin edilmesine doniik

calismalarda ise OYS log dosyalarinin kullanildig1 ¢alismalara rastlanmakla beraber (Cocea &
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Weibelzahl, 2007; Hershkovitz & Nachmias, 2009, Kularbphettong ve dig., 2012) 6grencilerin
derse doniik motivasyonsuzlugunun bir gostergesi olarak dersi veya okulu birakma davranisinin
onceden tahmin edilmesine doniik ¢alismalar agirliktadir (Cohen, 2017; Kondo ve dig., 2017,
Sukhbaatar ve dig., 2018; De Oliveira ve dig., 2019; Ortigosa ve dig., 2019; Figueroa-Cafas &
Sancho-Vinuesa, 2020; Tamada ve dig., 2022). Bu dogrultuda ilgili literatiir taramas1 bolimii
veri setini OYS log dosyalarini temel alarak olusturan makine dgrenmesi ¢alismalar1 ve OYS
log dosyalarinin kullanildig1 motivasyon odakli makine 6grenmesi ¢aligsmalari olmak tizere iki

boliimde incelenmektedir.
2.7.1. OYS Log Dosyalarinin Kullamldigi Makine Ogrenmesi Cahsmalari

Aragtirmacilar OYS log dosyalarini kullanilarak elde dilen veri setleri iizerinde basta akademik
basar1 ve performans olmak {izere Ogrenme stilleri ve etkilesim gibi degiskenleri de
incelemislerdir. Ornegin, Romero ve digerleri (2010) tarafindan yiiriitilen galismada
miihendislik bdliimlerinde okuyan 438 6grencinin Moodle log dosyalar1 ile olusturulan 6dev
yiikleme, gecilen/basarisiz olunan sinav, materyal okuma miktarlar1 ve 6devlere, sinavlara ve
forumlara harcanan toplam siire 6zniteliklerini iceren veri seti kullanilarak akademik bagari
seviyelerinin tahmin edilmesi amag¢lanmistir. Akademik basar1 hedef niteligi ise 6grencilerin
smav notlarinin denk geldigi araliga gore basarisiz, geger, iyi ve milkemmel olmak iizere dort
simnifa atanmasiyla olusturulmustur. Birden fazla smiflandirma algoritmasinin kullanildig:
calismada basar1 oraninin ortalama %65 oldugu ve karar agaclari, kural indirgeme ve bulanik
mantik algoritmalarinin etkililigi ve sonuclarinin anlagilirligr agisindan 6ne ¢iktiklari

goriilmektedir.

Benzer calismalarin OYS’den elde edilen log kayitlarmin 6grencilerin sistem igerisindeki
aktivitelerini niteleyen miktar veya ylizdelik degerlere doniistiirildiigii 6znitelikleri igerdigi
goriilebilmekte (Calvo-Flores ve dig., 2006; Bravo & Ortigosa, 2009; Ademi ve dig., 2019;
Huang ve dig., 2020) ve ayrica bir takim ¢alismalarin ise 6grencilerin sistemle ¢esitli yonlerden
etkilesimlerinin zaman cinsine doniistiiriildiigii 6zniteliklere sahip veri setlerini kullandiklar
gozlenmektedir (Romero ve dig., 2008a; Romero ve dig., 2008b; Akcgapinar, 2014).
Arastirmalarda kullanilan smiflandirma algoritmalar1 farklilik gdsteriyor olsa da OYS log
dosyalar1 kullanilarak yiiriitiilecek egitsel veri madenciligi ¢calismalarinin verinin toplanmasi,
veri Onisleme, veri madenciligi ve sonuglarin yorumlanmasi adimlarini igeren standart bir siire¢

olarak tarif edilebilecegi de vurgulanmaktadir (Romero ve dig. 2008b).
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Calismalarda OYS’den elde edilen log dosyalar1 kullanilarak olusturulan éznitelikler sistemin
kullanimindaki ortak noktalar dolayisiyla (sisteme giris yapma sayisi, sayfa goriintiileme sayis1
vb.) benzerlik gosterebilmekte ancak derslerin miifredat, etkinlik veya 6lgme-degerlendirme
yontemlerine gore farklilasabilmektedir. Omegin Ai & Laffey (2007) c¢alismalarinda
yuksekogretim seviyesinde Moodle kullanilarak yiiriitiilen derslerde ortak olarak
olusturulabilecek olan oturum basina sayfa goriintiileme sayisi, anasayfa goriintiileme sayisi,
sisteme giris sayist ve dosya indirme sayis1 gibi 6znitelikleri kullanmiglardir. Diger yandan
Figueira (2017) tarafindan yiiriitiilen ¢alismada, forum goriintiileme ve forum mesaj1 gonderme
sayist gibi dersin igleyisine ©6zel Ozniteliklerin yaninda Moodle log dosyalarinda olay
tanimlamalari igerisinde yer alan olusturma, goriintiileme, glincelleme ve silme gibi ifadelerin
her bir 6grenci igin sikliginin hesaplandigi bir veri seti olusturulmustur. Huang ve digerleri
(2020) ise arastirma yirittiikleri dersin forum, quiz, video ve tiim moodle aktivitelerinin temel
aliarak olusturuldugu 6znitelikleri igeren genis kapsamli bir veri seti kullanmiglardir. Model
gelistirmede veri setindeki ornek sayis1 kadar 6znitelik sayisinin da fazla olmasi performansi
artiran bir etmen olarak goriilmektedir. Romero ve digerleri (2010), egitimciler i¢in
gelistirdikleri tahmin yaziliminda kullanicilarin Moodle log dosyalarini yiiklemeleri ardindan
ne gibi Oznitelikleri olusturacaklarini se¢gmeleri saglanmaktadir. Bundan dolayr Moodle
icerisindeki ortak olaylarin 6zniteliklere doniistiiriildiigii veri setlerinde olusturulan modeli
genellemek miimkiin olsa da gerek akademik basarinin tahmin edilmesi dogrultusunda
gelistirilmis bir yazilim yoluyla gerekse de Moodle log dosyalarinin kullanildigi tim egitsel
veri madenciligi caligmalarinda Gzniteliklerin dersin miifredat1 ve etkinliklerini g6z Oniine

alarak olusturuldugu gézlenmektedir.

Egitsel veri madenciligi caligmalarinda akademik basarinin yami sira 6grenme stilleri ve
etkilesim gibi degiskenlerin de OYS log dosyalar1 kullanilarak tahmin edildigi goriilmektedir.
Efrati ve digerleri (2014) ise OYS log dosyalari ile kaynak gériintiileme ve forum ziyareti gibi
Oznitelikleri igeren veri seti iizerinde yiirtittiikleri beklenti-maksimizasyon kiimeleme analizi
sonucunda elde edilen kiimeleri bagimsiz, rekabetgi ve Oznel-i¢i Ogrenme stilleriyle
eslestirmislerdir. Ozetle, dgrencilerin OYS igerisindeki aktivitelerini iceren log dosyalarini
kullanarak smiflandirma veya kiimeleme gibi farkli yontemlerle 6grenme stillerinin tahmin
edilmesi veya kesfedilmesinin miimkiin oldugu gériilmiistiir. Ote yandan Liyanage ve digerleri
(2016), 6grencilerin bireysel 6grenme stillerini tahmin edecek bir model gelistirmek amaciyla

OYS log verisini kullanarak sayfa ziyareti ve harcanan zaman ortalamalarini hesaplamislar ve
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her bir 6grenci i¢in sistemin ortalama kullanilma oranini1 ifade eden bir 06znitelik
olusturmuslardir. Anket yoluyla elde edilen 6§renme stilleri giiclii aktif, ortalama aktif, dengeli,
ortalama yansitici ve gliglii yansitici olmak iizere bes hedef niteligi sinifin1 olugturmustur. J48,
Bayesyen aglar, Naive Bayes ve rasgele orman algoritmalarinin kullanildig1 ¢aligmada en

yiiksek basar1 yiizdelerine %65 ile %90 araliginda J48 algoritmasi ile ulagilmigtir.

Moodle log dosyalar1 ayn1 zamanda sistem igerisindeki Ogretmen, 0grenci, materyal vb.
oznelerin aralarindaki etkilesimin bilgisini de baridirmaktadir. Ozdagoglu ve digerleri (2019),
Moodle log dosyalart icerisindeki kullanicilara ait aktivite verisi iizerinde slire¢ madenciligi,
oriintii analizi ve kiimeleme yontemlerini uygulayarak 6grencilerin aktivite siralari, birbirleri
arasindaki aktivite ag1 ve sistemdeki genel siire¢ akisini ortaya ¢ikarmislardir. Bu ¢alismanin
benzer calismalara kiyasla dnemli bir noktasi 6grenciler arasindaki isbirligi aginin ortaya
cikarilmasinda log satirlarindaki IP adresi bilgisinden yararlanarak yakin veya ayni
lokasyondan sisteme baglanan 6grencilerin saptanabilmesidir. Ayrica bu alanda yiiriitiilmiis ve
dgrenci-6grenci, Ogrenci-igerik, dgrenci-6gretmen, Ogrenci-sistem etkilesimlerinin, OYS
icerisindeki aktivitelerin, ozelliklerin ve islevlerin kullanim siklig1 ve katilim yodnteminin
siiflandirilmas1 amaciyla regresyon ve acinsayict analiz yontemlerinden faydalanildig:

caligmalara da rastlanmaktadir (Agudo-Peregrina ve dig., 2014; Iglesias-Pradas ve dig., 2015).

Tiirkiye’de yliriitiilen tez g¢aligmalarmma bakildiginda ise Moodle log dosyalarini 6grenci
hareketliligini belirlemek ve ders ¢alisma etkinlikleri ve baghlik gibi degiskenlerle olan
iligkilerini makine Ogrenmesi yoOntemlerinin kullanilmadan analitik diizeyde incelendigi
caligmalara rastlanmaktadir (Ciftci, 2006; Topal, 2020). Diger yandan Ozbay (2020), Moodle
loglar1 ile 6grenci hareketliligini veri madenciligi kullanarak analiz ettigi ¢alismasinda log
dosyalari ile elde ettigi gesitli eylemlere ait sayisal 6znitelikler olusturarak kiimeleme analizi
uygulamis ve ardindan kiimelere atadigi siif etiketlerini kullanarak olusturdugu veri setini
karar agaci algoritmalariyla test etmistir. Calisma sonucunda %85 dogruluk degerine sahip
CART algoritmasi ile karar agact olusturulmustur. Yildirnm (2018) tarafindan yiiriitiilen
calismada da log dosyalarindan elde edilen veriye uygulanan kiimeleme ile etkilesim siniflar
belirlenmis ve farkli etkilesim gruplarma 6zgilin gezinme hareketliligi sirali Oriintii ve
smiflandirma analizleriyle incelenmistir. Akcapmar (2014) ise arastirma kapsaminda
gelistirilen bir ¢evrimici d6grenme ortamina ait log dosyalarmi kullanarak olusturdugu 28

Oznitelikli veri setiyle tiniversite Ogrencilerinin akademik basarilarin1 tahmin etmeyi
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amaglamistir. Arastirma sonucunda bir dersten gecen ve kalan 6grencileri siniflandirmada k-en

yakin komsu ve CN2 algoritmalariyla %86 basar1 elde edildigi belirtilmistir.

2.7.2. OYS Log Dosyalarinin Kullamldigi Motivasyon Odaklhi Makine Ogrenmesi

Calismalan

Veri setinin OYS log dosyalar1 kullanilarak olusturuldugu calismalarda akademik basari
degiskenine kiyasla sayilar1 az olsa da 6grencileri motivasyon diizeylerine gore siniflandirma
veya kiimelemeyi amaglayan arastirmalara da rastlanmaktadir. Cocea & Weibelzahl (2007)
tarafindan yiiriitiilen ¢alismada HTML Tutor isimli bir ¢evrimigi interaktif 6grenme ortamina
ait log dosyalarindan elde ettikleri sayfada harcanan zaman, sayfa goriintiileme sayisi, olunan
test sayis1 ve sayfa okuma siiresi gibi 6zniteliklerden olusan ve 48 6grenciden elde edilen 943
ornekli bir veri seti kullanilmistir. Arastirmacilar 6zellikle sayfa ve testler i¢in harcanan zamani
temel alarak ve uzman goriisiinden faydalanarak baglanma, baglantisizlik ve notr olmak {izere
veri setindeki ornekleri hedef nitelige ait iic sinif degeriyle etiketlemislerdir. Yazarlarin ¢ok
daha diisiik bir 6rneklemle gerceklestirdikleri pilot ¢aligmada bir 68rencinin baglanmaya sahip
olup olmadigini anlamanin sistemde geg¢irilen 45 dakikadan sonra miimkiin oldugu ve bu
dogrultuda motivasyonel diizeylerin ve 6zellikle baglantisiz 6grencilerin erken tespiti i¢in daha
az zamanda yliriitiilen ¢aligmalara ihtiya¢ duyuldugu one siiriilmiistiir (Cocea & Weibelzahl;
20006). Yiiriitiilen calismada ise 6grencilere sistemde materyal okuma ve test i¢in 10 dakikalik
bir zaman taninmistir. Analiz sonucunda regresyon yontemiyle %87 basari elde edilmis olup
baglantisizlik smifinin diger siniflara gore basarili olarak siiflandirma orani ise Bayesyen

Aglar algoritmasi ile %93 olarak kaydedilmistir.

Hershkovitz ve Nachmias (2009) tarafindan gergeklestirilen calismada dgrencilerin ¢evrimici
o0grenme ortamindaki davraniglarinin log dosyalarin1 temel alarak incelenmesi ve bir
motivasyon &lgme aracinin gelistirilmesi hedeflenmistir. Universite dgrencilerinin kelime
haznesini gelistirmeleri i¢in tasarlanan ve ezberleme, uygulama, oyun, kendini test etme ve
arama modlarina sahip olan 6grenme ortami katilimcilarin kullanimina 3 hafta ile 3 ay siiresince
acilmaktadir. 1444 oOrnekli veri setinin kullanildig1 calismada log dosyalarindan goreve
harcanan siire, ortalama oturum siiresi, ortalama aktivite adimi, oturumlar arasi ortalama siire,
kelime isaretleme, sinav aktivite yiizdesi ve oyun aktivite yiizdesi 6znitelikleri elde edilmistir.
Hiyerarsik kiime analizi ile olusan 3 adet kiime motivasyon boyutlarini ifade eden baglanma,

yonelim ve kaynak degiskenlerine atanmistir. Atama islemi sonrasinda baglanma kiimesi
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goreve harcanan siire, ortalama oturum siiresi degiskenlerini, yonelim kiimesi ortalama aktivite
adimi, oturumlar arasi ortalama siire, sinav aktivite yilizdesi ve oyun aktivite yiizdesi

degiskenlerini, kaynak kiimesi ise kelime isaretleme degiskenini icermektedir.

Kularbphettong ve digerleri (2012) tarafindan yiiriitiilen ¢alismada e-6grenme ortamindaki
Ogrencilerin motivasyonel davraniglarinin analizi i¢in bir model olusturulmasi amac¢lanmustir.
3002 dgrencinin kisisel kayitlariyla birlikte Moodle tabanli OYS’den elde edilen log dosyalar
kullanilarak test ve odev ile ilgili aktiviteleri ifade eden 6znitelikler olusturulmustur. Apriori
algoritmasi ile yiiriitiilen birliktelik kurallar1 analizi sonucunda 6gretmenlerin ilgilenecekleri
diistiniilen kurallar listelenmis ve aralarinda 6zellikle not Gzniteliginin motivasyonu ifade
edecek bigimde degiskenlige sahip oldugu diisiiniilerek ¢ok diisiik, diisiik, orta, yiiksek ve ¢cok
yiiksek etiketleri bu 6znitelik temel alinarak Orneklere atanmistir. Ardindan 901 Grnekle
gerceklestirilen analizde ise tiim etiketler i¢in siniflandirma basarisinin %66 ile %89 arasinda

degistigi gozlenmistir.

Motivasyon ile ilgili egitsel veri madenciligi ¢alismalarinda amag biiyiik oranda motivasyonu
diisik veya motivasyonsuz o&grencilerin erkenden saptanarak gerekli miidahale veya
degisikliklerin yapilmasini kolaylastirmaktir. Bununla baglantili olarak motivasyonsuzlugun
davranigsal bir sonucu olarak degerlendirilebilecek olan dersi veya okulu birakma egilimi
konusunda OYS log dosyalari iizerinde yapay zeka yontemleri kullanlarak yapilan ¢aligmalara
da rastlanmaktadir. De Oliveira ve digerleri (2019), iki farkli lisansiistii ders kapsaminda
yirtittiikleri ¢galigmada dersi birakma egilimi olan 6grencilerin erken tespit edilebilmesi i¢in bir
Ogrenme analitigi sistemi gelistirmeyi hedeflemislerdir. Moodle platformundan elde edilen ve
166 ogrenciye ait log kayitlarinda 30 giinden fazla sisteme giris yapmayan ogrenciler dersi
birakmis olarak etiketlenmistir. Forum ve ders sayfasinda yapilan etkinlikler temel alinarak
olusturulan 6zniteliklere 6grencilere ait farkli kaynaklardan elde edilen veri de eklenmistir.
Birden fazla siniflandirma algoritmasinin kullanildig analiz sonucunda en yiiksek bagar1 ekstra

rasgele orman algoritmasi ile elde edilmistir.

Benzer bir ¢aligmada ise Figueroa-Cafias ve Sancho-Vinuesa (2020) dersi birakma riski tagiyan
Ogrencilerin 6nceden saptanabilmesi i¢in gelistirilecek modelde 197 tiniversite 6grencisinin
Moodle OYS igerisindeki log kayitlarmi kullanmislardir. Arastirmacilar diger ¢alismalardan
farkli olarak veri setini 6devlerin son teslim tarihlerine denk gelecek ii¢ farkli zamana ayirmislar

ve ayrica olusturulan 6znitelikleri de baglanma ve basar1 olmak iizere iki sete bolmiislerdir.
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Dersi birakma hedef niteligi ise aragtirmacilar tarafindan final notu tamamlanmamis olarak
goziiken veya zorunlu final simnavina girmeyen 6g8rencilerin etiketlenmesiyle olusturulmustur.
Baglanma ile ilgili Ozniteliklerinin yer aldigi veri setinde basar1 seviyeleri %60’lar
dolayindayken Basari ile ilgili 6zniteliklerin aldig1 veri setinde %70’li seviyelere ulagilmistir.
Yazarlar benzer problemler i¢in smiflandirma basarilar1 diisiik olsa da aga¢ temelli
siniflandirma algoritmalarinin kullanimini1 anlagilir ve yorumlanabilir olmalarindan dolay1
onermektedirler. Dersi birakma riski tasiyan dgrencilerin durumunu yorumlanabilir bir bigimde
sunma dogrultusunda oOzellikle 6gretmenlere doniik gorsellestirme araglarinin gelistirildigi
calismalar da bulunmaktadir (Brito ve dig., 2019; Dobashi ve dig., 2019; Ortigosa ve dig., 2019;
Distante ve dig, 2020).

Ozet olarak, OYS log kayitlar1 ile gerceklestirilen ve motivasyon ile ilgili egitsel veri
madenciligi ¢alismalarinda hedef nitelige ait etiketler arastirmacilarin veri setinde iliskili
oldugu diisiiniilen bir degiskenin doniistiiriilmesiyle veya uzmanlar tarafindan veri setindeki
degiskenlerin incelenmesiyle olusturulmaktadir. Motivasyon haricindeki degiskenleri irdeleyen
kimi arastirmalarda ise hedef niteligin belirlenmesi adina 6grencilerden anket yoluyla veri
toplanmasi tercih edilmistir (Arroyo & Woolf, 2005; Liyanage ve dig., 2016). Bu c¢alismada
kullanilacak veri setinin motivasyon hedef niteligi katilimcilardan anket yoluyla toplanarak
olusturulmustur ve bu sayede literatiirdeki caligmalarda benimsendigi goriilen motivasyon ile
ilgili oldugu diisiiniilen degiskenleri hedef nitelige doniistiirme yaklasiminin yerine dogrudan
derse yonelik motivasyon degiskeni incelenmistir. Ayrica literatiirde danismanli 6grenme
yontemi ile yiritiilmiis olan ¢alismalardaki gibi birden fazla siiflandirma algoritmasinin
performanslart ile birlikte ilgili ¢alismalardan farkli olarak motivasyon degiskeninin en fazla

etkileyen degiskenler de incelenmistir.
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3. MALZEME VE YONTEM

Tezin Malzeme ve Yontem boliimiinde arastirmanin 6rneklemi, veri toplama siireci, Veri
toplama araglari, veri analizi yontemleri dogrultusunda kullanilan algoritmalar ve veri analizi

stireci veri tabanlarinda bilgi kesfi siirecinin asamalariyla paralel olarak agiklanmustir.

3.1. ARASTIRMANIN ORNEKLEMIi
Arastirmaya 2020-2021 Giiz, 2020-2021 Bahar ve 2021-2022 Giiz akademik dénemlerinde
Yeditepe Universitesi’ndeki farkli béliimlerde okumakta olan ve Temel Bilgisayar
Uygulamalart dersine kayithi 407 6grenci katilmistir. Bu 6grencilerden 207 kisi aragtirmact
tarafindan yiiriitiilen subelere, geri kalan 200 kisi ise ayn1 dersin farkli egitmenler tarafindan
yiriitiilen subelerine kayithdir. Katilimcilarin bagli bulunduklar fakiiltelere gore dagilimi

Tablo 3.1°de gosterilmektedir.

Tablo 3.1: Arastirmanin Katilimcilarinin Bagli Bulunduklari Fakiiltelere Gore Dagilimi

Fakiilte Kisi Sayis1 Yiizdelik Dagilim
Miihendislik Fakultesi 211 51,84%
Fen-Edebiyat Fakiiltesi 79 19,41%

Iktisat Fakiiltesi 36 8,85%
Saglik Bilimleri 25 6,14%
Ticari Bilimler Fakiiltesi 20 4,91%
Iletisim Fakiiltesi 19 4,67%
Mimarlik Fakiiltesi 8 1,97%
Eczacilik Fakiiltesi 6 1,47%
Egitim Fakiiltesi 2 0,49%
Giizel Sanatlar Fakiiltesi 1 0,25%
TOPLAM 407 100%

Tablo 3.1’¢ bakildiginda Miihendislik Fakiiltesi 6grencilerinin aragtirmaya en fazla sayida
katilim gosteren grup oldugu goriilmektedir. Katilimeilarin arastirmaya katildiklar1 siradaki

smif diizeyleri ve cinsiyete gore dagilimlart Tablo 3.2°de sunulmustur.
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Tablo 3.2: Arastirmanin Katilimcilarinin Sinif Diizeylerine ve Cinsiyetlerine Gore

Dagilimi
Smif Erkek Kadin TOPLAM ve
YUZDE (Sinif)
1 18 37 55 (%13,51)
2 27 41 68 (%16,71)
3 47 31 78 (%19,16)
4 99 89 188 (%46,19)
5 12 6 18 (%4,42)
TOPLAM VE YUZDE (Cinsiyet) | 203 (9%49,88) 204 (%50,12)

Tablo 3.2 incelendiginde arastirmaya en fazla 4. simifta okumakta olan 6grencilerin katilim
gosterdigi goriilmektedir. Cinsiyet dagilimina bakildiginda ise aragtirmaya katilan kadin ve

erkek 6grenci sayisinin birbirine yakin oldugu gézlenmektedir.

3.2. VERI TOPLAMA ARACLARI

Bu boliimde arastirma verisinin toplanmasinda kullanilan araglar agiklanmustir.
3.2.1. Derse Ilgi Olgegi (DIO)

Derse Ilgi Olgegi (DIO), Keller (2010) tarafindan ARCS Motivasyon Teorisi’ni temel alarak
gelistirilmis olan ve Ogrencilerin bir egitmen tarafindan yiirlitiilen derse doniik 6grenme
motivasyonlarmi ve motivasyonel tepkilerini lgmek amaciyla gelistirilmistir. Yazar, DIO niin
yiiz yiize egitim ortamlarinin yaninda senkron veya asenkron ¢evrimigi 6grenme ortamlari gibi
bilgi aktarimimin gergeklestigi her baglamda motivasyonel tutumlari olgmek igin
kullanilabilecegini belirtmistir. Ancak DIO, duruma o6zel bir 6lcek oldugundan dolay:
ogrencilerin O0grenmeye doniik genel motivasyon diizeylerini 6l¢gmemektedir ve ancak
ogrencilerin bir derse doniik olarak nasil motive olduklarini 6lgmek igin kullanilmaktadir.
Tablo 3.3’te DIO’ye ait maddelerin hangi ARCS Motivasyon Teorisi alt boyutlarina ait

olduklar1 gosterilmektedir.
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Tablo 3.3: Derse Ilgi Olgegi (DIO) Madde ve Alt Boyutlar

Dikkat | 1iliski | Giiven | Tatmin

1 2 3 7*
4* 5 6* 12
10 8* 9 14
15 13 11* 16
21 20 17* 18
24 22 27 19
26* 23 30 31*
29 25* 34 32
28 33

*: Ters puanlanan maddeler

Dikkat, Iliski, Giiven ve Tatmin olmak {izere ARCS Motivasyon Teorisi’ni temel alan dért alt
boyuta ait 34 maddeden olusan DIiO, 5°1i likert tipinde gelistirilmistir. Olgekteki olumsuz ifade
iceren 4, 6, 7, 8, 11, 17, 25, 26 ve 31. maddelerin ters puanlanmasi gerekliligi belirtilmistir. Bu
Ol¢egin Tiirkge’ye adaptasyonu amaciyla yapilan en son calisma Dinger (2015) tarafindan
ylrlitiilmiistiir ancak s6z konusu arastirmanin katilimcilart tiniversite Ogrencilerinden
olusmamaktadir. Acar (2009) tarafindan iiniversite Ogrencileriyle yiiriitilen adaptasyon
calismasi kapsaminda Tiirkce ¢evirisi yapilan DIO’deki maddelerin ise yeniden gevrilmesinin
yapilan DIO gevirilerinin gesitliligine katki saglayacag: diisiiniilmiistiir. Ayrica arastirmaya
katilan Ogrencilerin anket maddelerini anadillerinde eksiksiz bir sekilde anlayarak
cevaplamalarim saglamak amaciyla DIO 6lgme araci bu arastirma kapsaminda Tiirkge’ye
cevrilmistir (EK-6) ve gegerlik-giivenirlik analizi c¢alismalar1 IBM SPSS Statistics 24
(Statistical Package for Social Sciences) ve AMOS Graphics 24 (Analysis of Moment

Structures) programlari kullanilarak yiiriitilmistiir.

3.2.2. Temel Bilgisayar Uygulamalar1 Dersi ve Ogrenme Yonetim Sistemi (OYS)
Log Dosyalan

Bu tez arastirmasi 2020-2021 Giiz, 2020-2021 Bahar ve 2021-2022 Giiz akademik
donemlerinde Yeditepe Universitesi biinyesinde agilan ve 2020-2021 Giiz doneminde uzaktan
egitim yontemiyle, geri kalan donemlerde ise hibrit egitim yoOntemiyle islenen “Temel
Bilgisayar Uygulamalar1” dersi kapsaminda yiiriitilmistiir. S6z konusu ders ¢esitli béliimden

ogrencilere akademik ve is hayatlarinda yardimci olacak bilgisayar kullanim becerilerini
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kazandirmay1 amaglamaktadir ve her bir donem icin 6gretim stiresi 14 haftadir. Egitim dili
Ingilizce olan dersin 6gretim programi genel hatlarryla giiniimiiz bilgi teknolojileri becerilerini
kapsayacak sekilde e-posta ve bulut hizmetlerinin kullanimi, kelime islemci programinin 6dev,
tez ve rapor yazimina doniik dokiiman olusturma ve diizenlemeyi saglayan ara¢ ve
Ozelliklerinin kullanimi, sunum hazirlama programinin kullanimi ve hesap tablosu programu ile
veri analizi ve gorsellestirme basliklarindan olusmaktadir. Bu derse ait 6grenme materyalleri
ve ilgili tiim ierikler dgrencilerin erisimine Moodle tabanli bir OYS kullanilarak sunulmustur.

Sekil 3.1°de dersin bir haftasina ait 5rnek OYS ekran goriintiisii goriilmektedir.

CET 110 BASIC COMPUTER APPLICATIONS A ® Admin User . -

17 December - 23 December

## ASSIGNMENT OF THE WEEK ## &

¢ E

% Excel_Assignment1.xlsx o
Download the .xlsx file of this week's Excel_Assignment.
= Details for Excel Assignment 1 %]
Please read the details on this page and complete this assignment by 25.12.2020 23:59
UPLOAD YOUR EXCEL ASSIGNMENT 1 HERE! 4
Upload your finished Assignment (.xlsx file) to this page. Complete this activity by 25.12.2020 23:59
= VIDEO: EXCEL VLOOKUP %]
Video Recorded on 21.12.2020
& SampleSheet5 &
8 SampleSheets finished &
= VIDEO: EXCEL INDEX&MATCH &~

Video Recorded on 23.12.2020

Sekil 3.1: Ogrenme Yonetim Sistemi Ekran Goriintiisii
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Sekil 3.1’de bir 6rnegi sunulan haftalik icerikte eger varsa ilgili haftada verilen 6deve ait
materyaller, 6dev sorular1 ve agiklamalar1 iceren okuma materyali sayfasi ve ddev yiikleme
sayfasinin yani sira tiim haftalarda paylasilan ve o haftanin konu anlatimini i¢eren video kaydi
ve videoda iizerinde c¢alisilan dosyalarin paylasildigi goriilmektedir. Videolar aragtirmact
tarafindan hazirlanmis olup 2020-2021 Giiz dénemi siiresince her bir konunun islenecegi
haftanin basinda kaydedilip konular islendikten sonra 6grencilerin erisimine acgilmistir. Geri
kalan donemlerde ise video igerikleri gerek duyulduguna gilincellenmistir. Videolarn
paylasilmasi o6zellikle uzaktan ve hibrit egitimin siirdiiriildigi donemin sartlar1 goz Oniine
alindiginda konu tekrar1 yapmak isteyen veya odevlerin ¢oziimii i¢in ge¢mis konularin
gosterildigi videolardan yararlanmak isteyen ogrencileri daha fazla OYS kullanmaya
yoneltmistir. Bahsi gecen iceriklere ek olarak dgrenciler OYS iizerinden giincel devamsizlik

durumlarini takip edebilmekte ve gilincel duyurulara erisebilmektedirler.

Derse kayith dgrencilerin sistemde gegirdikleri 14 haftalik siire dahilindeki aktiviteleri sistem
yoneticisinin erisimine agik olan “Log Raporlar1” sayfasinda ve Moodle tabanli OYS
igerisindeki veritabaninda tutulmaktadir. Log verisinin elde edilmesi ve islenmesi siirecini

aciklayan diyagram Sekil 3.2°de gosterilmistir.
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o 7 &

Moodle Veri Tabam Derse llgi Olgegi Veri seti setinin olusturulmast

Toplam Puanlari

= = X
—
— _T—_l
= =

Hesap tablosu yaziluni ile dzniteliklere ait

«logstore standard logy icerisindeki degerlerin hesaplanmas

Ham Log kayitlan

= P

Diizenlenmis Log Raporlart:

Administration>Site -
administration>Reports>Logs sayfasma - Zaman | Kullaniet ad’v‘ Etkilenen
erisim kullamcr | Etkinlik baglam |

Bilesen | Etkinlik adi | Aciklama
| Kéken | IP adresi

Sekil 3.2: OYS Log Kayitlarina Erisim ve Log Verisinin Islenmesi Siireci

Sekil 3.2°de arastirmanin yiiriitiildiigii OYS {izerindeki derse kayith 6grencilerin ders sayfalar:
ve igerikleriyle olan etkilesim verisinin tutuldugu log kayitlarina erisim ve bu kayitlarin
islenerek arastirmada kullanilacak olan veri setine donustiiriilmesi siireci 0zetlenmektedir. Ham
log kayitlart Moodle web aplikasyonunun kurulu oldugu sunucuya ait veri tabaninda tutulmakta
ve Moodle yonetici paneli bir arayiiz vasitasiyla log raporlarin1 diizenlenmis olarak sistem
yOneticisinin erisimine sunmaktadir. Veri setinin olusturulmasi amaciyla erisilen log kayitlar
tizerinde Microsoft Excel 365 hesap tablosu programinin islevleri kullanilarak her bir 6grenci
i¢in ozniteliklerin hesaplamalar1 gergeklestirilmistir. Ozniteliklerin hesaplanmasinda 6zellikle
kullanicinin  sistem igerisinde sergiledigi etkilesimlerin tarih ve saat verisinin tutuldugu
“Zaman” kayitlarindan, bu etkilesime bagl aktivitenin kategorisi ilgili “Course, Assignment,
Page, File” gibi anahtar kelimeler barindiran “Etkinlik Baglami1” kayitlarindan ve etkilesimin
icerigiyle ilgili agiklamalar iceren “Etkinlik ad1” ve “Ac¢iklama” kayitlarindan yararlanilmistir.

Bu sayede bir 6grencinin sistemdeki etkilesimi siiresince hangi aktiviteyi ne siklikta ve ne kadar
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stirede yaptigin1 zaman ve miktar cinsinden degerleri tutan 6znitelikler elde etmek miimkiin

olmustur.

Tablo 3.4: Veri Seti Oznitelikleri, Veri kaynaklari ve Ozniteliklerin Agiklamalar

(HEDEF NITELIK)

Oznitelik kaynak Aciklama
OturumAcmaSayisi | Log Kayitlari Ogrencinin OYS'ye yaptig1 giris sayis1
Ogrencinin mevcut hafta igerisinde ge¢mis
GecmisKonularaBakma | Log kayitlar | haftalara ait sayfa ve igeriklerle girdigi etkilesim
sayisl
Gezinme Sayis1 Toplam | Log kayitlari Ogrencinin ziyaret ettigi toplam sayfa sayis1
Ogrencinin ziyaret ettigi toplam sayfa sayismin
GezinmeSayisi_Ortalama | Log kayitlar1 | oturum agma sayisina boliinmesiyle elde edilen
bir giriste ziyaret edilen ortalama sayfa sayis1
ToplamOturumSuresi | Log kayitlar: Ogrencinin dfars donemlnboyunc.a 0YS'de
harcadigi toplam siire (saniye).
Ogrencinin toplam oturum siiresinin oturum agma
OrtalamaOturumSuresi | Log kayitlar1 | sayisina boliinmesiyle elde edilen bir ziyaretinde
ortalama harcadig siire (Saniye)
MateryalIndirme Log kayitlari Ogrencinin bir konu veya Qdev ile ilgili paylasilan
dosyalar1 indirme say1s1
OdevDenemeSayisi Log Kayitlar Ogrencinin Qdex .1le 11‘g111. sayfa ve igeriklerle
girdigi etkilesim sayis1
OdeveHarcananZaman | Log Kayitlar: Ogrencinin 6dev sayfasmda gecirdigi siire
(saniye)
Ogrencinin toplam oturum siiresinin toplam
SayfadaKalma_Ortalama | Log kayitlar1 |  gezinme sayisina boliinmesiyle elde edilen bir
sayfada harcadig1 ortalama siire (Saniye)
SmavOdakliCalisma | Log kayitlar: Ogrencinin siav hvafte}_larl 1<;er'151nde 0YS'de
harcadig: siire (saniye)
VideolzlemeSuresi Log kayitlar: Ogrencinin video 1(;er1¥der"1n1n bul}lndugu
sayfalarda harcadig: siire (saniye)
YuklenenOdev Log kayitlar Ogrencinin sisteme yiikledigi 6dev sayisi
SmavNotu 0Ys Ogrencinin dénem sonu not ortalamasi
Devamsizlik OYS Ogrencinin dénem igerisinde devamsizlik yapigi
saatler
Faculty Anket Ogrencinin kayith oldugu fakiilte
Class Anket Ogrencinin kaginci sinif oldugu bilgisi
Gender Anket Ogrencinin cinsiyeti
OgretimTuru Arastirmac Ilgili donemde dersin 1$1_en-me bicimi (uzaktan
veya hibrit)
Motivasyon DIO Ogrencinin DIO iizerinde cevapladigi maddelerin

toplam puani
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Tablo 3.4’te olusturulan veri setinin 6znitelikleri, veri kaynaklar1 ve 6zniteliklerin agiklamalari
listelenmektedir. 13 adet dznitelik OYS log kayirlar1 kullanilarak tiiretilmis olup geri kalan
Ozniteliklerin olusturulmasinda ders kapsaminda hazirlanan listeler ve anketler kullanilmigtir.
Hedef nitelik igin 6grencilerin faktdr analizi sonucunda elde edilen DIO’niin 25 maddesine
verdikleri cevaplarin ortalamalar1 hesaplanmistir. Veri setinde ToplamOturumSuresi,
OrtalamaOturumSuresi, OdeveHarcananZaman, SayfadaKalma_Ortalama,
SinavOdakliCalisma ve VideolzlemeSuresi adiyla gecen siire cinsinden &zniteliklerin
olusturulmasinda benimsenen yontem genel hatlariyla ve ilgili baglam g6z Oniinde
bulundurularak etkilesimin bagladig1 ve bittigi log kayitlar1 arasindaki siirenin hesaplanmasi
bigimindedir. Genel olarak web kullanim madenciligi uygulamalarinda karsilasildigi tizere
Zhou ve digerleri (2017), kullanicilarin bir sayfay1 ziyaretleri esnasinda bilgisayardaki islerini
yarim birakmalari, bagka bir program veya web sayfasi agmalari ve benzeri log raporlarina
yansimayan durumlarin sayfada gegirilen siireleri hesaplamada kisitlilik dogurabilecegini
belirtmekle birlikte sistemdeki oturum siireleri (session time) kullanilarak yapilacak
hesaplamalarin sayfada gecirilen gergek siireye varsayimsal olarak yaklasabilecegini
vurgulamiglardir. Bundan dolay1 Log kayitlarinda etkilesimin baglangicinin goriilebildigi ancak
bitisiyle ilgili kaydin bulunmadigir durumlarda 6grencinin s6z konusu etkinliginin 30 dakika

stirdiigii varsayilarak ilgili 6grencinin siire hesaplamalarina eklenmistir.

3.3.VERI TOPLAMA
Bu arastirmanin verisi arastirmanin yiritildigi 2020-2021 Giiz, 2020-2021 Bahar ve 2021-
2022 Giiz akademik donemlerinde ayn1 zamanda dersin egitmeni de olan arastirmaci tarafindan
etik kurulu izni alinarak toplanmistir (EK-4). Ayrica tiim katilimcilardan arastirmaya goniilli

katilimlarini beyan eden onam formu onay1 alinmistir (EK-5).

Dersin vyiiriitiildiigii OYS’ nin kurulum, test ve icerik gelistirme asamalar1 veri toplama siireci
oncesinde gergeklestirilmistir. OY S nin kurulu oldugu sunucunun veri tabaninda depolanan log
kayitlar1 ders donemi baglangicindan final siavi giiniinden bir giin 6nceye kadarki tarihleri
kapsayacak sekilde ve 6grencilerin isim-soyisim bilgileri anonimlestirilerek raporlanmistir. Bu
baglamda log kaydi verisinin toplanma siireci ilgili dersin islendigi yariyll boyunca

siirdiiriilmiistiir.

DIiO’de yer alan "Bu dersten yiiksek bir not almak sans isidir." ifadesine sahip 6. madde, "Kendi

notlarimla arkadaslariminkini karsilastirdigimda bana adil davranildigini diisiiniiyorum."
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[fadesine sahip 14. madde, "Smavlardan almay1 diisiindiigiim notla aldiZim notu
karsilastirdigimda dersin hocasinin degerlendirmelerinden memnunum.” ifadesine sahip 18.
madde ve "Bu derste calismalarimin karsiligini not ve diger geribildirimlerle yeterince aldigimi
diistintiyorum." ifadesine sahip 32. maddenin cevaplanabilmesi i¢in s6z konusu olgek
katilimcilara dersin vize sinavi sonrasi notlarm duyurulmasini takiben uygulanmistir. DIO niin
bu arastirma kapsaminda Tiirk¢e’ye cevrilen versiyonundaki 6lgek maddelerinin yer aldigi
Google Forms sayfasi arastirmaci tarafindan hazirlanarak dijital ortamda ogrencilerle
paylasilmigtir. Ders doneminin 8. haftasina denk gelen DiO uygulamasi esnasinda 6grencilere
veri toplama amaci, arastirmanin kapsami, goniilli katilim esast ve kisisel veri gizliligi
hakkinda gerekli agiklamalar sozlii ve yazili olarak yapilmig olup cevaplar dijital ortamda 15
dakikalik siire icerisinde toplanmustir. Ogrencilere ait demografik bilgiler ise DIO uygulamasi

esnasinda ayni dijital form igerisinde yer alan anket sorularindan elde edilmistir.

3.4. VERI ANALIZI
Veri analiz siirecini kapsayan islemler istatistiksel programlama ve veri bilimi alanlarinda
siklikla kullanilan R Studio Entegre Gelistirme Ortami1 2022.12.0 Build 353 siirimii ile R
programlama dilinin 4.2.2 versiyonu kullanilarak yiriitilmiistir. R dili, istatistiksel
programlama alaninda c¢alisan arastirmacilar tarafindan 1990’1 yillarda gelistirilmistir ve
zamanla disaridan gelistiricilerin katkilariyla genigleyen paket kiitiiphaneleri sayesinde
dogrusal ve dogrusal olmayan modelleme, temel istatistiksel analiz, zaman serileri analizi,
smiflandirma, kiimeleme ve benzeri analizleri yiirlitmek i¢in kullanigli hale getirilmistir (Jones

ve dig., 2009). Veri analizinde kullanilan R paket ve fonksiyonlar1 Tablo 3.5’te sunulmustur.
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Tablo 3.5: Veri Analizinde Kullanilan R Paket ve Fonksiyonlari

Kullanim Paket Fonksiyon Gelistirici
. Kuhn ve Quinlan
C5.0 Algoritmasi C50 C5.0 (2023)
Veri Ayirma caret createDart]aPartltlo Kuhn (2022)
Model Degerlerndirme ve predict,confusion
Karmagiklik Matrisi caret Matrix Kuhn (2022)
Model Egitimi caret train Kuhn (2022)
(Capraz Gegerleme caret trainControl Kuhn (2022)
k-En Yakin Komsu Algoritmasi class knn Venabz;%(\)/g)Rlpley
Normalizasvon clusterSim data.Normalizatio | Walesiak ve Dudek
y n (2020)
Naive Bayes Algoritmasi el071 naiveBayes Meyer(; gzczlgl)gerlerl
Destek Vektor Makineleri Meyer ve digerleri
Algoritmasi pro71 ik (2023)
MWMOTE Y ontemi imbalance mwmote Cordo?z‘éig;geﬂen
. randomFo Liaw ve Wiener
Rastgele Orman Algoritmasi rest randomForest (2002)
Yukar1 Ornekleme ROSE ovun.sample Lunard(ztzlo\;eﬂr;hg erleri
. Therneau ve Atkinson
CART Algoritmasi rpart rpart (2022)
CART Karar Agact roart roart.plot Therneau ve Atkinson
Gorsellestirmesi P part.p (2022)
Korelasyon Analizi stats cor R Core Team (2022)
Lojistik Regresyon Algoritmasi stats glm R Core Team (2022)
SMOTE Y o6ntemi themis smote Hvitfeldt (2022)

Bu baslik altinda 6grencilerin ders motivasyonlarinin tahmin edilmesi amaciyla yiiriitiilen veri
analizi iglemleri veri tabanlarinda bilgi kesfi adimlariyla paralel olarak veri Onisleme,

modelleme ve degerlendirme basliklariyla agiklanmistir. Onisleme ve modelleme siirecine dair

stire¢ Sekil 3.3’te gosterilmektedir.
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* Faculty \ ONISLEME
(Muhendislik: 1, Diger

Faktlteler :0)

* Gender * Pearson

*  Min-Max
Kadin:1, Erkek:0 -
( ) - Korelasyon [ Normalizasyonu ]

e OgretimTuru Analizi
(Uzaktan:1 Hibrit:0)

* Motivation
(2100.0:1, <100:0)
(>110: 2, 110> & < 90:

Q <90: 0) /

MODELLEME

» Rastgele Alt Ornekleme (Tekrarli hold-out)
* Gapraz Gegerleme

* Hold-out
* Yukari Ornekleme
* SMOTE
- MWMOTE
I.SET ile IL.SET ile
Modelleme ve Test Gegerleme
* k-EnYakin ¢ k-EnYakin
Komsu Komsu
* Naive Bayes * Naive Bayes
* Destek Vektor > * Destek Vektor
Makineleri mEmmEmEmEmmmm——— Makineleri
*« C5.0 * C5.0
* CART e CART
* Rastgele Orman ¢ Rastgele Orman
* Lojistik * Lojistik

\ Regresyon j \ Regresyon /

PERFORMANS DEGERLENDIRME
/Rastgele Alt Ornekleme (Tekrarh\ /Capraz Gegerleme \
Hold-out) ve Hold-out * Dogruluk-Kappa
* Dogruluk ¢ ROC-AUC
*  Duyarhlk * Duyarhlik
+  Ozgilluk e Ozgillik
* Kesinlik
\- F-Skoru / \ /

Sekil 3.3: Arastirmanin Veri Onisleme, Modelleme ve Performans Degerlendirme Siireci
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3.4.1. Veri Setinin On Islenmesi

Veri 6nisleme siirecinin ilk adiminda toplanan 407 katilimcinin yer aldigi veri setinden 207
orneklik kayit bu Ogrencilerin arastirmacinin yiiriitmiis oldugu subelerde bulunmalar1 ve
dolayisiyla ayni ders igerik ve materyallerine sahip OYS’lere kayith olmalar1 sebebiyle
modelleme seti olarak ayrilmistir. Geri kalan 6grenciler ise ayni dersin arastirmacidan farkli
egitmenlerce yiiriitiilen subelerine kayitli olup dersin OYS’yi ders i¢i etkinlik, materyal
paylasimi ve duyurulara erisim amaciyla daha kisith bir ¢ergevede kullanmislardir. 200 kisilik
bu kayitlar ise arastirmada gelistirilen modelin yeni veriyle test edilmesi amaciyla
kullanilmigtir. Veri setinin bu farklilik gozetilerek islevlerine gore ayrilmasi Tablo 3.6’da

Ozetlenmistir.

Tablo 3.6: ikiye Ayrilan Veri Setinin Ozelliklerinin Karsilastiriimasi

Moodle DIiO Kullanilan Oznitelikler
Kullanimi | Uygulamasi

Veri | Kayit

Seti | Sayis1 e

OgretimTuru, OturumAcmaSayisi,
GecmisKonularaBakma, Gezinme
Sayis1_Toplam,
GezinmeSayisi_Ortalama,
ToplamOturumSuresi,
OrtalamaOturumSuresi,
MateryalIndirme,

l. 9 OdevDenemeSayisi,

SET 207 | Modelleme | Yogun Evet OdeveHarcananngan,
SayfadaKalma_Ortalama,
SmavOdakliCalisma,
VideolzlemeSuresi, YuklenenOdeyv,
SinavNotu, Devamsizlik, Faculty,
Class, Gender,
Motivasyon
(HEDEF NITELIK)

OgretimTuru, OturumAcmaSayisi,
GecmisKonularaBakma, Gezinme
Sayis1_Toplam,
GezinmeSayisi_Ortalama,

I ToplamOturumSuresi,
. 200 | Validasyon Kisith Evet OrtalamaOturumSuresi,

SET .
Materyallndirme,
SayfadaKalma_Ortalama,
SinavOdakliCalisma, Faculty, Class,
Gender, Motivasyon
(HEDEF NITELIK)
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Sekil 3.4°te I. ve Il. veri setinde 6grencinin kayith oldugu fakiilte bilgisini i¢ceren “Faculty”
Ozniteligine ait frekans degerleri incelendiginde 1. veri setinde Miihendislik boliimii
ogrencilerinin diger fakiiltelere kayith 6grencilere kiyasla daha fazla sayida olduklari ve I1. Veri
setinde ise yartya yakin sayida Ogrencinin Miihendislik fakiiltesine kayitli oldugu
goriilmektedir. Ayrica iki veri setinden yalnizca birinde yer alan fakiiltelerin varligi veri

setlerindeki “Faculty” 6zniteligine ait degerler arasinda tutarsizlik dogurmaktadir.

.SET "Faculty" Ozniteligi (N=207)

140

121
120
100
80
60
45
10
20 13 10 g ‘ .
0 - - [ | | —

Miihendislik Fen Ticari iletisim Saghk Mimarlik Eczacilik
Edebiyat Bilimler Bilimler

II.SET "Faculty" Ozniteligi (N=200)

100 90
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40 36 34
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20 5

7
10 II B 2 2 2 1
0 | —_ —_ - _
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Sekil 3.4: 1. ve II. Veri Setlerinin “Faculty” Ozniteligine Ait Frekans Degerleri Grafikleri

Bu durumun modelleme ve test asamalarinda tutarsizlik ve hatalara yol agmamasi adina Faculty
Ozniteliginin 6rnek ¢cogunluguna sahip Miihendislik ve diger fakiilteler bi¢iminde Esitlik 3.1°de

gosterilen kosul gergevesinde ikili kategorik degerlere dontistlirilmiistiir.
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1 eger Faculty = "Muhendislik" (3.2)

Faculty {0 eger Faculty # "Miihendislik"

R dili kiitiiphanelerinde yer alan paketler ve bu paketler sayesinde isletilen algoritmalar sayisal
degerlerle c¢alistiklarindan dolay1 veri setinde sayisal olmayan degerlerin doniistiiriilmesi
gerekmektedir. Bu sebeple veri setinde “Gender” adindaki Oznitelige ait Kadin ve Erkek
kategorik metin degerleri ve “OgretimTuru” 6zniteligine ait Uzaktan ve Hibrit metin degerleri

Esitlik 3.2 ve 3.3’te gosterildigi gibi 1 ve 0 olarak sayisal hale getirilmistir.

1 eger Gender = "Kadin" (3.2)
o {0 eger Gender = "Erkek"
, 1 eger OgretimTuru = "Uzaktan" (3.3)
OgretlmTuru{ 0 eger OgretimTuru = "Hibrit"

I. ve Il. veri setlerinde “Motivasyon” bashgiyla yer alan ve 6grencilerin DIO toplam puan

degerlerini iceren hedef nitelige ait frekans degerleri Sekil 3.5’te sunulmustur.

I. SET "Motivasyon" Ozniteligi (N=207) Il. SET "Motivasyon" Ozniteligi (N=200)
o [en]
Lo e E —
o _| o _| 76
g o 5 o
% o % [ 53
T o
2 91 33 2 g A 32
19 20
& . 8 . & 13
2 3
o N ]
[ I I I I I I I I I | [ I I I I I I I I ]
40 50 60 70 80 90 100110120130140 40 50 60 70 80 90 100 110 120130

Motivasyon_Toplam_Puanlar Motivasyon_Toplam_Puanlar
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Sekil 3.5: 1. ve II. Veri Setlerinin “Motivasyon” Hedef Niteligine Ait Frekans Degerlerini

Gosteren Histogramlar

Sekil 3.5’te gosterilen frekans degerleri goz oniine alinarak “Motivasyon” hedef niteligine ait
degerleri diisiik ve yiiksek motivasyonu niteleyecek sekilde ikili sinifa doniistiirmek i¢in 100.0
degeri ayirict deger olarak belirlenmistir. “Motivasyon” hedef niteligini tiglii smifa
dontstiirmek i¢in ise 110.0 degeri yiiksek ve orta motivasyonu ayiracak deger olarak, 90.0
degeri ise orta ve diigilk motivasyon siniflarini ayiracak deger olarak belirlenmistir. Degerlerin
ikili sinifa doniistiiriilme islemi Esitlik 3.4°te, ti¢lii sinifa doniistiiriilme islemi ise Esitlik 3.5’te
gosterilmistir.

1 eger Motivasyon_TPuan = 100.0

0 eger Motivasyon_TPuan < 100.0 (3.4)

Motivasyon , {

2 eger Motivasyon_TPuan = 110.0
Motivasyon 3 {1 eger Motivasyon_TPuan = 90.0 ve Motivasyon_TPuan < 110.0 (3.5)
0 eger Motivasyon_TPuan = 0.0 ve Motivasyon_TPuan < 90.0

Analiz agsamasi Oncesinde ve kategorik deger doniisiimlerinin ardindan tim O6rnekleme
yontemleri i¢in Pearson Korelasyon Analizi uygulanarak yiiksek korelasyon gosteren

Ozniteliklerin belirlenmesi amaglanmastir.

Veri Onisleme adimlarmin bir sonraki asamasinda veri setindeki tiim numerik degerler
normalize edilerek 0 ve 1 aras1 degerlere doniistiiriilmiislerdir. Makine 6grenmesinde siklikla
kullanilan bir veri 6nisleme teknigi olan normalizasyon, veri setindeki degerleri ortak bir
Olceklendirmeye tabi tutarak deger araliklari arasindaki farklarin dogurabilecegi sorunlari
onlemek amaciyla uygulanmaktadir. Normalizasyon isleminin o6zellikle smiflandirma
algoritmalarinin egitim siirecini hizlandirdig ve daha iyi performans sagladigi belirtilmektedir
(Al Shalabi, 2006). Bu ¢alismada kullanilan veri setinin normalizasyonu ig¢in min-max

normalizasyonu yontemi kullanilmistir.

(= min (x)) (3.6)
"~ (max(x) — min(x))

!
Xi
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Esitlik 3.5°te x; 0 ve 1 arasinda normalize edilmis degerleri, x; degeri ise gercek degerleri
nitelemektedir. min degeri normalize edilmek istenen 6znitelige ait 6rnekler arasinda goriilen
en diisiik degeri ve max degeri aynmi Oznitelige ait orneklerin en yiiksek degerini ifade

etmektedir.

Hedef niteligin ikili sinifa indirgendigi tiim durumlarda pozitif ve negatif sinif dagilimlarinin
dengesiz halde olduklar1 goriilmiistiir. Dengesiz veri seti, hedef niteligin smiflarina ait
orneklerin esit veya birbirlerine yakin olarak dagilmadiklari durumu ifade etmektedir (Chawla,
2009). Bu durumun diizeltilmesi amactyla veri setindeki 6rnekler arasindaki dengesizlik yukari
ornekleme, SMOTE (Synthetic Minority Oversampling Technique) ve MWMOTE (Majority
Weighted Minority Oversampling Technique) teknikleri kullanilmistir. Yukar1 6rnekleme,
azinlikta olan sinif 6rneklerinin kopyalanmasi yoluyla yeni ornekler tiiretilerek veri setindeki
dengesizligin giderilmesi yontemidir (Mohammed ve dig., 2020). SMOTE teknigi ise iki sinif
arasindaki dengesizligi azinlik sinifa ait ornekleri aymi orneklerle ¢ogaltilmasi yerine bu
orneklerin sentetik kopyalarini olusturarak gidermektedir (Gosain & Sardana, 2017). SMOTE

algoritmasinin igleyisi Chawla ve digerleri (2002) tarafindan asagidaki adimlarla agiklanmaistir:
1- Azinlik smiftan bir x, 6rnegi segilir.
2- Segilen x( ornegine azinlik siniftan en yakin K adet komsu belirlenir.

3- xo Orneginin K adet komsusundan bir drnek rastgele olarak segilir ve k degeri secilen

komsunun sirasini ifade edecek sekilde x, olarak gosterilir.

4- x, ile x;, arasinda asagidaki formiil dogrusal interpolasyon hesaplanir ve yeni z sentetik
ornegi olusturulur. Formiildeki w degeri ise 0 ve 1 arasinda rasgele bir degiskeni ifade

etmektedir:
zZ =x9 +w(xp — Xp) (3.7)
5- Bu islemler M sayida sentetik ornek tiiretilene kadar tekrar edilir.

MWMOTE ise SMOTE tekniginin yol agabilecegi diisiiniilen giiriiltiilii verinin sentetik olarak
¢ogaltilmas1 problemini ve yanlis sentetik Orneklerin olusturulmasini onlemek amaciyla
gelistirilmis bir 6rnekleme yontemidir. MWMOTE teknigi en zorlu azinlik siif drneklerini

analiz ederek her bir 6rnege cogunluk sinifina olan uzakliklarini gozeterek bir agirlik degeri



61

atamaktadir. Sentetik 6rnekler daha sonra bir kiimeleme yaklasimi kullanilarak agirlikli degeri
atanmis olan azinlik smifi 6rnegi bir azinlik siifi kiimesi iginde yer almasi gozetilerek
tiiretilmektedir (Barua ve dig., 2014). Yukar1 6rnekleme tekniklerinin yan1 sira bu ¢alisma
dahilinde kullanilan veri setinin mevcut Ornek sayist korunarak gerceklestirilen capraz
gecerleme ve rastgele alt 6rnekleme veya tezin ikinci boliimiinde agiklandigi haliyle tekrarli

hold-out teknigiyle elde edilen sonuglar da paylasilmistir.
3.4.2. Modelin Egitilmesi

Ogrencilerin derse donilkk motivasyonlarinin tahmin edilmesi amaciyla gelistirilen
smiflandirma modellerinin egitilmesinde k-en yakin komsu, Naive Bayes, Destek Vektor
Makineleri, C5.0, CART, Rastgele Orman, ve Lojistik Regresyon algoritmalar1 kullanilmistir
ve bu algoritmalarin uygulanmasi i¢in kullanilan R fonksiyonlarina génderilen parametreler

Tablo 3.12’de sunulmustur.

Tablo 3.7: Aragtirmada Kullanilan Siiflandirma Algoritmalari1 Fonksiyonlarina Ait
Parametreler

Algoritma Fonksiyon Parametreler
C5.0 Algoritmasi C5.0 C5.0(train_Attributes, train_Target)
k-En Yakin Komsu knn knn(train = train_Attributes,test =
Algoritmasi test Attributes,cl = train_Target,k = 5)

Naive Bayes Algoritmasi naiveBayes naiveBayes(motivation ~.,data=train_data)

svm(formula= motivation

svm ~.,data=train_data,type="C-

classification",kernel="linear")
randomForest(motivation~.,data=train_data,pr
oximity=TRUE)

CART Algoritmasi rpart rpart(motivation~., train_data,method="class")

Lojistik Regresyon glm(motivation~.,family= "binomial",
Algoritmasi data=train_data)

Destek Vektor Makineleri
Algoritmasi

Rastgele Orman Algoritmasi | randomForest

glm

3.4.3. Modelin Degerlendirilmesi

Bu aragtirmada egitilen yapay zeka modellerinin performanslarinin degerlendirilmesi amaciyla
tanimlama ve agiklamalar1 Genel Kisimlar bdliimiiniin Danismanli Ogrenme baslig1 altinda
yapilan yontemlerden rastgele alt 6rnekleme (tekrarli hold-out), ¢apraz gecerleme ve hold-out
kullanilmistir. Hold-out yontemi sirasiyla yukari 6rnekleme, SMOTE ve MWMOTE

yontemleriyle 6rnek sayisi artirilan veri setine uygulanmistir. Sonuglar karmasiklik matrisi ile
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incelenmistir ve modellerin performanslarin1 karsilastirmak adina karmasiklik matrisi ile
hesaplanan dogruluk, duyarlilik, ozgiillik ve F-skoru degerleri Bulgular bdélimiinde

sunulmustur.



63

4. BULGULAR

Tezin Bulgular boliimiinde 6grencilerin ders motivasyonlarini tahmin etmek amaciyla farkli
yontemlerle egitilen siiflandirict yapay zekd modellerine ait sonuglar 6nce kullanilan
ornekleme yontemi, analiz edilen veri seti ve ardindan hedef niteligin ikili sinifa indirgendigi

degerler esas alinarak yapilan bir siralamayla sunulmustur.

4.1. DERSE iLGi OLCEGI (DiO) GECERLILIiK VE GUVENIRLIiK ANALIiZi
BULGULARI
Bu baslik altinda DIO’niin mevcut arastirmada kullanilmak iizere vyiiriitiilen Tiirkge’ye
adaptasyon caligmalar1 aktarilmaktadir. Birinci asamada arastirmanin katilimcilar1 disindaki
Temel Bilgisayar Uygulamalari ve benzer icerige sahip derslere kayitli 305 {iniversite

Ogrencisine ait tanimlayicit demografik bilgiler Tablo 4.1’de sunulmustur.

Tablo 4.1:DIO Faktér Analizi Orneklemine Ait Tanimlayici Demografik Bilgiler

(N=305)
Temel a_ . o, .
Smf |Cinsiyet| Bilgisayar Ogretim | Biligim Toplam
Teknolojileri | Teknolojileri
Uygulamalari
Erkek 12 - 12
1 Kadin 15 68 107
Erkek 16 il
2 Kadin 18 7 7 52
Erkek 19 - -
3 Kadin 11 2 - 32
Erkek 63 - -
4 Kadin 41 - - 104
Erkek 9 - -
S Kadin 1 - - 10
305
Toplam 205 13 87 (E: 135,
K:170)

Tablo 4.1 incelendiginde DIO faktor analizi igin erisilen katilimcilarm ¢ogunlugunu Kadin

ogrencilerin olusturdugu ve tiim katilimcilar igerisinde 1. ve 4. Siif 6grencilerinin sayis1 diger
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smiflara ait katilimcilardan fazla oldugu goriilmektedir. Tablo 4.2°de mevcut 6rneklemin

smiflara gore ortalama, mod, medyan, en diisiik ve en yliksek degerleri gosterilmistir.

Tablo 4.2: DIO Faktor Analizi Ornekleminin Siniflara Gére Ortalama, Mod, Medyan, En
Diisiik ve En Yiiksek Degerleri

1. Simif 2. Simif 3. Simif 4. Simif 5. Simif . Tiim
(N=107) | (N=52) | (N=32) | (N=104) | (N=10) |¥rmeklem
(N=305)
Ortalama 100,93 104,52 105,84 106,36 102,1 103,95
Mod 106 112 115 117 - 113
Medyan 104 106 113 109 100,5 106
En Diisiik 48 52 49 68 86 48
En Yiiksek 123 124 125 124 122 125

Bu 6rneklemden elde edilen veri iizerinde yiiriitiilen gilivenirlik analizi ile literatiirde rastlanan

DIO giivenirlik analizi sonuglarma ait Cronbach Giivenirlik Katsayis1 puanlar1 Tablo 4.3’te

karsilagtirmali olarak sunulmustur.

Tablo 4.3: Derse ilgi Olgegi (DIO) Giivenilirlik Analizi Sonuglarinin Literatiirdeki

Sonuglarla Karsilastirilmasi

Calismalar Cronbach Alpha Katsayisi
Keller, 2010 (Olcegin gelistiricisi) 0,95
Huett ve digerleri, 2008 0,93
Acar, 2009 0,93
Metraglia ve Villa, 2014 0,92
Ucar ve Kumtepe, 2019 0,91
Peak ve digerleri, 2008 0,91
Wah, 2015 0,88
Bu calisma 0,87
Al Qatawneh, 2014 0,87
Naveed & Bhatti, 2017 0,86
Lee, 2018 0,82
Gomes ve dig., 2018 0,81
Metraglia ve digerleri, 2015 0,76

Giivenilirlik analizi sonucu elde edilen Cronbach Alpha katsayisi bir 6lgme aracinin igsel

tutarliligini 6lgmek amaciyla kullanilmakta ve 0,70 ile 0,95 aras1 degerler uygun olarak kabul
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edilmektedir (Tavakol & Dennick, 2011). Tablo 4.3’teki degerler incelendiginde bu ¢alismada
elde edilen Cronbach Alpha katsayisinin (a=0,87) kabul edilebilir aralikta ve ayn1 6lg¢ek i¢in
ylriitiilen giivenilirlik analizleri sonucunda elde edilen katsayilara kiyasla ortalama degerde

oldugu goriilmiistiir.

Ikinci asamada Gegerlik analizinin yiiriitiilmesi amaciyla 6l¢cek maddelerine A¢imlayici1 Faktor
Analizi (AFA) ve Dogrulayict Faktor Analizi (DFA) uygulanmistir. AFA, bir 6lgme aracina ait
maddelerin boyutlara dayali yapisini ortaya ¢ikarmak ve bu boyutlarla olan iliskisini incelemek
amaciyla yiriitilmektedir. Diger bir deyisle AFA ile amaglanan bir 6lgme aracina ait
maddelerin hangi faktdrlere nasil dagildiklarini incelemektir ve genellikle su adimlardan
olugmaktadir: (1) Degiskenlerin secilmesi, (2) Faktor sayisinin belirlenmesi, (3) Faktorlerin
cikarilmasi, (4) Faktorlerin dondiiriilmesi, (5) Faktorlerin yorumlanmasi (Fabrigar & Wegener,
2011). DFA ise bir dlgme aracinin AFA ile belirlenen faktoér yapisini dogrulamak igin
kullanilmaktadir. AFA ile 6l¢me aracina ait maddelerin belirli sayidaki faktore dagilimi ortaya
cikarilirken; DFA ile faktorler arasindaki iliskilerin diizeyi ve maddeler ve faktorler arasindaki
aidiyet iliskileri Yapisal Esitlik Modeli (YEM) kullanilarak incelenmektedir (Erkorkmaz ve
dig., 2013). YEM, bir modelin kuramsal ve istatistik temelli yOniiniin o modelin yapist

arasindaki belirleyici iliskinin incelenmesin saglayan yontemdir (Bastiirk ve dig., 2013).

AFA ve DFA 6ncesinde DIO’ye ait maddeler aras1 korelasyon katsayilar1 incelenmis olup diger
maddelerle yiiksek negatif korelasyon gdsteren 10. madde ile pozitif veya negatif korelasyon
gostermeyen 30. maddenin veri setinden ¢ikarilmasma karar verilmistir. Ayrica arastirma
kapsaminda veri toplanan ders bir donem uzaktan egitim yontemiyle geri kalan donemlerde ise
hibrit egitim yontemiyle yiiriitiildiiglinden dolay1 katilimcilarin belirgin bir cevap vermekte
zorlanabilecekleri “Siniftaki 6grenciler bu derse aktif olarak katiliyorlar.” ifadesine sahip 22.

maddenin de veri setinden ¢ikarilmasi kararlastirilmistir.

31 maddeli DIO i¢in AFA kapsaminda vyiiriitiilecek analizlerin éncesinde bir 8lgme aracinin
faktor analizine uygunlugunu belirlemek amaciyla KMO (Kaiser-Meyer-Olkin) ve Bartlett’s
testleri yiriitilmustir. KMO testi, drneklem biiytikliigiinlin yeterliligini modeldeki her bir
degisken icin Slgmektedir ve 0,8 ila 1,0 arasi degerlerin ideal olarak degerlendirilmektedir.
Barttlet Kiiresellik Testi ise 6lcek maddeleri arasi iliski olmadigina doniik bos hipotezi test
ederek bir anlamlilik degeri tiretmektedir ve 0,05’ten diisiikk degerler ilgili veri seti {izerinde

faktor analizi yiirtitiilebilecegini gostermektedir (Shrestha, 2021).
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Tablo 4.4:KMO ve Bartlett Kiiresellik Testi Sonuglari

Kaiser-Meyer-Olkin 0,901
(KMO) Testi
Yaklasik |4659,569
Ki-Kare
Bartlett | 'Serpestlik 465
Kiiresellik derecesi
Testi (df)
Anlamlilik| 0,000*
()
*<,05

Tablo 4.4 incelendiginde bu arastirma kapsaminda elde edilen DIO veri setinin faktor analizi
icin uygun degerlere sahip oldugu goriilmektedir (KMO=0,901; Bartlett’s p<,05). Faktor
analizinin bir sonraki adiminda belirli sayidaki degiskeni bilesenler adiyla anilan daha az sayida
degiskene indirgemek amaciyla kullanilan Temel Bilesenler Analizi (TBA) uygulanmistir
(Richardson, 2009). TBA, bir yandan verideki boyutlulugu dogrusal fonksiyonlar ile azaltmakta
diger yandan ise verinin istatistiksel ¢esitliligini varyans1 maksimize ederek korumaktadir
(Jolliffe & Cadima, 2016). TBA sonucunda 4 faktorlii yapinin toplam varyansin %53,64 iinii
acikladig goriilmiistiir ve bu deger sosyal bilimler alaninda yiiriitiilen TBA sonuglarinda ideal
toplam varyans aciklama degerinin %50 ve lizeri olmasi1 gerektigini belirten caligmalarla
uyumludur (Tinsley & Tinsley, 1987; Merenda, 1997). Ayrica TBA ¢ikarim metodu olarak
Eigenvalue uygulandiginda 6 faktorlii bir yap1 elde edilmekte ve boylelikle toplam varyansin
%61,02 aciklansa da Olgegin orjinalinin 4 faktorlii yapida olmasi ve ¢alismada faktorlere ait
puanlarin yerine ortalama 6l¢ek puani kullanilacagindan dolay1 ideal degerin iizerinde toplam

varyans agiklama degerine sahip olan 4 faktorlii yapinin kullanilmasina karar verilmistir.

EK-1’de sunulan TBA ile elde edilen Dondiiriilmiis Faktor Matrisi sonuglar1 hangi maddelerin
kacinci faktor altinda gruplandirildigini gostermektedir. Bu sonuglara gore 6l¢cek maddelerinin
Tablo 3.3’te sunulan boyutlarla ayn1 bicimde dagilmadiklar1 gézlenmekte ise de Keller (2010)
tarafindan DIO’niin gelistirildigi calismada yalnizca giivenirlik analizi sonuglarmnin yiiriitiilmiis
olmasi ve benzer sekilde DIO’ niin Tiirkge uyarlamasmi yapan Dinger (2015)’in bulgulari
kapsaminda da oOlgek maddeleri dagilimmin orijinal ¢alismada yer alan madde-boyut
dagilimiyla ayni bigimde olmadiginin goriilmesi sebebiyle 6lcek maddelerinin dagilimu ile ilgili

bu durumun DFA uygulamasi i¢in bir engel teskil etmedigi diisiiniilmiistiir.
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Ayrica EK-1"de verili maddelerin boyutlara dagilimi goz oniine alinarak hesaplanan Cronbach
Giivenirlik Katsayilarinin da uygun degerlerde olduklar1 goriilmektedir. Yine ilgili tablodaki
matris lizerinde Faktor 1’e ait 14, Faktor 2’ye ait 9, Faktor 3’e ait 6 ve Faktor 4’e ait 2 maddenin
bulundugu saptanmistir ve tiim 6l¢ek icin madde puan ortalamalar1 2,22 ile 4,72 arasindadir.
EK-1°de yer alan dondiiriilmiis bilesen matrisindeki 31 maddenin 4 faktore dagilimi esas
aliarak DFA uygulanmistir. YEM yontemiyle yiiriitiilen analiz sonucunda elde edilen ilk

modele ait faktor yiikleri ve kovaryans degerlerini gosteren diyagram EK-2’de goriilmektedir.

31 maddeli DIO i¢in uygulanan ilk YEM analizi sonuglarma bakildiginda model uyumunun
Ol¢timii icin kullanilan RMSEA degerinin kabul edilebilir diizeyde olmadig1 goriilmektedir.
RMSEA (Root Mean Square Error of Approximation- yaklasik hatalarin ortalama
karekokii), yapisal esitlik modellemesi analizlerinde genel kabul géren mutlak uyum indeksidir
ve modele ait hipotezin miikemmellige veya mutlak uyuma ne kadar yakin veya uzak oldugunu
Olemektedir (Xia & Yang, 2019). Browne ve Cudeck (1993), 0,05 veya daha diisiik RMSEA
degerinin modelin serbestlik derecesine yakin bir uyumu gésterdigini; 0,08-0,05 arasinda bir
RMSEA degerinin ise model agisindan kabul edilebilir bir yaklasim hatas1 degerini niteledigini
ancak 0.1 ve Ustl degerlerin model kurmak i¢in yetersiz oldugunu belirtmislerdir. Ayrica
MacCallum ve digerleri (1996) de benzer sekilde RMSEA i¢in 0,1'den yiiksek degerlerin zay1f,
0,08 ile 0,1 arasindaki degerlerin sinirda, 0,05 ile 0,08 arasindaki degerlerin kabul edilebilir ve

0,05’ten diisiik degerlerin mitkemmel uyum olarak kabul edilmesi gerektigini vurgulamislardir.

Bu dogrultuda modelin iyilestirilmesi amaciyla 6ncelikle diisiik faktor yiiklerine sahip olan “Bu
derste basarili olacagima inancim tam.” ifadesine sahip 3. madde, “Bu derste basarili olmak
i¢in ¢ok ¢aligmam gerekiyor.” ifadesine sahip 7. madde, “Bu dersi ge¢ip gegemeyecegim bana
baghdir” ifadesine sahip 9. madde,” Bu derste yiiksek hedefler belirleyerek miikemmele
ulagmaya calisiyorum.” ifadesine sahip 13. madde, “Bu dersteki 6grenciler dersin konularina
ilgili goriintiyorlar.” ifadesine sahip 15. madde, ve “Bu derse siki ¢alistigim takdirde basarili
olacagima inaniyorum.” ifadesine sahip 27. madde veri setinden ¢ikarilmistir. Ayrica YEM
analizi sonucunda elde edilen diizeltme indisleri (modification indices) tablosu kullanilarak
ayni faktore ait maddeler arasindaki kovaryanslar olusturulmustur. Modelin iyilestirilmesi i¢in

yapilan degisiklikler sonucunda EK-3’teki diyagram elde edilmistir.

Model iyilestirme adimlarinin uygulanmasi ile birlikte RMSEA degeri 0,066 olarak kabul
edilebilir seviyede dl¢lilmiistiir. RMSEA degeri ile birlikte YEM analizi sonucunda elde edilen
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modelin uyumunun degerlendirilmesi i¢in kullanilan diger Olgiitler ve literatiirde Onerilen

degerlerle karsilagtirilmasi Tablo 4.5‘te sunulmustur.

Tablo 4.5: YEM Analizi Sonucunda Elde Edilen CMIN/DF, NFI, CFI, GFl ve RMSEA
Model Uyum Indeksi Degerleri ve Onerilen Degerlerin Karsilastiriimasi

Olgiit Elde Edilen Deger Onerilen Deger

<3 veya <5
(Kline, 2015; Marsh & Hocevar, 1985)

0,9'a yakin degerler (Bentler & Bonett,

CMIN/DF 2,309

NFI 0,856 1980)

CFlI 0,912 >0,9 (Fan & dig., 1999)

GFlI 0,867 >0,9 (Hu & Bentler, 1998)
RMSEA 0,066 <0,08 (Browne & Cudeck, 1993)

Tablo 4.5’teki sonuglar incelendiginde elde edilen model uyum indeksi degerlerinin literatiirde
onerilen deger araliklar igerisinde veya bu araliklara yakin degerde olduklar1 goriilmiistiir
(CMIN/DF=2,309; NFI=0,856; CFI=0,912; GFI=0,867, RMSEA=0,066). Bir yapisal esitlik
modeli uyumunun degerlendirilmesi acisindan farkli istatistiksel hesaplamalari temel alan
birden fazla uyum indeksinin literatiirde kabul goren degerlere sahip olmasi sebebiyle dlcegin
bu haliyle kullanilmasina karar verilmistir. Faktor analizi siireci sonunda olusan 25 maddeli ve

4 faktorlii DIO igin korelasyon analizi sonuglar1 Tablo 4.6°da sunulmustur.

Tablo 4.6:25 Maddeli ve 4 Faktorlii DIO Alt Boyutlaria Ait Korelasyon Analizi

Sonuglari
Faktor 1 | Faktor 2 | Faktor 3 | Faktor 4 DIO
Ortalamasi
Faktor 1 1 ,258** | 642** | |223** ,851**
Faktor 2 1 ,264** | - 317** ,660**
Faktor 3 1 ,133* ,752**
Faktor 4 1 ,161**
DiO L
Ortalamasi
**,0,01°den diisiik anlaml1 korelasyon
*. 0,05’ten diisiik anlaml1 korelasyon




69

Tablo 4.6’da gosterilen korelasyon analizi sonuglarina bakildiginda faktor analizi ile elde edilen
alt boyutlar arasindaki korelasyon katsayilarinn -0,317 ile 0,642 arasinda degiskenlik gosterdigi
ve DIO ortalamasi da dahil olmak iizere tiim alt boyutlar arasinda istatistiksel olarak anlamli
iliskilerin varlig1 saptanmustir. Sonug olarak, 5°1i likert tipindeki DIO’niin 25 maddeli ve 4
faktorlii mevcut sekliyle hesaplanabilecek en yiliksek toplam puan 125, en diisiik toplam puan
25 ve ortalama puan 75’tir. Bu tez arastirmasi kapsaminda faktor analizi sonucunda elde edilen
25 maddeli DIO’niin belirtilen araliklardaki toplam puani kullanilmistir. Tablo 4.7°de
arastirmanin veri setinin elde edildigi katilimecilara ait DIiO toplam puanlarinn ortalama, mod,

medyan, en diisiik ve en yiiksek degerleri bagli bulunduklari sinifa gore gosterilmektedir.

Tablo 4.7: Arastirma Ornekleminin (N=407) Siiflara Gére DIO Ortalama, Mod, Medyan,
En Diisiik ve En Yiiksek Degerleri

1. Simif 2. Simif 3. Simif 4. Simif 5. Simif . Tiim
(N=55) | (N=68) | (N=78) | (N=188) | (N=1g) | Cxneklem
(N=407)
Ortalama 96,945 100,897 106,667 106,782 102,444 104,256
Mod 104 113 114 114 97 102
Medyan 103 103 111 109 100,5 106
En Diisiik 48 50 71 61 88 48
En Yiksek 123 124 125 124 122 125

Tablo 4.7 incelendiginde 1.simif grencilerinin DIO toplam puanlari ortalamasmin diger
siiflardan diisiik ve tiim 6rneklem ortalamasinin da altinda oldugu goriilmektedir. En yiiksek
DIO puan ortalamas1 106,782 ile 4. simif 6grencilerine aittir. Tablo 4.8’de arastirmanin veri
setinin elde edildigi katilimcilar ait DIO toplam puanlarmin ortalama, en diisiik ve en yiiksek

degerleri gosterilmistir.
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Tablo 4.8: Arastirma Ornekleminin (N=407) Fakiiltelere Gére DIO Ortalama, En Diisiik

ve En Yiiksek Degerleri

Fakiilte Kisi Sayis1 Ortalama En Diisuik En Yiiksek
Eczacilik 6 90,83 74 106
Egitim 2 89,50 86 93
Fen-Edebiyat 79 98,48 48 121
Giizel Sanatlar 1 107 107 107
Iktisat 36 106,44 87 124
Tletisim 19 107,05 85 117
Mimarlik 8 98,63 76 113
Miihendislik 211 106,00 54 125
Saglik Bilimleri 25 106,24 73 121
Ticari Bilimler 20 107,25 89 123

Tablo 4.8’e bakildiginda DIO toplam puanmnin ortalamasina gore en yiiksek ii¢ grubun Ticari

Bilimler, Iletisim ve Iktisat Fakiiltesi 6grencileri olduklar1 goriilmektedir.

4.2. RASTGELE ALT ORNEKLEME (TEKRARLI HOLD-OUT)
YONTEMIYLE ELDE EDILEN BULGULAR
Bu bolimiin ilk asamasinda sadece I.SET (N=207) rastgele alt ornekleme yontemiyle
modellenmis ve kendi iginde %70-%30 ayrimi esas alinarak test edilmis olup ikinci asamada
ise L.SET in tiim 6rnekleri kullanilarak gelistirilen modeller ILSET (N=200)’in 6rnekleriyle test
edilmistir. Son asamada ise 3 sinifa indirgenen I. SET (N=207) ile birinci ve ikinci asamadaki

islemler tekrarlanmistir.

Modelleme islemlerinden 6nce I.SET’in oOznitelikleri arasindaki korelasyon katsayilarini
gorebilmek amaciyla Pearson Korelasyon testi uygulanmistir ve elde edilen sonuglar Sekil

4.1°de gosterilmistir.
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GeecmisKonularabakma_Toplam 0.581.000.69 0.69 0.69 0.60 0.6
GezinmeSayisi_Toplam 0.850.651.00 0.88 0.67 0.72 ’
GezinmeSayisi_Ortalamsa 1.00 0.53
: - 0.4
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0.8
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Sekil 4.1: |. SET (N=207) Ozniteliklerine Ait Pearson Korelasyon Testi Sonuglar

Sekil 4.1°de 0,80’den yiiksek korelasyon degerlerinin “OturumAcmaSayisi” ve
“GezinmeSayisi_Toplam” 6znitelikleri arasinda (r=0,85; p<0,01), “ToplamOturumSuresi” ve
“OturumAcmasSayisi” oznitelikleri arasinda (r=0,81; p<0,01) ve “ToplamOturumSuresi” ve
“GezinmeSayisi_Toplam” 6znitelikleri arasinda (r=0,88; p<0,01) oldugu goriilmektedir. Siire
cinsinden bir 6zniteligin veri setinde kalmasini saglamak amaciyla “OturumAcmaSayisi” ve

“GezinmeSayisi_Toplam” 6zniteliklerinin veri setinden ¢ikarilmasina karar verilmistir.

“Motivasyon” hedef niteliginin ikili sinifa “4.0” degerine gore indirgendiginde olusan pozitif

ve negatif siniflarin frekans degerleri Sekil 4.2°de gosterilmistir.
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I.SET (N=207)
"Motivasyon" Hedef Niteligi
0:Dusuk 1:Yuksek

143

64

50

Motivasyon

Sekil 4.2: Rastgele Ornekleme Uygulanan 1. SET (N=207)’in “Motivasyon” Hedef
Niteligine Ait Iki Sinifli Frekans Degerleri (Pozitif Sinif > 100.0)

Sekil 4.2°de “Motivasyon” hedef niteliginde tutulan DIO toplam puanlar1 100,0 degerine gore

iki sinifa ayrildiginda negatif sinifa ait 64 ve pozitif sinifa ait 143 6rnek bulunmaktadir.

I.SET (N=207) kullanilarak 200 tekrarl rastgele alt 6rnekleme (tekrarli hold-out) yontemiyle

elde edilen ve her tekrarda egitim-test verisi ayrimi %70’a %30 olarak belirlenen modellerin

performans bulgular1 Tablo 4.9°da sunulmustur.

Tablo 4.9:Rastgele Alt Ornekleme Uygulanan Iki Simifli I. SET(N=207) ile Egitilen
Modellerin Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,697 0,861 0,335 0,742 0,796
k-EYK k=5 0,702 0,889 0,289 0,735 0,804
_ k-EYK k=7 0,694 0,898 0,243 0,724 0,801
C_‘g k-EYK k=9 0,690 0,911 0,200 0,716 0,801
g Naive Bayes 0,700 0,767 0,551 0,792 0,777
'g DVM 0,717 0,866 0,387 0,759 0,808
%’ C5.0 0,672 0,790 0,409 0,748 0,767
CART 0,684 0,806 0,414 0,754 0,777
Rast.Orm. 0,727 0,902 0,341 0,752 0,820
Loj. Reg. 0,716 0,865 0,386 0,758 0,807
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Tablo 4.9’daki performans degerlerine bakildiginda dogruluk degerlerinin 0,67 ile 0,72
araliginda oldugu ve en yiiksek performans gosteren algoritmanin Rastgele Orman oldugu
goriilmektedir. Negatif sinifa dair 6rnek sayisinin azligi dolayisiyla negatif sinif 6rneklerinin
dogru smiflandirilma oranini ifade eden 6zgiilliik degerleri diisiik seviyelerdedir. Ozgiilliik

degeri en yiiksek algoritmanin ise 0,55 ile Naive Bayes algoritmasi oldugu gézlenmistir.

Il. SET (N=200)
"Motivation” Heden niteligi
0:Diislik 1:Yiiksek

144

100 150 200
I

Freguency

56

50
|

0
[

Motivasyon

Sekil 4.3: 11. SET (N=200)’in “Motivasyon” Hedef Niteligine Ait ikili Smf Frekans

Degerleri

Sekil 4.3°te II.SET (N=200)’e ait 56 negatif ve 144 pozitif 6rnek bulundugu goriilmektedir.
L.SET (N=207)’in tiim Ornekleri kullanilarak olusturulan modeller IL.SET (N=200) iizerinde

test edilmistir ve bu analizin sonuglar1 Tablo 4.10°da sunulmustur.

Tablo 4.10: Rastgele Alt Ornekleme Uygulanan iki Smifli I. SET (N=207) ile Egitilen
Modellerin IL.SET (N=200) ile Test Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,565 0,563 0,571 0,771 0,651
k-EYK k=5 0,623 0,740 0,321 0,737 0,738
_ k-EYK k=7 0,660 0,757 0,411 0,768 0,762
C_‘g kK-EYK k=9 0,635 0,715 0,429 0,763 0,738
£ Naive Bayes 0,425 0,243 0,893 0,854 0,378
s DVM 0,725 0,813 0,500 0,807 0,810
? C5.0 0,690 0,819 0,357 0,766 0,792
CART 0,435 0,313 0,750 0,763 0,443
Rast.Orm. 0,365 0,161 0,890 0,789 0,266
Loj. Reg. 0,705 0,778 0,518 0,806 0,792
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Tablo 4.10 incelendiginde dogruluk degeri en yiiksek algoritmanin 0,725 degerine sahip Destek
Vektor Makineleri algoritmasi oldugu goriilmektedir. Ayrica Destek Vektér Makineleri
algoritmasiin performansma yakin dogruluk ve oOzgiillik degerlerine sahip olan Lojistik

Regresyon algoritmasi da géze ¢carpmaktadir.

Rastgele alt 6rnekleme uygulanan L.SET (N=207) ile gelistirilen modeller arasinda diger
algoritmalara kiyasla ve tiim performans degerleri géz oniine alindiginda yiiksek performans
sergileyen Naive Bayes algoritmasiyla olusturulan modelde hangi 6zniteliklerin “Motivasyon”
degiskenini en fazla oranda yordadigini gorebilmek amaciyla Oznitelik 6nemi degerleri

hesaplanarak Tablo 4.11’de sunulmustur.

Tablo 4.11: Rastgele Alt Ornekleme Uygulanan Iki Simfli LSET (N=207) ile Egitilen
Naive Bayes Modeline Ait Oznitelik Onem Siralamasi

Oznitelik Oznitelik Onemi
SinavNotu 100
YuklenenOdev 67,92
GecmisKonularabakma_Toplam 66,98
MateryalIndirmeSayisi 55,77
ToplamOturumSuresi 51,44
SinavOdakliCalisma 50,44
Faculty 49,78
VideolzlemeSuresi 43,78
SayfadaKalmaOrtalama 42,9
OdevDenemeSayisi 35,79
OdeveHarcananZaman 33,35
OrtalamaOturumsSuresi 32,8
Devamsizlik 30,19
Class 26,53
OgretimTuru 19,7
Gender 12,38

GezinmeSayisi_Ortalama 0

Tablo 4.11°de gosterilen siralamaya gore “SmavNotu” 6zniteligi hedef niteligin pozitif ve
negatif olarak siniflandirilmasinda diger 6zniteliklere gore yiiksek onem derecesine sahiptir.
OYS loglar1 kullanilarak olusturulan &znitelikler incelendiginde ise “YuklenenOdev”,

“GecmisKonularaBakma Toplam”, “MateryallndirmeSayisi”, “ToplamOturumSuresi” ve
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“SinavOdakliCalisma” &zniteliklerinin  6nem degerlerinin 0,50 ve {istiinde olduklar

gorilmistiir.

Son asamada “Motivasyon” hedef niteliginin i¢lii smifa ayrildigi LSET (N=207) ile
gerceklestirilen modelleme islemleri gergeklestirilmis ve bu modeller 11.SET (N=200) ile test

edilmistir. Sekil 4.4’te l¢li sinifa ayrilan “Motivasyon” 6zniteligine ait frekans dagilimlar

goriilmektedir.
I. SET (N=207) Il. SET (N=200)
"Motivasyon" Hedef Niteligi "Motivasyon" Hedef Niteligi
0:Dusiik 1:Orta 2:Yiksek 0:Diisiik 1:Orta 2:Yiksek
= 100 3 05
z 74 = 83
5 S _ ]
g © 2 8-
i - 33 ke i
gl g
o~ o~
T ' ! B {_‘ T |
0 1 2 0 1 2

Motivasyon Motivasyaon

Sekil 4.4: 1. SET (N=207) ve Il. SET (N=200)’in “Motivasyon” Hedef Niteligine Ait Ug
Sinifli Frekans Degerleri (Yiiksek > 110.0, 110.0>Orta > 90.0, 90.0>Diisiik )

Hedef niteligi Uicli sinifa ayrilan I. SET (N=207) ile yiiriitiilen modelleme ve test bulgular
Tablo 4.12°de; 1. SET (N=200) ile elde edilen modellerin 1I.SET (N=207) ile test edilmesi

islemlerine ait bulgular ise Tablo 4.13’te sunulmustur.
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Tablo 4.12: Rastgele Alt Ornekleme Uygulanan Ug Smifl1 I. SET(N=207) ile Egitilen
Modellerin Performanslari

Performans Degerlendirme Olgiitleri
DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,482 0,316 0,549 0,527 0,405
k-EYK k=5 0,498 0,265 0,582 0,526 0,435
; k-EYK k=7 0,508 0,242 0,615 0,503 -
T‘g k-EYK k=9 0,514 0,236 0,631 0,490 -
£ Naive Bayes 0,441 0,355 0,371 0,648 0,322
= DVM 0,463 0,287 0,552 0,464 -
? C5,0 0,471 0,334 0,524 0,537 0,347
CART 0,486 0,371 0,546 0,516 0,463
Rast,Orm, 0,508 0,221 0,673 0,400 -
Loj, Reg, 0,482 0,242 0,907 0,102 0,392

Tablo 4.13: Rastgele Alt Ornekleme Uygulanan Ug Sinifl1 I. SET(N=207) ile Egitilen
Modellerin IL.SET (N=200) ile Test Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,330 0,456 0,462 0,508 0,141
k-EYK k=5 0,373 0,340 0,553 0,472 0,127
. | KEYKK=7 0,380 0,338 0,657 0,344 0,161
T‘g k-EYK k=9 0,399 0,263 0,730 0,243 0,191
£ | Naive Bayes 0,270 0,545 0,470 0,402 0,145
= DVM 0,430 0,273 0,675 0,359 0,176
<£E» C5.0 0,335 0,409 0,651 0,325 0,150
CART 0,355 0,318 0,771 0,171 0,184
Rast.Orm. 0,222 0,732 0,284 0,795 0,111
Loj. Reg. 0,350 0,273 0,771 0,137 0,171

Tablo 4.12°deki degerler incelendiginde I.SET (N=207) ile yiiriitilen modelleme ve test
islemlerinde 0,44 ile 0,55 arasi dogruluk degerleri goriilmektedir Tablo 4.13’teki I1.SET
(N=200) ile yiiriitilen testin sonuglarina gore ise dogruluk degeri araligi 0,22 ile 0,39
arasindadir. Her iki tabloda da hedef niteligi Giglii sinifa ayrilan veri setlerinin performans

bulgulariin diisiik seviyede olduklar1 goriilmiistiir.
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4.3.CAPRAZ GECERLEME YONTEMIYLE ELDE EDIiLEN BULGULAR
Bu boliimdeki bulgular ilk asamada I.SET (N=207)’e sirasiyla 5 ve 10 katlamali ¢apraz
gecerleme yontemi dogruluk ve ROC-AUC degerleri temel alinarak modellenmis ve test
edilmistir. Ardindan ilk asamada capraz gegerleme islemi sonucu olusturulan en uygun
modeller ILSET(N=200) 6rnekleriyle test edilmislerdir. Bu agsamalarda kullanilacak olan I. SET
(N=207) rastgele alt 6rnekleme i¢in kullanilan veri setiyle ayni1 6rnek ve 6znitelik sayisina sahip
oldugu i¢in Pearson korelasyon analizi sonucunda “OturumAcmaSayisi” ve
“GezinmeSayisi_Toplam” 06zniteliklerinin veri setinden c¢ikarilmasi islemi ayni sekilde

uygulanmistir.

Sekil 4.5°te ¢apraz gecerleme islemi igin kullanilacak I.SET (N=207)’e ait pozitif ve negatif

smiflarin dagilimi goriilmektedir.

I.SET (N=207)
"Motivasyon" Hedef Niteligi
0:Diisiik 1:Yiiksek

o
e
(]
g o 143
g 2 7
0
o _
C 64
o |
[Tp]
o
I 1
0 1
Motivasyaon

Sekil 4.5: Capraz Gegerleme Uygulanan I. SET (N=207)’in “Motivasyon” Hedef
Niteligine Ait Iki Sinifli Frekans Degerleri (Pozitif Sinif > 100.0)

Sekil 4.5 incelendiginde “Motivasyon” hedef niteliginin 100 toplam puan degerine gore ayrilan

negatif sinif 6rnekleri 64 ve pozitif sinif 6rnekleri ise 143 olarak sayilmaktadir.

I.SET (N=207) lizerinde gergeklestirilen k-katlamali capraz gecerleme islemleri kapsaminda
tiim algoritmalar i¢in sirasiyla 5 ve 10 katlama degerleri kullanilmis olup en uygun degerin
secilmesi i¢in Dogruluk degeri kullanilmistir. Bu islem igin “caret” kiitliphanesi i¢indeki

“trainControl” fonksiyonunda “method= ‘cv’” ve “number=5" veya “number=10”

parametreleri kullanilmistir.
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Tablo 4.14: k-Katlamali Capraz Gegerleme Uygulanan Iki Smifli I.SET (N=207) ile
Test Edilen Algoritmalara Ait Dogruluk Degerleri

K-En Yakin Komsu Algoritmasi Dogruluk
Dogruluk 5-Katlamali (k-degeri=9) 0,730
Dogruluk 10-Katlamali (k-degeri=5) 0,711
Naive Bayes Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,701
Dogruluk 10-Katlamali 0,724
Destek Vektor Makineleri Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,691
Dogruluk 10-Katlamali 0,720
C5.0 Algoritmast Dogruluk
Dogruluk 5-Katlamali 0,754
Dogruluk 10-Katlamali 0,739
CART Algoritmast Dogruluk
Dogruluk 5-Katlamali 0,681
Dogruluk 10-Katlamali 0,710
Rastgele Orman Algoritmast Dogruluk
Dogruluk 5-Katlamali 0,744
Dogruluk 10-Katlamali 0,734
Lojistik Regresyon Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,744
Dogruluk 10-Katlamali 0,738

Tablo 4.14 incelendiginde algoritmalara ait dogruluk degerlerinin 0,69-0,75 araliginda oldugu
ve en yiiksek dogruluk degerinin 5-katlamali capraz gegerleme ile C5.0 algoritmasina ait oldugu

goriilmektedir.
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Tablo 4.15: k-Katlamali Capraz Gegerleme Uygulanan iki Smifli I.SET (N=207) ile
Test Edilen Algoritmalara Ait ROC-AUC, Duyarlilik ve Ozgiilliik Degerleri

K-En Yakin Komsu Algoritmasi ROC-AUC Duyarhhk Ozgiilliik
ROC 5-Katlamali (k degeri=7) 0,643 0,201 0,937
ROC 10-Katlamal1 (k degeri=9) 0,646 0,183 0,909
Naive Bayes Algoritmast ROC-AUC Duyarhhik Ozgiilliik
ROC 5-Katlamali 0,722 0,327 0,846
ROC 10-Katlamali 0,732 0,326 0,854
Destek Vektor Makineleri Algoritmasi ROC-AUC Duyarhhk Ozgiilliik
ROC 5-Katlamali 0,731 0,391 0,861
ROC 10-Katlamali 0,743 0,302 0,888
C5.0 Algoritmast ROC-AUC Duyarhhk Ozgiilliik
ROC 5-Katlamali 0,679 0,365 0,853
ROC 10-Katlamali 0,737 0,507 0,900
CART Algoritmas ROC-AUC Duyarhhk Ozgiilliik
ROC 5-Katlamali 0,618 0,373 0,761
ROC 10-Katlamali 0,711 0,507 0,818
Rastgele Orman Algoritmasi ROC-AUC Duyarhhik Ozgiilliik
ROC 5-Katlamal 0,725 0,422 0,895
ROC 10-Katlamali 0,733 0,319 0,902
Lojistik Regresyon Algoritmast ROC-AUC Duyarhhk Ozgiilliik
ROC 5-Katlamali 0,672 0,360 0,867
ROC 10-Katlamali 0,703 0,436 0,883

Tablo 4.15’te .SET (N=207)’e uygulanan 5 ve 10 katlamali gapraz gegerleme sonras1 en uygun

modelin sec¢ilmesi icin ROC-AUC degerlerinin kullanildig1 modellere ait ROC-AUC, duyarlilik

ve Ozgiillikk degerleri listelenmistir. ROC-AUC sonuglari incelendiginde tiim algoritmalar i¢in

deger araligmin 0,61 ve 0,74 araliginda oldugu goriilmektedir. Ozgiilliik degerlerinin tiimii 0,76

ve lizerinde Ol¢iilmiistiir. Algoritmalarin performanslar1 negatif sinif 6rneklerinin dogru tahmin

edilme performansimi belirten duyarlilik degerleri ile birlikte degerlendirildiginde sirasiyla

0,737 ve 0,711 ROC-AUC degerlerine sahip 10-katlamali C5.0 ve CART algoritmalar1 6ne

¢ikmaktadir.

Tablo 4.16°da I.SET (N=207)’e k-katli ¢apraz gecerleme uygulanarak gelistirilen en uygun

modellerin I1.SET (N=200) ile test edilmesiyle elde edilen bulgular yer almaktadir.
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Tablo 4.16: k-Kathi Capraz Gegerleme Uygulanan Iki Smifli I. SET(N=207) ile Egitilen
Modellerin ILSET (N=200) ile Test Performanslari

DOGRULUK ile 5-KATLAMALI

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=9 0,635 0,715 0,429 0,763 0,738
Naive Bayes 0,330 0,090 0,946 0,813 0,163
DVM 0,725 0,813 0,500 0,807 0,810
C5.0 0,715 0,861 0,339 0,770 0,813
CART 0,435 0,313 0,750 0,763 0,443
Rast.Orm. 0,405 0,222 0,875 0,821 0,350
Loj. Reg. 0,705 0,778 0,518 0,806 0,792

DOGRULUK ile 10-KATLAMALI

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=9 0,635 0,715 0,429 0,763 0,738
Naive Bayes 0,330 0,090 0,946 0,813 0,163
DVM 0,725 0,813 0,500 0,807 0,810
C5.0 0,510 0,417 0,750 0,811 0,550
CART 0,435 0,313 0,750 0,763 0,443
Rast.Orm. 0,365 0,167 0,875 0,774 0,274
Loj. Reg. 0,705 0,778 0,518 0,806 0,792

ROC-AUC ile 5-KATLAMALI

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=9 0,635 0,715 0,429 0,763 0,738
Naive Bayes 0,425 0,243 0,893 0,854 0,378
DVM 0,425 0,243 0,893 0,854 0,378
C5.0 0,510 0,417 0,750 0,811 0,550
CART 0,435 0,313 0,750 0,763 0,443
Rast.Orm. 0,365 0,160 0,893 0,793 0,266
Loj. Reg. 0,705 0,778 0,518 0,806 0,792

ROC-AUC ile 10-KATLAMALI

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=9 0,635 0,715 0,429 0,763 0,738
Naive Bayes 0,330 0,090 0,946 0,813 0,163
DVM 0,330 0,090 0,946 0,813 0,163
C5.0 0,405 0,250 0,804 0,766 0,377
CART 0,435 0,313 0,750 0,763 0,443
Rast.Orm. 0,340 0,118 0,911 0,773 0,205
Loj. Reg. 0,705 0,778 0,518 0,806 0,792

Tablo 4.16 incelendiginde uygun modelin se¢iminde dogruluk degerinin kullanildigi 5-kathi

capraz gecerleme bulgularinda Destek Vektor Makineleri, C5.0 ve Lojistik Regresyon
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algoritmalarinin 0,7 ve tlizerinde dogruluk degerlerine sahip olduklar1 goriilmistiir. Destek
Vektor Makineleri algoritmasinin performansinin ROC-AUC kriteri kullanildiginda diistiigii ve
C5.0 algoritmasinin ise dogruluk kriteri ile 5-katlamali ¢apraz gecerleme sonuglart diginda elde
edilen performansinin benzer sekilde diisiik oldugu goézlenmistir. Dogruluk, duyarlilik ve
Ozgiillik degerleri goz oniine alindiginda Lojistik Regresyon ve Destek Vektor Makineleri
algoritmalarinin diger algoritmalara kiyasla diisiik ve yliksek motivasyon siniflarini birbirinden

ayirmada daha basarili olduklar1 sdylenebilir.

Hedef niteligin siniflandirilmasina etki eden 6zniteliklerin belirlenebilmesi amaciyla I. SET
(N=207)’e ROC-AUC kriteriyle uygulanan 10-katli c¢apraz gecerleme sonrasinda
performanslar1 birbirlerine yakin olarak oSlgiilen C5.0 algoritmasina ait Oznitelik Onemi
degerleri ve CART algoritmasina ait karar agaci gorsellestirmesi Tablo 4.17 ve Sekil 4.6’da

sunulmustur.

Tablo 4.17: ROC-AUC Kriteriyle 10-Kath Capraz Gegerleme Uygulanan Iki Simifl
L.SET (N=207) ile Egitilen C5.0 Modeline Ait Oznitelik Onem Siralamasi

Oznitelik Oznitelik Onem Degeri
GezinmeSayisi_Ortalama 100
OgretimTuru 100
ToplamOturumSuresi 100
SayfadaKalmaOrtalama 100
SmavNotu 100
Faculty 100
SmavOdakliCalisma 100
Class 100
GecmisKonularabakma_Toplam 99,52
MateryalIndirmeSayisi 98,55
YuklenenOdev 97,58
Gender 96,62
OrtalamaOturumsSuresi 92,75
OdevDenemeSayisi 92,75
OdeveHarcananZaman 88,89
VideolzlemeSuresi 77,29
Devamsizlik 74,88

Tablo 4.17 incelendiginde C5.0 ile olusturulan modelde “OgretimTuru”, “SinavNotu” ve

“Faculty” gibi ozniteliklerin yan1 sira OYS log kayitlarryla olusturulmus olan
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“ToplamOturumSuresi”, “SayfadaKalmaOrtalama” ve “SinavOdakliCalisma” gibi zaman

temelli 6zniteliklerin yiiksek 6nem degerleri dikkat gekmektedir.

SinavNotu < 0.88
| >=0.88

Class < 0.38 ‘

GecmisKonularabakma Toplam < 0.38 VideolzlemeSuresi < 0.17
>= 0,38 | >= 0,17

GezinmeSayisi_Ortalama >= 0.2

’_‘_‘ <0.2

SayfadaKalmaOrtalama < 0.26
>=0.26

]

Gender < 0.5

‘ ‘ >= 0.5
|

dusuk | wyuksek | dusuk | dusuk| yuksek| yuksek| wyuksek] yuksek
016 086 010 0.30 079 0.80 1.00 T
15% 3% 5% 5% 7% 12% T% 45%

Sekil 4.6: ROC-AUC Kiiteriyle 10-Katli Capraz Gegerleme Uygulanan iki Sinifli .SET
(N=207) ile Egitilen CART Karar Agac1 Gorsellestirmesi

Sekil 4.6’daki CART karar agaci gorsellestirmesinde ilk diigiimlerin “SinavNotu” ve “Class”
ozniteliklerinden ayristigi ve ardindan karar agacimin OYS log kayitlari kullanilarak
olusturulmus olan “GecmisKonularabakma Toplam”, “VideolzlemeSuresi”,
“GezinmeSayisi_Ortalama”, “SayfadaKalmaOrtalama” Gznitelikleriyle yapilandirildig:

goriilmektedir.

“Motivasyon” hedef nitelikleri {i¢lii sinifa ayrilan L.SET (N=207) ve ILSET (N=200) ile

yiiriitiilen modelleme ve test iglemlerine ait sonuglar Tablo 4.18 ve 4.19’da sunulmustur.
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Tablo 4.18: k-Katlamal1 Capraz Gegerleme Uygulanan Ug¢ Smifli LSET (N=207) ile
Test Edilen Algoritmalara Ait Dogruluk Degerleri

K-En Yakin Komsu Algoritmasi Dogruluk
Dogruluk 5-Katlamali (k-degeri=9) 0,541
Dogruluk 10-Katlamali (k-degeri=5) 0,551
Naive Bayes Algoritmast Dogruluk
Dogruluk 5-Katlamali 0,464
Dogruluk 10-Katlamali 0,459
Destek Vektor Makineleri Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,439
Dogruluk 10-Katlamali 0,449
C5.0 Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,512
Dogruluk 10-Katlamali 0,513
CART Algoritmas: Dogruluk
Dogruluk 5-Katlamali 0,517
Dogruluk 10-Katlamali 0,474
Rastgele Orman Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,541
Dogruluk 10-Katlamali 0,498
Lojistik Regresyon Algoritmasi Dogruluk
Dogruluk 5-Katlamali 0,482
Dogruluk 10-Katlamali 0,491

Tablo 4.18°deki hedef niteligi ti¢ sinifa ayrilan .SET( N=207) ile yiiriitiilen 5 ve 10 katli ¢apraz
gecerleme bulgularina bakildiginda dogruluk degerlerinin 0,43 ile 0,54 arasinda oldugu ve tiim

algoritmalarin diisiik performans sergiledigi goriilmektedir.
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Tablo 4.19: k-Katli Capraz Gegerleme Uygulanan U¢ Sinifl1 I. SET(N=207) ile Egitilen
Modellerin ILSET (N=200) ile Test Performanslari

DOGRULUK ile 5-KATLAMAL I
DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU

k-EYK k=7 0,385 0,364 0,651 0,359 0,167
Naive Bayes 0,240 0,727 0,373 0,538 0,142
DVM 0,415 0,273 0,675 0,359 0,154
Cs5.0 0,265 0,636 0,470 0,538 0,131
CART 0,355 0,318 0,771 0,171 0,184
Rast.Orm. 0,240 0,818 0,265 0,855 0,122
Loj. Reg. 0,395 0,273 0,723 0,256 0,171

DOGRULUK ile 10-KATLAMALI
DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU

k-EYK k=7 0,365 0,318 0,639 0,333 0,146
Naive Bayes 0,270 0,545 0,470 0,402 0,145
DVM 0,415 0,273 0,675 0,359 0,154
C5.0 0,290 0,636 0,301 0,718 0,131
CART 0,355 0,318 0,771 0,171 0,184
Rast.Orm. 0,220 0,727 0,265 0,795 0,110
Loj. Reg. 0,395 0,273 0,723 0,256 0,171

Tablo 4.19 incelendiginde hedef niteligi i¢ sinifa ayrilan I. SET (N=207) ile egitilen modellerin
IL.SET (N=200) o6rnekleri ile yiiriitiilen teste ait sonuglarin rastgele alt drnekleme yontemiyle
elde edilen sonuglara paralel olarak dogruluk degerleri 0,22 ile 0,41 arasinda olacak sekilde

diisiik seviyede oldugu goriilmiistiir.

4.4 HOLD-OUT YONTEMIYLE ELDE EDILEN BULGULAR
Bu boliim icerisinde [.SET(N=207) toplam 6rnek sayis1 farkli yukar1 6rnekleme yontemleriyle
arttirilarak modellenmis ve dnce hold-out yontemiyle ardindan ise 11.SET (N=200) kullanilarak

test edilmistir.
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4.4.1. Yukari Ornekleme ile Elde Edilen Bulgular

Bu boliimde 207 6rnekli I.SET te dengesiz dagilan sinif etiketleri yukar1 6rnekleme yontemiyle
dengeli hale getirilmistir ve hold-out yontemi ile egitilen ve test edilen modellere ait bulgular
sunulmustur. Yukar1 6rnekleme islemi R kiitiiphanesi igerisinde bulunan ve “ROSE” paketinde
yer alan “ovun.sample” fonksiyonu ile gerceklestirilmistir. Yukar1 6rnekleme islemi sonrasi

olusan pozitif ve negatif sinifa ait frekans degerleri Sekil 4.7’de goériilmektedir.

Yukari Ornekleme Uygulanan
. SET "Motivation™ Ozniteligi (N=286)

250 —

& o 143 143
o 2 7
3
o
3 _
L
o
Lo
o
| |
0 1
Motivasyon

Sekil 4.7: Yukar: Ornekleme Uygulanan 1. SET (N=286)’in “Motivasyon” Hedef
Niteligine Ait Frekans Degerleri (Pozitif Simif > 4,0)

Modelleme islemlerinden 6nce Oznitelikler arasi korelasyon katsayilarini incelemek amaciyla

yiiriitiilen Pearson Korelasyon Testi sonuglar1 Sekil 4.8’de sunulmustur.
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OgretimTipi 1.00
Faculty 1.0C
: 0.8
OturumAcmaSayisi 1.000.650.88 0.85 0.54 510.61
GecmisKonularabaskma_Toplam 0.651.000.73 0.74 0.690.4 180.640.54
0.6
GezinmeSayisi_Toplam 0.880.731.00 0.89 0.65 510.76
GezinmeSayisi_Ortalama 1.0C
. - 0.4
ToplamOturumSuresi 0.850.740.89 1.000.500.57 10.64 0.630.64
OrtalamaOturumSuresi 520.501.0C 0.64
: r 0.2
OdevDenemeSayisi 0.540.620.65 0.57 1.000.73 0.58
OdeveHarcananZaman 4 | g 0.731.00
0
SayfadaKalmaOrtalama 0.640.64 1.00
SinavOdakliCalisma 4 1.00
r-0.2
VideolzlemeSuresi 510.640.51 0.63 51 1.00
MateryalindirmeSayisi 0.610.540.76 0.64 0.58 1.00
- -0.4
SinavNotu 1.000.77
YuklenenOdev 47 0.771.00
-0.6
Devamsizlik 1.0C
Class 1.00
0.8
Gender 1.00
motivation 1.00
-1

Sekil 4.8: Yukar1 Ornekleme Uygulanan |. SET (N=286) Ozniteliklerine Ait Pearson

Korelasyon Testi Sonuglari

Sekil 4.8’deki korelasyon analizi bulgular1 goz 6niine alinarak 0,80 ve iizeri pozitif yonlii iligki
gosteren “OturumAcmaSayisi” ve “GezinmeSayisi Toplam™ 6zniteliklerinin veri setinden

¢ikarilmasina ve veri setinin 17 dznitelik ve 1 hedef nitelik ile kullanilmasina karar verilmistir.

Yukar1 6rnekleme islemiyle dengeli hale getirilen L.SET(N=286)"in %70’lik biliimii modelin
egitimi amaciyla, %30’luk boliimii ise test amaciyla rastgele olarak ayrilmistir. Bu analize dair

sonuglar Tablo 4.20’de gosterilmektedir.
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Tablo 4.20: Yukar1 Ornekleme Uygulanmis |. SET (N=286) ile Egitilen Modellerin
Hold-out ile Test Edilen (%70-%30) Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,607 0,476 0,738 0,645 0,548
k-EYK k=5 0,548 0,429 0,667 0,563 0,486
; k-EYK k=7 0,607 0,500 0,714 0,636 0,560
T‘g k-EYK k=9 0,560 0,500 0,619 0,568 0,532
£ | Naive Bayes 0,548 0,476 0,619 0,556 0,513
= DVM 0,560 0,619 0,500 0,553 0,584
? C5.0 0,738 0,643 0,833 0,794 0,711
CART 0,619 0,476 0,762 0,667 0,556
Rast.Orm. 0,762 0,643 0,881 0,844 0,730
Loj. Reg. 0,488 0,476 0,500 0,488 0,482

Tablo 4.20’de gosterilmekte olan bulgulara bakildiginda iki karar agaci algoritmasi olan C5.0
ve Rastgele Orman algoritmalarinin 0,70 ve {izeri dogruluk degerine sahip olduklar

gozlenmektedir. Geri kalan algoritmalarin performans degerlerinin diisiik oldugu sdylenebilir.

Bu asamanin ardindan I.SET (N=286)’in tiim 6rnekleri kullanilarak egitilen modeller II.SET
(N=200) ile test edilmistir. Bu analize dair sonuglar Tablo 4.21’de sunulmaktadir.

Tablo 4.21: Yukar1 Ornekleme Uygulanmis I.SET (N=286) ile Egitilen Modellerin
IL.SET (N=200) ile Test Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | 0ZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,400 0,285 0,696 0,707 0,406
k-EYK k=5 0,365 0,229 0,714 0,673 0,342
k-EYK k=7 0,395 0,236 0,804 0,756 0,360
cEé k-EYK k=9 0,440 0,313 0,768 0,776 0,446
S Naive Bayes 0,340 0,104 0,946 0,833 0,185
s DVM 0,455 0,292 0,875 0,857 0,435
? C5,0 0,360 0,167 0,857 0,750 0,273
CART 0,435 0,271 0,857 0,830 0,408
Rast,Orm, 0,345 0,125 0,911 0,783 0,216
Loj, Reg, 0,610 0,813 0,089 0,696 0,750
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Tablo 4.21 incelendiginde tiim algoritmalarin performanslarinin diisiik seviyede oldugu

gorilmistiir.
4.4.2. SMOTE Yontemi ile Elde Edilen Bulgular

Bu boéliimdeki modelleme ¢alismalarit .SET (N=207)’in pozitif ve negatif siniflar arasindaki
dengesizligi SMOTE yontemiyle giderilerek olusturulan veri seti lizerinde yiiriitiilmiistiir.
SMOTE yoénteminin uygulanmasi i¢in R paketleri igerisinde yer alan “themis” kiitiiphanesinin
“smote” fonksiyonu kullanilmigtir. Sekil 4.9°da SMOTE uygulamasi sonrasinda olusan pozitif

ve negatif sinifa ait frekans degerleri goriilmektedir.

SMOTE Uygulanan
. SET "Motivation" Ozniteligi (N=286)
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Sekil 4.9: SMOTE Uygulanan I. SET (N=286)’in “Motivasyon” Hedef Niteligine Ait
Frekans Degerleri (Pozitif Sinif > 4,0)

SMOTE uygulamasi sonrast olusan 286 6rnekli veri setinin 6znitelikleri arasindaki korelasyon
katsayilarinin incelenmesi amaciyla Pearson Korelasyon Testi sonuglart Sekil 4.9’da

sunulmustur.
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Sekil 4.10: SMOTE Uygulanan I. SET (N=286) Ozniteliklerine Ait Pearson Korelasyon

Testi Sonuglari

Sekil 4.10°daki korelasyon analizi bulgular1 géz oniine alinarak dnceki boliimlerde elde edilen
sonuglara benzer sekilde 0,80 ve iizeri pozitif yonlii iligki gosteren “OturumAcmaSayisi” ve
“GezinmeSayisi_Toplam” 6zniteliklerinin veri setinden ¢ikarilmasina ve boylelikle veri setinin

17 6znitelik ve 1 hedef nitelik ile kullanilmasina karar verilmistir.

SMOTE uygulanmis I.SET (N=286) kullanilarak hold-out yontemiyle egitilen ve test edilen

modellere ait performans bulgular1 Tablo 4.22°de sunulmustur.
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Tablo 4.22: SMOTE Uygulanmis |. SET (N=286) ile Egitilen Modellerin Hold-out ile
Test Edilen (%70-%30) Performanslari

Performans Degerlendirme Olciitleri

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,786 0,714 0,857 0,833 0,769
k-EYK k=5 0,738 0,690 0,786 0,763 0,725
k-EYK k=7 0,726 0,690 0,762 0,744 0,716
‘—3 k-EYKk=9| 0,714 0,667 0,762 0,737 0,700
g Naive Bayes 0,738 0,690 0,786 0,763 0,725
g DVM 0,714 0,762 0,667 0,696 0,727
j—f C5.0 0,667 0,738 0,595 0,646 0,689
CART 0,702 0,643 0,762 0,730 0,684
Rast.Orm. 0,774 0,762 0,786 0,780 0,771
Loj. Reg. 0,714 0,738 0,690 0,705 0,721

Tablo 4.22°deki bulgulara bakildiginda C5.0 algoritmasi hari¢ tiim algoritmalarin dogruluk

degerlerinin 0,7 ve iizerinde oldugu goriilmektedir. En yiiksek dogruluk degeri k degerinin 3

olarak alindig1 k-en yakin komsu algoritmasiyla 0,786 olarak 6l¢tilmiistiir. Bu algoritmaya en

yakin yliksek performans ise 0,774 dogruluk degeri ile Rastgele Orman algoritmasina aittir.

SMOTE uygulanmig .SET (N=286)’in tiim ornekleriyle gelistirilen modeller ILSET (N=200)

kullanilarak test edilmis ve bu isleme dair bulgular Tablo 4.23’te gosterilmistir.

Tablo 4.23: SMOTE Uygulanmis I.SET (N=286) ile Egitilen Modellerin IL.SET
(N=200) ile Test Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | O0ZGULLUK | KESIiNLIK | F-SKORU

k-EYK k=3 0,480 0,354 0,804 0,823 0,495
k-EYK k=5 0,460 0,340 0,768 0,790 0,476
k-EYK k=7 0,445 0,292 0,839 0,824 0,431

CE; k-EYK k=9 0,435 0,271 0,857 0,830 0,408
£ | Naive Bayes 0,425 0,250 0,875 0,837 0,385
'g DVM 0,530 0,417 0,821 0,857 0,561
<—Ec’ C5,0 0,430 0,299 0,768 0,768 0,430
CART 0,605 0,688 0,393 0,744 0,715
Rast,Orm, 0,415 0,236 0,875 0,829 0,368

Loj, Reg, 0,530 0,438 0,768 0,829 0,573
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Tablo 4.23 incelendiginde bir dnceki asamada modellenen algoritmalarin II. SET(N=200)
ornekleri iizerinde 0,415 ve 0,605 araliginda dogruluk degerleriyle diisiik siniflandirma

performansina sahip olduklart gorilmistiir.
4.4.3. MWMOTE Yontemi ile Elde Edilen Bulgular

Bu boliimde I.SET (N=207)’in hedef niteligine ait pozitif ve negatif sinif 6rnekleri arasindaki
dengesizlik MWMOTE yontemiyle giderilerek veri setinin 6rnek sayis1 286°ya ¢ikarilmistir ve
modelleme ve test islemleri gergeklestirilmistir. MWMOTE uygulamasi i¢in R paketleri
icerisindeki “imbalance” kiitiiphanesi ile “mwmote” fonksiyonu kullanilmistir. Bu
uygulamanin ardindan dengeli hale getirilen 1.SET (N=286)’in pozitif ve negatif siniflarina ait

frekans degerleri Sekil 4.11°de goriilmektedir.

MWMOTE Uygulanan
. SET "Motivation" Ozniteligi (N=286)

250 —

143 143

Frequency
150

50
I

Motivasyon
Sekil 4.11: MWMOTE Uygulanan I. SET (N=286)’in “Motivasyon” Hedef Niteligine
Ait Frekans Degerleri

MWMOTE yo6ntemiyle pozitif ve negatif sinif 6rnekleri esitlenen I.SET (N=286) ile yliriitiilen

Pearson Korelasyon analizi sonuglart Sekil 4.12°de goriilmektedir.
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Sekil 4.12: MWMOTE Uygulanan I. SET (N=286) Ozniteliklerine Ait Pearson

Korelasyon Testi Sonuglari

Sekil  4.12’deki  korelasyon  katsayilart  incelendiginde  “OturumAcmaSayisi”,
“GezinmeSayisi_Toplam” ve “ToplamOturumSuresi” Ozniteliklerini birbirleriyle 0,80 ve
tizerinde  pozitif yonli  korelasyon  gosterdikleri — goriilmektedir. Bu  sebeple
“OturumAcmaSayisi” ve “GezinmeSayisi_Toplam” 6zniteliklerinin veri setinden ¢ikarilmasi

kararlastirilmistir.

MWMOTE ile elde edilen I.SET (N=286) iizerinde egitim ve test kiimeleri %70’e %30 olarak
boliinerek uygulanan hold-out yontemine ait bulgular Tablo 4.24°te yer almaktadir.
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Tablo 4.24: MWMOTE Uygulanmis I. SET (N=286) ile Egitilen Modellerin Hold-out
ile Test Edilen (%70-%30) Performanslari

Performans Degerlendirme Olciitleri

DOGRULUK | DUYARLILIK | OZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,762 0,786 0,738 0,750 0,767
k-EYK k=5 0,762 0,738 0,786 0,775 0,756
K-EYK k=7 0,798 0,762 0,833 0,821 0,790
S |kEYKk=9| 0,750 0,714 0,786 0,769 0,741
£ | Naive Bayes 0,798 0,786 0,810 0,805 0,795
S |DVM 0,762 0,762 0,762 0,762 0,762
f—f C5.0 0,667 0,643 0,690 0,675 0,659
CART 0,667 0,643 0,690 0,675 0,659
Rast.Orm. 0,798 0,762 0,833 0,821 0,790
Loj. Reg. 0,750 0,738 0,762 0,756 0,747

Tablo 4.24 incelendiginde tiim algoritmalarin dogruluk degerlerinin 0,66 ile 0,79 araliginda

oldugu goriilmektedir. 0,798 olarak dl¢iilen en yiiksek dogruluk degerini Naive Bayes, Rastgele

Orman ve k degeri 7 olarak belirlenen k-en yakin komsu algoritmalar1 paylagmaktadir. Ayrica

dogruluk, ozgiillik ve duyarlilik degerleri birlikte diistiniildiigiinde bu algoritmalarin

birbirleriyle yakin performans sergiledikleri sdylenebilir.

Bu asamanin ardindan MWMOTE uygulanmig L.SET (N=286)’in O6rnekleri kullanilarak

gelistirilen modeller 200 6rnekli IL.SET ile test edilmistir. Bu analize dair sonuglar Tablo

4.25’te sunulmustur.

Tablo 4.25: MWMOTE Uygulanmis .SET (N=286) ile Egitilen Modellerin IL.SET
(N=200) ile Test Performanslari

Performans Degerlendirme Olgiitleri

DOGRULUK | DUYARLILIK | 0ZGULLUK | KESINLIK | F-SKORU
k-EYK k=3 0,495 0,410 0,714 0,787 0,539
k-EYK k=5 0,440 0,347 0,679 0,735 0,472
k-EYK k=7 0,460 0,361 0,714 0,765 0,491
‘_3 k-EYK k=9 0,475 0,403 0,661 0,753 0,525
£ Naive Bayes 0,425 0,229 0,929 0,892 0,365
S |DVM 0,510 0,361 0,893 0,897 0,515
% C5,0 0,460 0,333 0,786 0,800 0,471
CART 0,430 0,438 0,411 0,656 0,525
Rast,Orm, 0,410 0,250 0,821 0,783 0,379
Loj, Reg, 0,485 0,326 0,893 0,887 0,477
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SMOTE ile elde edilen sonuglara benzer sekilde Tablo 4.25°te goriilen 0,51 ve altindaki
dogruluk degerleri tiim smiflandirma algoritmalarinin  diisiik seviyeli performans

sergilediklerini gostermektedir.
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5. TARTISMA VE SONUC

2020 yilindan itibaren yaklasik 2 yil boyunca tiim diinyay1 etkileyen COVID-19 pandemisi
sebebiyle yiiksekogretim seviyesi dahil olmak tizere tiim 6gretim faaliyetleri uzaktan ve hibrit
yontemlerle yiriitilmistiir. Pandemi sirasinda egitimin siirdiiriilmesi i¢in zorunlu bir yontem
olan uzaktan egitimin gelecekte biiylik niifuslar1 etkileyebilecek benzer kriz dénemlerinin
ortaya ¢ikmasi durumunda da uygulanma ihtimalinin oldugu 6ngériilebilir. Ayrica bu siire
igerisindeki ¢evrimici 6grenme deneyimlerinin pandemi sonrasi egitim-6gretim faaliyetlerinde
kalict izler biraktig1 ve gelecekte ¢evrimigi 6grenme platformlarinin yiiz yiize egitim siirecinin
destekgcisi olarak kullanilmasinin giderek énem kazandig1 vurgulanmaktadir (Rapanta ve dig.,
2021). Bundan dolay1 giiniimiizde gevrimigi 6grenme ortamlarindaki 6grenci davraniglarinin
basta yapay zeka olmak {iizere hesaplamali yontemler kullanilarak ¢6ziimlenmesi ve bu
yontemler sayesinde yiiz yiize egitime kiyasla uzaktan egitim ortamlarinda gézlemlenmesi zor

olan faktorlerin agiklanmasi da ayni derecede 6nem kazanmustir.

Bu tez calismasinda iiniversite Ogrencilerinin bir ¢evrimigi 6grenme ortami olan Moodle
Ogrenme Yonetim Sistemi (OYS) icerisindeki log ad1 verilen etkilesim verisi kullanilarak derse
doniik motivasyon diizeylerinin tahmin edilmesi amaclanmistir. Calisma kapsaminda
katilimeilarm OYS kullanim verisi ile derse yonelik motivasyon diizeyleri arasinda yapay zeka
yontemleriyle ortaya ¢ikarilmasi amaglanan iliski incelenmis olup katilimcilari OYS kullanim
verisi ile elde edilen veri seti Ozniteliklerinden hangilerinin derse yonelik motivasyonu

etkiledigi sorusuna da cevap aranmustir.

Calismanin bulgularinda genel olarak OYS log dosyalariyla olusturulan ve dgrencilerin sistem
icerisinde sergiledikleri davranislari niteleyen 6zniteliklerden olusan veri ile kayitlt olduklar
derse yonelik motivasyon diizeylerinin tahmin edilmesinin miimkiin oldugu goriilmektedir.
Birbirine yakin performans bulgular1 gozlenen rastgele alt 6rnekleme ve capraz gecerleme
yontemleriyle ikili smiflandirma i¢in %70 civarinda genel siniflandirma basarist ve %350
civarinda ise diigiik motivasyon diizeyindeki dgrencileri tahmin etme basarisi goriilmekte iken
Yukar1 Ornekleme, SMOTE ve MWMOTE yéntemleriyle elde edilen genel siniflandirma
basarisinin %80’lere yaklastig1 ve diisiik motivasyonlu dgrencilerin tahmin edilme basarisinin
ise %80’in iizerine ¢ikabildigi gozlenmistir. Ancak c¢alisma kapsaminda sentetik veri
kullanilmadan ¢apraz gecerleme ile olusturulan ve test edilen modellerin gérece daha diisiik

performanslarina ragmen daha dengeli ve dogru sonuglar verdigi diisiinilmektedir. Figueroa-
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Canas ve Sancho-Vinuesa (2020), %70 civarinda olgtiikleri dogruluk degerlerini diisiik olarak
degerlendirmelerine ragmen egitmenlerin dersi birakma riski mevcut olarak siniflanan
Ogrencilere miidahale etme uyarisini vermek icin yeterli oldugunu belirtmislerdir. Benzer
olarak Baker ve digerleri (2015) de bir ¢evrimigi 6grenme ortamindan elde ettikleri aktivite
verisi ile dersi birakma davranisini tahmin etmeyi amagladiklar1 ¢alismalarinda %65-%70 arasi
siniflandirma bagarisi ile bir teshis araci gelistirilemeyecegini ancak bu diizeydeki bulgularin
bir uyari sistemi i¢in uygun oldugunu vurgulamiglardir. Diger yandan De Oliveira ve digerleri
(2019), dersi birakma egilimini genel siniflandirma basarisint %84 olarak oOlgtiikleri
calismalarinda risk altindaki Ogrencilerin dogru tahmin edilme diizeylerindeki goreli
diisiikliiglin dengesiz veri setinden kaynakli oldugunu ve yukari veya asagi Ornekleme
yontemleriyle bu sorunun giderilebilecegi onerisinde bulunmuslardir. Literatiirdeki benzer
calismalara ait bulgular g6z Oniine alindiginda bu arasgtirmanin bulgularinin literatiirdeki
bulgulara kiyasla ortalama siniflandirma basarisina sahip oldugu ve 6zellikle diisiik motivasyon
smifinin  tahmin edilme basarisinin  Onerildigi  gibi yukar1 Ornekleme yontemleriyle

arttirtlabildigi gorilmustiir.

Veri analizlerinin ikinci asamasini olusturan validasyon seti ile elde edilen sonuglar goz oniine
alindiginda rastgele alt ornekleme ve c¢apraz gecerleme bulgularinda birinci asamadaki
performans degerlerine benzer olarak ikili siniflandirmada genel basarinin %70’ler seviyesinde
ve diisiik motivasyon diizeyindeki Ogrencileri dogru tahmin etme basarisinin ise %50’ler
seviyesinde oldugu saptanmistir. Ancak yukari 6rnekleme, SMOTE ve MWMOTE
yontemleriyle elde edilen ikinci asama sonuclarinin birinci asama sonuglarina kiyasla
neredeyse yar1 yariya diistiikleri gézlenmistir. Bu durumun 6zellikle negatif sinifa ait tiiretilmis
veya sentetik orneklerle egitilen modellerin gergek veriye ait oriintiileri tanimada uyusmazlik
gostermesinden kaynaklandig1 diisiiniilmektedir. Ote yandan validasyon igin kullanilan veri
setinin Moodle OYS ile gegirilen zaman ve etkilesim yogunlugu acisindan kisitl bir gergevede
kullanan &grencilerden elde edildigi not edilmelidir. Bu sebeple birinci asamada egitilen
modellerin aktivite ¢esidi ve yogunlugu fazla veri ile test edilmesi durumunda
performanslarinin artacagi ongoriilmektedir. Son olarak, “Motivasyon” hedef niteliginin {iglii
siifa ayrilarak test edildigi bulgularda goriilen diisiik performansin ise toplam 6rnek sayisinin

az olmasiyla iligkili oldugu diisiiniilmektedir.
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Calismanin bir diger 6ne ¢ikan sonucu ise birinci asamada test edilen algoritmalar arasinda en
yiiksek performansin ¢ogunlukla karar agaci algoritmalarina ait olmasidir. Rastgele alt
ornekleme bulgularinda Rastgele Orman algoritmasinin ikinci en yiiksek performans gosteren
algoritma oldugu goriilmiis olup capraz gecerleme bulgularinda ise C5.0 ve CART
algoritmalarinin en yiiksek performansa sahip algoritmalar olduklar1 gézlenmistir. Ayrica
yukar1 érnekleme, SMOTE ve MWMOTE bulgularinin tiimiinde Rastgele Orman algoritmast
birinci veya ikinci en yiiksek performansa sahip algoritma olarak goziikmektedir. OYS veya
benzeri ¢cevrimigi 6grenme ortamlarindan elde edilen log verisinin egitimle ilgili degiskenlerin
tahmin edilmesi amaciyla kullanildig1 ¢alismalarda karar agaglari algoritmalarinin yiiksek
performans sergilemesi rastlanilir bir bulgudur. De Oliveira ve digerleri (2019) tarafindan
yiiriitiilen calismada Ogrencilerin dersi birakma egilimleri Moodle OYS log kayitlarini
kullanarak tahmin edilmeye c¢alisilmis ve Extra Trees algoritmasinin en yiiksek performansi
sergiledigi goriilmiistiir. Benzer sekilde Liyanage ve digerleri (2016), Moodle OYS loglar ile
olusturulan veri seti ile 6grencilerin 6grenme stillerini siniflandirmak amaciyla ytiriittiikleri
caligmada en yiiksek performans J48 karar agacina aittir ve bu algoritmaya en yakin performans
yine bir karar agaci algoritmasi olan Rastgele Orman tarafindan sergilenmistir. Diger yandan
Romero ve digerleri (2010), OYS log dosyalarmin kullanildigi makine 6grenmesi
calismalarinda sonuglarin egitimciler tarafindan anlasilabilir olmas1 ve hedef nitelige etki eden
Ozniteliklerin gorsellestirilerek incelebilmesinin miimkiin olmasi sebebiyle karar agaglari ile
olusturulan modellerin uygulamalarda kullanilmasin1 6nermislerdir. Benzeri ¢alismalarda da
goriildiigii iizere karar agaclari algoritmalarmin OYS log verisiyle gosterdigi yiiksek
performansin yaninda karar verme siirecine katki saglayacak sekilde yorumlanabilmeleri

acisindan avantajli olduklar1 goriilmektedir.

Calisma kapsaminda rastgele alt 6rnekleme yontemiyle elde edilen Naive Bayes ve c¢apraz
gecerleme ile elde edilen C5.0 algoritmalariyla elde edilen modellere ait 6znitelik Gnemleri
hangi O6zniteliklerin motivasyon siniflandirmasinda belirleyici oldugunu gérmek amaciyla
raporlanmistir. Her iki bulguda da beklenen bir sonug¢ olarak “SinavNotu” 06zniteliginin
siniflandirmada yiiksek belirleyicilige sahip oldugu goriilmiistiir. Bir isi basarma yonelimi
olarak tanimlanan motivasyon, 6grenme siireci ve 6grenme ortami konusu oldugunda akademik
basariyla iligkili ve onu agiklayan bir faktor olarak degerlendirilmektedir (Pintrich & De Groot,
1990; Mega ve dig., 2014). Bu dogrultuda o6rnegin Kularbphettong ve digerleri (2012)

tarafindan yiiriitiilen calismada, bu tez arastirmasinin amaciyla benzer sekilde Moodle OYS log
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dosyalarini kullanarak 6grencilerin motivasyon diizeylerinin tahmin edilmesi amaglanmis olup
motivasyon hedef niteligi smiflarinin belirlenmesi i¢in akademik basar1 ve motivasyon
arasindaki iliskiye dayanarak dogrudan ilgili dersin smav puanlari kullanilmigtir. Ancak
Figueroa-Canas ve Sancho-Vinuesa (2020), elde ettikleri simniflandirma modellerinde dersi
birakma egilimine en fazla katkisi olan etmenin devamli 6grenme davranisi oldugunu ve
derslerin zorluk ve kolaylik seviyelerinin degiskenlik gostermesi sebebiyle benzer analizlerde
simav notunun belirleyiciligine giivenmemek gerektigini belirtmislerdir. “SinavNotu™ haricinde
oznitelik 5Snem siralamalarinda yiiksek belirleyicilik gdsteren ve OYS log dosyalari kullanilarak
olusturulmus O6zniteliklere bakildiginda ise hem Naive Bayes hem de C5.0 modellerinde
“ToplamOturumSuresi” ve “SinavOdakliCalisma” &zniteliklerinin yer aldigi goriilmektedir.
Ayrica Sekil 4.6°da gosterilen CART karar agaci gorselinde Naive Bayes modeline ait 6znitelik
onem tablosunda da yiiksek degere sahip oldugu goriilen “GecmisKonularabakma Toplam” ve
C5.0 modelinde de yiiksek Oznitelik 6nem degerine sahip “SayfadaKalmaOrtalama”
Oznitelikleri yer almaktadir. Bu baglamda zaman veya siire temelli degiskenlerin siklik veya
miktar belirten degiskenlere gore birden fazla algoritmanin 6znitelik 6nemi siralamalarinda yer
almalarinin sebebinin siire degerlerinin miktarlara kiyasla 6grencinin ders ile ilgili bir aktiviteye
olan ilgisini daha iyi agiklamas1 oldugu diisiiniilmektedir. Diger bir deyisle dersin etkinlik rutini
geregi OYS icerisinde gergeklestirdigi sayfa ziyareti sayisi yiiksek olan dgrenci ile belirli bir
hedef yonelimi g¢er¢evesinde bu hedefi gergeklestirme amaciyla ihtiyag duydugu konu ve
materyalleri i¢eren daha az sayida sayfa ziyaret eden fakat her bir sayfada belirli bir zaman
harcayan 6grencinin derse olan ilgilerinin birbirinden farkli olmasi beklenir. Bu ¢alismanin
bulgularinda 6znitelik 6nem siralamalarindaki siire tiirlinden 6zniteliklerin gdriilmesi bu tiirdeki
degiskenlerin 6grencilerin derse yonelik motivasyon diizeylerini siniflandirmada daha nitelikli
bir ayrim olanagi sundugunu gostermektedir. Ek olarak, Romero ve digerleri (2010), diistik
performans gosteren modellerin iyilestirilmesi i¢in “cevrimici” verinin yaninda dgrencilere ait
“cevrimdig1” verinin de toplanarak veri setindeki Ozniteliklerin artirilmasi ¢oziimiini
onermistir. Diger modellere kiyasla yiiksek performans gosteren CART modeline ait karar
agac1 gorseli ve C5.0 modeline ait znitelik dnem degeri siralamasinda OYS log dosyalari
kullanilarak olusturulan 6zniteliklerin yaninda 6grencilere ait sinif, cinsiyet ve fakiilte gibi

Ozniteliklerin de goriilmiis olmasi bu 6neriyi dogrular niteliktedir.

Ozetle, bu ¢alisma iiniversite dgrencilerinin Moodle OYS ile etkilesim verisini kullanarak derse

yonelik motivasyon diizeylerinin yapay zeka yontemleri kullanilarak tahmin edilebilecegini ve
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OYS kullanim verisi ile derse déniik motivasyon arasindaki iliskinin yapay zeka yontemleri ile
modellenebilecegini gdstermistir. Calismanin sonuglarinin uzaktan veya hibrit olarak OYS
lizerinden yiiriitiilen derslerin egitmenlerine ve OYS kullanilan egitim kurumlarma derse
yonelik yiiksek ve diisiik motivasyona sahip 6grenci gruplarini saptamak ve bu disiikliik veya
yuksekligin kaynaklarmi inceleyerek 6grenme ortami, 6gretim materyalleri ve Ogretim

programlari hakkinda verilecek kararlara yol gosterici olabilecegi diistiniilmektedir.

Gelecekte ayni dogrultuda yapilacak calismalarin daha fazla katilimciyla yiiriitiilmesi
onerilmektedir. Katilime1 sayis1 arttikga OYS kullamm verisinin ¢esitlilik ve yogunluk
kazanacag1 ve egitilen modellerin derse yonelik motivasyon diizeyini saptamada daha yiiksek
performans sergileyebilecegi ve hatta ikili smiflandirma yerine ¢ok smnifli analizler
gerceklestirilebilecegi dongoriilmektedir. Ayrica dgrencilerin OYS kullanim sikligimi arttiracak
igerik ve araglarin sunulmasi da kullanim verisine gesitlilik kazandirarak veri setinin daha fazla
oznitelikle olusturulmasini saglayabilir. Bu noktada Moodle OYS igerisindeki forumlarin bahsi
gecen konuya katkisi biliniyor olsa da (Orn. Romero ve dig., 2010; Romero ve dig., 2013; De
Oliveira ve dig., 2019) mevcut ¢aligmada katilimcilarin forum kullanimina tesvik edilmelerine
ragmen son yillarda sosyal medyanin yayginlagsmasi ve buna bagli olarak forum kullaniminin
azalmasindan kaynaklanan aligkanliklar sebebiyle bu girisimin gerceklestirilemedigi not
edilmelidir. Ancak katilimcilarin ders ile ilgili sorularina cevap aramak amaciyla arama
motorlarint ve video igerik sitelerinin yaninda mobil mesajlasma uygulamasinda kurduklari
gruplar1 da benzer amagla kullandiklar1 goriilmiistiir. Gelecekteki ¢aligmalarda katilimcilarin
bu ve benzeri uygulamalara egitmen Onciiliigiinde yonlendirilmesiyle onceki c¢aligmalarda
rastlanilan forum ile ilgili 6zniteliklere ait verinin ikame edilmesi ve toplanmast miimkiin
olabilir. Son olarak gelecekteki ¢alismalar igin tek bir ders yerine farkl igerikteki derslerden
elde edilen sonuglarin karsilastirilmasi, kullanilan 6gretim materyallerinin ve Ogretim
tasariminin motivasyonu artirmaya yonelik bir bakis agisiyla ele alinmasi ve gelistirilen
modeller arasindan yiiksek performans sergileyen model ile derse ydnelik motivasyon

diizeyinin tahmin edilmesi amaciyla bir ara¢ ve ara yiiz gelistirilmesi onerilmektedir.
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EKLER
EK 1. TBA Sonuclarina Ait Dondiiriilmiis Faktor Matrisi, Faktorlere Ait Giivenirlik
Katsayilari, Madde Ortalama ve Standart Sapma Puanlar1 (Madde Sayis1=31)

Faktor | Faktor | Faktor | Faktor
1 2 3 4
Cronbach Alpha | 589 | 087 | 083 | 070 |Ortalama| S:andart
Degeri Sapma
S12 0,786 3,98 1,08
S19 0,735 4,61 0,73
S16 0,727 3,96 1,17
S20 0,727 4,47 0,83
S29 0,694 3,52 1,33
S2 0,659 4,72 0,64
S28 0,63 4,60 0,73
S13 0,613 3,77 1,26
S23 0,592 4,20 0,94
S15 0,497 3,91 0,99
S5 0,494 4,58 0,76
S1 0,479 4,36 0,82
S3 0,475 4,57 0,79
S27 0,444 4,37 0,96
S11 0,83 4,13 1,13
S31 0,747 4,59 0,93
S8 0,727 4,08 1,21
S25 0,699 4,43 1,05
S6 0,658 4,35 1,08
S4 0,655 3,93 1,28
S17 0,649 4,02 1,15
S26 0,576 4,21 1,20
S7 0,572 3,26 1,20
S34 0,73 4,31 0,94
S32 0,725 4,28 1,07
S18 0,678 4,47 0,87
S14 0,656 4,62 0,76
S33 0,573 4,48 0,79
S9 0,507 4,44 0,83
S21 0,63 2,22 1,30
S24 0,601 2,80 1,28
Cikarim Yontemi: Temel Bilesenler Analizi
Dondiirme Yontemi: Kaiser Normalizasyonu ile Varimax
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EK 2. DIiO - 31 Maddeli Yapisal Esitlik Modeli Diyagram

Chi-Square= 1276,1
Df=428
RMSEA=0,081

19
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EK 3. DIiO - 25 Maddeli Yapisal Esitlik Modeli Diyagram

Chi-square=572,7
Df=248
RMSEA=0,066

A7
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EK 5. Bilgilendirilmis Goniillii Onam Formu

Sizi Mithat Yavuzarslan tarafindan Dog. Dr. Cigdem Selcukcan Erol danismanliginda istanbul
Universitesi Enformatik boliimii biinyesinde yiiriitiilen “Yapay Zeka Yontemleri ile Universite
Ogrencilerinin Ders Motivasyonlariin Tahmin Edilmesi” baslikli arastirmaya davet ediyoruz.
Bu arastirmanin amaci tiniversite ogrencilerinin derse doniik motivasyonlarinin elde edilen

cesitli veriler lizerinde uygulanacak yapay zeka algoritmalari ile tahmin edilmesidir.

Arastirmada sizden tahminen 15 dk. ayirmaniz istenmektedir. Arastirmaya sizin disinizda
tahminen 400 kisi katilacaktir. Bu c¢alismaya katilmak tamamen goniilliilik esasina
dayanmaktadir. Calismanin amacina ulagmasi icin sizden beklenen, kimsenin baskis1 veya
telkini altinda olmadan, size en uygun gelen cevaplar igtenlikle verecek sekilde
cevaplamanizdir. Bu formu okuyup onaylamaniz, arastirmaya katilmayi kabul ettiginiz
anlamina gelecektir. Ancak, calismaya katilmama veya katildiktan sonra herhangi bir anda
caligmay1 birakma hakkina da sahipsiniz. Bu caligmadan elde edilecek bilgiler tamamen
aragtirma amaci ile kullanilacak olup kisisel bilgileriniz gizli tutulacaktir; ancak verileriniz
yaymn amaci ile kullanilabilir. iletisim bilgileriniz ise sadece izninize bagl olarak ve farkl

arastirmacilarin sizinle iletisime gecebilmesi i¢in “ortak katilimci havuzuna” aktarilabilir.

Eger aragtirmanin amaci ile ilgili verilen bu bilgiler disinda simdi veya sonra daha fazla bilgiye
ihtiya¢ duyarsaniz arastirmaciya simdi sorabilir veya mithat.yavuzarslan@yeditepe.edu.tr e-
posta adresinden ulasabilirsiniz. Arastirma tamamlandiginda genel/size 6zel sonuglarin sizinle

paylasilmasini istiyorsaniz liitfen arastirmaciya iletiniz.

Yukarida yer alan ve arastirmadan Once katilimciya verilmesi gereken bilgileri okudum ve
katilmam istenen c¢alismanin kapsamini ve amacini, goniilli olarak {izerime diisen
sorumluluklart anladim. Calisma hakkinda yazili ve sozlii aciklama asagida adi belirtilen
arastirmaci/aragtirmacilar tarafindan yapildi. Bana, ¢alismanin muhtemel riskleri ve faydalar
sozlii olarak da anlatildi. Kisisel bilgilerimin 6zenle korunacagi konusunda yeterli giliven

verildi.

Bu kosullarda s6z konusu arastirmaya kendi iste§imle, hi¢bir baski ve telkin olmaksizin

katilmay1 kabul ediyorum.

ISIM SOYISIM
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EK 6. Derse Ilgi Olcegi

Bu ankette 34 soru bulunmaktadir. Liitfen tiim sorular1 almakta oldugunuz dersi diisiinerek
cevaplayiniz. Sorular1 cevaplarken kendi diislincelerinizi bagkalarinin etkisi altinda kalmadan

ve ictenlikle ifade etmeniz beklenmektedir.
1 = Dogru Degil

2 = Biraz Dogru

3 = Orta Derecede Dogru

4 = Genellikle Dogru

5 =Cok Dogru
1- Dersin hocasi dersin konularina kars1 bizi nasil
. . . 1 2 3 4 5
heveslendirecegini bilir.
2- Bu derste 6grendigim seylerin bana faydali
4 . 1 2 3 4 5
olacagim diisiinityorum.
3- Bu derste basarili olacagima inancim tam. 1 2 3 4 5
4- Bu derste ilgimi ¢ceken ¢ok az sey var. 1 2 3 4 5
5- Dersin hocas1 ders konularinin 6nemini
N 1 2 3 4 5
kavramimizi sagliyor.
6- Bu dersten yiiksek bir not almak sans isidir. 1 2 3 4 5
7- Bu derste basarili olrpak i¢in ¢cok ¢alismam 1 2 3 4 5
gerekiyor.
8- Bu dersin igerigiyle daha onceki bilgilerim
e . 1 2 3 4 5
arasinda bir baglant1 géremiyorum.
9- Bu dersi gegip gecemeyecegim bana baglidir. 1 2 3 4 5
10- Dersin hocas1 konuyu anlatirken belirsiz
1 2 3 4 5
noktalar birakiyor.
11- Bu dersin igerigi bana ¢ok zor geliyor. 1 2 3 4 5
12- Bu dersin beni fazlasiyla tatmin edecegini
L 1 2 3 4 5
hissediyorum.
13- Bu derste yiiksek hedefler belirleyerek
. 1 2 3 4 5
miilkemmele ulasmaya ¢aligiyorum.
14- Kendi notlarimla arkadaglariminkini
karsilastirdigimda bana adil davranildigini 1 2 3 4 5
diisiiniiyorum.
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15- Bu dersteki 6grenciler dersin konularma ilgili
goriiniiyorlar.

16- Bu derse ¢alismak eglenceli.

17- Dersin hocasinin 6devlerime verecegi notu
tahmin etmem ¢ok zor.

18- Sinavlardan almay1 diisiindiigiim notla aldigim
notu karsilastirdigimda dersin hocasinin
degerlendirmelerinden memnunum.

19- Bu dersin bana kattiklarindan memnunum.

20- Bu dersin igerigi beklenti ve hedeflerimle
uyumludur.

21- Dersin hocasi ilging ve beklenmedik sekilde
ders isliyor.

22- Siniftaki 6grenciler bu derse aktif olarak
katiliyorlar.

23- Bu derste hedeflerime ulasmam i¢in derste iyi
olmam 6nemlidir.

24- Dersin hocas1 derste ilging dgretim teknikleri
kullantyor.

25- Bu dersin bana pek fayda saglayacagini
diistinmiiyorum.

26- Bu dersi dinlerken siklikla hayallere dalarim.

27- Bu derse siki ¢alistigim takdirde basarili
olacagima inantyorum.

28- Bu dersin bana faydalar1 acik ve nettir.

29- Bu dersin sorular1 ve problemleri sik stk
merakimi artirtyor.

30- Bu dersin zorluk seviyesini ne ¢gok zor ne de
cok kolay buluyorum

31- Bu ders beni fazlasiyla hayal kirikligina
ugratti.

32- Bu derste calismalarimin karsiligini not ve
diger geribildirimlerle yeterince aldigimi
diistiniiyorum.

33- Bu derste yapmam gereken ¢aligmalarin yiikii
dersin yapisina uygun.

34- Bu dersteki performansima dair yeterli
geribildirim aliryorum.
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