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20.04.2016 tarihli Resmi Gazete’de yayimlanan Lisansiistii Egitim ve Ogretim Y &netmeliginin
9/2 ve 22/2 maddeleri geregince; Bu Lisansiistii teze, Istanbul Universitesi’nin abonesi oldugu
intihal yazilim programi kullanilarak Fen Bilimleri Enstitiisii’niin belirlemis oldugu olgiitlere

uygun rapor alinmistir.

Bu tez, 2214/A (Yurtdist Doktora Siras1 Arastirma Bursu) kapsaminda TURKIYE
BiLIMSEL VE TEKNOLOJIK ARASTIRMA KURUMU (TUBITAK) tarafindan
1059B142000477 numaral proje ile desteklenmistir.

Bu tez, FRANSA TURKIYE Biiyiikel¢iligi - Institute Francais Turquie ve Campus
France tarafindan tahsis edilen Doktora Ogrencileri icin 2022 Arastirma Burslar

kapsaminda desteklenmistir.



ONSOZ

Bu doktora tezinin O6nso6zii alisilmig doktora tezlerinin 6nsozlerinden biraz farkli olmasini
istiyorum. Elbette her doktora tezi yogun emek ve ¢alisma sonuunda hazirlanmistir fakat bu tez
calismasi sira dis1 bir emek, gayret ve fedakérlikla olusturulmus bir ¢alismadir. Bu ¢aligmanin
gerceklestirilmesinde en basta Danisman Hocam Sayin Dog¢. Dr. Cigdem SELCUKCAN
EROL’un arastirmamiza olan inanct olaganiistii anlayisi, destekleri, adeta bir anne gibi sarip
sarmalamas1 ve doktora egitimi kadar zorlu bir siireci kolaylastirmas1 yatmaktadir. Bu Onsoz
vesilesi ile kendisine siikranlarimi sunuyorum. Bununla birlikte yine boliim baskanimiz Sayin
Prof. Dr. Seving GULSECEN Hocama doktora siirecine basladigim ilk giinden sonuna kadarki
anlayisi, destekleri ve her zaman yanimda oldugu igin sonsuz tesekkiirlerimi sunuyorum.
Bilindigi iizere bilimsel bir arastirmanin ve doktora tezi gibi bilim insaninin kariyerindeki mihenk
tasi niteligindeki bir ¢alismanin ve arastirmanin layiki veghile gergeklestirilmesi, eldeki donelere
yani verilere baghdir. Istanbul Universitesi Tip Fakiiltesi Su Altt Hekimligi ve Hiperbarik Tip
Anabilim Dali’'nda 6gretim iiyesi olan Sayin Prof. Dr. Samil AKTAS’a tezimin her siirecindeki
katkilar1, aragtirmanin basari ile gerceklestirilecegine dair olan inanci ve de verinin toplanmasi
stirecinden yaptigimiz biitiin ¢aligmalarda saglamis oldugu tiim imkanlar igin bitiin kalbimle
tesekkiir ediyorum. Elbette veri toplama siurecinde gerek mesai saatlerinde gerekse de gece
nébetlerinde bile bana higbir karsilik beklemeden yardim eden Uzman Dr. Ozding ACARLI'ya da
bu vesile ile tesekkiir etmek isterim. Ayrica doktora tez izleme komitemde yer alan Saymn
Doc¢.Dr. Tuncay OZCAN’a her zamanki destegi icin tekrar tesekkiir etmek istiyorum.
Yeditepe Universitesi Yonetim Bilisim Sistemleri Béliim Baskani Do¢ Dr. Askin Demirag
hocama da 2008 yilindan beri akademik kariyerimin her asamasinda yanimda oldugu i¢in en icten
siikranlarimi sunarim.

Bu doktora tez caligmasi yogun arastirma faaliyetleri, Oniime konan cesitli engellere ragmen
bitmek bilmeyen arastirma hevesi, miikemmellik tutkusu sonucunda ortaya ¢ikmis bir tez
calismasidir. Fransa-Sorbonne Université- LIMICS laboratuvarinda sekiz ay sure ile
arastirma faaliyetlerinde bulunurken kiymetli bilgi birikimini paylasan Prof. Xavier TANNIER
(Ph.D.) ve Directrice Prof. Marie-Christine JAULENT (Ph.D.)’e ve bana 8 ay sire ile bu
imkani saglayan, arastirmamiza fon desteginde bulunan TURKIYE Bilimsel ve Teknolojik
Arastirma Kurumu (TUBITAK)’a minnettarim.

Ve... FRANSA TURKIYE Biiyiikelgiligi’nin 2022 Arastirma Burslar1 Kapsaminda TURKIYE
capmda yalmzca “8” (sekiz) Doktora Ogrencisine layik goriilen Arastirma Bursunu tarafima
tahsis eden FRANSA Hukumetine, Fransa Tiirkiye Biiyiikelciligine ve Institute Frangais
Turquie komitesine ve de Campus France Paris ekibine en igten tesekkiirlerimi ve
siikranlarimi1 sunuyorum. Elbette ki bu olaganiistii prestijli dis kaynakli hiikiimet bursuna layik
goriildiigiim i¢in onur duyuyorum ve bir Omiir bu hakli gururu tasiyacagimi  beyan etmek
istiyorum.

Ozellikle belirtmek isterim ki Fransa'da bulundugum siire boyunca ilk giinden arastirmamin
sonuna kadar desteklerini esirgemeyen ve beni kendi evlatlari/kardeslerinden ayirmayan yiice
goniilli Ayla NALLAR Teyzeme ve canim Miige NALLAR BOUILLON ablacigima
stikranlarimi 6zellikle belirtmek istiyorum...



Bununla birlikte Enformatik Boliimiinde tanimaktan mutluluk duydugum bu siiregte manevi,
destegini gordiigim arkadasim Dr. Ogretim Uyesi Fatma Onay KOCOGLU’na en 6zel
tesekkiirlerimi sunmak istiyorum. Ayrica yine gerek Enformatik boliimiinde gerekse de
Fransa'da bulundugum siire boyunca hep sicak ve dost canlisi tutumlarini ve desteklerini
gordiigim Dr. Ogretim Uyesi Zeki Ozen 'e de en icten tesekkiirlerimi arz ederim. Dahasi,
Enformatik Boliimiinde bulundugum siirece hep iyiligini  gordiigiim Dr. Fidan
BAYRAKTUTAN’a da tesekkiir etmek isterim. Enformatik Boliimiinde gecirdigim siire
boyunca hep destegini gordiigim Dr. Ogretim  Uyesi Zerrin AYVAZ REIS’e 6zel
tesekkiirlerimi de iletmek istiyorum. Dahasi, Dr. Murat GEZER e ve Dr. Ogretim Uyesi Inci
ZAIM GOKBAY’a da sahsima her zaman gdstermis olduklar1 nazik ve sicak tutumlari igin
tesekkiir ediyorum. Bununla birlikte yine tanimaktan mutluluk duydugum Dog¢.Dr. Emre
Akadal'a ve Dr. Serra CELIK e de bu vesile ile tesekkiir etmek istiyorum. Ayrica, Enformatik
Boliimiinde tanidigim tiim akademik ve idari personele ve basta Nesim Sikri YUMLU
olmak iizere Sibel GUVELI’ye de tez siirecimdeki gdstermis olduklari iyi niyet ve sabirlart
icin en icten tesekkiirlerimi sunuyorum. Istanbul Universitesi Fen Bilimleri Enstitiisiinde
bulunan tiim akademik ve idari personele de boylesine zorlu bir siiregteki destekleri i¢in bu
vesile ile tesekkiir ederim.

Akademik camiay1 biraz da kortikosteriod ilaglar gibi iki ucu keskin kilica benzetmisimdir.
Bigak sirtinda hi¢ sekmeden ve fire vermeden ylirlimek aragtirmacinin gosterecegi
fedakarliklara baghdir. Benimle bu fedakarliklar1 gdstermekten imtina etmeyen ve en
onemlisi bu doktora tezini adadigim canim annem Nurten GUVENC DEMIRKOL ve
degerli babam Mehmet SIRAC DEMIRKOL’a tesekkiir etmek icin sdyleyecegim her
kelime kifayetsiz kaliyor...

Nisan 2022 Denizhan DEMIRKOL
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OZET

DOKTORA TEZi

Diyabetik Ayak Hastalarimin Ampiitasyon Riskinin Yapay Zeka Teknikleri ile
Ongoriulmesi

Denizhan DEMIRKOL

istanbul Universitesi
Fen Bilimleri Enstitlsi

Enformatik Anabilim Dah

Danisman : Dog. Dr. Cigdem EROL

Diyabetik ayak sendromuna bagli gelisen diyabetik ayak iilserleri, ylksek morbidite ve
mortalite ile karakterize olup hastalar icin amputasyon gibi hayati sonuglari olabilen diyabetin
en dnemli komplikasyonlar1 arasinda bulunmaktadir. Bu doktora tez ¢aligmasinin temel amaci
diyabetik ayak hastalarinin ampiitasyon riskinin yapay zeka-makine 6grenmesi siniflandirma
algoritmalar1 kullanilarak éngériilmesidir. Calismada kullanilan veri seti, Istanbul Universitesi
Tip Fakiiltesi Sualtt Hekimligi ve Hiperbarik Tip Anabilimdali’nda diyabetik ayak infeksiyonu
tanistyla Ocak 2009 — Eyliil 2019 tarihleri arasinda tedavi gérmiis ve takip siiregleri sonlanmis
407 hastayr igermektedir. Bu tez ¢aligmasinda, diyabetik ayak hastalar1 retrospektif olarak
degerlendirilmis, hastalarin bagvuru anindaki demografik ve klinik 6zellikleri ile takip ve tedavi
sonucu saglanan fayda ve ampiitasyon iligkisi yapay zeka teknikleri ile agiga cikarilmustir.
Aragtirmada yontem olarak Veri Tabanlarinda Bilgi Kesfi siireci takip edilmistir. Veri setindeki
diyabetik ayak hastaligina iliskin en onemli nitelikler Temel Bilesenler Analizi yoluyla
belirlenmistir. Bu tez ¢alismasinda diyabetik ayak hastalarinin hem genel hem de major ve
mindr amputasyon riskinin  ongorilmesi igin ¢esitli tahmin/siniflandirma modelleri
olusturulmustur. Bu modellerin kurulmasinda, k-En Yakin Komsu algoritmasi, Sade Bayes
Siniflandirict, Smiflandirma ve Regresyon Agaclar algoritmast (CART), Rastgele Orman
Algoritmasi, Yapay Sinir Aglari, Asirt Ogrenme Makineleri, Destek Vektér Makineleri,
Lojistik Regresyon ve XGBoost algoritmalarindan yararlanilmistir. Hiperparametre
optimizasyonu i¢in ayrica Genetik Algoritma ve Pargacik Siirii Optimizasyonu algoritmalar1 da
kullanilmistir. Model performans degerlendirme ydntemleri olarak; capraz gecerleme, ikili
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ayirma yontemi, “bootstrap sampling” ve li¢lii ayirma yontemleri kullanilmistir. Veri seti ve
alt kirilim veri setlerinde uygun makine 6grenmesi siniflandirma algoritmalarinin uygulanmasi
hem nitelik se¢imi islemi gergeklestirilmeden hem de gergeklestirildikten sonra tekrarlanmistir.
Sonug olarak nitelik se¢imi yapilarak olusturulmus, kategorik ve niimerik degerlerden olusan
alt kirthm veri setinde daha iyi test performansi gosteren modeller; temelinde topluluk 6grenme
metodolojisi bulunan “ensemble” bir yontem olan “Rastgele Orman Algoritmasi” (dogruluk:
0,78; duyarlilik: 0,67; belirleyicilik: 0,87; kesinlik: 0,80; Negatif Ongorii Degeri: 0,77; F-
Olglitii:0,73) ve “Lojistik Regresyon” (dogruluk: 0,90; duyarlilik: 0,94; belirleyicilik: 0,86;
kesinlik: 0,84; Negatif Ongorii Degeri: 0,95; F-Olgiitii: 0,89) algoritmalar1 olup, secilen deney
kosullarinda diger algoritmalara kiyasla daha iyi performans gostermistir. R-Shiny kullanic1 ara
yuzine bu nedenle genel ampiitasyonu tahmin etmek igin olusturulmus ve ilgili deney
kosullarinda en yiiksek performansi gosteren bu iki model entegre edilerek diyabetik ayak
tedavisi ile ugrasan hekim ve saglik personeline yardimei bir karar destek sistemi
gelistirilmistir.

Nisan 2022, 284 sayfa.

Anahtar kelimeler: Diyabet, Diyabetik Ayak, Ampiitasyon, Yapay Zeka, Makine Ogrenmesi
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Diabetic foot ulcers due to diabetic foot syndrome are characterized by high morbidity and
mortality and are among the most important complications of diabetes mellitus, which can have
vital consequences such as amputation for patients.The main purpose of this doctoral thesis is
to predict the amputation risk of diabetic foot patients using artificial intelligence-machine
learning classification algorithms. The dataset used in the doctoral thesis includes 407 patients
who were treated with the diagnosis of diabetic foot infection in Istanbul University Faculty of
Medicine, Department of Underwater and Hyperbaric Medicine between January 2009 and
September 2019 and their follow-up processes were terminated. In this research, diabetic foot
patients were evaluated retrospectively and it is aimed to determine with artificial intelligence
techniques the relationship between the demographic and clinical features of the patients at the
time of admission, and the benefits of the treatment and amputation results obtained through
follow-up. In the research, the process of Knowledge Discovery in Databases created by
Fayyad, Shapiro and Smyth (1996) has been followed. The most important features related to
the amputation risk of diabetic foot patients in the data set were determined through Principal
Component Analysis. In this doctoral thesis, various prediction/classification models were
created to predict the risk of both general — “overall” and major and minor amputation — “multi
class” risk of diabetic foot patients. In the creating of these models, k-Nearest Neighbor
algorithm, Naive Bayes Classifier, Classification and Regression Trees Algorithm (CART,
Random Forest algorithm, Artificial Neural Networks, Extreme Learning Machines, Support
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Vector Machines, Logistic Regression and XGBoost Algorithms were used. Genetic Algorithm
and Particle Swarm Optimization algorithms were also used for hyperparameter optimization
for specific algorithms. As model performance evaluation methods; cross validation, hold-out
method, bootstrap sampling and three way split methods were used. The application of
appropriate machine learning classification algorithms on the dataset and sub-dimension
datasets was repeated both before and after the feature selection process. As a result, the models
that show the best performance in the sub-dimension data set consisting of categorical and
numerical values, which were created by feature selection; the "Random Forest Algorithm"
(accuracy: 0,78; sensitivity: 0,67; specificity: 0,87 ; precision: 0,80 ; negative predictive value:
0,77; F-Measure:0,73) which is an based on ensemble learning methodology and "Logistic
Regression” algorithms (accuracy: 0,90; sensitivity: 0,94; specificity: 0,86; precision: 0,84;
negative predictive value: 0,95; F-Measure: 0,89), performed better than other algorithms in the
defined experimental conditions. Therefore, a decision support system has been developed to
help physicians and healthcare professionals dealing with diabetic foot treatment by integrating
these two prediction models, which show the highest performance in the relevant experimental
conditions to the R-Shiny user interface.
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Keywords: Diabetes Mellitus, Diabetic Foot, Amputation, Artificial Intelligence, Machine
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1. GIRIS

Bilgi, yiizyillardir karar verme agisindan kilit 6neme sahip olan bir kavramdir. Steward (1998)
icinde yasadigimiz yeni ¢agda, zenginligin bilginin tirlinii oldugunu ve zenginlik yaratmak i¢in
ihtiya¢c olan sermaye varliklar1 olarak kabul edilen arazi, bedensel emek, imalat aletleri ve
fabrikalarin yerini bilginin almis oldugunu ifade etmistir. Giiniimiizdeki organizasyonlarin
biiyiik gogunlugu bilgi yogun isletmelerdir. i¢inde bulundugumuz devir de bilgi toplumu olarak
literatiirde yerini almistir (Tonta ve Kuguk, 2005).

Gilinimiizde degismekte olan yeni diinya diizeninde, dijitalizasyon ile birlikte gesitli bilim
dallarinda ¢alisan uzmanlarin bilgi birikimlerinin bilgisayar ortamina aktarilmasi yapay zeka
metodlar1 ve teknikleri ile gergeklestirilmektedir (Gllsecen ve Demirkol, 2019). Makine
ogrenmesi algoritmalar1 yapay zekanin bir alt ¢aligma alanidir. Veri madenciliginde de makine
ogrenmesi algoritmalar kullanilabilmektedir. Yapay zekanm insanliga en ¢ok katkisi olacak

uygulamalari arasinda saghkta yapay zeka uygulamalari oldugu sdylenilebilir.

Diinyada yaslanan niifus ile birlikte diyabet, kanser, demans gibi kronik hastaliklar artis
gosterme egilimine girmis ve hasta ile birebir iliskide olan hekimler, hemsireler ve hatta saglik
sektoriinde tim calisanlar bu tip hastalarla kars1 karsiya geldiklerinde hastanin durumuna
adapte olmak i¢gin ciddi efor harcamaktadirlar. Bu gibi durumlarda yapay zekanin bir karar
destek sistemi olarak oldukga faydali olacag: da ifade edilmektedir (Bulut, 2019). Istatistiki
yontemlerle tespit edilmesi guc olan biyik boyutlu veri kiimeleri arasindan kiymetli olan
bilgiyi ortaya ¢ikarma isi veri madenciligi siireciyle ve makine 6grenmesi algoritmalar ile

gergeklestirilebilmektedir.

Diyabet (Diabetes mellitus), pankreas tarafindan insiilin iiretiminde veya kalitsal ve/veya
edinilmis eksiklikten veya iiretilen insiilinin etkisizliginden kaynaklanan kronik bir hastaliktir.
Bu tiir bir eksiklik kandaki glikoz konsantrasyonlarinin artmasina neden olur ve bu da viicudun
bir¢ok sistemine, 6zellikle de kan damarlarina ve sinirlere zarar verir. Son zamanlarda derlenen
veriler, yaklasik 150 milyon insanin diinya ¢apinda diyabete sahip oldugunu ve bu saymin 2025
yilina kadar iki katina g¢ikabilecegini gostermektedir. Bu artisin 0zellikle gelismekte olan
iilkelerde gerceklesecegi ongoriilmekte ve bunun nedenleri arasinda ise niifus artisi, yaglanma,

sagliksiz diyetler, obezite ve sedanter yasam tarzlari olarak gosterilmektedir. Diyabetin,



diyabetik retinopati, diyabetik nefropati- bobrek yetmezligi, kalp damar hastaliklari, diyabetik
ayak gibi bircok komplikasyonu bulunmaktadir.

Diyabetik ayak, kan damarlarindaki ve sinirlerdeki degisikliklere bagli olarak, siklikla
ulserasyona ve sonradan uzuv ampltasyonuna yol agmaktadir. Bu komplikasyon, diyabetin en
ciddi ve maliyetli komplikasyonlarindan biridir. Hem vaskiiler hem de nérolojik hastalik
stireclerinden kaynaklanir. Diyabet, diizenli muayene ve ayagin iyi bakimi ile dnlenebilecek

olan alt uzuvdaki travmatik olmayan ampitasyonun en yaygin nedenidir (WHO, 2010).

Bu tez caligmasinin amaci, Tiirkiye’de ve Diinyada prevalansi yliksek olan diyabet hastaliginin
en onemli komplikasyonlarindan biri olan amputasyonun ve iliskili faktorlerin yapay zeké —
makine Ogrenmesi siniflandirma algoritmalar1 kullanilarak ©nceden tahmin edilmesine
dayanmaktadir. Bu amagla yapilacak ¢alismada diyabetik ayak hastalarinin ampitasyon
risklerinin makine &grenmesi siniflandirma algoritmalari kullanilarak tahmin modeli
olusturmak ve bu modeli de bir kullanic1 arayiiziine entegre ederek daha genis kitlelerce

kullanma imkaninin saglanmasi amaglanmaistir.

Bu tez ¢alismasinin GENEL KISIMLAR bdliimiinde 6ncelikle, ¢alismanin iki ana basligi olan
diyabet ve iligkili diyabetik ayak hastaligi, yapay zeka ve iliskili makine 6grenmesi, veri
madenciligi kavramlar1 agiklanmustir. {1k ana baslik olarak diyabet hastalig1 ve ilgili olarak
tanim, tan1 koymada kullanilan kriterler, bulgular, tedavi ile ilgili genel bilgiler verilmistir.
Sonrasinda ise diyabetin komplikasyonlari, néropati ve diyabetik ayak infeksiyonu ile ilgili
bilgi ve uygulanan tedaviler anlatilmistir. Ayn1 zamanda diyabetik ayagin 6ngoriisii ile ilgili
arastirmalara yer verilen literatiir ¢alismas1 boliimiin sonunda yer almaktadir. Ayn1 boliimde
ikinci ana baslik olarak yapay zekd ve veri madenciligi kavrami ele alinmistir. Makine
Ogrenmesi algoritmalart ve veri madenciliginin tanimi, Fayyad, Shapiro ve Smyth, (1996)
tarafindan olusturulan bilgi kesfi siire¢ tanimlari, analizlerde biiyiik 6nem tasiyan 6n isleme
stireci detayl olarak ifade edilmistir. Ardindan makine 6grenmesi algoritmalar: teorik olarak
aciklanmis; bu ¢alisma kapsaminda kullanilan siniflandirma algoritmalari, model performans
degerlendirme yontemleri, model performans degerlendirme 6lgiitleri ile ilgili bilgiler yine bu

bélimde yer almustir.

MALZEME VE YONTEM béliimii, bir énceki boliimde bahsedilmis olan veri madenciligi
stirecine paralel olarak olusturulmus, bu silirecteki asamalar takip edilerek analizler

gergeklestirilmistir. Secilen silirece paralel olarak bes baslik altinda yapilan islemlerden



bahsedilmistir. Verinin toplanmasi ve veri secimi, Vveri on isleme, veri doniistiirme, veri
madenciligi ve yorumlama bagliklarindan olusan bu boéliimde veri seti ile ilgili bilgiler, veri
setinin orijinal hali, 6n isleme asamasinda yapilan degisiklikler ve olusturulan alt kirilim veri
setleri ile ilgili detayli bilgiler ve makine 6grenmesi analizlerinde kullanilan algoritmalar,

performans degerlendirme yontemleri ve Olgiitleri ile ilgili agiklamalara yer verilmistir.

BULGULAR bdéliminde, R programlama dili RStudio ve Python programlama dili ve
Anaconda — Jupiter Lab, Scikit-Learn kiitiiphanesi kullanilmak sureti ile makine dgrenmesi
smiflandirma algoritmalar1 ve ilgili algoritmalarin parametre/hiperparametre ayarlamasi
(“tuning™) igin ¢esitli optimizasyon teknikleri (1zgara arama ve meta-sezgisel optimizasyon
teknikleri) de kullanilarak yapilan analizlerin performans degerlendirmeleri karsilastirmali

olarak verilmistir.

TARTISMA VE SONUC boéliimiinde ise bulgular tartisilmis ve gelecek arastirmalara yonelik

Oneriler gecmis ¢alismalarla kiyaslanarak ortaya konulmustur.



2. GENEL KISIMLAR

2.1 DIABETES MELLITUS
2.2.1 Tanmm

Diyabet (Diyabetes Mellitus: seker hastalig1) insiilin sekresyonu, insiilinin etkisindeki eksiklik
veya her ikisindeki kusurlardan kaynaklanan hiperglisemi ile karakterize bir grup metabolik

hastalik olarak tanimlanmaktadir (American Diabetes Association, 2014).
2.2.2 Epidemiyoloji

Diyabet insidansi obezite ve hareketsiz yasamin yayginlagmasi ile birlikte giinden giine
artmakta olup, diyabet giiniimiizde kiiresel bir saglik sorunu héline gelmistir. Hatta diyabet

hastalig1 i¢in yiizyilin saglik krizi de denilebilir (Cosansu, 2009).

Uluslararasi Diyabet Federasyonu’nun 2019 yilindaki 9. Diyabet Atlasi verisine gore, 2000'deki
ilk raporundan bu yana, tahmini diyabet yaygimligi (tip 1 ve tip 2 kombine hem teshis edilmis
hem de teshis edilmemis) 20-79 yaslarindaki insanlarda 151 milyondan (o sirada kiiresel
nifusun %4,6's1) 463 milyona (%9,3) yiikselmistir. Bu raporda, 2019 yilinda 20 ile 79 yas
araligindaki 463 milyon kisinin (her 11 kisiden 1’nin) diyabet hastasi oldugu tahmin edilmekte
ve bu sayinin 2030'da 578 milyona ve bu pandemi i¢in yeterli eylem plan1 uygulanmaz ise, bu
sayinin 2045'te 700 milyona (%10,9) ulasacagi 6ngoriilmiistiir. Bununla birlikte diyabetli her 2
kisiden 1’inin tan1 almamig diyabet hastas1 (232 milyon insan) oldugu bulunmus, diyabetli her
5 kisiden 1’inin ise 65 yas ve lizeri oldugu tespit edilmistir. Ayrica, 2019 yilinda diyabet ve
komplikasyonlarindan kaynaklanan 6liim sayisinin da 4,2 milyon oldugu tahmin edilmektedir.
Ayn1 raporda global saglik giderlerinin yilizde 10’unun diyabet i¢in harcanmakta oldugu
belirtilirken, diyabetli her 4 kisiden 3’iinlin (79%) diisiik-orta gelirli iilkelerde yasamakta
oldugunun alt1 ¢izilmistir (International Diabetes Federation, 2019). 2021 yilinda ayni kurum
tarafindan yayinlanan rapora gore 2021'de 20-79 yaslar1 arasinda diyabet hastaligina sahip insan
sayisinin diinya genelinde 537 milyona ulastig1 ve 6,7 milyondan fazla insanin diyabet ve
diyabete bagli komplikasyonlardan 6lmiis oldugu tahmin edilmekte olup, gerekli Onleyici
tedbirlerin alinmamas1 durumunda ise 2045 yilinda bu saymin %46°lik bir artigla 783 milyon
kisiye ulasacagi ongoriilmektedir. Bu raporun bulgular 21.yiizyilda kiiresel ¢aptaki en 6nemli

saglik sorunlarindan birinin diyabet hastaligi oldugunu dogrulamaktadir. Sonug¢ olarak bu



hastaligin endise verici seviyelere ulagtiginin alt1 ¢izilmistir (International Diabetes Federation,
2021).

Diinya genelinde diyabet sikliginin artmastyla birlikte, Tiirkiye’de de diyabet hizla artmaktadir.
Tiirkiye’de diyabet prevelansini belirlemek amaciyla yapilan ¢alismalardan ilki Satman ve dig.
(2002) tarafindan yapilan TURDEP | (Turkiye Diyabet, Hipertansiyon, Obezite ve
Endokrinolojik Hastaliklar Prevalans Calismasi — I) ¢alismasidir. Bu arastirmaya 20 yas ve
tizerinde toplamda 24.778 kisi katilmig ve tiimiine 75 gram glukozlu OGTT (Oral Glukoz
Tolerans Testi) uygulanmistir. Calisma sonuglarina gore diyabet prevalansit % 7,2 olarak

bulunmustur (Satman ve dig. 2002).

Ulke capindaki diyabet prevalansinin son 12 yildaki degisiminin agiklanmasi1 amaciyla yapilan
TEKHARF calismasinin sonuglarina gore, diyabet genel prevalansinin %80 oraninda

yiikseldigi tespit edilmistir ki bu, yillik %5 artisa denk diismektedir (Onat ve dig. 2014).

Tiirkiye Kronik Bobrek Hastalig1 Prevalanst Arastirmasi (Chronic Renal Disease in Turkey —
CREDIT) sonuglarina gore, diyabet siklig1 kadinlarda %14,3, erkeklerde %10,9 ve genelde ise
%12,7 olarak belirtilmistir (Suleymanlar ve dig. 2011).

TURDEP- II ¢alismas: ise aglik kapiller glukoz ile birlikte OGTT yontemi kullanilarak
TURDEP-I ¢alismasinin devami olarak planlanmis ve ayni merkezlerde yine Satman ve dig.
2013) tarafindan gergeklestirilmistir. Calisma sonuglarina gore, 20 yas ve ilizeri yetiskinlerde
diyabet prevalanst %16,5 olarak tespit edilmis ve 2010 yil1 verilerine gore Tiirkiye’de 6,5
milyon civarinda diyabet hastasi oldugu belirtilmistir. Arastirmanin en ¢arpict bulgulardan
birisi de TURDEP-I popilasyonuna gore standardize edildiginde, diyabet prevalansinin son 12

yilda %90 artis ile %13,7’ye ulastigi hesaplanmistir (Satman ve dig. 2013).

Bu arastirma sonuglar1 gostermektedir ki, diyabet; Diinyadaki artigla birlikte Tiirkiye’de de hizli
bir artis egilimdedir. Sonu¢ olarak hem diyabetin hem de diyabetin komplikasyonlarinin

6nceden tespit edilmesi ve dnlenmesi kritik 6nem arz etmektedir.
2.1.3 Teshis

Tiirkiye Diyabet Vakfi ve Ulusal Diyabet Konsensus Grubu’nun 2019 yilinda yaymladig:
Diyabet Tan1 ve Tedavi Rehberi’ne gore diyabetin tani kriterleri Tablo 2.1°deki gibidir. Bu

tabloda yer alan kriterlerden sadece birinin bulunmasi tani icin yeterli goriilmektedir.



Tablo 2. 1: Diyabet Tan1 Kriterleri (Ulusal Diyabet Konsensus Grubu, 2019)

Aclik Plazma Glukozu >126 mg/dl
Rastlantisal Plazma Glukozu + diyabet semptomplari >200 mg/dl
Oral Glukoz Tolerans Testi (OGTT)’nde 2st plazma glukozu >200 mg/dl
HbAlc >%6,5

2.1.4 Smiflandirma

Tiirkiye Endokrinoloji ve Metabolizma Dernegi (TEMD) tarafindan 2018 yilinda yayinlanan
giincellenmis Diabetes Mellitus ve Komplikasyonlarmin Tani, Tedavi ve izlem Kilavuzu’na

gore diyabet Tablo 2.2°deki gibi siniflandirilabilir (TEMD Diabetes Mellitus Calisma ve Egitim

Grubu, 2018).

Tablo 2. 2: Diyabetin Siiflandirilmasi

Tip 1 Diyabet

Genellikle mutlak insiilin eksikligine sebep olan

B hiicre hasari bulunmaktadir.

Tip 2 Diyabet

Temelinde insiilin direnci bulunan ve ilerleyici

mstilin sekresyon defekti ile karakterizedir.

Gestasyonel diabetes mellitus (GDM)

Gebelik sirasinda ortaya cikar ve genellikle

dogumla birlikte diizelir.

Diger spesifik diyabet tipleri

Genetik defektler, pankreasin ekzokrin doku
hastaliklari, endokrinopatiler, 1ilac veya
kimyasal ajanlar, immun aracilikli nadir diyabet
formlar1 ve infeksiyonlar bu grup arasinda

smiflandirilabilir.

Diyabetin ilk alt sinifi, tip I veya insiiline bagimli diyabetes mellitus, genellikle klinik olarak
ani semptomlarin baslangici, insiilinopeni ve yasami siirdiirmek i¢in enjekte edilen instline
bagimlilik ve ketozise egilim ile karakterizedir. Klasik olarak, bu hastalik tiirii ¢ocuklarda
goriilmektedir bu nedenle daha Onceleri ¢ocuk diyabeti olarak adlandirilmistir. Bununla

birlikte, herhangi bir yasta ilk kez tan1 alabilir ve semptomatik olabilir; bu nedenle, baslangic

yasina gore taninin uygun olmadigi tespit edilmistir.




Ikinci tip diyabet, tip II veya insiiline bagimli olmayan diyabetes mellitus, siklikla diyabetin
metabolik komplikasyonlarina karsi kabul edilebilir minimal semptomlar gosterir veya hig
gostermez. Bununla birlikte, aclik hiperglisemisi eger diyet veya oral ajanlarin kullanim ile
dizeltilemez ise, bu durumun tedavisi i¢in insiilin kullanimi da gerekebilir. Bu tiir hastalarda,
Gestasyonel diabetes mellitus infeksiyonlar veya travma ile siddetli stres gibi 6zel kosullar
altinda ketozis gelisebilir. Tip II diyabetli hastalar yillar veya on yillar boyunca asemptomatik
olabilir ve hastaligin sadece yavas ilerlemesini gosterir. Bununla birlikte, diyabetle iliskili
kronik komplikasyonlari, yani makroanjiyopati, mikroanjiyopati, ndropati ve katarakt bu tipteki

hastalarda gorilebilmektedir (National Diabetes Data Group, 1979).
2.1.5 Komplikasyonlar

Diyabetin hem akut hem de kronik komplikasyonlari1 bulunmaktadir. Bunlar detayli olarak alt
basliklarda agiklanmistir.

2.1.5.1 Akut Komplikasyonlar

Diyabetin dolayistyla hipergliseminin belirtileri arasinda poliiiri, polidipsi, kilo kaybi ve
bulanik gérme bulunur. Kronik hiperglisemiye belirli infeksiyonlara yatkinlik da eslik edebilir.
Kontrolsiiz diyabetin akut, hayati tehdit eden sonuglari bulunmaktadir (American Diabetes
Association, 2014). Hipoglisemi (diisiik kan sekeri), ketoasidoz (diyabetik koma), laktik asidoz,
bakteri/ mantar infeksiyonlari, hiperglisemik nonketotik koma diyabetin akut komplikasyonlari
arasinda bulunmaktadir (Uludag, 2010).

2.1.5.2 Kronik Komplikasyonlar

Kronik hiperglisemi ile karakteristik olan diyabet uzun vadede, goz, bobrek, kalp, kan damarlari
ve sinirler basta olmak iizere ¢esitli organlarin hasarina ve disfonksiyonuna yol acabilir ve
sonu¢ olarak da hasar goren organlarin yetmezligi ile iliskilidir. Diyabetin uzun vadeli
komplikasyonlar1 arasinda potansiyel gorme kaybi olan retinopati; bobrek yetmezligine yol
acan nefropati, ayak dlseri, ampltasyon ve Charcot eklemleri riski olan periferik néropati ve
gastrointestinal, genitoUriner ve kardiyovaskiiler semptomlara ve cinsel islev bozukluguna
neden olan otonom noropati sayilabilir. Diyabetli hastalarda artmis aterosklerotik
kardiyovaskdler, periferik arter hastaligi ve serebrovaskiiler hastalik insidansi vardir. Ayrica,
hipertansiyon ve lipoprotein metabolizmasiin anormallikleri genellikle diyabetli kisilerde

bulunur (American Diabetes Association, 2014). Bununla birlikte, uygun diyabet yonetimi



saglanirsa, bu ciddi komplikasyonlar geciktirilebilir veya tamamen 6nlenebilir (International

Diabetes Federation, 2019).
2.1.5.3 Diyabetik Noropati

Diyabetin en sik goriilen uzun dénemli komplikasyonlarindan biri olan ndéropati, 6nemli bir
morbidite ve mortalite nedenidir (Tirkiye Diyabet Programi, 2015). Periferik noropati,
diyabetle iliskili néropatinin en yaygin seklidir (International Diabetes Federation, 2019).
Diyabeti olan hastalarin %60’ inda periferik noéropati oldugu belirtilmistir (Saltoglu ve digerleri,
2016a). Diyabetik noropati ekstremitelerin distal sinirlerini, 6zellikle ayaklarin sinirlerini
etkiler. (T.C. Saglik Bakanlhgi- Tirkiye Halk Sagligi Kurumu, 2015). Diyabetle iliskili
noropati, ilerleyici hissizlige neden olan simetrik duyu islevini degistirmektedir (International

Diabetes Federation, 2019).

Hiperglisemi, glikosile edilmis nihai {iriinlerin birikmesine ve sonugta oksidatif stres, aksonal
kayip ve demiyelinizasyona neden olarak sinir fonksiyon bozukluguna yol agmaktadir. Fazla
glikoz aldoz rediiktaz enzimi tarafindan sorbitole doniistiiriiliir. Sorbitol de myoinositol sinir
bliylime faktorii diizeylerini azaltarak diyabetik ndropatiye yol agmaktadir. Bu nedenle optimal

glikoz kontrolt birincil dnleyici tedbir olarak gértilmektedir. (Brownlee, 2005).
2.1.5.4 Diyabetik Ayak Yaralar

Diyabetik ayak yaralari, diinyada her 30 saniyede bir ayak kaybina neden olan tedavisi gii¢ bir
hastalik nedeni olmakla birlikte diyabetin en ¢ok hastanede yatmaya neden olan
komplikasyonudur. Bu komplikasyon is giicii kaybina, sakatliklara, psikososyal travmaya ve
saglik bakim maliyetlerinin artmasimna neden olmaktadir. Saglik Bakanligi verilerine gore
tilkemizde yapilan ampiitasyon sayisi yilda 12 bin civarinda olup bunun 6nemli bir kismini
diyabetin komplikasyonlari nedeniyle yapilan ampiitasyonlar olusturmaktadir (Saltoglu ve dig.
2016).



.

Sekil 2. 1. Istanbul Universitesi istanbul T1p Fakiiltesi Sualti Hekimligi ve Hiperbarik Tip Anabilim
Dalr’nda tedavi i¢in bagvuran bir diyabetik ayak hastasina ait ve parmak ucunda siirl gangren bulgulart
olan bir diyabetik ayak fotografi

Diyabetlilerde periferik noropati, periferik arter hastaligi ve infeksiyona yatkinlik nedeniyle
ayak Ulserleri ve nihayetinde amputasyonlarin sik gérilmekte olup bunun en 6nemli nedeni ise
diyabetik ndropatinin yarattig1 hissizlik sonucu tekrarlayan travmalarin fark edilmemesi olarak

belirtilmistir (Tirkiye Diyabet Programi, 2015).
2.2 DIiYABETIK AYAK SINIFLANDIRMA SiSTEMLERI

Diyabetik ayak siniflandirmalart 6zellikle tedavinin standartlastirilmasi ve hastaligin prognozu
hakkinda bilgi verebilmesi nedeniyle 6nem tagimaktadir. Giiniimiizde klinikte en ¢ok kullanilan
siniflandirma sistemi Meggit Wagner olup akademik ¢aligmalarda PEDIS ve Texas San

Antonio Universitesi Diyabetik Ayak Smiflandirmasi éne ¢ikmaktadir (Memis, 2015).
2.2.3 Meggit Wagner Simiflandirmasi

Diyabetik ayak ile ilgili bilinirligi en yiiksek siniflandirmadir. ilk olarak 1976 yilinda Meggit

tarafindan ileri siiriilmiis, daha sonra 1981 yilinda Wagner tarafindan gelistirilmistir.(Meggit,
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1976; Wagner, 1981). Bu smiflandirma temel olarak yara derinligini esas alir. (Mutluoglu,

2013). Sekil 2.2°de Meggit-Wagner diyabetik ayak siniflandirma sistemi goriilmektedir.

Grade 0 Saglam cilt
Grade | Yiizeyel ilser

Genellikle infeksiyon ile seyreden ve tendon gibi cilt alti dokulara uzanim

Grade | gosteren Ulser

Grade lll Abse ya da osteomiyelit ile seyreden derin ilser
Grade IV Sinirh gangren

Grade V Yaygin gangren

Sekil 2. 2: Meggit- Wagner Diyabetik Ayak Siiflandirmasi (Meggit,1976; Wagner, 1981)

2.2.2 Teksas San Antonio Universitesi Diyabetik Ayak Simiflandirmasi

Teksas Universitesi diyabetik ayak siniflandirma sistemi, diyabetik ayakta hastaligm gidisatinin
temel olarak infeksiyon, iskemi ve yara derinligi ile iliskili oldugunu dikkate alarak

gelistirilmistir (Lawrence ve dig. 1996). Sekil 2.3’te ilgili siniflandirma sistemi goriilmektedir.

Grade 0 Grade | Grade I Grade lII
A Yara vok Yiizevsel vara Tendon ya da kapsiil Eklem ya da kemik
Y 73€Y tutulumu tutulumu
Yara vok Yiizevsel infekte infeksiyon ile [nfeksiion ile
ks onymt;vcut 4 ora seyreden tendon ya  seyreden eklem ya da
4 4 da kapsi.ﬂ tutulumu kemik tutulumu
Yara vok. iskemi  iskemi ile sevreden iskemi ile seyreden iskemi ile seyreden
C oK ; . | 7 tendon ya da kapsiil eklem ya da kemik
mevey yuzeyselyara tutulumu tutulumu
Yara vok. iskemi ve iskemi ve infeksiyon  iskemi ve infeksiyon iskemi ve infeksiyon
infek):i c;n meveut ile seyreden ile seyreden tendon ile sezreden eklem ya
4 yi.izeyse| yara ya da kapsij| tutulumu da kemik tutulumu

Sekil 2. 3: Teksas San Antonio Universitesi Diyabetik Ayak Siniflandirmasi (Lawrence ve dig. 1996;
Mutluoglu, 2013).

2.2.4 S(AD) SAD Siniflandirmasi

S(AD) SAD smiflandirmasi 1999 yilinda Ingiliz arastirmacilar tarafindan mevcut siniflandirma

sistemlerinin ya yeterince spesifik olamayacak kadar basit ya da hatirda tutulamayacak kadar
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komplike olmasi ileri siiriilerek gelistirilmistir (Macfarlane ve Jeffcoate, 1999). Sekil 2.4’te

ilgili siniflandirma sistemi goriilmektedir.

Grade Alan Derinlik Sepsis yﬁtrrzeerizTilk Denervasyon
0 Saglam cilt Saglam cilt infeksiyon yok Pedal nabizlar Normal VAE
9 g el |
norma
< 10 mm? Zayif pedal
Cilt&Cilt alh Yiizeysel nabiz, ya da VAE artmis
tek tarafli yo|<
I 10-30 mm? Tendon, .!E!f|em Sellilit Her iki pedal B't‘a|irgin.
kapsili nabiz yok noropati
I > 30 mm? Eklem GI:CIIIQI, Osteomiyelit Gangren Charsot
Kemik ayag!

Sekil 2. 4: S(AD) SAD Siniflandirmast (Macfarlane ve Jeffcoate, 1999; Mutluoglu, 2013).

S(AD) SAD siniflandirmast her biri bir alt baslik olan faktorlerin bas harflerinin bir araya

getirilmesinden olusan bir siniflandirmadir. Buna gére; (“Size”): yara boyutu, (“Area”): alan,

(“Dept”): derinlik, (“Sepsis”): infeksiyon siddeti, (“Arteriopathy”): arteriyel dolasim,

(“Denervation ”): duyu muayenesini tarif etmektedir (Mutluoglu, 2013).

2.2.4 PEDIS Smiflandirmasi

PEDIS siniflandirmast Uluslararas1 Diyabetik Ayak Calisma Grubu (IWGDF) tarafindan

gelistirilmistir (Schaper, 2004). Bu siniflandirmada, yaralarin perfiizyon (“Perfusion”), boyut

(“Extent”), derinlik (“Depth”), infeksiyon (“Infection”) ve duyu (‘“‘Sensation”) durumlari

dikkate alinarak olusturulmustur. Her kategori ayri bir baslik altinda, s6z konusu risk

faktoriiniin  siddetine goére derecelendirilmektedir (Mutluoglu, 2013). Sekil 2.5’te ilgili

siiflandirma sistemi goriilmektedir.



12

Perfusion (perfiizyon)

Etkilenen ayakta PAH ile iliskili belirti ve bulgu yoktur. Aynca
dorsalis pedis ve tibialis posterior arterleri palpabldir ya da

Grade|  Ayak bilefii brakial indeks 0,% ile 1,10 arasindadir ya da
Ayak basparmak/brakial indeks 0,6 iizerindedir ya da
Transkiitan cksijen kismi basiner (TePO,) 60 mmHg lizerindedir.
PAH belirti ve bulgulan meveuttur ancak kritik bacak iskemisi beliri ve bulgulan
yoktur.
Aralikh topallama varlig
Ayak bilegi-brakial indeksi < 0,9; fakat ayak bilegi basine1 =50 mmHg ya da
Grade |l Ayak bosparmak-brachial indeksi <0,6; fakat sistolik ayak basparmak kan basina
=30 mmHg ya da
30ile 60 mmHg arasinda TePO? ya da
Invazif olmayan girisimlerde PAH ile uyumlu ancak kritik bacak iskemisi diizeyinde
izlenmeyen bozukluklar
Kritik bacak iskemisi
Grade Il Sistolik ayak bilesii kan basinc <50 mmHg ya da

Sistolik ayak basparmak kan basina <30 mmHg ya da
TcPO, <30 mmHg.

Yarann boyutu (Extend)-

Yarann boyutu, debritman sonrasi tercihen santimetrekare cinsinden kaydedilmeli, bu yapila-
miyorsa, yaramn en uzun ¢api ile buna dik gegen diger capin carpilmas: ile slcillmelidir.

Derinlik [Depth)

Grade |

Tam kat ylizeyel ilser. Dermis altinda tutulum yoktur.

Grade I

Dermis altinda, fasya, kas ya da tendon tululumu vardir.

Grade Il

Kemik ve/veya eklem araliginin tutulumu vardir.

infeksiyon (Infection)

Grade |

Infeksiyon beliri ve bulgusu yok.

Grade Il

Subkutan dokulann tutulumu olmadan cilt seviyesinde simirdanan infeksiyon vardir.
Sistemik bulgu yoktur ve asofpdakilerden en az iki tanesi meveuttur:

Lokal &dem veya endirasyon

Ulser gevresinde >0,5 ile 2 cm gap arasinda eritem
Lokal hassasiyet ya da ofn

Lokal sicakhik artist

Piiriilan akinti

Grade Il

lki santimetre capin Gizerinde eritem varhd ile yukandaki bulgulardan en azindan
birinin bulunmas: ya da sistemik inflamatuvar yanit olmaksizin apse, osteomiyelit,
septik artrit, fasiit gibi derin doku infeksiyonu varhg.

Sistemik enflamatuvar yanit ile seyreden infeksiyon tablosu. Asagidakilerden 2 veya
daha fazlasi mevcuttur:

>38 ya da <36 °C'nin altinda ates varlig.

Kalp atimi =90 ahm/dk

Solunum sayisi =20 /dk

PaCO2 <32 mmHg

Beyaz kiire sayisi >12 000 ya da <4.000/cu mm
10% immatiir band formasyonunun bulunmas:

Duyu [Sensation)

Grade |

Etkilenen ayakta duyu kayb: yokiur.

Grade I

Etkilenen ayakia asagida tarumlanon ydntemler ile tespit edilen duyu kaybi mevcut-
tur:

10-g'hk Semmes-Weinstein monofiloman muayenesinde, ayagin 3 farkh bélgesine
uygulanan basincin en az 2 noktada hasta tarahndan algllanmamas:.

Ayak basparmaoi iizerinde 128-Hz'lik diopozonla olusturulan vibrasyonun hasta
tarafindan algillanmamas:

Sekil 2. 5: PEDIS Siniflandirmasi ( Shaper, 2004; Mutluoglu, 2013)
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2.3 DIYABETIK AYAK YARALARININ TEDAVISINDE KULLANILAN
YONTEMLER

Diyabetik ayak, diger kronik yara ¢esitleri arasinda 6zel bir yere sahiptir ve gerek akut gerek
kronik yaralarin tedavisi, temel olarak cerrahi yontemlerle gergeklestirilir. Fakat diyabetik
ayak gibi kronik yaralarda yalnizca cerrahi yontemler yeterli olmamaktadir. Bu gibi
durumlarda, tedavinin basarili olmas1 i¢in ¢esitli yardime1 tedavi yontemleri de gerekmekte

oldugu bu alanda calisan ¢esitli otoritelerce belirtilmistir.

Kronik yara iyilesmesinde, iyilesmeyi saglamanin yolu, antibiyotikler gibi kimyasal, kok hiicre
tedavisi gibi hlicresel, kurtcuk tedavisi gibi biyolojik, bytme faktorleri uygulamak gibi sitokin

cercevesinde olabilmektedir (Aktas, 2015).

Diyabetik ayak infeksiyonunda genel tedavi hedeflerinin, yara iyilesmesini saglayabilmek ve
bacag1 kurtarmak icin genel tedavi yaklasimi, acil ve agresif debridmanlarla 6lii ve infekte
dokularin uzaklastirilmasi, uygun antibiyotik tedavisi, metabolik kontrol, yiikten ve basidan
kurtarma (“off-loading ), Periferik Arter Hastalig1 (PAH)’nin tanis1 ve uygun sekilde tedavisi
ve bununla birlikte ayagin iglevinin kazandirilmasi (rekonstriiksiyon) olarak belirtilmistir

(Saltoglu ve dig. 2016).

Asagidaki alt basliklarda diyabetik ayak infeksiyonlarinda kullanilan en 6nemli tedaviler genel

hatlariyla anlatilmistir.
2.3.1 Cerrahi Tedavi

Diyabetik Ayak Yarasi ve Infeksiyonunun Tanisi, Tedavisi ve Onlenmesi-Ulusal Uzlast
Raporu’na gore, diyabetik ayak tilserlerinde temel cerrahi hedefleri ve uygulanabilecek islemler
dort grupta toplanmistir. Bunlar, tedavinin 6ncelikli hedefi olan infeksiyonlu bir diyabetik ayak
yarasint infeksiyonsuz ayak yarasina g¢evirmek iizere basit debridmanlardan ampiitasyon
operasyonlarina uzanan yelpazede yer alan cerrahi seceneklerden olusmaktadir (Saltoglu ve
dig. 2016).

2.3.2 Yukten Kurtarma

Diyabetik ayak Uulserlerinde “off — loading” yani yiikten kurtarma, yara iyilesmesini

destekleyerek iilserlerin tekrarlamasini bdylece ampiitasyonu dnlemektedir (Kilicoglu ve dig.
2018).
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2.3.3 Antibiyoterapi

Diyabetik ayak infeksiyonunda uygun doku Orneklemesi ile Klinik infeksiyonun hemen
tanimlanmasi1 genig spektrumlu ampirik antibiyotik kullanimimi sinirlayacagi ve bilingli
antibiyotik kullanimini saglayacagi belirtilmektedir. Dar spektrumlu, yliksek dozlu, kisa siireli
antimikrobiyal tedavinin ideal oldugu belirtilmistir. Gram pozitif organizmalarin diyabetik
ayak infeksiyonunda en yaygin patojenleri temsil etmekle birlikte, antimikrobiyal direng
sonucunda antibiyotik kullanilabilirliginde zorluklar ortaya ¢ikmaktadir. Antibiyotik tedavisi
seciminde etkinlik, organizma duyarlilif1 ve yan etki profili gibi ¢esitli etmenler gz 6niinde
bulundurulur. Bununla birlikte infeksiyonun kemige kadar ilerlemesi (osteomiyelit)
amputasyon riskini ve buna bagli morbidite ve mortaliteyi de arttiracagi belirtildiginden
diyabetik ayak infeksiyonlarinda osteomiyelitin taninmasinin  ve tedavisinin Onemi

vurgulanmaktadir (Ertugrul, 2020).
2.3.4 Negatif Basinch Yara Ortiisii

Yaralarin steril bicimde kapatildiktan sonra iizerlerine siirekli veya aralikli olarak negatif basing
uygulanarak tedavi edilmesine negatif basingli yara ortiisti tedavisi (NPWT) denilmektedir.
NPWT tedavisinin ana kullanim alanlarindan biri de diyabetik ayaktir. Bu cihazin kullaniminin
bildirildigi bircok klinik ¢alisma bulunmaktadir. Bu tedavi ile yara iyilesmesinin degisik
basamaklarinda yararli etkiler lokal kan akimi artisi, 6demde azalma ve eksudanin
uzaklastirilmasi, bakteri yiiklinde azalma, anjiogenezde ve graniilasyon dokusu olusumunda

artig, yara kontraksiyonu ve epitelizasyon artig1 gibi yararli etkiler saglanmaktadir (Aktas,
2010).

2.3.5 Hiperbarik Oksijen Tedavisi

Sualti - Hiperbarik Tip Toplulugu (UHMS) tanimina gore Hiperbarik Oksijen Tedavisi (HBOT)
hastaya kapali bir basin¢g odasinda, deniz seviyesindeki atmosferik basingtan (I ATA = 1
atmosfer absolute = 1 Bar = 760 mmHg) daha yiiksek basin¢ ortaminda, aralikli olarak %100
oksijen solutulmasi seklinde uygulanan sistematik bir tedavidir. Tedavi siiresi ve basinci klinik
kosullara gore degiskenlik gostermekle birlikte mevcut bilgiler uygulanan tedavinin HBOT
olarak nitelendirilebilmesi i¢in, 1,4 ATA veya daha yiiksek basinglarda uygulanmasi gerektigi
yonindedir (Undersea & Hyperbaric Medical Society, 2014).
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Hiperbarik oksijen tedavisi sistemik bir tedavidir ve topikal olarak uygulanan oksijen tedavileri
HBOT tedavisi olarak kabul edilmemektedir. HBOT tedavisi hastalarin basingli ortamda
oksijen solumalarina olanak saglayan tek kisilik basing odalarinda veya ¢ok kisilik basing

odalarinda uygulanabilmektedir.

Tiiri ne olursa olsun, kronik yaralarin ortak 6zelikleri doku hipoksisidir ve - yara iyilesmesi
slirecinin tamami enerjiye, baska bir ifade ile oksijene bagimli oldugu ifade edilmistir.
Diyabetik ayak lezyonlarinda, makro ve mikrovaskiiler sorunlara ek olarak infeksiyon ve
O0deme bagli olarak da doku hipoksisi bulunmaktadir. Bu da yara iyilesmesini durdurmakta,
infeksiyon tablosunu agirlastirmakta ve dokularin gangrene gitmesine sebep olmaktadir.
HBOT un diyabetik ayak infeksiyonlarinda yardimei bir tedavi olarak kullanilmasinin sagladigi
yararlart vurgulayan randomize ¢aligmalar bulunmaktadir. HBOT, diyabetik ayak
infeksiyonlarinda; iyilesme oranlarini arttirmakta, iyilesme siiresini kisaltmakta, ampiitasyon

oranlarimi diisiirmektedir (Aktas, 2015).
2.3.6 Buyume Faktorleri

Hem in vivo hem de in vitro veriler, biiyiime faktorlerinin yara iyilesmesini hizlandirmadaki
etkinligini gostermistir. En ¢ok incelenen biiylime faktorleri trombosit kaynakli bityiime faktorii
(“platelet derived growth factor-PDGF ), fibroblast kaynakli biiyiime faktorii (“fibroblast
growth factor- FGF ), doniistiiriicti biiytime faktorii B-1 (“transforming growth factor-417 ") ve
epidermal biyime faktoru (“epidermal growth factor -EGF ") olarak belirtilmistir (Tsang ve
dig. 2003). Deneysel calismalar EGF'nin yara iyilesmesini destekleme potansiyelini
gostermistir. EGF, hayvan eksizyonel ve termal yaralanma modellerinde epidermal ve dermal

onarimi agik¢a uyarmaktadir (Mustoe ve dig. 1991).

Rekombinant insan epidermali blyime faktori (EGF-IL) intra lezyonel enjeksiyonunun
diyabetik ayak sendromunun tedavisinde kullanilmasi 6nemli terapotik yaklasimlardan biridir.
EGF, 53 amino asidin bir polipeptididir ve diyabetik ayak yaralarin tedavisinde yardime1 bir
ara¢ olarak sunulmustur. Aktas ve dig. (2016) EGF-IL’nin diyabetik ayak {ilserlerindeki
etkinligini belirlemek amaciyla yaptiklari arastirmada, Istanbul Tip Fakiiltesi, Kronik Yara
Konseyi'nde degerlendirilen, 11 diyabetik ayak sendromlu 12 diyabetik iilsere uygulanmis 75
¢ g interlezyonel EGF-IL enjeksiyonunun tedavi sonuglarini retrospektif olarak
incelemislerdir. 2 hastaya amputasyon yapilirken, geri kalan 9 hastanin 10 lezyonu tamamen

tyilestigi tespit edilmistir. Calisma sonuclari, EGFnin intralezyonel uygulanmasinin ileri
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dizeydeki iskemik 6zellikteki diyabetik ayak Ulseri olgularinda ampiitasyonu 6nleyebilecegini
kanitlamaktadir (Aktas ve dig. 2016).

2.4 YAPAY ZEKA
2.41 Tanmm

Yapay zekd, bir bilgisayarin ya da bilgisayar denetimli bir makinenin genellikle insana 6zgii
nitelikler oldugu varsayilan akil yiiriitme, anlam ¢ikartma, genelleme ve ge¢gmis deneyimlerden
ogrenme gibi yiiksek zihinsel siireglere iliskin gorevleri yerine getirme yetenegi olarak

tanimlanmaktadir (Nabiyev, 2012).
2.4.2 Veri Tabanlarinda Bilgi Kesfi

Veri madenciligi, biiyiik miktardaki verilerden ilging oriintiiler ve bilgi kesfetme siireci olarak
tanimlanmaktadir (Han ve dig. 2012). Yapay zeka, makine 6grenmesi algoritmalart ile birlikte
veri madenciligi yaklasiminin tipta uygulamasinin giiniimiiziin en énemli arastirma alanlari
arasinda bulunmaktadir. Veri madenciligi yaklasimi tipta; diyabet, kanser, crohn hastaligi,
bobrek yetmezligi, epilepsi rahatsizligi gibi ¢ok c¢esitli hastaliklarda basariyla uygulanmistir
(Delen, 2009; Kartal, 2015; Pekel ve Ozcan, 2018; Davazdahemami ve Delen, 2019; Delen ve
dig., 2019; Emre ve dig., 2019; Lin ve dig., 2019; Reddy ve dig., 2019; Akgul ve dig., 2020;

Ozmen ve Ozcan, 2020; Ozmen ve Ozcan, 2022).

Veri madenciliginde yaygin olarak kullanilan siireglerden birisi de Fayyad, Shapiro ve Smyth
(1996) tarafindan olusturulan Veri Tabanlarinda Bilgi Kesfi (VTBK) siirecidir. Veri setlerinden
anlamli ve faydali olabilecek bilgi elde etme siireci veri tabanlarinda bilgi kesfi olarak
adlandirilmaktadir. Makine 6grenmesi algoritmalarinin uygulanmasi da veri madenciligi/bilgi
kesfi slirecinin asamalarindan biridir. Bilgi kesfi siireci kapsaminda her bir asamaya ayrica
bakildiginda, her bir agsamanin birbirini tamamlayict sekilde bir biitiin olusturmakta oldugu
saptanmistir. Bilgi kesfinin bu adimlara gore agiklamalar1 asagida detayli olarak ele alinmistir

(Fayyad ve dig. 1996b; Han ve dig. 2012)
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Sekil 2. 6: Veri tabanlarinda Bilgi Kesfi (Fayyad ve dig. 1996; Akpinar, 2014)

2.4.2.1 Secim- Verinin Toplanmasi

Verinin toplanmasi, yapay zekd- makine Ogrenmesi algoritmalarmin kullanilmasi ile
olusturulacak olan tahmin modelinin egitilmesi ve test edilmesi i¢in gerekli olan verinin elde
edilmesini ifade etmektedir. Baska bir deyisle, veri seti ile yapilmasi planlanan analizler i¢in

hedef olarak kullanilacak ve analiz edilecek verilerin temin edilmesi olarak da tanimlanabilir.
2.4.2.2 Veri On Isleme

Veri On isleme asamasi ise eldeki verilerin analiz i¢in hazir hale getirilmesini ifade eder. Veri
setlerindeki degerler her zaman analizlere dogrudan dahil etmeye elverisli olmamaktadir. Bu
sebeple veri setinin elden gegirilerek analizlere hazir hale getirilmesi gerekmektedir. Bu amagla
gergeklestirilen ¢ok ¢esitli veri 6n isleme teknikleri bulunmaktadir. Veri 6n isleme, veri analizi
madenciligi suratle tamamlanabilmesi ve sonuglarinin kalitesinin arttirilmasi amaci ile veri
tizerinde gergeklestirilen veri temizleme (“data cleaning”), veri entegrasyonu (‘“data
integration ”), veri doniistiirme (“‘data transformation ) ve veri indirgeme (“data reduction”)

islemleri olarak tanimlanmaktadir (Akpinar, 2017; Garcia ve dig. 2015).

e Veri Temizleme

Kirli veri yaniltici, dogru olmayan veya genel formata uymayan, imla veya noktalama hatalari
iceren, yanlis bir veri alanma girilmis olan veya tekrarlayan (“duplicate”) veridir. Veri

temizleme sureci genel olarak; eksik degerlerin (“missing value ) tamamlanmasi, aykir1 veya
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baska bir deyisle sira dis1 degerlerin belirlenerek guraltinin (noise) azaltilmasi ve verilerdeki

tutarsizliklarin giderilmesi adimlarindan olugsmaktadir (Han ve dig. 2012).
Veri temizlemede kullanilan teknikler asagidaki gibi 6zetlenebilir:

e Eksik Verilerin Tamamlanmasi
Eksik verilerle ¢ok gesitli yontemlerle basa ¢ikilabilmektedir. Bu yontemler:

1- Eksik deger i¢eren 6zniteliklerin silinmesi
2- Eksik degerlere maksimum olabilirlik prosediirii kullanilarak atama yapilmasi
3- Oznitelikler arasindaki iliskilerin tespit edilerek eksik degerlerin tahmin edilmesi

yoluyla tamamlanmasi
olarak 6zetlenmistir (Farhangfar ve dig. 2007; Garcia ve dig. 2015).
e Veride Parazit- Guralti Azaltim

Anlam icermeyen, veri girisi sirasinda veya donanim ve yazilim hatalar1 sonucunda ortaya

¢ikan sorunlu veri, sinyal islemede ve enformatikte parazit (noise) olarak isimlendirilir.

Verideki giiriiltii ile basa ¢ikabilmek igin kutulama yontemleri, kimeleme yaklagimlari, insan
ve bilgisayarin kombinasyonu ile ortak denetimi ve regresyon analizi gergeklestirilerek veri

setindeki giiriltiiniin saptanmasi olarak 6zetlenebilir (Han ve dig. 2012).
e Veri Tutarsizliklarinin Saptanmasi

Belirli bir 6zniteligin farkli veritabanlarinda farkli adlara sahip olabilmesinden mitevellit veri
tutarsizliklart olabilmektedir. Veri tutarsizliklariin saptanmasi ve giderilmesi, manuel olarak

veya bilgi miithendisligi araclar1 kullanilarak gerceklestirilebilmektedir.
2.4.2.3 Veri Entegrasyonu

Birden ¢ok veri kaynagindan alinan verilerin birlestirilmesini icerir. Bu islem sonucunda elde
edilen veri setindeki fazlaliklar1 ve tutarsizliklar1 6nlemek i¢in bu islem sirasinda dikkat

edilmesi gereken bazi hususlar vardir.
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e Bunlardan ilki sema birlestirme hatasidir. Sadece bir veritabaninda, farkli veri
tabanlarinda tutulan verilerin birlestirilmesi nedeniyle sema birlestirme hatalari
meydana gelebilmektedir (Han ve dig. 2012; Oguzlar, 2003).

e Ikinci onemli husus ise “redundancy” olarak literatiirde tanimlanan fazlaliktir. Bir
Oznitelik bagka bir tablodan tiiretilebiliyorsa fazlalik problemi ortaya ¢ikabilmektedir.
Korelasyon analizi gergeklestirilerek veri setindeki fazla 6zniteliklerin ortaya
¢ikarilabilir (Han ve dig. 2012).

2.4.2.4 Veri Doniistiirme

Veri doniistiirme asamasi veri setlerinin ideal bir sekilde analizlere hazirlanmasi acgisindan
Oonem arz etmektedir. Veri doOniistirme; normalizasyon, yumusatma, birlestirme Ve

genellestirme adimlarindan olusmaktadir (Han ve dig. 2012).
e Normalizasyon

Veri setinde bulunan niteliklerin belli bir teknik kullanilarak standartlastirilmasi yani belli bir
Ol¢ii birim araligina indirgenmesi, yapilacak analizler sonucunda elde edilecek performans
sonuclarint etkileme potansiyeli bulunmaktadir. Normalizasyon i¢in kullanilan teknikler
minimum-maksimum normalizyon, z-score normalizasyon ve ondalik dlgekleme siralanabilir
(Garcia ve dig. 2015).

e  Minimum — Maksimum Normalizasyon

Siklikla [0,1] veya [1,-1] normalizasyon teknikleri kullanilsa da Minimum maksimum
normalizasyon, sayisal bir nitelik olan A'nin tiim sayisal degerlerini, v [yeni - mina, yeni - maxa]
ile gosterilen belirli bir araliga Olceklendirmeyi amaglamaktadir. 2.1°deki denklemde
goriilecegi tlizere, boylelikle, yeni v degerini elde etmek igin denklem 2.1°e uygulanarak

dontstiiriilmiis bir deger elde edilmektedir:

V= —vTmind (yeni - maxA — yeni — minA) + yeni — minA (2.1)

maks A—min A
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e Z-Score Normalizasyon

Min-maks normalizasyonun kullanisli olmadigi, uygulanmadigi durumlarda veya ilgili
Ozniteliginin minimum veya maksimum degerleri bilinmediginde Z-score normalizasyon

kullanilabilmektedir. Bunun igin 2.2 formilunden yararlanilabilmektedir.

>

v—

9 = 2.2)

0A

A, A dzniteliginin degerlerinin ortalamasiysa ve o, standart sapmaysa, A'nin orijinal v degeri,

9'kullanilarak normallestirilir.
e Ondahk Olcekleme

Sayisal bir 6zniteligin mutlak degerlerini azaltmanin baska bir yolu da doniisiimden sonra
maksimum mutlak deger her zaman 1'den diisiik olacak sekilde ondalik 6l¢ekleme yontemi
kullanarak normalizasyon islemini gerceklestirmektir. Bu doniisiim i¢in 2.3 numarali formiil

kullanilmaktadir.

9 =— (2.3)

T 10
(J, yeni — maxa < 1 olacak sekilde en kii¢iik tam say1dir.)

2.4.2.5 Veri Indirgeme

Genel olarak veri indirgeme baglig1 altinda toplanan yontemler,veri kiipleri birlestirimi (““data
cube aggregation”), Oznitelik/boyut sayisinin azaltilmasi (‘““‘dimensionality reduction”)
amaciyla nitelik se¢imi (“feature selection”) yapilmasi, veri sikistirma (““‘data compression ),
nesne / gozlem sayisiin azaltilmast (“numerosity reduction”) ve ayriklagtirma
(“discretization ) olarak 6zetlenebilir (Han ve dig. 2012). Tez arastirmasinda kullanilan veri

indirgeme tekniklerinden; nitelik secimi_ve ayriklastirma metodlar1 kullanildigi i¢in, bu

metodlar asagida detayli olarak agiklanmistir:
e Oznitelik/ Boyut Sayisinin Azaltilmasi

Bir¢ok potansiyel tahmin degiskeni igeren biiylik veri setlerinde veri madenciligi siireci blyuk
bir sorundur ve bu sorun literatiirde boyutsalligin laneti (“the curse of dimensionality ) olarak

tanimlanmaktadir. Bu sorunu ¢6zmek i¢in dogrusal yontemlerden PCA (“Principal Component
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Analysis”); dogrusal olmayan modellerden “Locally Linear Embedding” ve “ISOMAP”
gelistirilen yontemler arasindadir. Belirli bir kritere gore en uygun o6zelliklerin alt klimesini
segen bir siireg olarak tanimlanan nitelik se¢imi prosedirii de boyut sayisini etkili bir sekilde

azaltmaya yarayan stratejiler arasindadir (Garcia ve dig. 2015).

Veri 6n isleme basamaklarindan biri olan nitelik se¢iminin, ¢esitli veri madenciligi ve makine

ogrenmesi problemleri igin verilerin (6zellikle yiksek boyutlu verilerin) hazirlanmasinda etkili

ve verimli oldugu ifade edilmektedir. Nitelik se¢iminin amaglari arasinda daha basit ve daha
anlasilir modeller olusturma, veri madenciligi performansini iyilestirme ve temiz, anlasilir

veriler hazirlama yer almaktadir (Li ve dig. 2018).
e Temel Bilesenler Analizi

Temel Bilesenler Analizi (“Principal Component Analysis — PCA ") 6zellikle ¢ok boyutlu veri
setlerinde bilinen en eski ve populer boyut azaltma metodlardan biri olarak kabul edilmektedir
(Ersungur ve dig. 2007). Bu teknik Hotelling (1933) tarafindan gelistirilmis olup, ilk olarak
Pearson (1901) tarafindan kullanmilmistir. Niimerik niteliklerden olusan veri setlerine
uygulanabilen bu analiz, veri temizleme ve boyut sayisimi azaltma yoéntemi olarak veri

madenciliginden 6nce siklikla kullanilmaktadir (Witten ve dig. 2011).

Bu analizin temel amaci, goreceli olarak daha az sayida degisken kullanarak varyansin ¢gogunu
tanimlayabilen orijinal degiskenlerin bir dizi dogrusal doniisiimiinii bulmak olup, 6zellikle ok
fazla bagimsiz degisken bulunan ve aralarinda yiiksek korelasyon mevcut olan veri setlerinde

kullanisl oldugu vurgulanmistir (Garcia ve dig. 2015).

X ile temsil ettigimiz gozlem veri setinin tim 6znitelikleri z-score yontemine gore standart
degerleri iceren yeni bir S veri kiimesine donistiiriildiigiinii varsayalim. S veri kiimesinin
kovaryans matrisinin A, 1,, ..., 4,, 0zniteliklerini iceren E 6z vektorl det (S — Al) = 0 esitligi
¢oziilerek elde edilir ve bdylece ana bilesenler Y = el X seklinde ortaya konmus olur. Birinci

ana bilesen ise matematiksel olarak:

Y1 = €1TX = €11X1 T 12Xy + - e1mX;m (2.4)
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e Ayriklastirma

Bazi siniflandirma ve kiimeleme algoritmalar1 yalnizca nominal yani Kategorik degiskenlerle
islem yapabilmekte, niimerik tipteki niteliklerle ¢alismamaktadir. Bu nedenle bu degiskenleri
de yapilacak analizlere dahil etmek i¢in, sayisal 6znitelikler belirli sayida farkli aralikta temsil
edilerek "ayriklastirilmahdir". Ayriklastirma i¢in kullanilabilen oldukga fazla sayida metod
bulunmaktadir. Bunlar arasinda; entropi bazli ayriklastirma (“entropy-based discretization ),
danismansiz 6grenme temelli ayriklastirma (“unsupervised discretization”) ve hata bazili

ayriklastirma (“error-based discretization ”) sayilabilir (Witten ve dig. 2011).
e Nominal Degiskenlerin Niimerik Degiskenlere Doniistiiriilmesi

Veri indirgeme tekniklerinden biri olan ayriklastirma proseduruniin tam tersi bir islem daha
bulunmaktadir. Ayriklastirma konusu ele alinirken, nominal degiskenlerin nilimerik
degiskenlere doniistiiriilmesi adimmin da es gecilmemesi gerekmektedir. Ozellikle gergek
hayattaki veri setleri hem kategorik hem de niimerik tipteki niteliklerden olusmakta olup,
dogrusal regresyon, destek vektOr regresyonu, yapay sinir aglari tabanli bir¢cok algoritma da
sayisal degiskenlerin hesaplanmasini desteklemek i¢in tanimlanmis ve dogrulanmistir. Dolayis1
ile bu tipteki makine 6grenmesi algoritmalar1 da dogal olarak yalnizca sayisal olan dznitelikleri
isleyebilmektedir. Bu nedenle de kategorik degiskenlerin veri setinde niimerik olarak temsil
edilmesi gerekliligi ortaya ¢ikmaktadir. Kategorik degiskenlerin sayisal niteliklere doniisiim
yontemlerinden biri de “dummy-coding " olarak bilinen ve kukla degisken olarak adlandirilan
kodlama yontemidir (Hardy, 1993; Witten ve dig. 2011; Kim ve Hong, 2017).

Kukla degiskenler kiimesi, regresyon denklemindeki sabit terim i¢in bir kukla degisken ile
bagimsiz degisken(ler)in kategorilerinin her olast kombinasyonu i¢in bir kukla

degiskenlerinden olugmaktadir (Miller ve Erickson, 1974).

2.4.2.6 Veri Madenciligi Siirecinde Yapay Zeka- Makine Ogrenmesi Algoritmalarinin

Kullanilmas:

Giliniimlizde veri boyutu gitgide artmakta ve veriler arasindaki iliskilerin geleneksel
yontemlerle tespit edilmesi giinden giine zorlagsmaktadir. Bu noktada veriler arasindaki
kesfedilmemis iliskilerin ortaya ¢ikmasi veri madenciligi sayesinde ger¢eklesmekte, bu iligkiler
lizerinden karar verme siirecinin iyilesmesi, ticarette rekabet avantaji gibi ¢ok cesitli faydalar

ortaya c¢ikabilmektedir. Veri madenciliginde veriler elektronik olarak depolanmakta ve
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bilgisayar tarafindan otomatiklestirilmekte olup veriler iizerinden kaliplar bagka bir deyisle
iligskiler kurulmasi amaglanmaktadir. Makine 6grenmesi algoritmalar1 ise veri madenciligi

stirecinde modelleme agsamasinda kullanilmaktadir (Witten ve dig. 2011).
2.5 MAKINE OGRENMESiIi ALGORITMALARI

Makine Ogrenmesi algoritmalar1 temel olarak (¢ ana grupta toplanmakta olup bunlar,
danmismanh 6grenme, damsmansiz o6grenme ve pekistirmeli 6grenme olarak
smiflandirilabilir (Akpinar, 2000). Bununla birlikte bu U¢ stratejiden birkacini birlikte
kullanarak 6grenen aglar da bulunmakta olup bunlara; yari-gozetimli (“semi-supervised”),

kismen ise gozetimsiz olarak 6grenme yapan aglar 6rnek olarak verilebilir.

& ™

1 SINIFLANDIRMA
DANISMANLI L J
OGRENME

'l !
. : \ REGRESYON
{«AK.‘NE OGRENMESI
.

. A

DANISMANSIZ -
OGRENME ' KUMELEME
b,

A

Sekil 2. 7 : Makine Ogrenmesi Yontemleri- Kagiyama ve dig. (2019)

2.5.1 Damsmanh Ogrenme

Danigsmanli 6grenme ya da baska bir ifade ile denetimli 6grenmede siniflandirma ve regresyon

olmak iizere iki ana yontem bulunmaktadir.

Danigmanli 6grenmede, girdi degerlerine dayanarak ¢iktinin tahmin edilmesi amaglanmaktadir
(Hastie ve dig. 2001). Eger her girdi vektoriine sonlu sayidaki ayrik kategoriden birini atama
yapilacak ise bu yonteme siniflandirma, istenen ¢ikti br ya da daha fazla siirekli degerden

olusmakta ise de bu yonteme regresyon denilmektedir (Bishop, 2006).
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Siniflandirma siirecinde, baslangigtaki veri seti, oranlar1 degisebilen egitim ve test veri setlerine
bolunmekte olup, egitim veri seti, tahmin edilmesi veya siniflandirilmasi gereken ¢ikti
degiskenine sahiptir (Mahesh, 2020). Sekil 2.8 ve Sekil 2.9’da danigsmanli 6grenmede

gergeklestirilmesi gereken is akis siiregleri gosterilmistir.

Model Tuning

Modelin
Egitilmesi

Egitim

f__,' Veri seti

Test
Veri seti Model

Performansimin
Degerlendirilmesi

Uriin / Cikt

Veri
Kaynag

Sekil 2. 8: Danigmanli 6grenmede is akis siireci Mahesh (2020)
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kL J
Verinin temini ve
veri setinin
olusturulmas:

Y

A

L J

Veri On isleme

Y
Egitim veri setinin
olusturulmasi

v

Kullamlacak
algoritmanin secimi

v

[Parametre
Optimizasyonu Modelin Egitimi

A ¢

Model performansimin
degerlendirilmesi

Tamam _ 1 Suuflandmricr

-

Sekil 2. 9: Danigsmanli 6grenmede is akis siireci (Ayodele, 2010)

e Smiflandirma

Bu tez caligmasi kapsaminda ele alman problem bir siniflandirma problemi oldugu igin

siiflandirma stireci ve kullanilan algoritmalar detayl olarak a¢iklanmistir.

Veri madenciligi teknikleri igerisinde en sik kullanilan makine 6grenmesi siniflandirma
algoritmalari, elde bulunan verilerden yola ¢ikarak istenen nominal yani kategorik tipteki

sonucun tahmin edilmesinde kullanilmaktadir (Akpinar, 2000).
Matematiksel olarak siniflandirma Denklem 2.5’te gésterilmistir.
A = {t1, to, ... ta} bir veritabani ve tj de veritabanindaki bir kaydi temsil etmek {izere,

B={By, By, .......... By} ise k adet siniftan olusan siniflar kiimesini temsil etmek lizere,
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f: C —— B ; herbir ti bir sinifa dahil olmal1 ve;
Bj daki her bir eleman ayr1 bir sinif ve herbir sinif da kendisine ait verileri i¢erir. Bu dogrultuda

Bj={ti| f(t) =Bj, I<i<nvetie C} (2.5)

olarak tanimlanmaktadir (Silahtaroglu, 2016).

Smiflandirmada her bir kaydin 6nceden tanimlanmis kendisine ait bir sinifi bulunmakta olup,
tahmin modeli olusturmak igin rastgele atanmis egitim Orneklerini igeren egitim veri seti
kullanilir. Egitim veri setindeki her bir 6rnegin smif etiketi bulundugundan dolay1 bu yonteme

ayni zamanda danigsmanli veya denetimli 6grenme adi verilmektedir (Han ve dig. 2012).

Siniflandirma i¢in kullanilabilen g¢ok cesitli algoritmalar arasinda, K En Yakin Komsu
Algoritmasi, Sade Bayes Siniflandirici, Karar Agaclari, Lojistik Regresyon, Yapay Sinir Aglari,
Destek Vektor Makineleri, Asir1 Ogrenme Makineleri, Topluluk (“Ensemble”) &grenme
algoritmalar1 sayilabilir (Akpinar, 2000; Zhang and Ma, 2012).

2.5.2 Ken Yakin Komsu Algoritmasi

Bu algoritmanin temeli, Fix ve Hodges’in, 1951 yilinda 0 zamandan beri k-en yakin komsu
kural1 olarak bilinen 6riintii tanima igin parametrik olmayan bir yontem gelistirip tanitmasina
dayanmaktadir (Fix ve Hodges, 1951; Peterson, 2009). K en yakin komsu (KNN) algoritmasi
girdi uzayinda benzer nesnelerin, ¢ikt1 uzayinda da benzer olacagini varsayan, egitim veri setini
depolayarak islem yapan tembel (“lazy”) bir 6grenme yaklasimi olarak da bilinen,
siiflandirma diginda kiimeleme islemlerinde de kullanilabilen bir algoritmadir Zhou, 2012;

Silahtaroglu, 2016).
Algoritmanin ¢aligma ilkesi Silahtaroglu (2016) tarafindan su sekilde 6zetlenmistir:

e Oncelikle mesafe lgiim uzay: belirlenir (Mesafe 6l¢imii icin kullanilabilecek mesafe
olclleri asagida detayli olarak ele alinmistir).

e Birbirine en yakin k adet nokta saptanir.

e Belirlenen grubun en ¢ok rastlandigr sinif tespit edilir.

e Nihai olarak bu gruba belirlenen sinifin ismi atanir.
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Matematiksel olarak ifade edilecek olursa:

Egitim verisinin verildigini varsayarak,

X ={X1 Xz, .... xm}, Xi ER" ve

Y ={y1, Y2, .... Ym}, Vi E{w1, w2, ... wc} simf etiketlerine karsilik geldigini farz edelim.

Bilinmeyen bir x 6rnegi verildiginde, k en yakin komsu algoritmast ilk olarak m egitim 6rneklerinin
en yakin k komsusunu tanimlamakta, X; sinifina ait kj 6rneklerinin sayisini saymakta ve ardindan

X'l maksimum kj 6rnekleriyle xj sinifina atamaktadir (Zuo ve dig. 2008).

kNN ele alindiginda mesafe 6l¢timii i¢in kullanilabilecek mesafe 6lgiileri de ele alinmalidir:
Hu ve dig. (2016) kNN de kullanilan bazi mesafe ol¢iilerini 6zetlemislerdir:

Oklid uzakhig

Bir test Ornegi ile belirtilen egitim Ornekleri arasindaki mesafenin Ol¢iimiine dayanan kNN

algoritmasinda en ¢ok kullanilan mesafe 6lgiilerinden biridir (Peterson, 2009).

A= (X, X2, ..., Xm) Ve B=(y1, Y2, . ..., Ym) olmak lizere,
/Z?;l(xi—yi)z
dis(A,B) = ~———
(2.6)
Kosiniis Benzerligi
A.B
im(A,B) = == 2.7
stmA, B) = e @7)

Chomboon ve dig. (2015) farkli mesafe Ol¢llerinin kNN algoritmasiin performansina olan

etkilerini 11 farkli mesafe 6lgiisii kullanarak incelemislerdir:
mx (1'e n) satir vektorleri X1, Xz, ..., Xmx Olarak kabul edilen bir mx-n veri matrisi matrix X olarak,

my (1’e n) satir vektorleri y1, Y2,...,.ymy, Olarak kabul edilen bir my-n veri matrisi matrix Y olarak

verildiginde;
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Xs Ve yrvektorleri arasindaki ¢esitli mesafeler asagidaki formiillere gére hesaplanabilmektedir:
Minkowski Uzakhgi
Minkowski mesafesinin farkli p degerleri i¢in:

p =1, Minkowski metrigi “city block distance” ya da bilinen diger adiyla “Manhattan’ mesafe
6lcisind (Craw, 2010),

p = 2, Minkowski metrigi Oklid mesafe dlg¢iisiinii ve

p = o, Minkowski metrigi “Chebychev’”’ mesafe 6l¢lsini vermektedir.

=" Ss e = v @.9)

Yukarida detayl olarak ele alinan mesafe ol¢iileri disinda, “Mahalanobis”, “Correlation”,
“Spearman”, “Hamming”, “Jaccard” basta olmak lizere ¢esitli sayida mesafe oOl¢iileri

bulunmaktadir.
2.5.3 Karar Agaclan

Karar agaglari, istatistik, veri madenciligi ve makine 6grenmesi ¢aligma alanlarinda en gok
kullanilan siiflandirma algoritmalarindan biridir. Giinliimiizde bir ¢ok karar agaci algoritmast
makine 6grenmesi bashigi altinda gelistirilmekte olup bunlar arasinda ID3, C4.5 ve C5.0 gibi
algoritmalar entropiye dayali boliimlemeyi kullanmakta, Siniflandirma ve Regresyon Agaclari
olarak bilinen “ Classification and Regression Trees - CART ” algoritmasi ise “Gini” indeksini
kullanmaktadir (Loh, 2011).

Karar agaclarinin c¢aligma prensibini 6zetlemek gerekirse, bir dizi nitelik-degerler 6rnegi
listesinden olusan egitim veri Setinde, her 6rnek belirli bir sinifa aittir. Algoritma, her bir niteligi
sirayla incelemekte ve niteligin siniflar arasinda ne kadar iyi ayrim yaptigina dair bir boltinme
bilgisi (“goodness of split”) 6lglsiini hesaplamaktadir. Bu dogrultuda en iyi Oznitelik
secilmekte ve veriler bu 6zniteligin degerlerine gore alt kiimelere boliinmektedir. Bu siireg, tim
ornekler dogru bir sekilde smiflandirilana kadar her bir alt kiimeye yinelemeli olarak
uygulanmaktadir. Bu siirecin sonunda, diigiimlerin 6znitelikleri temsil ettigi ve dallarin olasi

Oznitelik degerlerini veya deger araliklarini temsil ettii bir agac¢ yapisi olusturulmaktadir.
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Agacin ug diigimleri yani yapraklari, hepsi ayni sinifta olan 6rnek kiimelerine karsilik

gelmektedir (Wu ve dig. 2008).
o ID3 (“Iterative Dichotomiser 3”) Algoritmasi

En temel karar agaclar1 algoritmalarindan biri olan ve Quinlan tarafindan gelistirilen entropi
temelli bir algoritma olan ID3 (“Iterative Dichotomiser 3 ) yontem olarak karar agacinda hangi
spesifik nitelige gore dallanmanin yapilacagini belirlemek i¢in entropi kavramina

basvurulmaktadir (Quinlan, 1986).

Belirsizlik 6l¢sunun bir sistemdeki tanimi olan entropi Shannon tarafindan ortaya atilmistir
(Shannon, 1948).

D bir kaynak olmak iizere bu kaynagin {ni1,nz,ns.....nn} olmak iizere n tane mesaj {irettigini
varsayarsak, tim mesajlar birbirinden bagimsiz olarak Uretilmekte ve nj mesajlarinin iretilme
olasiliklar1 da pjolarak tanimlanmaktadir. P = {pi, p2, .... Pn} olasilik dagilimina sahip mesajlari

iireten D kaynaginin entropisi H(D) su sekilde tanimlanmaktadir (Shannon, 1948):

n
H(D) = = ) pi loga(p)
i=1
(2.9
ID3 algoritmasinin ¢alisma prensibini 6zetlemek gerekirse Oncelikle hedef nitelik i¢in 2.9
denkleminde verilen entropi hesaplanir. Sonrasinda ise her 6znitelik i¢in agirlikli ortalamalar
hesaplanmaktadir. Agirlikli ortalamalari i¢in 2.10°da verilen denklemden faydalanilir.
n
|Di
H(X,D) = ) T H(D)
£ |D|
i=1
(2.10)
Bundan sonraki adim ise, her bir 6znitelik i¢in Bilgi Kazanci degerinin hesaplanmasidir. Bilgi

kazancinin nasil hesaplanacagi ise denklem 2.11°de verilmistir.
Bilgi Kazanci(X,D) = H(D) — H(X,D)

(2.11)
Boylelikle en biiyiik bilgi kazancini saglayan 6znitelik secilmekte ve bu 6znitelik de agacin bir

diiglimiinii temsil etmektedir. Bu adimdan sonra ise en son diigiimden ¢ikan herbir dal i¢in veri
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seti yeniden diizenlenmekte ve entropinin hesaplanmasina tekrar baslanarak iteratif bir sekilde

tekrar edilme siireci islenecek veri (satir) bitene kadar devam etmektedir (Ozkan, 2016).

. C4.5 Algoritmasi

ID3 algoritmasinin dezavantajlarii gidermek ve algoritmanin islevini gelistirmek i¢in yine
Quinlan tarafindan gelistirilen C4.5 algoritmasi smiflandirma amaciyla kullanilan ve karar
agaclar1 sinifindan olan bir algoritmadir (Quinlan,1993). Temelinde ID3 algoritmasinda oldugu
gibi Entropi ve B6lme Bilgisi olan C4.5 algoritmas1 Kazan¢ Oram (“Gain Ratio ) adi verilen

bir orandan yararlanmaktadir.

Bilgi Kazanci(p,T)

Kazang Oram(p,T) = 35— = (2.12)
2.12’de belirtilen Bélme Bilgisi ise 2.13’teki formiil ile hesaplanmaktadir.
n - .
Bolme Bilgisi(p,T) = —Z P’ <1—> X log (P’ <L>>
e p p
j=1
(2.13)

C4.5 algoritmas ile olusturulan karar agaglari, ID3'teki gibi bir dizi egitim veri seti kullanilarak
olusturulmaktadir. Bu algoritma kullanilarak agacin her diiglimiinde, 6rnek kiimesini bir sinifa
veya alt kiimelere en etkin sekilde bolen verilere ait bir 6znitelik secilmektedir. Bu islemin
kriteri ise verileri bolmek icin bir 6zniteligin se¢ilmesiyle ortaya ¢ikan normallestirilmis bilgi
kazanci yani entropi farkidir. Sonug olarak karar vermek i¢in en yiiksek normallestirilmis bilgi
kazancina sahip 6znitelik secilmektedir (Hssina ve dig. 2014).

o C5.0 Algoritmasi

C5.0 algoritmast da yine Quinlan tarafindan C4.5 algoritmasiin eksikliklerini gidermek
amaciyla C4.5 algoritmasinin devami niteliginde gelistirilen karar agaci algoritmalarindan
biridir (Quinlan, 2002). Algoritma, nihai bir siniflandirma sonucu vermek Gzere oylanacak olan
bir siiflandiricilar toplulugu olusturan “boosting” tekniginin bir ¢esidini kullanmaktadir (Wu

ve dig. 2008).
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C5.0 algoritmasindaki en 6nemli degisiklikler artmis verimlilikle birlikte boosting tekniginin
de eklenmis olmasi olarak belirtilmektedir. Boosting algoritmasi, her 6rnek i¢in Ornegin
onemini belirten agirlik belirlemekte, agirlik ne kadar yiiksekse, karar agaci iizerindeki 6rnegin
etkisi o kadar fazla olmaktadir. Baslangigta, her 6rnek ayni agirliga sahiptir. Her denemede yeni
bir karar agaci olusturulur. Her 6rnegin agirligi, 6grenen son denemede olusturulan karar agaci
tarafindan yanlis siniflandirilan 6rneklere odaklanacak sekilde ayarlanir, bu da bu 6rneklerin
daha yiiksek agirliga sahip olacagi anlamina gelir (Quinlan, 1996; Freund ve Schapire, 1997;
Pang ve Gong, 2009).

o CART (“Stniflandirma ve Regresyon Agaglart”) Algoritmasi

Siniflandirma ve Regresyon Agaglar1 (“Classification and Regression Trees ”) hem kategorik
hem de siirekli niteliklerle ¢alisabilen, veri setindeki eksik niteliklere sahip verilerle de basa
¢ikabilen ve ID3, C4.5 algoritmalarindan farkli olarak ikili agaglar iireterek ¢alisan, ilk olarak
Breiman (1984) tarafindan tanitilan ve teorik temeli ayn1 zamanda Hunt’s algoritmasina da
dayanan ve bu Ozelliklerinden dolayr da giiniimiizde oldukca popiiler makine 6grenmesi
algoritmalarindan biridir. CART algoritmasi karar agac1 olusturma siirecinde ““Gini Index” adi
verilen ve ayni zamanda nitelik se¢imi yontemlerinden biri olan bir indeksi kullanmakta olup,
dogruluk yani “accuracy” degerini arttirmak ve agactaki gereksiz dallanmalari budamak i¢in
de maliyet karmagikligi “cost-complexity” budamasi yontemini kullanmaktadir (Lavanya ve
Rani, 2011).

° Gini Indeks:

Bu indeks, belirli bir 6zniteligin bolindikten sonraki belirli bir sinifin safligini belirler. En iyi
b6lme, bolmeden sonraki kumelerin safligini- “purity” arttirmaktadir. Ekonomide bir
popullasyonun gesitliligini 6lgmek i¢in de kullanilan Gini Katsaysi, belirli bir nitelik icin
dallanma karariin bir sonucu olarak ilgili sinifin safligin1 saptamak icin de kullanilmaktadir (
Turban ve dig. 2015; Tangirala, 2020).

Eger bir veri seti D, n adet siniftan olusan 6rnekler igeriyorsa, Gini indeksi Denklem 2.14’teki

gibi tanimlanir:

gini(D) =1-Y7_,p; (2.14)
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burada pj, D veri setinde bulunan j sinifinin goreli frekansi olarak tanimlanmaktadir. Veri seti,
sirastyla N1 ve N2 boyutlariyla D1 ve D, olmak iizere iki alt kiimeye ayrilirsa, boliinmiis
verilerin Gini indeksi n sinifindan 6rnekler igerir ve Gini indeksi Denklem 2.15teki gibi

tanimlanir:
. Ny . Ny ..
ginisp(D) = —+ gini(Dy) + 2 gini(D;) (2.15)

Digimiin dallanmasini1  saptamak en kiglk ginispit(D)'1  saglayan “attribute/split”
kombinasyonu secilir. Boyle bir islemde, her bir nitelik igin tiim olas1 boliinme noktalari

numaralandirilmasi gerektigi ifade edilmektedir (Turban ve dig. 2015)
2.5.4 Rastgele Orman Algoritmasi

Leo Breiman tarafindan 2001 yilinda onerilen Rastele Orman Algoritmast “Random ForeSt
Algorithm” (RF) topluluk “ensemble’” 6grenme yontemlerinden biridir. Algoritma; ormandaki
her agacin bagimsiz olarak Orneklenen rastgele bir vektdriin degerlerine bagli oldugu ve
ormandaki tiim agaglarin ayni dagilima sahip oldugu ¢ok sayida agagtan olusan tahmin
edicilerinin bir kombinasyonu olarak 6zetlenebilir (Breiman, 2001). Her aga¢ bagimsiz ve
rastgele olarak orneklenmekte ve sonuglari gogunluk oyu “majority vote” kullanilarak
birlestirilmektedir. RF algoritmasi, agaglarinin her birine yeni gelen veri noktalarini1 génderir

ve en ¢ok aga¢ tarafindan siniflandirilan sinifi segmektedir (Salo ve dig. 2019).

RF algoritmasinda, bir agag, ¢esitli niteliklerin bir kombinasyonu kullanilarak olusturulan yeni
egitim verileri tlizerinde maksimum derinlige ulastifinda diger karar agaci yontemlerinden
farkl1 olarak budama islemi yapilmamaktadir ve bu 6zellik RF algoritmasinin en biiyilik

avantajlarindan biri olarak ifade edilmektedir (Pal, 2005).

—» T, [P Agac1 [P Sonuc 1 Nihai
Sonuc
icin
Orijinal  |random L | T P Agag2 [~P] Sonug 2 yapilan
Egitim olarak secilen Oylama
Veri Seti | 6rnekler
(T)

L » T. [P Agac k _’Souugk

Sekil 2.10: Rastgele Orman Algoritmasi’nin sematik gosterimi (Liu ve dig., 2012)
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RF algoritmasi aslinda en bilindik topluluk 6grenme yontemlerinden biri olup literaturde en iyi
10 simiflandirma algoritmasindan biri olarak taninmaktadir (Fernandez-Delgado ve dig. 2014).
RF algoritmasi ile birlikte benzer aga¢ mimarisinde olan “Extra-Trees” (Geurts ve dig. 2006)
ve “Random Patches” algoritmalar1 da literatiirde 6ne ¢ikan topluluk 6grenme algoritmalari

arasindadir (Louppe ve Geurts, 2012).
2.5.5 Basit-Sade Bayes Algoritmasi

Temelinde Bayes teoremi bulunan bu algoritma basit fakat giiglii bir siniflandirma algoritmasi
olarak tanmimlanmaktadir (Lewis, 1998). Basit ya da Sade “Naive” Bayes Algoritmasi
hipotezler i¢in manipiilasyon olmaksizin olasiliklar1 hesaplamaktadir. Bu algoritmanin belirli
tipteki makine 0grenmesi problemleri i¢in en pratik algoritmalar arasinda oldugu belirtilmistir

(Mitchell, 1997).

Bayesian 6grenme metodlarinin mihenk tas1 Bayes teorimidir. En sade ve akilda kalic1 héli ile

Bayes teoremi denklem 2.16’te gortldiigi gibidir (Bayes, 1763):

P(B|A)P(A)

PUIB) = —

(2.16)
Bir veri kimesinin (xi, i=1,....,n) p degiskenden olusan n 6rnek (veya durum) icerdigini

varsayarsak (Berrar, 2019):
Xi = (Xi1, Xi2, ... ... Xip)-
Bu durumda her 6rnegin yalnizca bir sinifa ait oldugu varsayilmaktadir: y € {y1, yo, .... yc}.

Sade Bayes yoluyla 6grenme, bir Ornege “posterior” bir olasilik atayan Bayes olasiliksal

modelinin olusturulmasini ifade etmektedir: P(Y = yj| X =Xi).

Sade Bayes Siniflandiricisi da bir sinifa 6rnek atamak i¢in bu olasiliklar1 kullanmaktadir. Denklem

2.16’te verilen Bayes teoremine uygulandiginda ise Denklem 2.17 elde edilir.

P(x;[yj)P(v))

P(yjlxl) = P(xp) (217)
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Xi degerlerinin birbirinden bagimsiz oldugunu varsayarsak- ki bunun ¢ogu pratik uygulamada
ihlal edildigi ve algoritmanin isminin bu nedenle “Naive ” yani Sade oldugu ifade edilmektedir-

bu varsayim sonucunda ise Denklem 2.18’de goriilmektdir.

P(x1|x2,x3, .....xp,yj) = P(x1|yj) (2.18)

Boylece, x ve yj'nin ortak olasiligi Denklem 2.19 ve Denklem 2.20°de gosterilmistir.

P(x|y;) P(y;) =P (1 [y))- Pz |Y)) vvneeno. P(x,|y;) P(y)) (2.19)

[ [PGaels)P )

(2.20)

Denklem 2.17°da yerine konuldugunda ise Denklem 2.21 elde edilmektedir. Denklem 2.21°de

P(x) paydasi smifa bagh olmayip 6l¢eklendirme faktorii goérevi gérmektedir.

[Te—y P(xicly;)P(y;)
P(x)

POyl) =

(2.21)

Siniflandirma kurali ile ilgilenecek olursak, yani bir kural her 6rnegi bir sinifa atayip sonra her

sinif i¢in payin degerini hesaplayip ve bu degerin maksimum oldugu sinifi sectiginde bu kurala

maksimum posterior kurali (“maximum posterior rule”) denir. Bdylelikle ortaya ¢ikan

"kazanan" sinifi ayni zamanda “maximum a posteriori” simifi olarak da bilinir ve y igin
Denklem 2.22°deki gibi hesaplanir (Berrar, 2019):

p
_argmax
g=""350 | [PCatn)P(r)
k=1
(2.22)
Denklem 2.22’in uygulanmasi sonucunda ortaya ¢ikan model Sade Bayes Siniflandiricisi’dir.
Sade Bayes modellerinin arasinda temel olarak “Bernouilli Naive Bayes”, “Gaussian Naive

Bayes”, “Multinomial Naive Bayes” ve “Complement Naive Bayes” bulunmaktadir.

(Sulzmann ve dig. 2007).
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o Gaussian Naive Bayes

Naive Bayes siniflandirmasinda stirekli 6znitelikleri ele almanin tipik bir yolu, siniflar tizerinde
kosullandirilmis  Ozniteliklerin olasiliklarin1 temsil etmek ig¢in Gaussian dagilimlarini
kullanmaktir (Mitchell, 1997). Bu yontemde, verilen 6znitelik degerlerinin sinif etiketi tizerinde
Gaussian dagilim oldugu varsayilmaktadir. BOylece her bir nitelik bir Gaussian olasilik

yogunluk fonksiyonu tarafindan Denklem 2.23’deki gibi tanimlanir (Bustamante ve dig. 2006).

Xl"“N(,Ll, 0-2)
(2.23)

Gaussian Naive Bayes modelinde ise Gaussian olasilik yogunluk fonksiyonu kullanilarak
2.24°deki denklem elde edilmis olur (Jahromi ve Taheri, 2017).

_ (xi_“c,i)z
1 207
p(xilc) = exp ‘

21O

cl

(2.24)

2.5.6 Lojistik Regresyon

“Logistik Regresyon” ya da dilimizde Lojistik Regresyon adiyla siklikla kullanilmakta olan
algoritma, dzellikle ikili “binary” hedef nitelik i¢eren verileri modellemek igin kullanilan en
yaygin yontemlerden biridir. Hedef nitelik iki kategoriden olustugunda tipik olarak 1/0 bigimini
almakta; 1 genellikle basariyi, O ise basarisizlig1 temsil etmektedir (Hilbe, 2011). Bu analizin
en onemli ozelligi, dogrusal regresyon analizinden farkli olarak, hedef niteligin kategorik
olmasidir (Dayton, 1992).

Bir modelin verilere iyi derecede uyumu igin, tahmin edicilerin birbiriyle korelasyon
gostermedigi yani iligskisiz oldugu fakat hedef nitelikle 6nemli 6l¢iide iligkili olduklar
varsayilir. Bununla birlikte modeldeki godzlemlerin veya verilerin de birbirleri arasinda

korelasyon gostermemesi de beklenmektedir (Hilbe, 2015).

Dogrusal regresyon modeli matematiksel olarak Denklem 2.25’de gosterildigi gibi ifade
edilmektedir (Hilbe, 2015).
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Vi = Bo+ B1xix + Boxiz + -+ BpXip (2.25)

Burada y regresyon denkleminde bulunan terimlerin toplami1 ve tahmin edilmeye ¢alisilan deger
olarak tanimlanmaktadir. Modelin tahmin edilen ile Denklem 2.25'in sag tarafindaki terimler
arasinda lineer bir iliski oldugu goriilmektedir fakat Lojistik Regresyon icin durum boyle
degildir.

Lojistik modelin dogrusal tahmincisi Denklem 2.26’te gosterilmistir.

xib = Bo + B1xi1 + Baxiz + -+ BpXip (2.26)

Onemle belirtmek gerekir ki, Lojistik modelin tahmin edilen degeri log (ﬁ) fonksiyonuna

baglidir. Tahmin edilen degerin, u ve dogrusal tahmin edicinin dogrusal bir iligkisi Denklem
2.27°da gosterilmistir. Denklemdeki her B, ayr1 bir katsayiy1 veya egimi gostermektedir. Bir
prediktor yorumlanirken, hedef nitelikle iliskili katsayisi1 veya degisim orani cinsinden
yorumlanmali ve her katsay1r yorumlandiginda diger tahmin edicilerin sabit tutuldugunu

varsayilmalidir (Hilbe, 2015).

Inp;
1-p

=1; = x;b = Bo + B1Xix + PaXiz + -+ PpXip (2.27)

Denklem 2.27°da gosterilen p, y hedef niteliginin 1'e esit olma olasilig1 olarak diisiiniilebilecegi;
aynt zamanda, bir Ozelligin varliginin veya meydana gelme olasiligi olarak da
tanimlanabilecegi, 1 — p’nin ise bu 6zelligin olmama olasilig1 olarak diisiiniilebilecegi ifade
edilmektedir. Bagka bir deyisle; bir olayin meydana gelme olasiligi, basarili ya da var olma
olasiliginin, basarisiz olma ya da yok olma olasiligina bolimiidir (u/(1 — p) veya p/(1 — p)).
Yani; bir olayin meydana gelme olasilig1 ile meydana gelmeme olasiliginin toplami her zaman
1’e esit olmaktadir. Olasilik degerlerinin logaritmas1 “log of the odds "istatistikgiler tarafindan
logit fonksiyonu olarak adlandirnlmistir ve Lojistik Regresyon teriminin temelini
olusturmaktadir (Hilbe, 2015).

w icin logit fonksiyonu (u lineer tahmin edici xb temelinde belirlendiginde, indisler

gosterilmeden) Denklem 2.28’de gosterilmistir.
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_ exp(xb) 1 (2.28)

o 1+exp(xb) - 1+exp(—xb)

Regresyon denklemindeki her terim veya x'; modeldeki diger terimlerin sabit tutulmasi
kosuluyla, prediktif x degerindeki bir birimlik degisiklik i¢in, yanitin log-oranlarinin f katsayist
ile degistigini gosterir. Denklem 2.27°da verilen Lojistik Regresyon ifadesi tistellestirildiginde,
yorum log-oranlardan ziyade bir olasilik orani cinsinden yapilmaktadir (Hilbe, 2015). Sonug
olarak burada bir olayin ger¢eklesme olasiliginin, gerceklesmeme olasiligina orani iistiinliik
(odds) olarak yorumlanmaktadir (Kartal, 2015).
lf_:” = efotPrxa+haxia - fpxip :exp(ﬁo + Bixin + BaXip + - ﬁpxip)

(2.29)
Maksimum olabilirlik tahmini, istatistik¢iler tarafindan bir Lojistik Regresyon modelinin
parametrelerini tahmin etmek icin baska bir deyisle model kestiriminde kullanilan standart
yontemdir (Hilbe, 2015). Katsayilarin en ¢ok olabilirlik kestirimini bulmak amaciyla bu yontem
kullanilmakta olup, sapmalarin karesini (en kii¢iik kareler) minimum yapmak yerine, bir olayin

olma olasiligin1i maksimum yapilmaya c¢alisilmaktadir (Hair ve dig. 2009; Cokluk, 2010).

Lojistik Regresyon analizinde degerlendirilmesi gereken noktalardan biri de modelin uyum
iyiligi “goodness of fit” degeridir. Uyum iyiliginin degerlendirilmesi sonucunda; model
tarafindan tahmin edilen degerlerin gézlenen degerlere ne kadar yakin oldugunun tespit edilmis
olunur. Uyum iyiliginin degerlendirilmesinde y2 uyum iyiligi (herhangi bir kategoride beklenen
saymin 5'ten az olmamasi kosuluyla) ile birlikte 6zellikle “Hosmer—Lemeshow ” testi siklikla
kullanilmaktadir (Hosmer ve Lemeshow, 2000; Bewick ve dig. 2005) . 2 uyum iyiligi Denklem
2.30°daki formiil kullanilarak hesaplanmaktadir.

(gozlenen — beklenen)?

X2 = beklenen
(2.30)

Modelin uyum iyiligi disinda, kullanmigliligini 6lgmek igin gelistirilen “Cox & Snell” ve
“Nagelkerke-R?” gibi istatistikler de mevcuttur. Nagelkerke R?, Cox & Snell R?nin revize

edilmis bir versiyonudur ve 0 ile 1 arasindaki tiim degerleri kapsadigindan dolayi siklikla tercih



38

edilmektedir. R? istatistikleri, modelin uyum iyiligini 6l¢mez, ancak bagimsiz degiskenlerin
bagimli degiskenini tahmin etmede ne kadar basarili oldugunu gosterir ve etki biyikligi
Olcileri olarak isimlendirilmislerdir (Bewick ve dig. 2005).

ikili “binary” hedef nitelikten olusan Lojistik Regresyon analizi disinda ¢ok degiskenli
“multinomial Lojistik Regresyon”, siral1 “ordinal Lojistik Regresyon” ve tek degiskenli Lojistik

Regresyon ¢esitleri de bulunmaktadir (Stephenson ve dig. 2001; Cokluk, 2010).
J Cok degiskenli “Multinomial” Lojistik Regresyon

Makine 6grenmesi kullanilarak olusturulmak istenen tahmin modellerinde, tahmin edilmeye
caligilan hedef nitelik yani bagimli degisken her zaman iki kategorili yani “binary” olmayip
ikiden fazla degisken de igerebilmektedir. Cok degiskenli “multinomial ” Lojistik Regresyon,
kategorik tipteki bagimli degisken sayisinin ikiden fazla olma durumu olup, ikili “binary”
Lojistik Regresyonun devamu niteligindeki bir algoritmadir. Ornegin, bir hastanin sadece exitus
ya da hayatta kalma durumunu tahmin etmek yerine; exitus, takipten ¢ikarilmis ve sag olmak
Uzere U¢ grubumuz olabilir bu durumda ise tahmin prosediirii cok degiskenli Lojistik Regresyon

analizi yapilarak gergeklestirilmelidir (Chan, 2005).

Cok degiskenli Lojistik Regresyon modeline iliskin matematiksel model Denklem 2.31’da
gosterilmistir:

eBotBixiy +BaXiz ++ BpXip

T; =
b1 4 eBotBaxin +BaxXiz + BpXip

(2.31)
Cok degiskenli Lojistik Regresyonun amaci, gozlemlenen oranlar/boyutlar i¢in hangi agiklayici
degisken kombinasyonunun en iyi uyumu sagladigin1 kesfetmek olup, bu siire¢ agiklayici
degiskenler arasinda var olabilecek korelasyonlar nedeniyle karmagik oldugu belirtilmektedir.
Bu nedenle ileri dogru secim yontemi “forward selection method”, geriye dogru eleme yontemi
“backward selection method”, ileri dogru ve geriye dogru eleme yoOntemlerinin
kombinasyonundan olusan adimsal se¢im yontemi “stepwise selection procedure” yontemleri
en 1yl modeli modeli bulabilmek i¢in gelistirilen yontemler arasindadir fakat tek basina higbir
yontem en iyi modeli bulabilmenin garantisini veremediginden dolay1 bu yontemlerin hepsinin
denenmesi ile tiim olas1 modellerin olusturulabilecegi ve aday modellerin de detayli olarak

incelenebileceginin alt1 ¢izilmistir (Stephenson ve dig. 2001).
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2.5.7 Destek Vektor Makineleri

Destek Vektor Makineleri (DVM), 1995 yilinda Cortes ve Vapnik tarafindan gelistirilmistir
(Cortes ve Vapnik, 1995). DVM hem siniflandirma hem de regresyon (“Support Vector
Regression ) amaciyla kullanilabilen popiiler makine 6grenmesi algoritmalarindan biridir.
(Sanchez, 2003). Bu algoritmanin nihai hedefi verileri birbirinden ayirmak ig¢in en uygun
fonksiyonun tahmin edilmesi olup bu yontemde siniflandirma dogrusal ya da dogrusal olmayan

fonksiyonun kullanilmas1 s6z konusudur (Ozkan, 2016).

DVM siiflandirma problemleri i¢in kullanildiginda, girdi verilerini doniistiirmek i¢in dogrusal
olmayan kernel fonksiyonlari (olduk¢a karmasik, dogal olarak dogrusal olmayan iliskileri
temsil eder), girdi verilerinin dogrusal olarak ayrilabilir hale geldigi yiiksek boyutlu bir 6zellik
uzayina doniistirmek icin siklikla kullanilmaktadir. Siniflandirma problemlerinde, birgok
dogrusal smiflandirici (hiperdiizlem- “hyperplanes ™), verileri; her biri siniflardan birini temsil
eden birden ¢ok alt boliime ayirabilir. Bununla birlikte, yalnizca bir hiperdiizlem, siniflar

arasindaki maksimum ayrimi elde etmektedir (Turban ve dig. 2015).
e Verilerin dogrusal olarak ayrilabilme durumu

Verilerin dogrusal olarak ayrilabildigi, gercek hayatta pek de sik karsilagiimayan bu durumlarda
Sert Marjin DVM (“Hard Margin SVM”) algoritmasmnin kullanilmasi uygun olacaktir
(Aksehirli ve dig, 2013). Sekil 2.11°de verilerin birden fazla dogrusal siniflandirici tarafindan

ayrilmasi gosterilmistir.
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s

V / X1

Sekil 2. 11: Birden fazla dogrusal siniflandirici -hiperdiizlem “hyperplanes” verileri ayirabilir (Olson
ve Delen, 2008).

Olson ve Delen (2008) aktarimiyla; Denklem 2.32°de gosterilen egitim veri setindeki veri

kiimeleri g6z 6niinde bulunduruldugunda,

{(x1, ¢1), (x2, €2, (¥, )} (2.32)

Ci sabiti veri noktasinin ait oldugu smifi belirtmek ve 1 ("evet") veya 0 ("hayir") oldugu
durumlarda - her veri noktasi, genellikle 6lgeklenmis [0, 1] veya [—1, 1] degerlerinden olusan n

boyutlu bir gercek vektor olmak lzere;

wex—b=0. (2.33)

Denklem 2.33’te goriilecegi iizere, W vektorli, ayirma hiperdiizlemine dik noktalari
gostermekte, offset parametresi b'yi eklemek, marjin arttirlmasina izin vermekte olup
yoklugunda, hiperdiizlem orijinden gegmeye zorlanir ve ¢oziimii kisitlamaktadir. Sekil 2.12°de

hiperdiizlemlerin maksimum ayrimi grafiksel olarak gosterilmistir.
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Sekil 2. 12: Hiperdiizlemlerin maksimum ayrimi (Olson ve Delen, 2008).

wex—b=1, (2.34)
wex—b=-1. (2.35)

Hiperdiizlemlerin maksimum ayrimi Denklem 2.34 ve Denklem 2.35’te gosterilen
formiilizasyona gore gerceklestirilmektedir. Egitim verileri dogrusal olarak ayrilabilirse, bu
hiperdiizlemler aralarinda veri kimesi olmayacak sekilde segilebilir ve ardindan mesafeler
maksimize edilebilmektedir. Hiperdiizlemler arasindaki mesafe 2/|w| olup, sonu¢ olarak |w|
degeri minimize edilmelidir. Denklem 2.36 ve Denklem 2.37°de goriilecegi lizere veri

noktalarini hari¢ tutmak igin, tiim i degerleri i¢in de bu kosullarin saglanmasi gerekmektedir.

wex; —b>1veya (2.36)
wex; —b < —1. (2.37)

Bagka bir gosterim ile de Denklem 2.38 elde edilmis olunur.

cc(wex;—b)=>1, 1<i<n (2.38)



42

o Primal C6ziim
Amagc fonksiyonu : min(1/2) ||w||? (2.39)
Kisit: c;(wex; —b) =1, 1<i<n. (2.40)

Amag fonksiyonu Denklem 2.39’da kisit ise Denklem 2.40’ta gosterilmistir. Sonug olarak
problem |w|’nin belirtilen kisitlar i¢inde minimize edilmesidir. Bu da karesel programlama

“quadratic programming (QP)” optimizasyon problemidir (Cortes ve Vapnik, 1995).

Optimum hiperdiizlemin var ve tek oldugu yukarida verilen optimizasyon probleminin ¢éziimii
ile kanitlanmis olup bu sayede negatif 6rnekler, hiperdiizlemin bir tarafinda pozitif 6rnekler ise

diger tarafta bulunur (Vapnik, 1998; Oz, 2019).
. Dual C6zim

Lagrange c¢arpanlar1 kullanilarak ve Karush-Kuhn-Tucker kosullarindan yararlanilarak
problem, a; (Lagrange carpanlari) ile ilgili olarak sadece maksimizasyon gerektiren dual
probleme doniistiiriilmiis olur. Lagrange fonksiyonunun w ve b’ye goére kismi tiirevlerinin alinip
sifira esitlenmesi ile elde edilen denklemler, Lagrange fonksiyonundaki denklemde yerine
konuldugunda kuadratik programlama probleminin duali elde edilir ve a; igin belirlenen
kisitlara bagli olarak da ¢6zulir ve sonug olarak pozitif aj degerlerine karsilik gelen x; 6rnekleri
destek vektorler olarak adlandirilir (Alpaydin, 2013; Oz, 2019).

Siniflandirma kuralinin dual bigimde yazilmasi ile smiflandirmanin yalnizca destek
vektorlerinin, yani kenar boslugunda bulunan egitim verilerinin bir fonksiyonu oldugunu ortaya
¢ikarmaktadir. Dual formda DVM Denklem 2.41 ve Denklem 2.42°de gosterilmistir (Turban
ve dig. 2015).

n
T
maxz a; — Z aiajcicj X; Xj
i=1 i,j

a terimleri agirlik vektorii igin egitim seti agisindan dual temsili igermek tizere;

(2.41)
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w = Zi a; Cix; (242)

. Verilerin dogrusal olarak ayrilamama durumu

Verilerin dogrusal olarak ayrilamama durumunda ise Denklem 2.40’ta verilen kisitlar gegerli
olmayabileceginden ve bazi veri Orneklerinin sinirin iginde veya sinirin yanlis tarafinda yer
alabileceginden dolay1 her bir ornek icin “slack” degiskenleri eklenmek suretiyle kisit
denklemi genellestirilerek yeni optimizasyon problemi sinir maksimizasyonu ve hata
minimizasyonu amagclarinin birlesimi olarak yeniden tanimlanir. Baska bir deyisle siniflar
ayirabilecek bir hiperdizlem bulunmadiginda, “Soft Margin” Y dntemi olarak bilinen metodla,
ornekleri miimkiin olan en iyi derecede ayiran ve sinirlar arasi mesafeyi maksimize eden bir
hiperdiizlem segilmektedir (Olson ve Delen, 2008; Alpaydin, 2013; Oz, 2019). Bu denklem de
2.43’te gosterilmistir.

ciwex;—b)>1 -§ 1<i<n (2.43)

Amag fonksiyonu daha sonra sifir olmayan §;'yi cezalandiran bir ceza fonksiyonu tarafindan
artirilir ve optimizasyon, genis bir “margin” ile kiigiik bir hata cezasi arasinda bir degis tokus
problemine doniisiir. Ceza fonksiyonu lineer ise, ama¢ fonksiyonu Denklem 2.44’teki gibi

gosterilebilmektedir.

min|lwl||* + C % & oyleki c(wex;—b)=1-§ 1<i<n (2.44)

Bu kisitlama da, |w| degerinin minimize edilmesi ile birlikte Lagrange ¢arpanlari kullanilarak
¢Ozilebilir (Turban ve dig. 2015). C parametresi destek vektorlerinin sayisi ile ayrilamayan
noktalarin sayisi arasindaki agirligr icin kullanilir yani daha iyi bir genellemeye ulasabilmek
icin siir bandi icerisindeki 6rnekler yanlis siniflandirilan 6rneklerle birlikte degerlendirilmis

olur (Alpaydin, 2013; Oz, 2019).
> Dogrusal Olmayan DVM ile Simiflandirma

Gergek hayat problemlerinde verilerin dogrusal olarak ayrilabilmesi nadir olarak
gergeklestiginden bu problemler dogrusal DVM ile ¢oziilememektedir. Dogrusal olmayan

DVM’de veriler dogrusal olmayan ¢ekirdek fonksiyonlar1 yardimiyla dogrusal olarak ayrilabilir
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duruma doniistiiriilmektedir. Bu tipteki problemler DVM tarafindan orijinal verilerden
siniflandirma 6zellikleri, dogrusal olmayan haritalama yapilarak, verilerin n boyutlu orijinal
girdi uzayindan daha yiiksek boyuta sahip belirleyici nitelik uzayina tasinarak ele alinmaktadir.
Esas amag¢ yeni boyutta, verilerin doniistiiriildiigli sinir bandi en yiiksek olan ayirict
hiperduzlemi bulmak olup; DVM, belirleyici nitelik uzayinda dogrusal siniflandirma kuralini,
maksimum marjini bulmak amaciyla 6grenmektedir (Shihong ve dig. 2003; Aksehirli ve dig.
2013; Oz, 2019).

Sekil 2.13’te dogrusal olmayan DVM igin haritalama ile iki boyutlu uzaydan, ii¢ boyutlu uzaya

verilerin doniistliriilme islemi temsil edilmistir.

Maximal Margm Optimum Ayrilabilen

'._\ I{iiudﬁz\lem (OSH)
i e W o el i

oy S \Te ® o

@ P o ’ /@ e
° © - *{, "%,  Destek Vektirleri - ( e\
® . ey S %y e O \ @ J

:
: %
o

P:x—>z o i Vi ®':z>x e
° ) Miscjassified data (Yanhs ‘
TS Smiflan
Orijinal nitelik uzay: Cok boyutlu uzay dirlan Orijinal nitelik uzay1
R™:x R":z Dogrusal DVM Veri) R":x (ogrusal olmayan DVM)

Sekil 2. 13: Dogrusal olmayan DVM igin haritalama (Lee ve Kim, 2010).

Dogrusal bi¢imde ayrim saglanamayan bi¢cimdeki verilerin dogrusal olarak ayrilabilir forma
donitistiriilmesi hedefiyle dogrusal olmayan bir fonksiyondan faydalanilarak @: R™ — H
biciminde haritalanmak suretiyle Hilbert uzay1 olarak bilinen daha yiiksek boyutlu bir alana
yerlestirilip maksimum sinir hiperdiizlemi, dogrusal olmayan DVM kullanilarak bir 6zellik
uzayma uyum saglamasi yoluyla dogrusal bir siniflandirma problemi elde edilmis olur

(Martinez-Ramon ve Christodoulou, 2006; Oz, 2019).

Dual optimizasyon probleminin Larange’ina isaret eden denklemler de Denklem 2.45°e

doniistiiriilmiis olur:

n 1 n n
Ly = z a; — EZ Z a; a;y;y;K (x] x;)

i=1 i=1j=1

(2.45)
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= Cekirdek Fonksiyonlar ve Kernel Hilesi

Dogrusal olarak verinin ayirt edilmesinin miimkiin olmadig1r durumlarda veriyi daha biiyiik
boyutlu uzaylara tasiyarak ¢oziimlemek icin @ fonksiyonlarmi kullanilabilmektedir. Sonug
olarak giris vektorlerini igeren g¢ekirdek fonksiyonu Denklem 2.46°de gosterildigi gibi elde
edilmis olunur. Bununla birlikte ¢ekirdek fonksiyonlarinin belirlenmesinin temelinde Mercer
teorimininin bulundugu ve Denklem 2.46’in yazilabilmesini saglayan bir @ eslemesi varsa
pozitif tamimli ve simetrik K(x,z) cekirdek fonksiyonun da bulundugunun alt1 ¢izilmistir
(Ozkan, 2016):

K(x{x) = 0(x)" 0(x;) (2.46)

Yiksek boyutlu veri kiimelerinde @ (x;)T x;) hesaplanmasinin zor olabilecegi hatta uygulanacak
haritalama fonksiyonu bilinse dahi, kurulan optimizasyon probleminin ylksek boyutlu
belirleyici nitelik uzayinda ¢éziimiiniin olduk¢a karmasik ve zor hesaplamalar gerektirebilecegi
belirtilmis olup, bu sorunu 6nlemek amaciyla gekirdek diizenlemesi olarak adlandirilan kernel-
hilesi (“kernel-trick”) yontemi onerilmistir (Aksehirli ve dig. 2013; Catak, 2018) Boylelikle
bir ¢ekirdek fonksiyonu kullanilarak @ nitelik haritalamasinin yapilabilecegi belirtilmistir.
K (x, z) hesaplamasiin, @(x) hesaplamasina gore daha kolay ¢6ziime kavusturulacag: ifade

edilmekte olup Denklem 2.47’de verilmistir (Catak, 2018).

K(x,2) =0(x)T" 6(2) (2.47)

Tablo 2.3: Literatiirde sik kullanilan ve en bilinen y,r,7 ve d cekirdek parametrelerini iceren cekirdek
fonksiyonlar1 (Scholkopf ve Smola, 2001; Oz, 2019).

Cekirdek K(x]x))
Dogrusal x{ xj
Radyal tabanli fonksiyon exp (—y“xi - Xj ||2), y>0

Polinomial (yxiij + r)d,)/ >0
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Sigmoid tanh(yx] x; + r)d,)/ >0

Coklu Kuadratik 1
(lxi = x| + =)

Ters Coklu Kuadratik 1
(i = x5l +7) *

e DVM algoritmasimin optimize edilmesi gereken parametreleri

C, tim DVM modellerinin 6nemli bir hiper parametresi olan ceza parametresidir. Bununla
birlikte DVM modellerinde ¢ekirdek parametresinin se¢imi de nemli rol oynamaktadir. Ayrica
cekirdek fonksiyon denklemlerinde gosterildigi gibi, bir ¢ekirdek tipi secildikten sonra birkag

farkl1 hiper parametrenin de ayarlanmasi gerekebilmektedir (Yang ve Shami, 2020).
2.5.8 Yapay Sinir Aglan

Yapay sinir aglar1 (YSA) - “Artificial Neural Networks”, insan beyninin ¢alisma 0zelliklerinden
olan 6grenme yetenegini taklit ederek olaylari 6grenebilen, ¢evreden gelen olaylara karsi
potansiyel tepkileri belirleyebilen bilgisayar bilimleri - makine 6grenmesi disiplininde
siniflandirma, kiimeleme, tanima, eslestirme ve tahmin gibi ¢ok ¢esitli uygulama alanlar
bulunan ve tiim bu o6zelliklerinden dolayr da oldukca populer olan yapay zekd — makine
dgrenmesi algoritmalarindan biridir (Oztemel, 2016; Alp, 2019).

YSA temelinde insanin biyolojik sinir sisteminin ¢aligma prensibi oldugundan dolay1 6ncelikle

biyolojik sinir hiicresi ve iliskili temel kavramlarin ele alinmasi gerekmektedir.

Biyolojik sinir sistemi; aksonlar, sinapslar ve dendritlerden olusan sinirsel iletim yoluyla
elektrik ve kimyasal sinyaller - “neurotransmitter ” gondererek iletisim kuran birbirine oldukga

bagli bir néron ag1 olarak tanimlanabilir (Krogh, 2008).
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Snaps

Dendrites

Axon

/

Dendrites

Soma

Sekil 2. 14: Biyolojik bir sinir hiicresinin yapis1 Olson ve Delen (2008).

Sekil 2.14’te de goriilecegi tlizere; sinapslar bir hiicreden digerine elektrik sinyallerinin
gecmesini saglayan bosluklar olarak tanimlanabilirken somalar ise sinapslardan gelen sinyalleri
isleme tutmakla gorevlidir. Sinir hiicresi ise kendi elektrik sinyalini olusturur ve akson
tarafindan dendritlere gonderilir. Bununla birlikte iki hiicre arasindaki iletisim sinaptik

baglantilarda norotransmitter’lar vesilesiyle olmaktadir (Oztemel, 2016).
o Yapay Sinir Hucresi

Verilen dzelliklerde milyarca sinir hiicresi bir araya gelerek sinir sistemini olusturmakta olup,
YSA aglar1 da bu biyolojik sinir sisteminden esinlenerek olusturulmustur. Sekil 2.15°te yapay

bir sinir hiicresi ve elemanlar1 gosterilmistir.

o—>
@ I Aktivasyon
Girdi Fonksiyonu
Degerleri ' H
< e(*) F—»
Cikti
Toplama (Output)
Fonksiyonu
O—>
Agirhiklar

Sekil 2. 15: Yapay bir sinir hiicresi ve elemanlar1 (Haykin, 2009).

Oztemel (2016) yapay sinir hiicresinin girdiler, agirliklar, toplama fonksiyonu, aktivasyon

fonksiyonu ve hiicrenin ¢iktis1 olmak iizere bes temel elemani oldugunun altini ¢izmistir.
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Yapay bir sinir hiicresine dis diinyadan gelen bilgiler girdiler olarak tanimlanmakta, agirliklar
ise hicreye gelen bilginin 6nemini ve hicre Uzerindeki etkisini gostermekte, toplama
fonksiyonu bir hiicreye gelen net girdiyi hesaplamakta olup sonraki adimda ise aktivasyon
fonksiyonu hiicreye gelen net girdiyi isleyerek hiicrenin bu girdiye karsilik iiretecegi ¢iktiy1
belirlerken, aktivasyon fonksiyonu tarafindan belirlenen ¢ikt1 degeri ise hiicrenin ¢iktis1 olarak

ifade edilmektedir.

YSA’nin ¢alismasi agin egitimi ve test edilmesi olmak iizere iki asamadan olusurken oncelikle
egitim veri seti ile algoritmanin 6grenmesi saglanmakta sonrasinda ise 6grenen modele test veri
seti gosterilerek algoritmanin g¢iktilar1 yorumlanmakta olup, performans degerlendirme

islemleri ile de ¢iktilarin performansi degerlendirilmektedir (Ozen ve Giilsegen, 2016).
Toplama Fonksiyonu

Bir sinir hiicresine gelen toplam girdiyi hesaplama islemini ger¢eklestirmeye yarayan toplama
fonksiyonu; bir sinir hiicresine yonelik baglantilarin agirliklari ile girdi degerlerinin garpilmasi
sonucu elde edilen degerlerin toplami olarak tanimlanmistir. Toplama fonksiyonu matematiksel
olarak Denklem 2.48de verilmistir (Ozkan, 2021).

topgm = WiX1 + WoXy + -+ WpXoy + by = X2 owix; + by

(2.48)

Literatiirde belirtilen toplama fonksiyonlar1 arasinda, toplama, ¢carpma, maksimum, minimum,

isaret ve ekleme fonksiyonlar1 bulunmaktadir (Alp, 2019).

Tablo 2. 4: Birlestirme (Toplama) Fonksiyonlart

Fonksiyon Formil
Toplama ”
net = Z XiW;
i=!
Carpma n
net = l_lxiwi
i=1
Maksimum net = max (x;w;)
Minimum net = min (x;w;)
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Isaret net = sgm(x;w;)

Ekleme -
net = net(eski) + Z X;W;

i=1

. Aktivasyon Fonksiyonlar:

Y ndéronunun ateslenebilmesi bagka bir deyisle aktive olmasi yani etkin hale gelebilmesi i¢in y-
girdi degerinin bir fonksiyon esliginde belirli bir esik degerine ulasmasi [y = f(y — girdi)]
gerekmektedir. Aktivasyon fonksiyonlarindan en sik kullanilant ¢ok katmanli algilayicilarda
(“multi layer perceptron”) da kullanilan S- seklinde olan ve kendisine gelen degeri 0 ile 1
arasinda bir degere doniistiiren lojistik-sigmoid fonksiyonudur. Yumusak gecisli sigmoid
aktivasyon fonksiyonu Sekil 2.16’da ve sert gegisli “step-funtion” ise Sekil 2.17°de
gosterilmistir (Harrington, 2012; Silahtaroglu, 2016). Sekil 2.18’de ise hiperbolik tanjant
aktivasyon fonksiyonu grafiksel olarak gosterilmistir.

1
1+e™X

Yumusak gecisli Sigmoid fonksiyonu: f(x) = (2.49)

1.0

Sigmoid(x)
o o o
5 o o

o
N
T

0.0

Sekil 2. 16: Yumusak gecisli Sigmoid aktivasyon fonksiyonu (Harrington, 2012).
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1i >0
Sert gecisli Adim (Step) function aktivasyon fonksiyonu f(x) = {O Ll]]:j: 2 0
(2.50)
X
1.0 T T T U I
0.8 | ]
X
5 0.6 | .
©
Soal .
)
0.2} :
%260 =40 =20 0 20 20 60
X

Sekil 2. 17: Sert gecisli “Step function” aktivasyon fonksiyonu (Harrington, 2012).

Denklem 2.51°de gosterilen diger bir atesleme fonksiyonu olarak bilinen hiperbolik tanjant tipi
aktivasyon fonksiyonu ise [-1,1] arasinda degerler almaktadir (Namin ve dig. 2009;
Silahtaroglu, 2016).

e¥—e™*

eX+e™X

tanh(x) =

(2. 51)

tanh(x)

Sekil 2. 18: Hiperbolik tanjant aktivasyon fonksiyonu (Namin ve dig., 2009).

Literatiirde bulunan diger baz1 aktivasyon fonksiyonlar: arasinda dogrusal, dogrusal pozitif,
esik, rampa ve Gauss Ve sinus aktivasyon fonksiyonlar1 bulunmaktadir (Alp, 2019; Egrioglu ve
dig. 2020).
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Dogrusal Aktivasyon Fonksiyonu:

f(net) = a X net (2.52)

Dogrusal Pozitif Fonksiyonu:

net; net =0

f (net) :{ 0; net <0

Esik Aktivasyon Fonksiyonu:

(2.53)

f (net) {g ZEE ; z (2. 54)

Rampa Aktivasyon Fonksiyonu:

a,net = «a
- )

f(net) = %net+ %ﬁy s B<net<a (2. 55)
d;net < p

Gauss Aktivasyon Fonksiyonu:

f(net) = exp ( nEtz) (2. 56)

o2

Sinus Aktivasyon Fonksiyonu:

f (net) = sin(net) (2.57)

e Yapay Sinir Aglar’’min Simiflandirilmasi

YSA, Alp (2019) temel olarak katman sayisina gore tek katmanli YSA (Perceptron, ADALINE
ve MADALINE) ve ¢ok katmanli YSA; agm ¢aligma prensibine gore ise de Ileri Beslemeli
YSA ve Geri Beslemeli/Yayilmali YSA olarak siiflandirilmis olsa da Leijnen ve Veen (2020)

literatiirde bulunan en detayli YSA taksonomilerinden birini sunmuslardir.
> lleri Beslemeli Yapay Sinir Ag1

Ileri beslemeli YSA bir veya birden fazla katmandan olusan, her katmanda en az bir noron
bulunan, katmanlardan birinin girdi, birinin ¢ikt1 ve diger katman veya katmanlarin ise gizli
katman olarak adlandirildig1 ve ¢ikti katmanindaki néronlarda da doniistiirme fonksiyonunun
kullanilabildigi bir ag olarak tanimlanabilir (Cura, 2008). Sekil 2.19°da tek katmanli ve ¢ok

katmanl ileri beslemeli YSA mimarileri grafiksel olarak gosterilmistir.
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>
.
> e
>
Katmani Cikt
KaFmanl Girdi Katman Katmani
(Néronlar) | katmani (Néronlar) (Néronlar)
Tek Katmanl ileri Beslemeli Cok Katmanl Ileri Beslemeli Yapay
Yapay Sinir Ag1 (Single-Layer |Sinir Agi (Multi-Layer Feedforward
Feedforward Neural Network) |Neural Network)

Sekil 2. 19: Tek ve ¢ok katmanli ileri beslemeli YSA mimarileri (Haykin, 2009).

> Geri Beslemeli Yapay Sinir A&

Geri beslemeli yapay sinir aglar1 (GBYSA) da ¢ok katmanli ileri beslemeli YSA’nda 6grenme
islemini gerceklestirmektedir (Han ve dig. 2012). ilk olarak Hopfield tarafindan kullanilan ve
bu nedenle literatiirde Hopfield aglar1 olarak da isimlendirilen GBYSA’larda agdaki tiim
ndronlar birbiri ile baglantili olup, agin proses elamanlarinin ¢iktilari yine aga belirli bir sekilde
geri gdnderilerek girdi olarak kullanilmaktadir (Hopfield, 1982; Cura, 2008; Oztemel, 2016).
Algoritmanin ¢alisma prensibi 6zetlenecek olursa, agin iirettigi ¢ikt1 degeri (gergek ¢ikt1), agdan
beklenen ¢ikti ile karsilastirilir. Sonrasinda ise, aralarindaki fark yani hesaplanan hata degeri,
agm agirliklarina geriye dogru yayilir ve agirliklar ise her bir iterasyonda giincellenir. Bagka
bir deyisle agin agirlik degerlerinin gilincellenmesi bu sekilde gerceklesmekte olup, agdan
optimum performans elde edildiginde ise agirlik giincelleme islemleri durdurularak yeni
tahminlerin yapilmasi bu optimum ag vesilesiyle yerine getirilmektedir. Sonug olarak agin
hatasi istenilen degerden az olana kadar da bu islem devam etmektedir (Cinsdikici, 2016; Ozen
ve Gllsecen, 2016).
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Gizli Katman(lar)

Girdi Cikti Katmani

Agin hatasinin
hesaplanmasi ve
hatamin geri
1lmasi

VYa,, .
Geri yayilim 9:kt:7<atmam

Sekil 2. 20: Geri Beslemeli YSA Mimarisi (Johnson, 2022).

Han ve dig. (2012) aktarimiyla GBYSA’nin olusturulma ve egitim siireci su sekilde

Ozetlenebilir:

Agirhiklarin Belirlenmesi: Agdaki agirliklar, kiiciik rasgele sayilar olmak (zere rastgele
belirlenir. Ayrica, her birimin kendisiyle iligkili bir onyargi (bias) degeri bulunmaktadir.

Onyarg1 degerleri de benzer sekilde kiiciik rastgele sayilar olmak iizere rastgele atanr.

Girdi Katmanindaki Degerlerin ileriye Dogru Yayilmast: Ilk olarak, egitim verisi agim girdi
katmanina verilerek beslenir. Sonrasinda ise gizli ve ¢ikt1 katmanlarindaki her birime gelen net
girdi, girdilerinin dogrusal bir kombinasyonu olarak hesaplanmaktadir. Yani birime gelen
girdiler aslinda bir 6nceki katmanda ona bagli olan birimlerin ¢iktilaridir. Birime gelen net
girdiyi hesaplamak i¢in birime bagli her bir girdi, karsilik gelen agirlig: ile carpilir ve bu
toplanir. Boylelikle, gizli ve ¢ikti katmanlarindaki her bir birimin net girdi ve ¢iktis

hesaplanmaktadir.

Denklem 2.58’de goriilecegi iizere gizli veya ¢ikti katmanina gelen bir birim j ile temsil edilmek

Uzere ve j birimine net girdi, Ij olarak gosterilir ve;

i

(2.58)



54

w;j, onceki katmandaki i biriminden j birimine olan baglantinin agirhig olup, O; ise dnceki
katmandan gelen i biriminin ciktisi ve 0;
birimin etkinligini degistiren bir esik deger olarak gérev yapan onyargi (“bias”) degeri olarak

tanimlanmaktadir.

Gizli ve ¢ikt1 katmanlarindaki her birim net girdisini aldiktan sonra bir aktivasyon fonksiyonu
uygulanmaktadir. Fonksiyon, ilgili birim tarafindan temsil edilen néronun aktivasyonunu
sembolize etmektedir ve aktivasyon fonksiyonu olarak genellikle Lojistik veya simoid
fonksiyonu kullanilmaktadir. j birimi net 1j ile beslendiginde, j biriminin ¢iktis1 olan Oj

Denklem 2.59°da gosterildigi gibi hesaplanir:

0. = 1

J 1+e7l

(2.59)

Hatanin Geri Yayilmasi: Bu slrecte, agin tahmininin hatasini yansitmak i¢in agirliklar ve
onyarg1 degerleri giincellenerek hata geriye dogru yayilir. Cikt1 katmanindaki bir birim j i¢in

Errj hatas1 ise Denklem 2.60’ta gosterildigi gibi hesaplanir:

Denklemde temsil edilen O; j'nin gergek ¢iktisi olup T; ise verilen egitim drneginin bilinen sinif

etiketine dayali olan gergek ¢ikt1 olarak temsil edilmektedir.

Gizli katman birimi j'nin hatasin1 hesaplamak icin, bir sonraki katmanda j birimine bagl
birimlerin hatalarinin agirlikli toplami dikkate alinmakta olup, gizli katman birimi j'nin hatasi

ise Denklem 2.61°de verildigi gibi hesaplanmaktadir.

Erry = 0;(1 - 0)) Xk Ernwijy (2.61)

burada wj;., bir sonraki iist katmandaki j biriminden k birimine baglantinin agirhig ve Erry ise

k biriminin hatasidir. Agirliklar ve Onyargi degerleri, yayilan hatalar1 yansitacak sekilde
gtincellendiginde Denklem 2.62 ve Denklem 2.63 denklemleri elde edilir. Sekil 2.21°de girdi

ve ¢ikt1 katman birimleri gosterilmistir.
Aw;; = (1) Erry 0; (2.62)
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Agirliklar

w_ 0

bias (Onyargi Degeri)

S
2 of 1
e | S S Y -

w_n
X n =
Girdi Vektorii
X Toplanan Aktivasyon/Atesleme/
Agirliklar Etkinlestirme
Fonksiyonu

Sekil 2. 21: Gizli veya ¢ikti katmani birimi: Agirlikli toplam olusturmak igin girdiler karsilik gelen
agirliklariyla garpilir ve net girdiye de dogrusal olmayan bir aktivasyon fonksiyonu uygulanir (Han ve
dig., 2012).

[ degiskeni, 6grenme oran1 (“learning rate”) olarak tanimlanmakta olup tipik olarak 0 ile 1

arasinda sabit bir degere sahiptir.

Geri yayilim, agm smif tahminleri ile orneklerin gergcek sinif etiketi arasindaki “the mean
squared distance” degerini minimize etmek i¢in verilen smiflandirma problemini
modelleyebilen bir agirlik kiimesini ararken “gradient descent” yani egim azaltma yontemini
kullanmay1 &grenir. Ogrenme orani, karar uzayinda (yani, agirliklarin yakimsadigi, ancak
optimum ¢6ziim olmadigi) yerel bir minimumda takilip kalmaktan kaginmaya yardime1 olur ve

global minimumu bulmay1 saglamaktadir.

Onyargi (bias) degerlerinin giincellenmesi sonucu Denklem 2.64 ve Denklem 2.65 elde edilir.
AB; = () Erm; (2.64)

Her 6rnegin tanitilmasindan sonra agirliklar ve 6nyargi( “bias ) degerleri guincellenmektedir.

Belirlenen kriterler yerine getirildiginde (Onceki Aw;; degeri veya yanls siniflandirilan
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orneklerin yiizdesi belirli bir esik degerin altinda kaldiginda) 6grenme islemi durdurulmaktadir

(Han ve dig.2012; Ozen ve Giilsegen, 2016).

2.5.9 Asir1 Ogrenme Makineleri

Asirt 6grenme makineleri (“ELM”) temelde ileri beslemeli YSA mimarisinde olup bununla
birlikte rastgele baglantilara sahiptir. Ayrica bu algoritma, hatanin geri yayilmasi (“back-
propagation ”) yontemini kullanmamaktadir. Bunun yerine, agin egitimi rastgele agirliklarla
baslamakta ve agirliklar da en kii¢iik kareler uyumuna gore tek bir adimda egitilmektedir. Bu
da daha az karmasik bir ag yapist ile birlikte geri yayilim yontemi ile olusturulan aglara gore
ogrenmenin ¢ok daha hizli siirede sonuglanmasini saglamaktadir (Huang ve dig. 2006; Leijnen
ve Veen, 2020).

Geleneksel olarak, ileri beslemeli YSA’nin tiim parametrelerinin ayarlanmasi (“‘tuning”)
gerekmekte ve bu nedenle de farkli parametre katmanlari (agirliklar ve Onyargi-“bias”
degerleri) arasinda bagimliligin s6z konusu oldugunun alti ¢izilmistir. Bununla birlikte,
gradyan tabanli “gradient descent-based learning” O0grenme yontemlerinin, yanlis 0grenme
adimlar1 nedeniyle genellikle ¢ok yavas oldugu veya yerel-“local” minimumlara kolayca
yakinsayabilecegi agik bir sekilde goriinmektedir. Yapay sinir aglarinin geleneksel yontemlerle
egitilmesinin birkag saat, birkag¢ giin ve hatta daha fazla zaman alabileceginin sasirtici olmadigi
ve bu surenin de olmasi gerekenden ¢ok daha fazla oldugu ifade edilmis ve bu algoritmalarin
egitilmesinin yavagligina vurgu yapilmis olup bu konsepte dayanarak Huang ve dig. (2006)
yilinda daha iyi genelleme performansi ve 6grenme hiz1 elde edilirken, geri yayilim (“back-
propagation ”) algoritmasi gibi geleneksel ileri beslemeli YSA’lardan binlerce kat daha hizli
olabilen, asir1 O6grenme makinesi (“ELM”) olarak adlandirilan “Single hidden layer
feedforward networks- (SLFNs)” algoritmasini tanitmislardir. Ayrica ELM, gizli katmanda
egitim verilerinden bagimsiz ve “randomly” yani rastgele olarak belirlenen hesaplama
diigtimleri esasli ¢aligmay1 6nermektedir (Huang ve dig. 2006). Catak (2015) ELM'nin en
dikkat cekici ozelliginin, gizli katman parametrelerinin rastgele segilmesi oldugunu ifade

etmistir.

Huang (2014) ELM algoritmasinin temel olarak su 6grenme problemine yanit aramakta

oldugunu ifade etmistir:
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Ogrenme (6rnegin: kiimeleme, regresyon ve siniflandirma), gizli noronlar (biyolojik néronlar
dahil) parametre ayarlamasi yani “funing” edilmeden ve bu néronlarin ¢ikti Ozellikleri ve

fonksiyon modellemesi bilinmese bile gergeklesebilir mi?

Tek Gizli Katmanh Asir1 Ogrenme Makineleri - “Single hidden layer feedforward
networks- (SLFNs)”

Egitim veri seti D = {(x;,y;) |i =1,..,n}x; €ERP, y; € {1,2,...,K}} bagimsiz ve 6zdes
olarak drneklenmek tizere; ELM’nin amaci f: X — Y fonksiyonunu X drnekleri ve Y olasi sinif
etiketleri lizerinden 6grenmektir. N adet gizli diglime sahip tek gizli katmanli ileri beslemeli
sinir aglarinin (SLFN'ler) ¢ikt1 etiketi Denklem 2.66’daki gibi tanimlanabilir (Huang ve dig.
2006).

N
fv(X) = z BiG(a;, b;, x), xeR™, a;e R™
i=1
(2.66)
Burada a; ve b;, gizli diigiimlerin 6grenme parametreleri olup f;, i. gizli digimi ¢ikis
diigiimiine baglayan agirliktir. Genellestirilmis SLFN'ler i¢in ELM'nin ¢ikt1 fonksiyonu su

sekilde tanimlanabilir:

(0 = ) BiGlanbyx) = B x h(x)

(2.67)
Ikili (““binary”’) ssmflandirma uygulamalari igin, ELM'nin karar fonksiyonu Denklem 2.68’deki

gibi gosterilmektedir.

fu () = sign (Z BiG (i b x)) = sign(p x h(x))

(2.68)
Denklem 2.67’in bagka bir sekilde gosterimi ise Denklem 2.69°da gosterildigi gibidir.
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HB=T (2.69)
H ve T sirasiyla gizli katman matrisi ve ¢ikti matrisidir.
B=HT (2.70)

H' ise H matrisinin Moore-Penrose genellestirilmis tersi olup, gizli katman matrisi ise Denklem
2.71°de gosterilmistir.

l'G(al. bi,z1) --- G(ag, bL,.;z::l)l

H(a,b,&) = : - :
[G(avl, bi,zn) --- G(ar, by, ;lTN)J N
(2.71)
Cikt1 matrisi ise Denklem 2.72’deki gibi tanimlanmaktadir:
T == [tlf ey tN]T (272)

2.5.10 Topluluk Ogrenme Yontemleri

Ik olarak otomatik karar destek sisteminin varyansini azaltmak ve bdylece dogrulugunu
artirmak icin gelistirilen topluluk 6grenme yontemleri, 0 zamandan beri 6zellik se¢imi, gliven
araligi tahmini, eksik nitelikler basa ¢ikmak, artimli 6grenme, hata diizeltme, dengesiz hedef
nitelige sahip veri setleri gibi ¢esitli makine 6grenmesi sorunlarini ¢dzmek icin basariyla
kullanilmaktadir. Birden fazla makine 6grenmesi yonteminin uygulanmasinin neticesinde
olusan tahminlerin birlestirilerek sonug olarak daha yuksek performansa sahip bir ¢ikti Gretmeyi
amaglayan yontemler topluluk &grenme yontemleri olarak tanimlanmaktadir. En Onemli
topluluk  6grenme  yontemleri torbalama  -“Bagging”, artirma -  “Boosting”,
istifleme “Stacking” ve kombinasyon metodlar1 “‘combination methods- mixture of experts”
olarak isimlendirilen metodlardir (Polikar, 2012; Zhou, 2012b).

e Torbalama Topluluk Ogrenme Yéntemi

Ik olarak Breiman tarafindan tanitilan ve esasinda egitim veri setini manipile etme stratejisi
ile ¢alisan bdylece her calistirmada m adet orijinal egitim Vveri setinden rastgele segilmis baska
bir ifade ile bootstrap drnekleme ile m adet 6rnegin egitilmesi prensibine dayanmakta olan

torbalama — “Bagging” 6grenme algoritmasi en bilinen topluluk 6grenme yontemlerinden
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biridir (Breiman, 1996; Dietterich, 2000; Polikar, 2012; Doganer, 2020). Bu yodntemle
olusturulmus bir egitim seti, orijinal egitim setinin bir bootstrap kopyasi- “bootstrap replicate”
olarak adlandirilir ve orijinal egitim Vveri setinin %63.2 sini igerdigi belirtilmistir (Dietterich,
2000). Bu yontemle elde edilen egitim verisetleri ise bir siniflandirma algoritmasi ile egitilir ve
simiflandirma algoritmalarinin  tahminleri de c¢ogunluk oylamasi- “majority voting”
tekniginden yararlanilarak topluluk 6grenme yonteminin nihai siniflandirma tahmini olarak
atanmaktadir. (Polikar, 2012; Doganer, 2020). Sekil 2.22°de torbalama yonteminin sekilsel

gosterimi gorulmektedir.

TORBALAMA- TOPLULUK OGRENME YONTEMI

Data ——»| B2

Aggregation
/ Voting

Ls| B3

Bootstrap . Modelder) © Cogunluk
E'glt.lm } : Yontemiyle : : E)\';;maSl
Veriseti : Olusturulmus N -

. Verisetleri

CIKTI
Topluluk Tahmini

Sekil 2.22: Torbalama- “Bagging” Topluluk Ogrenme Metodunun sekilsel olarak gdsterimi
(Nagauri, 2020).

e Artirma Topluluk Ogrenme Yoéntemi

Artirma- “Boosting” olarak bilinen topluluk 6grenme yontemi, her biri aslinda zayif “weak”
smiflandirici olarak tanimlanan bir dizi simiflandirict grubunu birlestirerek guclu  bir
smiflandirict olusturan ve bu sayede de disiik egitim hatasi elde edebilen yinelemeli bir

’

yaklagim olarak tanimlanmaktadir. Artirma yontemi ¢ogunluk oylamasint “majority voting’
kullanarak bir dizi zayif siniflandirictyr birlestirirken, torbalama olarak bilinen “bagging”
yonteminden ayrilmaktadir. Bu algoritmada olusturulan ilk siniflandirici, egitim veri seti
icerisinden rastgele secgilen ornekleri siniflandirirken ikinci siniflandirici, yarisi birinci

siniflayici tarafindan yanlis siniflandirilmis, diger yarisi dogru siniflandirilmig 6rnekler (izerine
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egitilip, son smiflayici da 6nceki iki siniflayicinin uyum gostermedigi orneklerle egitilir ve
sonug olarak ¢ogunluk oyunu alan siniflandiricinin tahminleri, topluluk algoritmasinin nihai
tahmini olarak kabul edilir. Torbalamada siniflandiricilari egitmek icin segilen 6rnekler rastgele
secilmekte ve bu Ornekler her alt egitim kiimesinde esit sansa sahip olup artirmada ise her bir
sonraki siniflandirici i¢in egitim veri seti, daha 6nce olusturulmus siiflandiricilar tarafindan
yanlis siniflandirilan 6rneklere giderek daha fazla odaklanmaktadir. (Polikar, 2012; Zhou,
2012c; Doganer, 2020). “AdaBoost” ve “LogitBoost” algoritmalart en bilindik boosting
algoritmalar1 arasindadir (Gonzalez ve dig. 2020). Sekil 2.23 ve Sekil 2.24’te artirma topluluk

O0grenme yonteminin sekilsel olarak gosterimi goriilmektedir.

Data Ornek 2 Ornek N
Model 1 Model 2 Model N
Orneklerin
Agirliklandinimasg
Test Data A 4 L
» Tahmin 1 Tahmin 2 Tahmin N
E1
A 4
Nihai
Tahmin

Boosting Algorithm(Cascading Classifier)

Sekil 2.23: Artirma- “Boosting” Topluluk Ogrenme Yontemi’nin sekilse olarak gosterimi (Patel, 2020).
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Orijinal veriseti D, Agwrhiklarm giincellenmesi D, Agirhklarm giincellenmesi D,
=+ i B
= * + - % = % Birlestirilmis Stmflandirict
+ +
+ + + o
-T¥
Egitilmis simflandirnica Egitilmis simflandirict Egitilmis simflandirica j +
- S -] 1, t
: +
O @ : + - %

<3+-+- - + B +

@ - = + - 1

+ + +

Sekil 2.24: Artirma- “Boosting” Topluluk Ogrenme Y 6ntemi’nin sekilse olarak gosterimi (Patel, 2020).

o Istifleme Topluluk Ogrenme Yéntemi

Istifleme ya da “Stacking ” farkli smiflandiricilarin kombinasyonu sonucu yeni bir siniflandirici
elde edilmesi prosediirii olarak tanimlanmakta olup ilk olarak Wolpert (1992) tarafindan
onerilen bir yontemdir. Burada, bireysel 6grenicilere— “learners” ya da siniflandiricilara
birinci seviye 6greniciler ya da siniflandiricilar adi verilirken, bu siniflandiricilart kombine eden
birlestirici ise ikinci seviye Ogrenici veya meta-siniflandirict olarak tanimlanmistir (Zhou,
2012). iki etaptan olusan “stacking” metodunda farkli siniflandirma algoritmalarinin aymi
egitim veri setine uygulanmasi sonucu elde edilen tahminler tutulmakta ve ikinci asamada ise
bu tahminler meta siniflandirici tarafindan tekrar islenerek topluluk 6grenme modelinin nihai
tahmini bulunmaktadir (Doganer, 2020). Daha sade bir anlatimla istifleme yonteminde, birden
¢ok birinci duzey siniflandiricinin tahminlerinin bir meta siniflandiriciyr egitmek icin yeni
ozellikler olarak kullanilmaktadir. Bununla birlikte meta siniflandiricinin, kullanicinin segtigi
herhangi bir siniflandirici olabilecegi ifade edilmistir (Ceballos, 2020). Sekil 2.25te istifleme

yonteminin sekilsel olarak gdsterimi goriilmektedir.



Final Tahmin
Sonucu

ejeq Buiuieap
Jayjisse|D-e}oN

Egitim Level - 1
Veriseti Siniflandincilar
Meta Siniflandinici

Level - 1 Tahmin
Sonuglan

C1, C2 ve C3 Level 1 Siniflandincilar olarak

tanimlanmaktadir.

Sekil 2.25: istifleme — “Stacking” Topluluk Ogrenme Y 6nteminin sekilsel gosterimi (Ceballos, 2020).

. Kombinasyon Yoéntemler

Bir dizi makine Ogrenmesi modelleri olusturduktan sonra, en iyi makine Ogrenmesi
algoritmasin1i bulmaya caligmak yerine, guclii bir genelleme yetenegi elde etmek icin
kombinasyon yontemlerine basvurulabilmektedir (Dietterich, 2000). Literatiirde ¢ok sayida
birlestirme yontemi bulunmasina karsin en onemli teknikler sayisal ¢ikti nitelikleri igin
ortalama alma — “simple averaging”, farkli 6nem tasiyan farkli agirliklara sahip bireysel
smiflandiricilarin tahmin sonuglarinin yani ¢iktilarinin ortalamasini alarak birlesik sonucu elde
eden agirlikli ortalama alma- “weighted averaging”, ve nominal ¢iktilar i¢in en popiiler ve
temel kombinasyon yontemi olan oylama — “voting” yontemleri siralanabilir. Birlestirme yani
kombinasyon teknigini kullanan ydntemlerde oylama — “voting” teknigi oldukg¢a popiiler
yontemlerden biridir. Oylama yonteminin de kendi ig¢inde farkli siniflar1 bulunmaktadir ve
bunlar arasinda en bilinenlerden ve popiiler olan yontemlerden birisi de ¢ogunluk oylamasi
“majority voting” teknigidir (Zhou, 2012). Bu yontemde kullanilan her siniflandirma
algoritmasinin bir tahmin sonucu bulunmakta olup, sonuglarda son kararin kullanilan

siniflandiricilarin yarisindan fazlasindan atanmasi durumunda bu karar nihai karar olarak kabul
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edilmektedir. Ayrica, tahmin sonuglarindan hicbiri smiflandiricilarin oylarin yarisindan
fazlasini alamazsa, ret segenegi verilmekte ve hicbir tahminde bulunulmamaktadir (Zhou, 2012;

Doganer, 2020). Sekil 2.26’da ¢ogunluk oylamasi yonteminin sekilsel gosterimi verilmistir.

COGUNLUK OYLAMASI YONTEMI

Egitim veriseti
[ Training set |
+
Sinflandirma - Va4 & g
2 "
Modelleri P T 18l vor

Tahminler @ @ .-
l h 4 1

Voting

Cogunluk Oylamasi

Nihai Tahmin Sonucu @ = mode{h ). h(x), .. h,(x)}

where h,(x) =Yy;

Sekil 2. 26: Cogunluk Oylamasi1 — “Majority Voting” sekilsel gosterimi (Raschka, 2020).

2.5.11 Extreme Gradient Boosting (“Xgboost”) Algoritmasi

Gergek hayat problemlerinde kullanilan makine 6grenmesi algoritmalar1 arasinda, “gradient
tree boosting” yoOnteminin birgok uygulamada One ¢ikan tekniklerden biri oldugu ifade
edilmektedir (Friedman, 2001). Literatiirde 6ne ¢ikan bu topluluk 6grenme algoritmalari
arasinda geleneksel “gradient boosting machines (GBM)”, “XGBoost” ve bu algoritmanin
varyanti “XGBoost with DART”, “LightGBM” ve bu algoritmanin varyant1 “LightGBM with
GOSS” ve “CatBoost” bulunmaktadir (Gonzélez ve dig. 2020).

XGBoost algoritmasinin ise en Unll gradyan boosting tabanli yontem oldugu ve muhtemelen
de en basarili makine Ogrenmesi algoritmalarindan biri oldugu, son derece dogru ve
Olgeklenebilir bir agag¢ boosting sistemi olmakla birlikte 6grenme surecini maksimuma
cikarmak igin sistemin bilgi islem ve bellek kapasitelerinden tam olarak yararlanmaya
odaklandig1 ayrica “overfitting” problemini azaltmak ve her tipteki makine Ogrenmesi
problemine uyarlanilabilecek bi¢cimde gelistirildiginin alt1 ¢izilmistir (Gonzélez ve dig. 2020).
Bu nedenle, bu doktora tez c¢alismasinda topluluk 6grenme yontemlerinden XGBoost

algoritmasi kullanilmis ve bu nedenle de bu algoritma detayli olarak ele alinmistir.
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Denetimli 6grenmede, amag¢ fonksiyonu ve tahmin fonksiyonu kullanilmakta olup, egitim
parametreleri, amag¢ fonksiyonunu minimize etmek ve ilgili parametreleri 6grenmek igin
faydanilmakta ve sonrasinda ise tahmin fonksiyonu ve elde edilen parametreler, bilinmeyen
ornegi smiflandirmak veya sayisal olarak tahmin etmek i¢in kullanilmaktadir. Toplamda iKi
boyuttan olusan (n ve m olmak tizere) D veri seti; D = {(x;,v;)}, (x; € R™, y; ER,i =
1,2, ...,n) olarak tanimlandiginda XGBoost modeli Li ve Zhang (2020) aktarimiyla Denklem
2.73°de gosterilmistir.

K
y=§hum,ﬁeFu=anm

k=1
(2.73)
veF = {f(x) = Wq(x)} (¢: R™ - {1,2,...,T},w € RT ise CART karar agaci1 yapis1 kiimesinin
bulundugu g, yaprak diigiimlerinin 6rnek haritasinin agag yapisi; T, yaprak diigiimlerinin sayisi

ve w, yaprak diiglimlerinin gergek puanidir.

XGBoost modeli olusturulurken optimal bir modelin kurulabilmesi i¢in amag¢ fonksiyonunun
minimize edilmesi ilkesine gore optimal parametrelerin bulunmasi gerekliligi bulunmaktadir.
XGBoost modelinin amag fonksiyonu, bir hata fonksiyonu terimi L ve bir model karmasiklik
fonksiyonu terimi X'e bolunebilir. Amag fonksiyonu ise Denklem 2.74’°te gosterilmistir. Amag
fonksiyonuna bagli olarak Denklem 2.75 ve Denklem 2.76 elde edilir.

Obj =L+ Q (2.74)

n

L= Z(yl - YL)Z

i=1

(2.75)
T
0= )/T + E/lzwjz
j=1

(2.76)

YT L1’in sabit terimi olup, %/1 Z]-Tzl w]2 ise L2’nin sabit terimi olarak tanimlanmaktadir. Onemle
belirtmek gerekir ki, ¥ ve A modelin “overfitting” olmasini 6nleyen diizeltme parametreleridir.

Egitim veri seti modeli egitmek ve parametreleri optimize etmek icin kullanilirken, orijinal
modeli degismemesi ve amag¢ fonksiyonunu miimkiin oldugunca minimize etmek igin de
modele yeni bir f fonksiyonu eklenmektedir. Sonu¢ olarak 2.77°de yeniden yazilan amag

fonksiyonu ise gosterilmistir.
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n

Obj® = Z (Yi - (9?‘” + ft(xi))>2 +Q

i=1

(2.77)

§I§t_1) degeri (t-1)’inci modelin tahmin edilen degeri; f;(x;) degeri de t’inci zamanda elde edilen

yeni fonksiyon olarak tanimlanirken; Obj, modeli degerlendirmek igin kullanilabilecek bir
fonksiyondur. Obj degeri ne kadar kiigiik olursa, modele olan etkisi o kadar iyi olacag

belirtilmistir.

Bdylece yukarida verilmis olan agag olusturma yontemini yinelemeli olarak ¢agirarak, ¢ok sayida
regresyon agaci yapisi elde edilebilmekte ve Obj fonksiyonu da optimal agag¢ yapisini aramak ve
optimal bir XGBoost modeli olusturmak i¢in mevcut modele koymak i¢in kullanilmaktadir (Li and
Zhang, 2020).

2.5.12 Damsmansiz Ogrenme

Literatiirde temel olarak iki farkli danismansiz 6grenme ¢esidi tanimlanmis olup bunlar;
kiimeleme- “clustering” ve “birliktelik kurallar1” olarak tanimlanmaktadir. Doktora tez
caligsmasinda ele alinan problem siniflandirma problemi oldugundan miitevellit, danismansiz

ogrenme ve pekistirmeli 6grenme stratejilerinin teknik detaylarina girilmemistir.
2.5.12.1 Kimeleme

Hedef niteligin olmadig1 veya bilinmedigi durumlarda kullanilabilen danismansiz 6grenme
stratejileri, girdi degerleri esas alinarak bunlarin gruplanmasini ya da kiimelenmesini —
“clustering” saglamaktadir (Balaban ve Kartal, 2018). Danismansiz dgrenme stratejilerinden
olan kiimeleme analizinin, siniflandirmadan en biiylik farki; siniflandirma prosediiriinde,
siniflar onceden belirli olup, kiimeleme analizinde simiflar belirli degildir (Dunham, 2003;

Silahtaroglu, 2016).

Sasirtict olmayan bir sekilde, kiimeleme tekniklerinin optimizasyon da icerdigi ¢iinkii
kiimelemenin amacinin, her grup igindeki tiyelerin maksimum benzerlige ve gruplar arasindaki
iiyelerin minimum benzerlige sahip olmasi i¢in gruplar olusturmak oldugu vurgulanmistir.
Isletmelerin 6zellikle miisterileri segmentlere ayirmada (miisteri segmentasyonu) kiimeleme
tekniginden faydalandiklart belirtilmis olup ve uygun pazarlama trunlerini ayrilmis gruplara
dogru zamanda, dogru formatta, dogru fiyata yonlendirmede yine bu teknigin

kullanilabileceginin alt1 ¢izilmistir (Turban ve dig. 2015).



66

2.5.12.2 Birliktelik Kurallar

En sade héli ile veri madenciligi siirecindeki birliktelik kurallari, hangi niteliklerin “birlikte
gittigini bulma isi olarak tanimlanmaktadir (Larose ve Larose, 2015). Baska bir ifade ile
birliktelik kurallar1 ya da iligki analizi; veritabanindaki bir dizi kaydin diger kayitlarla olan

baglantisini agiklayan iglemler dizisi olarak tanimlanmistir (Silahtaroglu, 2016) .

Bu kurallar pazarlama alaninda siklikla kullanilmakta olup, “pazar-sepet analizleri” yontemi
yardimiyla miisterilerin aligveris aliskanliklar1 belirlenir ve bir miisteri herhangi bir iirlini
aldiginda, sepetine baska hangi iriinleri de koydugu olasiliksal olarak ortaya konmaktadir.
Boylelikle birlikte satilan {irtinler de belirlenerek magaza raflar1 diizenlenebilmekte,

miisterilerin de bu iiriinlere daha kolay erisebilmeleri saglanmaktadir (Ozkan, 2016).
2.5.13 Pekistirmeli Ogrenme

Pekistirmeli 6grenme, cevresini algilayan ve hareket eden 6zerk bir ajanin, hedeflerine ulasmak
icin en uygun eylemleri segmeyi nasil 6grenebilecegi sorusunu ele almaktadir. Aslinda oldukga
genel olan bu problem, bir mobil robotu kontrol etmeyi 6grenmek, fabrikalardaki operasyonlari
optimize etmeyi 6grenmek veya bir oyunu oynamay1 6grenmek gibi gorevleri kapsamaktadir.
Bu 6grenme stratejisinin temelinde bir 6gretmenin 6grenen sisteme 6diil ya da ceza vererek

ogrenme siirecine yardimci olmasi bulunmaktadir (Mitchell, 1997; Oztemel, 2016).

2.6 MAKINE OGRENMESINDE HIiPERPARAMETRE OPTIiMIiZASYON
TEKNIKLERI

Temel olarak optimizasyon; sayilarin, fonksiyonlarin veya sistemlerin ug noktalarini (minimum
ve maksimum) bulma ile ilgili matematiksel bir disiplin olarak tanimlanmaktadir (Kiranyaz ve
dig. 2014).

Makine 6grenmesi modeli olustururken dogru hiperparametreleri segmek, veri bilimi alaninda
calisan arastirmacilarin karsilastigi en biiyiik sorunlardan biri oldugu ifade edilmistir (Agrawal,

2021). Bu nedenle Oncelikle parametre ve hiperparametre ayriminin bilinmesi gerekmektedir.

Parametre(ler): Algoritmanin saglanan veri setine ayarladigi parametreler olarak
tamimlanmakta olup bu ayarda arastirmacinin miidahale edebilecegi bir durum

bulunmamaktadir.
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Hiperparametre(ler): Bunlar, egitime baslamadan Once arastirmacinin manuel olarak
ayarladigi, veri setinin 6zelikleri ve algoritmanin 6grenme kapasitesi gibi niteliklere dayanan

iist diizey parametreler olarak tanimlanmaktadir (Agrawal, 2021).

Hiperparametreler Model

Parametreleri

Sekil 2.27: Model parametreleri ve hiperparametreler arasindaki farkin sekilsel gosterimi (Agrawal, 2021)

MODEL

Makine Ogrenmesi modelleri olustururken en iyi hiperparametre
yapilandirmasi/optimizasyonunun gerceklestirilmesi, modelin performansi iizerinde dogrudan
bir etkiye sahip oldugunun alti ¢izilmistir. Hiperparametre optimizasyonun
gerceklestirilebilmesi i¢in de 6ncelikle makine 6grenmesi algoritmalari, hiperparametreleri ve
bu algoritmalara uygun hiperparametre optimizasyon teknikleri ve bu hiperparametre
optimizasyon tekniklerinin algoritmanin performansini nasil etkiledigi hakkinda derinlemesine
aragtirma yapilmasi ve bilgi sahibi olunmasi gerektigi ifade edilmistir. Uygulanacak
optimizasyon tekniginin ise farkli problemlere uygulandiklarinda ise kendine 6zgi avatanj ve
dezavantajlart bulundugundan dolay1 da yine algoritmanin Ozelliklerine gore secilmesi

gerekmektedir. (Yang ve Shami, 2020; Agrawal, 2021).

Yang ve Shami (2020) makine Ogrenmesinde kullanilan hiperparametre optimizasyon
tekniklerini temel olarak bes basglik altinda toplamistir. Bunlar Model Kullanmayan
Algoritmalar, Gradyan Tabanli Yontemler, Bayesian Optimizasyon Teknikleri, Coklu

Dogruluk Dereceli Optimizasyon Algoritmalar (“Multi Fidelity Optimization Algorithms”) Ve
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Metasezgisel Optimizasyon Algoritmalar1 olarak siniflandirilmistir. Doktora tez caligmasi
kapsaminda Model Kullanmayan Algoritmalar arasindan “Grid Search” ve Metasezgisel
Optimizasyon Algoritmalarindan Genetik Algoritma ve Parcacik Siiriisii Optimizasyonu

kullanildig1 i¢in bu yontemler detayli olarak agiklanmuistir.
2.6.1 Algoritmalarin Hiperparametre Arama Uzay

Hiperparametreleri bulunan ve bu nedenle de optimizasyon gerektiren algoritmalarin

hiperparametreleri, tipleri ve arama uzaylar1 Tablo 2.5’te detayl olarak ele alinmistir.

Tablo 2.5: Hiperparametre optimizasyon yapilabilecek makine 6grenmesi algoritmalari, hiperparametre
tipi ve arama uzay1 (Yang ve Shami, 2020)

Makine Ogrenmesi | Hiperparametreler | Hiperparametre Arama Uzayi

Modeli Tipi

Rastgele Orman | n_estimators Kesikli [10,100]

Algoritmasi max_dept Kesikli [5,50]
min_samples_split Kesikli [2,11]
min_samples_leaf Kesikli [1,11
Criterion Kategorik “gini,entropy”’
max_features Kesikli [1,64]

Destek Vektor | C Surekli [20.1,50]

Makineleri-“DVM”

Smiflandirma

Algoritmas: Kernel Kategorik “linear’,

‘poly’, ’rbf’, 'sigmoid’”

K-En Yakin Komsu | n_neighbors Kesikli [1,20]

Algoritmast

Yapay Sinir Aglari— | “optimizer” Kategorik “adam’,

“Multilayer ‘rmsprop’, ’sgd’”

Perceptron “activation” Kategorik “relu’, tanh’”

Classifer” “batch_size” Kesikli [16,64]
“neurons”’ Kesikli [10,100]
“epochs” Kesikli [20,50]
“patience” Kesikli [3,20]
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2.6.2 Model Kullanmayan Algoritmalar

Herhangi bir model kullanmayan algoritmalar arasinda 1zgara aramas1 — “grid search” ve
rastgele arama- “random search” yontemleri bulunmaktadir (Yang ve Shami, 2020; Agrawal,
2021).

2.6.2.1 Izgara Aramast

Izgara aramasi —“grid search”, hiperparametre uzayinin tanimlanan alt kimesine dayanan
kapsamli bir aramadir. Hiperparametreler, minimum deger (alt sinir), maksimum deger (iist
sinir) ve adim sayist kullanilarak belirtilmektedir. Her kombinasyonun performansi, belirlenen
performans Olgiitleri kullanilarak degerlendirilmektedir (Syarif ve dig. 2016). Bu yaklagimin,
en iyi hiperparametre kombinasyonunu bulmanin en kesin yolu oldugu, ancak uzun zaman
gerektirmesi ve kaynak tuketiminin yiksek olmasi gibi gesitli dezavantajlar1 bulunmaktadir
(Agrawal, 2021). Belki de en d6nemlisi, bu yontemin temel dezavantaji, hiperparametrelerin
sayist arttikca degerlendirmelerin sayis1 da katlanarak arttigindan, yiiksek boyutlu
hiperparametre konfigiirasyon uzayi i¢in verimsiz olmasidir. Literatirde bu Ustel biylime,
boyutsalligin laneti “curse of dimensionality” olarak adlandirilmaktadir (Claesen ve dig. 2014;
Yang ve Shami, 2020).
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GIRDI:
Algoritmanin parametreleri, minimum deger,
maksimum deger, adim sayisi, ol¢eklendirme metodu

v

"Grid-Search" Uzayinin
Belirlenmesi

v

» Algoritmanin secilen parametrelerle 10 kat
capraz gecerleme kullanilarak egitilmesi

v

Performans Degerlendirmesi

Tim parametre
kombinasyonlari
denendi mi?

Hayir

Optimize edilmis parametrelerin
belirlenmesi

Algoritmanin optimize edilmis
parametrelerle tekrar egitilmesi

v

CIKTI:Siniflandirma Dogruluk
degeri elde edilir

Sekil 2.28: lzgara Arama yontemi kullanilarak hiperparametre optimizasyonunun gerceklestirilmesi
(Syarif ve dig, 2016)

2.6.3 Meta Sezgisel Optimizasyon Algoritmalari

Meta-sezgiseller kombinatoryal optimizasyon igin nispeten yeni bir yaklasim olup, zor
kombinatoryal optimizasyon problemlerinin yiksek Kaliteli ¢ozimlerini bulmak icin
kullanilabilen genel bir algoritmik sablon olarak tanimlanmaktadir (Birattari, 2009). Meta-
sezgisellerin en biiyiik avantajlarindan birisi probleme veya alana 6zgii olmamalar1 ve herhangi
bir optimizasyon problemine uygulanabilir olmalaridir. Meta-sezgisel optimizasyon
algoritmalar1 ¢ok sayida degisken ve dogrusal olmayan amag¢ fonksiyonlari ile “NP-hard”
problemlerini verimli bir sekilde ¢dzmek icin kullanilabilirler. (Gogna ve Tayal, 2013).

Evrimsel algoritmalar olarak da bilinen meta-sezgisellerin ¢oziime yaklasma yeteneklerinin
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yiiksek olmasinin bas nedeni, dogadaki degisim kabiliyetlerini taklit ederek belirli bir uygunluk

fonksiyonunu en iyilemeye calismalar1 olarak belirtilmistir (Ozkir, 2019).

Popiilasyon tabanli optimizasyon algoritmalari; genetik algoritma, evrimsel algoritmalar,
evrimsel stratejiler ve parcacik siiriisii optimizasyonu dahil olmak tzere bilyik bir metasezgisel
algoritma tradir. Popiilasyon tabanli optimizasyon algoritmalarinin ¢alisma prensibinde her
nesilde bir popiilasyon olusturarak ve giincelleyerek baslamasi; sonrasinda ise her nesildeki her
bireyin global optimum belirlenene kadar degerlendirilmesi yer almaktadir. Farkli poptlasyon
tabanli optimizasyon algoritmalar1 arasindaki temel farklar, popiilasyonlar1 olusturmak ve
se¢mek icin kullanilan yontemler olarak belirtilmistir. Genetik algoritma ve pargacik siirlisti
optimizasyonu algoritmalarinin, hiperparametre optimizasyon problemleri i¢in yaygin olarak
kullanilan iki temel popiilasyon tabanli algoritma olduklarinin alt1 ¢izilmistir (Yang ve Shami,
2020; Yao ve dig. 2019).

2.6.3.1 Genetik Algoritma

[k olarak 1973 yilinda John Holland tarafindan 6nerilen Genetik Algoritma (GA), biyolojik
evrimi yonlendiren siire¢ olan dogal se¢ilime dayali optimizasyon problemlerini ¢ézmek icin

kullanilan bir yéntemdir (Holland, 1973; Syarif ve dig. 2016).

Genetik algoritma (GA), dogal se¢ilimin isledigi siiregleri hesaplamali olarak taklit etmeye ve
bunlar1 igsletme ve arastirma problemlerini ¢ézmek icin uygulamaya calismaktadir. GA es
secimi, iireme, mutasyon ve genetik bilginin ¢aprazlanmasi gibi biyoloji bilim dalindan
esinlenilmis faktorlerin etkilerini incelemek icin bir cergeve saglamaktadir. GA tarafindan
kullanilan se¢me- “selection”’, caprazlama- “crossover” ve mutasyon- “mutation”” olmak lizere

ti¢ operator vardir. (Larose ve Larose, 2015).

GA, populasyon-“population” adi verilen potansiyel ¢oziimleri yinelemeli olarak
giincelleyerek ¢aligmaktadir. Popllasyonun her iiyesi, her dongiide uygunluk agisindan
degerlendirilir. Gelecek nesil, ebeveynlerinin 6zelliklerini de miras alarak daha iyi veya daha
kot bireyleri igerebilmektedir. Boylelikle, daha iyi bireylerin hayatta kalma ve daha yetenekli
yavrulara sahip olma olasiliklar1 daha yiiksek olurken, daha kotii bireyler yavas yavas ortadan
kaybolmaktadir. Bagka bir deyisle yeni bir poptlasyon belirtilen operatorleri kullanmak
suretiyle eski populasyonun yerini almakta ve tdreme veya klonlama igin en uygun Gyeler
secilmektedir. Birkag nesil sonra, en iyi uyum yetenegine sahip birey, global optimum olarak

tanimlanmaktadir. Uygunluk fonksiyonu f (x), gen iizerinde degil, kromozom (potansiyel
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¢Oziim) Tlzerinde c¢alisan ger¢ek bir fonksiyondur, bdylece f (x)'deki x, uygunluk
degerlendirmesi sirasinda kromozom tarafindan alinan sayisal degeri ifade etmektedir (Larose

ve Larose, 2015; Itano ve dig. 2018).

GA’nin parametre optimizasyonu icin de kullanilabilecegi ve algoritmanin gesitli
parametrelerinin en iyi araliklar1 ve bagimliliklar1 hi¢ bilinmediginde uygulamak ic¢in ¢ok
elverisli oldugu ifade edilmektedir. GA’nin 6zellikle zaman agisindan, 1zgara aramasi-“grid-
search” yoOntemine gore gore 1zgara aramasinin GOK fazla parametre kombinasyonu
denediginden dolay1 uzun zaman almasi nedeniyle daha uygun olabilecegi belirtilmektedir
(Syarif ve dig. 2016).

GIRDI:
Algoritma parametreleri, minimum ve maksimum

degerler
v

Evrimsel algoritmalarin(GA veya PSO), segilen
——®| algoritmanin parametre degerlerini olusturmak igin

uygulanmasi +

Segilen Algoritmanin 10 kat Capraz Gegerleme
Kullanilarak Egitilmesi

Performans Degerlendirmesinin
Yapilmasi

Her parametrenin uygunlugunun degerlendirilmesi

]

Durdurma -
. Kriterleri e
T~ Kargilanmis mi? il
3 /

Hayir

T =
—

Evet

Hiper-parametre optimizasyonu yapilmis
algoritma

Igoritmanin optimize edilen parametrelerle tekrar
gitilmesi

GIKTI: SINIFLANDIRMA SONUCU ELDE
EDILEN DOGRULUK-"Accuracy” DEGERI

Sekil 2. 29: Evrimsel Algoritma kullanilarak hiper-parametre optimizasyonu sireci
(Syarif ve dig., 2016)
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2.6.3.2 Pargacik Siiriit Optimizasyonu Algoritmast

Cok sayida basit kurallarla hareket eden pargacigin karmagik davranislari olusturulma amaciyla
kullanilmast fikri ilk olarak Revees tarafindan 1983°’de dogal olaylar taklit eden bilgisayar
animasyonlarinda goriintiilerin birlestirilmesi problemini ¢6zmek amaciyla ortaya atilmistir
(Reeves, 1983; Karaboga, 2018). Par¢acik siirii optimizasyonu (PSO) algoritmasi ise ilk olarak
Kennedy ve Eberhart (1995) tarafindan popiilasyon tabanli stokastik arama ve optimizasyon
streci olarak tamitilmistir. Algoritmanin amact; bazi ¢ok boyutlu ve muhtemelen dogrusal
olmayan fonksiyon veya sistemlerin global optimaline yakinsamaktir. Bdylelikle PSO, genetik
algoritma (GA), genetik programlama, evrimsel stratejiler ve evrimsel programlama gibi diger
evrimsel algoritmalarla ayni yolu izlemekte ve benzer mantikla calismaktadir (Kiranyaz ve dig.
2014; Antoniou and Lu, 2021). Evrimsel algoritmalarin hepsinin ortak noktasinin, niifus tabanli
olmalar1 ve dogadan ilham almalariyla “/ocal” optimumda takili kalmaktan kaginabilmeleri ve
boylelikle optimum c¢dzimleri bulma potansiyellerinin olmasidir. Bununla birlikte optimum

¢Oziimii bulmalarinin garantisinin olmadigi vurgulanmistir (Kiranyaz ve dig. 2014).

Bu algoritmanin ¢alisma prensibinin, kus siiriisiindeki her bir kusun problem uzayinda bireysel
bir ¢oziime karsilik geldigi ve bunun da parcacik olarak isimlendirildigi, parcaciklarin tiimiiniin
optimize edilmis uygunluk fonksiyonu tarafindan uygunluk degerlerine ayrica pargaciklarin
ucuslarini yonlendiren hizlara sahip oldugu belirtilmis olup siiriiniin de arastirma uzay1 boyunca
mevcut olan en 1yi pargacigr takip ederek ugusunu devam ettirmekte oldugu belirtilmistir

(Bagzs, 2009).

Temel PSO yonteminde (bPSO), bir pargacik siiriisii, her pargacigin konumunun optimizasyon
problemine olasi bir ¢6ziimii temsil ettigi N boyutlu bir arama uzayinda u¢maktadir. Strtdeki

her a pargacigi; & = {x, x5, ... xs Jasagidaki 6zelliklerle temsil edilir:

Xqj(t) = a pargaciginin t zamanindaki konumunun j. boyutlu bileseni

V4j(t) = a pargaciginin t zamanindaki hizinin j. boyutlu bilegeni

Yaj(t) = a parcaci@min t aninda en iyi (pbest) konumunun j. boyutlu bileseni

y;(t) = t zamaninda siiriiniin “global” en iyi konumunun j. boyutlu bileseni
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Current position x,(1)
0.0 1.0\ 2.0 3.0 4.0

= Global optimum
4.0 gbest position

y ()

Sekil 2. 30: PSO'daki temel hiz giincelleme mekanizmasimin sekilsel gosterimi Kiranyaz ve digerleri
(2014)

Algoritmanin matematiksel olarak gosterimi Kiranyaz ve dig. (2014) aktarimiyla; f, optimize
edilecek uygunluk fonksiyonunu gostermek (izere, genelligi kaybetmeden, amacin N boyutlu
uzayda minimum f'yi bulmak oldugunu varsayalim. Daha sonra a parcaciginin kisisel en iyisi,

t + 1 yinelemesinde Denklem 2.78’de gosterildigi gibi glincellenmektedir.

;3 _ 1 ya(t) iff(xa(t+ 1)) > f(ya(1)) | .
Yajlt+1) = { Xaj(t +1) else e (1N

(2.78)
gbest, gbest pargacigmin indeksi oldugundan, y(t) = Jgpest)(t) = min(y,(6), ..., ys(t))

olarak tanimlanir.

Daha sonra, PSO surecindeki her yineleme ve her parcacik i¢in konum giincellemeleri, a €

[1, S] ve her bilesen boyutunda j € [1, N] olmak Uzere Denklem 2.79’daki gibi olur.
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vaj(t+ 1) = (1) vaj(t) + c1r1j(1) (a (1) = xaj(1)) + c2raj(r) (5(t) — xay(1))
Xaj(t+ 1) = x45(t) +vaj(t+ 1)
(2.79)
w atalet agirligi ve c1; €2 hizlanma veya 6grenme sabitleridir. ryj ~ U(0,1) rz; ~ U(0,1) “uniform”
dagilima sahip rastgele degiskenler olarak tanimlanmaktadir. PSO algoritmasinin calisma

prensibi Bagis (2009) tarafindan Sekil 2.31°deki akis diyagrami olarak paylasilmistir.

/Rastgele olarak
baslangig siiriisit
\_olusturulur
P A2 =
Her bir pargacik icin nyguniuk
| degeri hesaplamr.
l_ vy
e N
PSO Iuzina sahip yeni
parcaciklar olusturulur b
D,
v
Ie N
Her bir parcacik icin tekrar
nuyguniuk degeri hesaplamr
\ D,
y
ra N
pbest ve gbest degerleri elde
| edilir
X J
¢ l R
Yeni aragtirma yonleri
| hesaplamr
J_\ il
/ \Ha_l‘lf
P -Uyguniuk < En nuygun -

/

Hayir

" Sonlanma Kriteri sagland: nu? >
,/
\ e

.

" 1
En ivi-nihai
¢ozitm

Sekil 2.31: PSO algoritmasi igin Bagis (2009) tarafindan olusturulmus akis diyagrami
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Genetik algoritma gibi, PSO algoritmasi da makine 0&grenmesinde hiperparametre
optimizasyonun gerceklestirilmesi icin dikkat ¢eken ve literatiirde O6n ¢ikan algoritmalar

arasindadir.

PSO, algoritmay1 kara kutu olarak ele alarak ¢esitli problemleri optimize etmek i¢in yaygin
olarak kullanilmis olup ayrica bu 6zelligi algoritmay1 makine 6grenmesinde parametre Segimi
probleminde uygun hale getirmekte oldugu vurgulanmistir. Nihai hedef bu optimizasyon
algoritmasmin kullanilmasi suretiyle en yiksek performansa sahip olan makine ¢grenmesi
modelinin olusturulmasini saglayan parametrelerin bir kombinasyonunu bulmaktadir (Haidar
ve dig. 2021). Bu amagla arastirmacilar ¢esitli programlama dillerinde paketler
gelistirmektedirler. Python programlama dilinde gelistirlen paketlere “Optunity” ve “PSPSO”
ve “PySwarm” paketleri 6ne ¢ikanlar arasinda olup 6rnek olarak verilebilir (Claesen ve dig.
2014b; Miranda, 2018; Haidar ve dig., 2021).

Hiperparametre optimizasyon siireci evrimsel bir algoritma olan GA ile ayni prensipte
caligmakta olup, Sekil 2.31°de akis diyagrami olarak Bagis (2009) tarafindan 6zetlenmistir. Bu
doktora tez ¢aligmasinda PSO algoritmasinin makine dgrenmesi siniflandirma algoritmalarinda
hiperparametre optimizasyonu probleminde “Optunity” kiitiiphanesi kullanilmistir (Claesen ve
dig. 2014)

2.7 YORUMLAMA

Yorumlama asamasinda gergeklestirilen analizler sonucunda elde edilen makine 6grenmesi
modellerinin yorumlanmasi yerine getirilmektedir. Bagka bir ifade ile, bu agamaya gelindiginde
zaten bir veya birden fazla model iiretilmis olup bu modellerin ger¢ek hayatta kullanilmaya
baglanmadan Once kalite ve etkinlik agidan degerlendirilmesi kritik Onemdedir. Veri
madenciligi uygulamasmin o6zellikle isletmeler icin sermaye harcamasi ve yatirimi temsil
ettiginden miitevellit s6z konusu modellerin gecersiz olmas1 durumunda isletmenin zamani ve

parasi bosa harcanmig olacaktir (Larose ve Larose, 2015).

Bu bolimde elde edilen modellerin yorumlanabilmesi igin kullanilan model performans

degerlendirme yontemleri ve model performans degerlendirme 6lciitleri agiklanmaktadir.
2.7.1 Model performans degerlendirme yontemleri

Model performans degerlendirme yontemleri Orneklemenin nasil secgilecegi ile ilgilenen

yontemlerdir (Balaban ve Kartal, 2018). Egitim veri seti kullanilarak model ya da siniflandirici
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olusturulurken algoritmanin egitimi ve testi i¢in se¢ilen 6rneklerin hangi yonteme gore secildigi
nihayetinde elde edilen modelin sonuglarini da etkilemekte olup literatiirde modelin

performansini degerlendirmek icin gesitli yontemler bulunmaktadir.

* Disarida Tutma (“Holdout”): Disarida tutma yontemi, verileri egitim seti ve test seti adi
verilen birbirinden tamamen farkl iki alt kimeye bélmektedir. Verilerin 2/3"iniin egitim seti
ve kalan 1/3'liniin test seti olarak atanmasi yaygindir. Egitim seti, model olusturmak ig¢in
kullanilmakta ve elde edilen siniflandirma modeli daha sonra test setinde test edilmektedir
(Olson ve Delen, 2008).

*Tekrarh holdout (“Random subsampling or repeated holdout”): Disarida tutma yonteminin
bir diger varyasyonu olan bu yodntemde, klasik holdout yonteminin k kez tekrarlanmasi
sonucunda genel dogruluk tahmininin, her yinelemeden elde edilen dogruluklarin ortalamasi

olarak alindigi bir yontemdir (Han ve dig. 2012).

Tabakah Ornekleme (“Stratified Sampling”): Tabakali érneklemede, érnekler gruplardan
veya tabakalardan bolunerek alinmaktadir. Sonug olarak her tabakadan veya katmandan &rnek
alimmig olunur. Eger 6rnek alma yontemi rastgele olursa bu yonteme de rastgele tabakali

ornekleme — “random stratified sampling” ismi verilmektedir (Hunt ve Tyrrell, 2004).

+Uclii Ayirma (Three-Way Split): Egitim verilerinden olusturulan modelin, yeni verileri ne
kadar genelledigini tespit etmek temel amag oldugu igin, veri setini egitim ve test seti olmak
Uzere iKi parcaya ayirmayi esas alan disarida tutma yontemi kullanilmaktadir. Bununla birlikte
bu yontemin diger bir varyasyonu olan iiclii_ayirma yonteminin o6zellikle parametre
optimizasyonu gerektiren modeller icin kullanilabilecegi belirtilmektedir. Baska bir ifade ile,
hiperparametre optimizasyonu igin disarida tutma yani ikili b6lme yonteminde kuclk bir
degisiklik yapilmasi gerekmekte ve veri setinin egitim, dogrulama- “validation” ve test seti
olmak Uzere U¢ pargaya ayirmanin daha dogru sonuglar verecegi vurgulanmistir. Parametre
optimizasyonu — “parameter tuning” asamasindan sonra test seti performansina dayali bir
modelin secilmesinin daha makul bir yaklasim olarak goriildiigii ifade edilmektedir. Ozellikle
ikili ayirma yonteminde, test setinin birden ¢ok kez yeniden kullanilmasinin yanlihga- “bias”
sebep olabilecegi ve bunun da muhtemelen genelleme performansina iligkin asir1 iyimser
tahminlerle sonuglanabilecegi ve bu durumun "test setinin bilgi sizdirmasi™ olarak tanimlandigi
vurgulanmistir. Bu sorunu 6nlemek igin, veri setini egitim, dogrulama ve test veri Seti olarak

bolen U¢li ayirma yonteminin kullanilabilecegi belirtilmistir. Hiperparametre “tuning” ve
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model se¢imleri i¢in bir egitim-dogrulama ¢iftine sahip olmak, model degerlendirmesi igin test

setini "bagimsiz"” tutmamiza izin vermektedir (Sebastian Raschka, 2020).

EGITIM Validasyon Test
- %10 %10
780 EGITIM Validasyon Test

Sekil 2. 32: Uglii Ayirma — “three way split” yonteminin sekilsel gdsterimi

» Capraz gecgerleme (Cross validation): Capraz gecerlemenin kendi iginde farkli tiirleri
bulunmaktadir. Capraz gecerleme tirlerinden biri olan k-kat capraz gecerleme (“k-fold cross
validation”) veriler rastgele olarak k adet birbirini dislayan alt kiimelere veya "katlara™
bolunmektedir. Boylelikle egitim ve test prosedirl k kez yapilmaktadir. Dogruluk- “accuracy”
k adet yinelemeden sonra elde edilen toplam dogru tahmin edilen siniflandirma sayisidir. Diger
bir yontem ise birini disarida birak ¢apraz gecerleme (“leave one out cross validation”)
yontemidir. Bu yontemde model n kez egitilir (n, veri kiimesindeki kay1t sayisini temsil eder)
ve her seferinde, model olusturmak i¢in kullanilan kayitlarin geri kalaniyla birlikte yalnizca bir

kayit test seti olmaktadir (Olson ve Delen, 2008).

10% 297 10%
\"_J
0% ¥

10%

10% 10%

10% 10%

1L.EAT 2.KAT 10.KAT
Not: Veri seti (bitiin pasta), birbirini dislayan, yoklasik olarak esit 10 alt bolime (katlara)
| A— vzéiﬁm veri seti  bolinir. 10 yinelemenin her birinde, bir kat fest (holdout) olarak, kalan 9 kat ise
model olusturma igin kullamlir.

Sekil 2. 33: K- kat ¢apraz gegerleme (Olson ve Delen, 2008)
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*Bootstrap ornekleme (bootstrap sampling): Bu yontem, egitim igin orijinal veri setinden
sabit sayida rastgele 6rnek degistirilerek segilir ve model olusturmada kullanilmakta olup veri
setinin geri kalani ise test igin kullanilmaktadir. Bu islem istenildigi kadar tekrarlanabilmektedir
(Turban ve dig. 2015).

2.7.2 Model performans degerlendirme olgiitleri

Yapay zeka- makine 6grenmesi siniflandirma modelinin performansinin degerlendirilmesinde

kullanilan 6lgtitler bu boliimde ele alinmistir.

Bir smiflandirma modeli olusturulduktan sonra bu modelin performansinin hem egitim veri seti
hem de test veri seti icin performansinin 6l¢iilmesi yani modelin basarisinin ¢esitli performans
degerlendirme Olgiitleri ile degerlendirilmesi gerekmektedir. Boylelikle, modelin 6ngoriilerde

kullanilip kullanilamayacagina karar verilmektedir (Ozkan, 2021).

Siniflandirma modellerinin performans degerlendirmek i¢in gercek veri ile ongoriilen yani

tahmin edilen degerleri karsilagtirmak amaciyla karisikhik matrisi —“confusion matrix” adi

verilen bir tablodan yararlanilmaktadir (Akpinar, 2017).

Bu tablonun yorumlanmasi ile elde edilen dort deger (dogru pozitif, dogru negatif, yanlis
pozitif ve yanlis negatif degerleri) araciligi ile dogruluk- “accuracy”, hata orani- “error rate”,
duyarlilik- “sensitivity, true positive rate, recall”, 6zgullik ya da belirleyicilik- “specificity,true
negative rate”, pozitif ongorii degeri-kesinlik- “precision, positive predictive value”, negatif
ongorii degeri- “negative predictive value”, F-6l¢UtU- “F-measure”, yanlis pozitif orani- “false
positive rate”, yanlis negatif orani- “false negative rate”, pozitif olabilirlik orani-“positive
likelihood ratio”, negatif olabilirlik orani- “negative likelihood ratio”, tanisal ustiinliik orani-
“diagnostic odds ratio” hesaplanabilmektedir. Alici islem karakteristik egrileri — “Receiver

Operating Characteristic-ROC” de performans degerlendirmesinde siklikla kullanilmaktadir.
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GERCEK SINIF
POZITIF NEGATIF
Dogru Pozitif| Yanhs Pozitif
& | (dp) (yp)
= | True Positive | False Positive
O | (tr) (fp)
=z
E . -
E - Yanlhs Negatif Dogru
= = ((yn) Negatif
& [False (dn)
% Negative True Negative
(fn) (in)

dp(tp): Gercekte o sinifa ait olup modelin buldugu sonucglara gére o sinifa ait

oldugu bulunan degetlerin sayisl

dn(in): Gercekte o sinifa ait olmayan, modelin sonuclanna gdére o sinifa ait

olmayan degerlerin sayisi

yp (fp): Gercekte o sinifa aif olmayan ancak modelin sonuc¢lanna gore o sinifa

ait oldugu bulunan degerlerin sayisi

yn (fn): Gergekte o sinifa ait oimayan ancak modelin sonuclanna goére o sinifa
ait oimadid olarak bulunan dederlerin sayisi

Sekil 2. 34: Makine Ogrenmesi Siniflandirma Algoritmalarinin Performansin1 Degerlendirmek
Amaciyla Kullanilan Performans Degerlendirme Olgiitlerinin olusturulmasinda Yararlamlan Karisiklik
Matrisi

Elde edilen dp, dn,yp ve fn degerlerine gore dogruluk, hata orani, belirleyicilik, yanls pozitif
orani, yanlis negatif orani, pozitif ongorii degeri (kesinlik), negatif 6ngorii degeri, F-0lcutd,
pozitif olabilirlik orani, negatif olabilirlik orani, tanisal {istlinlik orani degerleri asagidaki

formdllere gore hesaplanmaktadir.

Ikili- “binary” simflandirmada kullanilan performans degerlendirme &lgiitlerinin hesaplanmasi

icin asagida verilen formiillerden yararlanilmaktadir.

Dogruluk: Makine 6grenmesi siniflandirma modelinin toplamdaki dogru tahmin sayisinin, veri

setinde bulunan tiim 6rneklem sayisina orani olarak tanimlanmaktadir.
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DP+DN

Dogruluk (ACC) = oo

(2. 80)

Hata Oram (ERR): Hata orani, 1’den ACC degerinin ¢ikartilmasi ile elde edilmektedir.

Makine 6grenmesi siniflandirma modelinin hata orani1 formuli:

Hata Orani (ERR) = 1- Dogruluk (ACC) (2.81)

Duyarhlik (Sensitivity, True Positive Rate, Recall-TPR): Siniflandirici tarafindan dogru bir
sekilde siniflandirilmis pozitif rneklerin yani DP degerinin veri setinde bulunan toplam pozitif

orneklem sayisina orani olarak tanimlanmaktadir.

Duyarhilik(TPR) = % = DPZPYN

(2.82)

Ozgullik (Specificity, True Negative Rate —~SPC veya TNR): Siniflandirici tarafindan dogru bir
sekilde siniflandirilmis negatif 6rneklerin yani DN degerinin veri setinde bulunan toplam

negatif orneklem sayisina orani olarak tanimlanmaktadir.

DN
DN+YP

Belirleyicilik (SPC) =

(2.83)

Yanhs Pozitif Oram (False Positive Rate- FPR): Gercekte negatif sinifta bulunan fakat
smiflandircr tarafindan pozitif seklinde tahmin edilmis siniflarin, toplam negatif 6rneklem

sayisina orani olarak tanimlanmaktadir.

Yanhy Pozitif Oranm (FPR) = 1- SPC = X __YF (2.84)

NEG  YP+DN

Yanhs Negatif Oram (False Negative Rate- FNR): Gercekte pozitif sinifta bulunan fakat
smiflandirict tarafindan negatif seklinde tahmin edilmis siniflarin, toplam pozitif 6érneklem

sayisina orani olarak tanimlanmaktadir.
YN _ YN

Yanlig Negatif Oran1 (FNR)=1-TPR= —=
POZ =~ YN+DP

(2.85)
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Kesinlik- Pozitif Ongorii Degeri (Precision / Positive Predictive Value — PPV): Siniflandiric
tarafindan dogru tahmin edilmis pozitif drneklerin, siniflandirict tarafindan dogru tahmin

edilmis pozitif 6rneklem sayisina orani olarak tanimlanmaktadir.

Pozitif Ongorii Degeri (PPV) = SLENP (2.86)

TPOZ ~ DP+YP

Negatif Ongorii Degeri (Negative Predictive Value- NPV): Simiflandiric: tarafindan dogru
tahmin edilmis negatif orneklerin, siniflandirici tarafindan dogru tahmin edilmis negatif

orneklem sayisina orani olarak tanimlanmaktadir.

N S _ DN _ DN
Negatif Ongorii Deger (NPV) = NEC - Dvivm (2.87)

F- 6lgutll (F-measure): Pozitif Ongorii Degeri (Kesinlik) ile Dogru Pozitif Orani (Duyarlilik)

degerini birlikte degerlendirme imkani sunan ve bunlarin harmanik ortalamasi olarak formiilize

edilmis bir degerdir.
B e 2xPPV+TPR

Pozitif Olabilirlik Oram (Positive Likelihood Ratio- LR+): Yanlis pozitiflik oranina béliinen
gergek pozitiflik oranidir. Bagka bir ifade ile bir 6rnek verecek olursak, bir hastada pozitif bir
testin beklenme olasiliginin, hastalig1 olmayan bir hastada pozitif bir testin beklenme olasiligina

b6limi olarak da tanimlanabilir (Shreffler ve Huecker, 2021).
R TPR

Pozitif Olabilirlik Oram (LP+) = E;;R = Toerc

(2.89)

Negatif Olabilirlik Oran1 (Negative Likelihood Ratio — LR-): Dogru negatif oranina bdliinen
yanlis negatif oranidir. Bagka bir ifade ile bir 6rnek verecek olursak, negatif olabilirlik orani
veya LR-; “hastaligi olan bir hastanin test sonucunda negatif olarak test edilme olasiliginin,
hastalig1 olmayan bir hastanin test sonucunda negatif olarak test edilme olasiligina boliimii

olarak tanimlanmaktadir (Shreffler ve Huecker, 2021).
FNR _ 1-TPR

Negatif Olabilirlik Orani (LP-) = TNR - SpC

(2.90)

Tamsal Ustiinliik Oram (Diagnostic Odds Ratio — DOR): Pozitif Olabilirlik Orani’nin Negatif
Olabilirlik Orani’na boliinmesi sonucu elde edilen deger olarak tanimlanmaktadir (Shreffler ve

Huecker, 2021).
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LR+

Tanisal tistiinliik orant (DOR) = T (2.91)

Aha Islem Karakteristik Egrileri- “Receiving Operationg Characteristic-ROC Curves”

Bir ROC egrisi, yatay eksenin (x ekseni) yanlis pozitif oranin1 (FPR) ve dikey ekseninde (y
ekseni) bir siniflandiricinin dogru pozitif oranim1 (TPR) gosterdigi bir c¢izim olarak
tanimlanmaktadir. ROC, tipik olarak bir ikili smiflandirma senaryosunda, degisen karar
kriterleri tizerinden bir 6grenme algoritmasinin performansini gorsellestirmek igin ¢ok giiclii
bir grafiksel aragtir. ROC analizi, siniflandiricinin duyarliligi ve 6zgiilliigii arasindaki iligkiyi

incelemektedir. (Japkowicz ve Shah, 2011).

ROC egrisinin altindaki alan, bir siniflandiricinin dogruluk dl¢iistinii belirlemektedir. 1 degeri
miikemmel bir siniflandiriciy: belirtirken, 0,5 degeri ise rastgele sanstan daha iyi olmadigin
gostermektedir. Iyi bir siniflandirma modelinin performansinin grafigin son iist kdsesine

yaklagmas1 beklenmektedir (Alpaydin, 2013; Turban ve dig., 2015; Balaban ve Kartal, 2018).

Best Trivial (Positive)
H& En iyi siniflandirma
0.8 ¢ f°:reasonably good
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. .
S 0.1 Rastgele tahminden
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8 Trivial (Negative) Worst
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False-Positive Rate Yanlis Pozitif Orani
Sekil 2. 35: ROC uzay1 (Japkowicz ve Shah, 2011)
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2.8 DIYABETIK AYAGIN AMPUTASYON RIiSKIiNIN ONGORULMESINE
YONELIK LITERATUR TARAMASI

Uluslararasi ¢aligmalara erismek i¢in Web of Science veri tabaninda (“predict”+“amputation”
+”diabetic”+’foot” ) anahtar kelimeleri kullanilarak, baslik, 6zet ve anahtar kelimelerde 1975-
2021 yillar1 arasinda yayinlanmis, uluslararasi alan indekslerinde (SCI-EXPANDED, SSCI,
A&HCI, CPCI-S, CPCI-SSH, BKCI-S, BKCI-SSH, ESCI) taranan Ingilizce dilindeki
makalelere erisilmistir. Makaleler en ¢ok atif alandan en az atif alana dogru siralanmistir. Bu
calisma kapsaminda toplamda ulasilan 261 makaleden, doktora tez arastirmasinin konusu ile

iliskili 141 makale tespit edilmistir. Bu_makalelerden “60” adeti “Yapay Zeka” ve iliskili

siifa girdigi saptanmis ve bu nedenle de detayhh olarak doktora tez calismasinda

yorumlanmistir. Yorumlanan ¢aligmalar 1996-2021 tarihleri arasinda olup kronolojik sira ile

doktora tez ¢caligmasinda ele alinmistir. Bu makaleler disinda kalan 81 makale incelenmis olup,
doktora tez caligmasinin temeli olan yapay zeka ile dogrudan iliskili olmadiklari i¢in tezin bu
bolimiinde ayrintili olarak verilmemistir. Bununla birlikte Yiiksekogretim Kurulu Tez
Merkezi'nde bulunan tezleri taramak amaciyla, gelismis tarama segenegi kullanilarak
“diyabetik ayak™ anahtar kelimesiyle tarama yapilmis olup, ulasilan 106 tezin tamami “Saglik
Bilimleri — 6rn: Tipta Uzmanlik, Hemsirelik vb.” alaninda yapilan tez ¢alismalari oldugu
saptanmig, “Saglik Bilisimi” alaninda daha 6nce bu kapsamda yapilmis higbir tez ¢alismasina

(yiiksek lisans ve doktora dahil) ulagilamamustir.

Mayfield ve dig. (1996) diyabetik hastalarda cesitli risk faktorlerinin ampiitasyon riskine
etkisini 6lgmek ve klinik verilere dayali bir ayak riski puanlama sistemi gelistirmek amaciyla
25-85 yas arasindaki diyabetik hastalardan olusan bir popiilasyon bazinda bir vaka kontrol
calismasi gergeklestirmislerdir. Vaka hastalar1 (61) 1983 ile 1992 yillar1 arasinda alt ekstremite
amputasyonu operasyonu gegcirirken, kontrol denekleri (183) 1992 yilina kadar herhangi bir
amputasyon islemi gecirmemislerdir. Arastirmada, ampiitasyon islemi geciren 61 kisi tespit
edilmis ve 183 kontrol denegi ile karsilastirilmigtir. Lojistik Regresyon testi sonuglarina gore,
erkeklerin amputasyona gegirme olasilig1 kadinlardan daha yiiksek olarak bulunurken (olasilik
orant [OR] 6,5,%95 CI 2,6-15), retinopati bobrek veya kardiyovaskiiler hastaligi olanlarin,
olmayanlara gére ampltasyon gecirme olasiligi daha yiiksek olarak tespit edilmistir (OR: 4,6;
%95 CI 1,7-12). Ampiitasyon riski, periferik ndropati, periferik vaskiiler hastalik, kemik
deformiteleri ve ayak Ulseri 6ykiisii risk faktorleriyle hemen hemen esit derecede iliskili olarak
saptanmistir. Demografik farkliliklar ve diyabet siddeti degiskenleri kontrol edildikten sonra,
amputasyon i¢in OR'ler hesaplanmis ve bir ayak risk faktorii i¢in 2,1 (%95 ClI 1,4-3,3), ikKi risk
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faktorl icin 4,5 (%95 CI 2,9-6,9) ve (¢ veya dort risk faktord icin ise 9,7 (%95 CI 6,3-14,8)
olarak saptanmistir. Sonug olarak erkek cinsiyeti, goz, kalp ve bobregin organ komplikasyonlari
ve zayif glukoz kontrolii, daha yiiksek bir ampiitasyon riski ile iligkilendirilmistir. Periferik
noropati, periferik vaskiiler hastalik, kemik deformitesi ve dnceden gegirilmis iilser Oykiisii ise
artmis bir alt ekstremite ampuUtasyonu riski ile esit sekilde iliskili olarak tespit edilmistir.
Arastirmada Onerilen risk siiflandirma sistemi, dnceden yayinlanmis risk siniflandirma
sistemlerinden alti 6nemli sekilde farklilik gosterdigi ifade edilmistir. Bunlar siralanacak
olursa: 1) klinik izlenimlerden ziyade verilere dayanmakta oldugu, 2)ayaga iliskin spesifik
faktorlerin hastalarin sonlanimlar: ile iligskilendirildigi, 3) sevk bazli olmaktan ziyade
poptilasyon temelli bir arastirma oldugu, 4) vaskiiler durumu icerdigi, 5) ayni anda dort risk
faktoriinti de igerdigi ve 6) sonuglarin yorumlanmasini zorlastiran demografik faktorleri ve

diyabet siddetini kontrol ettigi vurgulanmistir.

Edelman ve dig. (1997) diyabetik hastalarda ayak iilserinin basarili iyilesmesini 6ngérmede
oyki, fizik muayene ve manyetik rezonans goriintiilemenin (MRI) degerini belirlemek
amaciyla yaptiklari arastirmada, 64 ardisik diyabetik hastadaki 78 tlseri prospektif olarak takip
etmislerdir. Tek degiskenli analiz, ayrik bagimsiz degiskenleri degerlendirirken %2 analizi ile
veya sirekli bagimsiz degiskenler degerlendirilirken Wilcoxon Rank-Sum Testi ile
gerceklestirilmistir. Iyilesme olasiligmi ongormek icin degiskenleri modellemek amaciyla
oncelikle iyilesmenin tek degiskenli ongoriiciilerini belirlenmis ve bunlar Lojistik Regresyon
modelinde (tek degiskenli Ongoriiciiler Lojistik Regresyon modeline girilmis ve bagimsiz
ongoriiciiler ise asamal1 regresyon ile ) tanimlanmistir. Hastalarin 6 aydaki iyilesmelerinin tek
degiskenli 6ngoriiciileri arasinda 65 yas altinda olma, son 15 yil i¢inde diyabet teshisi, agrisiz
tilser, palpe edilebilen periferik nabizlar, 0,5'ten biiyiik ABI indeksi ve doktorun osteomiyelit
olasiligia iliskin genel degerlendirmesi bulunmaktadir. Bununla birlikte, ¢ok degiskenli
Lojistik Regresyon modelinde iyilesmenin 6ngoriiciileri; Doppler muayenesinde isitilebilir bir
nabizin varlig1 (p = 0,01) ve agrisiz bir iilser (p = 0,04) olarak saptanmistir. MR goruntiilemede
osteomiyelit tanis1 bu hastalarda iyilesmeyi ongérmemistir. Sonug olarak klinik muayenenin
vaskiiler bilesenlerinin, diyabetik ayak {ilseri olan hastalarda iyilesmenin en iyi dngoriiciileri

oldugu vurgulanmistir.

Coppini ve dig. (1998) diyabetik ayak hastaligi igin risk faktorlerini tanimlamak amaciyla
yaptiklari kohortta, ilk kez diyabetik ayak {ilseri atag1 geciren 405 diyabetik hastanin kayitlarini
(yapilandirilmis ayak muayenesi ve Biyoteziyometre(VPT) ile degerlendirilen ayak titresimi

algilama esikleri dahil olmak iizere) retrospektif olarak gézden gecirmislerdir. Tiim analizler,
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Lojistik Regresyon analizi ile yapilmis her risk faktorii ig¢in olasilik oranlart (OR)
hesaplanmistir. Duyarlilik ve 06zgiillik degerleri, onceki olasiliklarin gdzlemlenen vaka
sikligina eslestirilmesi ile elde edilmistir. Istatistiksel olarak anlaml olasilik oranlar1 (OR) :
anormal ayak VPT (OR 4,38; Cl 1,11-17,26; p = 0,01); anormal klinik muayene (en az 1
anormallik- OR: 2,3, CI 1,00-5,20; p < 0,01); ve HbAlc (“glikozillenmis hemoglobin” -
sonradan alt ekstremite komplikasyonlar1 gelisen hastalarda OR 1,30, Cl 1,01-1,66; p < 0,02)
olarak tespit edilmistir. Uzun donem komplikasyonlari ngérmede VPT'nin duyarliligi (%70)
klinik testten (%55) daha iyi olarak saptanmis, ancak tiim testler benzer 6zgillikk gostermistir
(%70-72). Olay riski yani diyabetik ayak iilseri ge¢irme riski de diyabet siiresinin her 10 yili
icin iki katina ¢ikmistir (OR: 2,10, Cl 1,11-4,30; p = 0,02). Objektif ve uygulamasi basit olan
yasa gore diizeltilmis VPT ol¢iimlerinin, diyabet kliniklerindeki yar1 kantitatif testlere gore

gelecekteki diyabetik ayak komplikasyonlarini daha iyi 6ngordiigli sonucuna ulasilmistir.

Ahroni ve dig. (1999) diyabet ozellikleri, tibbi 6ykii, ayak deformitesi, duyusal noropati ve
plantar ayak basinci arasindaki iligskiyi degerlendirmek i¢in diyabetik hastalardan olusan 517
kisi ve 1017 ayag1 prospektif olarak takip etmislerdir. Tek degiskenli analizlerde, en az bir
plantar basing ol¢iimii ile viicut kiitlesi, cinsiyet, ik, yas, insiilin kullanimi, bazi ayak
deformiteleri, plantar nasir ve duyusal noropati arasinda onemli iliskiler tespit edilmistir.
Diyabet siresi, HbAlc ve ayak ulseri veya ampltasyon oykiisii, plantar basingla iligkili olarak
tespit edilememistir. Coklu regresyon analizlerinde, viicut kiitlesi, insiilin kullanimi, beyaz 1rk,
erkek cinsiyet, plantar nasir ve diyabet siiresi belirli bolgelerdeki basinglarla anlamli olarak
iliskili olarak saptanmistir. Ayak deformiteleri dncelikle 6n ayak basinglariyla iliskili olarak
bulunmustur. Calismada, geriye dogru eliminasyon yoOntemiyle gergeklestirilen Lojistik
Regresyon analizinde, sonucun ongoriiciisii olarak tanimlanan iki veya daha fazla bolgede
yiiksek basincin bulunmasi, yalnizca viicut kiitlesi degiskeni icin istatistiksel olarak anlaml
kalmaya devam etmistir. Sonug¢ olarak diyabetik deneklerde yiiksek ayakkabi i¢i plantar

basincin, kismen kolayca bulunabilen klinik 6zelliklerden tahmin edilebilecegi ifade edilmistir.

Pittet ve dig. (1999) hastaneye kabul aninda diyabetik ayak Ulserinin konservatif tedavisinin
basarisizliginin  ongoriicii kriterlerini belirlemek amaciyla biiyiik bir egitim kurumunda
diyabetik ayak lezyonu nedeniyle kabul edilen tiim diyabetik hastalarin 5 yillik ileriye doniik
uzun vadeli takibini gergeklestirmisler, toplamda 120 diyabetik ayak hastasinin  ayak
lezyonlarinin tan1 ve siniflandirilmasinda Wagner siniflandirmast kullanmislar ve calisma
degiskenleri olarak hasta demografikleri, infeksiyon ve diyabetle ilgili klinik parametreleri

kullanmiglardir. Calismada konservatif tedavinin basarisizligi ana sonug¢ Ol¢iitii olarak
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belirlenirken, Lojistik Regresyon analizi ile bagimsiz tahmin degiskenleri se¢ilmistir.
Konservatif tedavinin basarisizligini dngéren bagimsiz faktorler atesin varligi (olasilik orani
[OR] = Santigrat derece basina 1,1; %95 giiven aralig1 [CI], 1,0-1,2) ve artmis serum Kkreatinin
dizeyi (OR = 1,002 / litre basina mikromol; %95 giiven araligi1 [CI], 1,0020-1,0021), daha énce
diyabetik ayak lezyonu nedeniyle hastaneye yatis oykiisii (OR = 1,4; % 95 giliven aralig1 [CI],
1,2-1,6) ve gangren durumu (Wagner Grade 4 veya 5; OR = 1,8; %95 giiven araligi [CI], 1,5-
2,2) olarak tespit edilmistir. Sonug olarak, kiiltiir testi ile birlikte, uzun siireli parenteral ve oral
antibiyotikleri iceren konservatif tedavi yaklasiminin, diyabetik ayak iilseri veya siipheli
osteomiyeliti nedeniyle kabul edilen diyabetik ayak hastalarinin biiyiik bir kisminda

amplitasyon olmaksizin bagarili oldugu ifade edilmistir.

Kaleta ve dig. (2001) 1 yillik siire iginde osteomiyelit veya seliilit tanisi ile bagvuran 29
diyabetik hastanin retrospektif bir dosya incelemesini belirli bir eritrosit sedimantasyon hizini
osteomiyelit ile iliskilendirmek amaciyla gerceklestirmislerdir. Iki grup arasindaki
degiskenlerdeki farkliliklar ve her degiskenin eritrosit sedimantasyon hizi tizerindeki etkisini
belirlemek icin Student T testi, Lojistik Regresyon analizi gerceklestirilmistir. Karsilastirilan
cesitli laboratuvar degerleri ve demografik faktorlerden eritrosit sedimantasyon hizi, iki grup
arasinda 6nemli Ol¢lide farklilik gosteren tek Olcii olarak tespit edilmistir. Osteomiyelitin
mevcut oldugu bir seviye olan 70 mm / sa'lik optimum kesme degeri icin ROC egrileri
kullanilmig ve bu kesme degerinin iistiindeki seviyelerde osteomiyelit en yliksek hassasiyet
(%89,5) en yiiksek 6zgulliik (%100), en yiiksek pozitif ongori degeri (%100) ve negatif 6ngori
degeri (%83) ile saptanmistir. Bu ¢aligma, diyabetik ayak infeksiyonlarinda klinik siipheyle
birlikte, eritrosit sedimantasyon hizinin osteomiyelit i¢in olduk¢a 6ngoriicii oldugunu ve 70 mm
/ saat degerinin, kemik infeksiyonunun varligin1 veya yoklugunu dogru bir sekilde tahmin

etmek i¢in en uygun sinir oldugunu gostermektedir.

Perkins ve dig. (2001), distal simetrik polindropati tanisinda standartlastirilmisg
elektrofizyolojik testlerle karsilastirildiginda dort basit duyusal tarama testlerinin (10 g
Semmes-Weinstein monofilaman incelemesi [SWME], yiizeysel agri hissi, agma-kapama
yontemiyle titresim testi ve zamanlanmis yontemle titresim testi) alici islem karakteristigini
degerlendirmek amaciyla gerceklestirdikleri arastirmada, 478 denek ile her test icin alici-islem
karakteristigi (ROC) egrilerini, pozitif ve negatif olasilik oranlarini ile birlikte duyarlilik ve
ozgiillik degerlerini sunmuslardir. Kohort, ndropati durumu bilinmeyen bir diyabet klinigine
giden secilmemis hastalar, slipheli noropati nedeniyle Diyabetik Noropati Arastirma Klinigine

sevk edilen hastalar, toplulukta diyabetli hastalar i¢in reklamlar araciligiyla segilen noropati
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durumu bilinmeyen kisiler ve referans hastalar olmak tizere dort farkli kaynaktan belirlenmistir.
Her denek, klinikte 4-5 saatlik bir kalis siiresince en az yedi farkli denet¢i tarafindan
degerlendirilirken, iiclii tarama testleri dokuz farkli denetci kullanilarak deneklerin bir alt
kiimesinde gergeklestirilmistir. Tanimlanan klinik tabakalar arasinda asagidaki gibi énemli
farkliliklar gézlenmistir: hastalarin yasi (referans grup ile daha genc olmak), diyabet siiresi
(daha siddetli ndropati icin daha uzun, p< 0,0001) ve noropati siiresi (siddetli noropati igin
daha fazla sure, p< 0.0001). Kategorik degiskenler arasindaki iligkileri tanimlamak igin
kullanilan Ki Kare (X? testi, noropatisi olmayan diyabetik deneklere kiyasla klinik noropatili
deneklerde bir komplikasyonun varligimi temsil ederken, p degerleri, ndropatinin
komplikasyonu ve varligi arasinda 6nemli bir iliski oldugunu gostermektedir (p = 0,001).
Kontenjan tablosu analizleri, noropati evresi ile birlikte ayak Ulseri, retinopati, nefropati ve
erektil disfonksiyon Oykiisiinlin 6nemli Olclide artan prevalansin1 ortaya koymaktadir.
Arastirma bulgularinda, dort basit tarama testi, benzer alici-islem karakteristigi sergilemistir.
ROC egrisi analizlerine gore kesme noktalari, pozitif veya anormal bir testin, uygulanan sekiz
uyaricinin bes yanlis tepkisi ile temsil edildigini ortaya koymaktadir. Negatif veya normal bir
test ise bir veya uygulanan sekiz uyaranin daha az yanlis yaniti ile sonuglanmistir. Bu kriterlere
gore, agma-kapama yontemiyle titresim testi, zamanlanmis yontemle titresim testi, SWME ve
yiizeysel agr1 hissi testi i¢in Lojistik Regresyon modeli sonuglarina gore pozitif olasilik
oranlarinin nokta tahminleri sirasiyla 26,6, 18,5, 10,2 ve 9,2 olarak tespit edilmistir. Negatif
olabilirlik oranlarinin nokta tahminleri sirasiyla 0,33, 0,51, 0,34 ve 0,50'dir. Ayrica, Kruskal-
Wallis Ki-Kare test yaklasimi ile gergeklestirilen tarama testleri, karsilastirilabilir duyarlilik ve
ozgiilliik sonuglar1 gostermistir. 10-g SWME, yiizeysel agri testi ve agma-kapama yontemiyle
yapilan titresim testinin hizli oldugu ve her birinin uygulanmasmin yaklagik 60 saniye
gerektirdigi, bununla birlikte zamanlanmig titresim testinin daha uzun siirdiigli ve
yorumlamasimnin daha karmasik oldugu ifade edilmistir. Ayrica, iki basit testin
kombinasyonunun (6rnegin, 10-g SWME ve ag¢ma-kapama yoOntemiyle titresim testi
kombinasyonu) her bir ayr1 tarama testine deger katmayacaginin alti1 ¢izilmistir. Sonug olarak,
diyabetik noropati i¢in yillik tarama, yiizeysel agr hissi testi, SWME veya agma-kapama
yontemiyle titresim testi kullanilarak yapilmasinin gerekliligi vurgulanmistir. Bu ii¢ basit
testten herhangi birinin hem diyabet hem de birinci basamak kliniklerinde diyabetik néropatinin
yillik taramasi i¢in giivenle kullanilabilecegi ifade edilmistir. Her duyusal modalite icin
bildirilen alici-islem karakteristiginin, ndropati olasiligini tahmin etmek i¢in bireysel hastalarin

fiziksel muayenesindeki pozitif bulgulara da uygulanabilecegi ifade edilmistir.
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Mayfield ve dig. (2002) medial arteriyel kalsinoz (MAC)’1n bir risk fakt6ériinden ¢ok otonom
ndropatinin bir belirteci oldugunu ve sonuglarin otonom néropatiye bagl oldugunu test etmek
icin yaptiklar1 arastirmada, ayak radyografisi bulunan ve devam eden prospektif baska bir
caligmadaki tiim denekleri (n = 473) calismalarina dahil etmislerdir. Otonom noéropati,
zamanlanmis solunumla kalp hizi degiskenligi veya postural hipotansiyonun bulunmasi ile
Ol¢iilmiistiir. Lojistik Regresyon modeline gore, otonom ndropatinin ¢alismada degerlendirilen
her iki 6l¢imu de baslangigtaki MAC'nin bagimsiz 6ngoriiciileri olarak tespit edilmistir. MAC
bulunmasi, iilserasyon ,amputasyon ve mortalite i¢in artmis risk ile iliskili olarak saptanmuistir.
Sonug olarak, MAC bulunan hastalardaki artmis mortalite, ampiitasyon ve iilserasyonun
postural hipotansiyon veya kalp hizi degiskenligi olarak Olgililen otonomik nd&ropati ile

aciklanabilecegi vurgulanmistir.

Treece ve dig. (2004) iilser 6zelliklerinin derecelendirilmesine dayanan daha dnce yaymlanmig
S (AD) SAD sisteminin gegerliligini gostermek amaciyla multidisipliner bir klinige yeni sevk
edilen 300 diyabetik ayak hastasini prospektif olarak takip etmislerdir. Ki kare test sonuglarina
gore, hastalarin akibeti ile alan( y2= 25,9, p < 0.001), derinlik y2=33,8; p < 0.001), sepsis(y2=
13,5, p = 0,004) ve arteriyopatiye (}2= 33,7, p < 0,001) gore 6nemli farkliliklar tespit edilmis
ancak denervasyon (x2= 5,1 ; p = 0,16) ve hastalarin sonlanimi arasinda 6nemli bir fark
saptanamamistir. Bu iliskilerin giici Somers d kullanilarak dogrulanmistir. Alan, derinlik,
sepsis ve arteriopati bagimsiz degiskenleri kullanilarak Lojistik Regresyon analizi yapilmustir.
Bu degiskenler arasinda modele 6nemli katki saglayanlar alan (p = 0,01), derinlik (p <0,001)
ve arteriopati (p <0,001) olarak tespit edilmistir.

Volaco ve dig. (2004) kritik ayak iskemisi (CFI) olan diyabetik hastalarda ayak tlserlerinin
sonucunu tahmin eden risk faktorlerini belirlemek amaciyla yaptiklari arastirmada, iskemik
ayak {lserleri (CFI) bulunan 98 diyabetik hastay1 retrospektif olarak takip etmislerdir.
Arastirmada muhtemel sonlanimin (6liim , major ampiitasyon veya iyilesmeyen lezyon)
tahmini icin coklu Lojistik Regresyon analizi gerceklestirilmistir. Ongoriicii degiskenlerin
seciminde Onceki arastirma sonuglar1 dikkate alinmis ve sonu¢ degiskeni ile iki degiskenli
analizlerdeki 6nemli iliskilerin bir kombinasyonu ile belirlenmis olup, ek olarak asamali ¢oklu
Lojistik Regresyon tekniklerinin uygulanmasiyla dogrulanmistir. Kotii sonug riski, son donem
bobrek hastaligi nedeniyle diyalize giren hastalarda 8,9 kat, cerrahi komplikasyonlar varsa 7,0
kat ve C-reaktif protein (CRP) ikinci beste birlik kismin iizerinde 5,4 kez (kesme degeri 8 mg /
dl) arttig1 tespit edilmistir. Sonug¢ olarak, yapilan aragtirmada diyaliz tedavisi, yiiksek CRP
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seviyeleri ve cerrahi komplikasyonlarin, iyilesmeyen lezyonlar, major ampiitasyon ve 6liim igin

giiclii Ongoriiciileri oldugu bulunmustur.

Faglia ve dig. (2007) TransAtlantic InterSociety Consensus kriterlerine gore kritik ekstremite
iskemisi (CLI) tanis1 almis diyabetik hastalarda ayak bilegi iistii ampitasyonu tahmin edebilen
transkutan6z oksijen (TcPO2) degerlerini belirlemek amaciyla bir uzuvda CLI nedeniyle tedavi
goren 564 diyabetik hastayr retrospektif olarak degerlendirmislerdir. Tedavi sonrasi TcPO2
degerleri tiim hastalarda ayak sirtinda dlgiilmiistiir. Calisma bulgular1 olarak, ROC egrisi ile
degerlendirilen tedavi sonras1 TcPO> degerinin, revaskiilarizasyon ihtiyacini belirlemek i¢in en
1yi esik olarak 34 mmHg oldugu belirlenmis ve ROC egrisi altinda kalan alan 0.89 (%95 CI
0,85 — 0,94) olarak tespit edilmistir. Lojistik Regresyon analizi sonuglarina gore, bu esik i¢in
ayak bilegi tistii amputasyon olasiligi %9,7 olarak tespit edilmis ve eger TcPO2> 40 mmHg
ustii degeri i¢in% 3'e diisecegi Ongoriilmistiir. Sonug olarak, TcPO2 seviyeleri <34 mmHg
degeri altinda olmasi, revaskiilarizasyon ihtiyacin1 gosterirken, >34 <40 mmHg degerleri i¢in
bu ihtiya¢ daha az acil goriinmekte olup, yine de 6nemli bir ampiitasyon riskinin oldugu ifade
edilmistir. 40 mmHg'nin {izerindeki TcPO:2 seviyelerinin ise, revaskiilarizasyon ihtiyacinin,
doku kaybinin ciddiyetine ve prosediiriin neden oldugu olasi morbiditeye bagli yeniden

degerlendirilmesi gerekliliginin alt1 ¢izilmistir.

Lavery ve dig. (2008) kismi ayak ampltasyonunu takiben genis, kronik ve iskemik olmayan
diyabetik ayak yaralari olan bireylerde 1. ve 4. haftalarda yara alam kii¢iilme (PWAR)
yiizdesine gore yara iyilesme olasiligin1 degerlendirmek amaciyla yaptiklar1 aragtirmada, 162
hastadan olusan 16 haftalik bir randomize klinik arastirmadan elde ettikleri verileri, negatif
basingh yara tedavisi (NPWT) (n = 77) ile standart nemli yara bakim tedavisi (MWT) (n =85)
ile iligkili sonuglar1 karsilastirmak i¢in analiz edilmistir. Bu ¢alismada, yara alani azalma
yiizdesi ile nihai iyilesme arasindaki iliskiyi degerlendirmek i¢in bayesci Lojistik Regresyon
teknikleri kullanilmistir. Modelleme ilk olarak PWAR i¢in 1. haftada ve sonra tekrar 4. haftada
yapilmistir. Calisma sonucunda, PWAR'daki erken degisiklikler, 16. haftada son iyilesmenin
habercisi olarak bulunmustur. Spesifik olarak, 1 haftada > %15 PWAR'a veya 4 haftada > %60
PWAR'a ulasan yaralarin iyilesme olasilig1 %68 ve 77 olarak tespit edilirken (sirasiyla), eger
bu yara alani azalmalar elde edilemezse % 31 ve 30 olasiliga sahip olacagi ongoriilmiistiir.
NPWT alan hastalarin MWT alanlara kiyasla hem 1 haftada %15 PWAR hem de 1 ayda %60
yara alan1 azalmasi elde etme olasiliklart 2,5 kat daha yiiksek olarak saptanmistir (olasilik

oranlan sirastyla 2,51 ve 2,49). Bu calismanin sonuglari, klinisyenlerin 16 haftada iyilesme



91

olasiligini tahmin etmek i¢in, uygulanan tedavide 1 hafta kadar erken bir siirede, yaranin PWAR

degerini hesaplayabileceklerini gostermektedir.

Parisi ve dig. (2008), diyabetik ayak dlserlerinin sonucunun belirleyicileri olarak Wagner,
Texas Universitesi (UT) ve S(AD)SAD yara siniflandirma sistemlerini karsilastirmak amaciyla
yaptiklar1 arastirmada, 94 denekten veri toplamiglardir. Arastirmada sonu¢ degiskeni iyilesme
insidansi olarak belirlenmistir. Lojistik Regresyon analizi, temel degiskenler ile iilser iyilesmesi
arasindaki iligkiyi analiz etmek amaciyla ve ¢cok degiskenli analiz, se¢ilen degiskenlerin adim
adim modele dahil edilmesi suretiyle gerceklestirilmistir. Ulser siiresi, Kaplan-Meier sagkalim
analizi kullanilarak degerlendirilmis ve sonucun tahmininin dogrulugu log-rank testi
kullanilarak {i¢ siniflandirma sistemi ile karsilastirilmigtir. Arastirma sonuglarina gore, S (AD)
SAD sisteminde yer alan derinlik (p = 0,002), infeksiyon (p = 0,006) ve denervasyon (p =
0,002), UT derecesi (p = 0,002) ve asamasi (p = 0,032) ve Wagner derecesi (p = 0,002) icin
iyilesme acisindan 6nemli farkliliklar tespit edilmistir. Sonug olarak, {i¢ siniflandirma sistemi
esit derecede iyi performans gostermekle birlikte, coklu Lojistik Regresyon analizi sonuglarina
gore, S (AD) SAD siniflandirmasina gore siniflandirilan bes faktor arasinda infeksiyonun
yoklugu degiskeninin en O6nemli faktor oldugunu ve iyilesme olasiligimi 4,3 kat artirdigini
gosterilmistir. S (AD) SAD skoru <9 (toplam olast maksimum skor 15) olan iilserlerin iyilesme
olasilig1, > 10 puan olanlardan 7,6 kat daha yiiksek olarak saptanmistir (p <0,001, Dogruluk =
0,70).

Seuc ve dig. (2009) periferik arter hastaligi tanis1 olan hastalarin, yalnizca hastaneye yatista
oOlgiilen klinik degiskenlere dayanarak kisa siireli major ampiitasyonu tahmin etmek amaciyla
yaptiklar1 arastirmada, toplamda 463 hastadan olusan bir hasta popiilasyonunda boylamsal,
retrospektif bir kohort ¢calismasi gerceklestirmislerdir. Ampiitasyonun énemli 6ngoriiciilerini
saptamak icin Lojistik Regresyon analizi gergeklestirilmis olup; bagvuru sirasinda 6lgiilen on
iki klinik degisken potansiyel 6ngoriicii olarak kabul edilmistir. Lojistik Regresyon analizi ile
belirlenen 6nemli major ampiitasyon ongoriiciileri olarak, lezyon tipi, baslangig¢ tanisi, plantar
bolge lezyonu, diyabet dykiisii, etkilenen ayak parmaklarinin sayist ve etkilenen bacak alani
degiskenleri saptanmistir. Hastalarin %80'inden fazlasi dogru sekilde siniflandirilmis olup,
duyarlilik %42 ve 0zglllik %96 olarak tespit edilmistir. Arastirmada sonug olarak, vaskuler
hastalik tanis1 olan hastalardaki major ampiitasyon riskinin, hastaneye yatista 6l¢iilen klinik
degiskenler Ongoriicli olarak kullanilarak yiiksek performansla tahmin edilebilecegi

vurgulanmastir.
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Widatalla ve dig. (2009) diyabetik ayak ulseri olan hastalarda major ve mindr amputasyonlar
icin risk faktdrlerini tespit etmek amaciyla gerceklestirdikleri ¢alismada 2321 hastayi1 prospektif
olarak takip etmisler ve Uluslararas1 Diyabetik Ayak Konsensiisii tarafindan gelistirilen yara
siiflandirmasi sistemini kullanarak, hastalar iskemi, ndropati, yara ¢aplarinin dogrusal 6l¢timii,
yara derinligi ve infeksiyona ilaveten son donem bobrek yetmezligi agisindan
degerlendirmislerdir. Arastirmadaki iilserler arasinda en yaygin olanmi plantar iilserler olarak
saptanirken (%42,6) ve onu ayak basparmag: ilserleri (%39) takip etmistir. Arastirmadaki
hastalarin gegirdikleri amputasyon dereceleri (%28,5) siniflandirildiginda, %10 hastada major
ampiitasyon prosediirii gegirdikleri saptanirken bunlarin %8,7'si diz altt ampitasyon, geri
kalaninin ise diz iistii amputasyon islemi oldugu ve %18,5 hasta ise minor (ayak parmagi)
amputasyon islemi gecirdigi saptanmistir. Bununla birlikte en sik ampute edilen ayak
parmaginin %9,9’luk oranla ayak bas parmagi oldugu tespit edilmistir. Arastirmada major
amputasyon icin Grade-3 bacak iskemisinin olmasi en 6nemli risk faktorii olarak saptanmistir
(p = 0,000, olasilik oran1 = 5,08; Cl = 2,56-10,07). Arastirmada, periferik duyusal néropatinin
major ampuitasyon (p = 0,027, olasilik oram1 = 2,43; ClI = 1,08-5,45) ve kiclk parmak
amputasyonu (p = 0,002, olasilik oran1 = 2,16; Cl = 1,32-3,5) ile anlaml1 derecede iliskili olarak
tespit edilmistir. Arastirmada, deri alt1 fasyaya, kaslara, tendonlara, kemiklere ve eklemlere
kadar olan derin ilserlerin, ayak parmagi ampUtasyonu ile anlamli sekilde iliskili oldugu
saptanmustir (p <0,005, olasilik oran1 = 3,45; ClI = 2,02-5,88). Derece 3 ve 4 infeksiyonun ayak
parmag1 amputasyonu ile 6nemli dl¢iide iliskili oldugu saptanmustir (p <0,005, olasilik oran1 =
2,4, Cl = 1,55-3,7). Ayrica son donem bobrek hastaliginin (diyalizdeki hastalar) major
ampdutasyon ile dnemli ol¢iide iliskili oldugu bulunmustur (p = 0,003, olasilik oran1 = 4,39; CI
=1,53-12,61).

Yesil ve dig. (2009) yaptiklari gozlemsel ¢alismada, verileri Ocak 1999 ile 2008 arasinda
toplanan 670 diyabet ayak hastasindan diyabetik ayak filseri ataklarinda prospektif olarak
toplanmiglar ve ampitasyonun potansiyel prediktorlerini retrospektif olarak degerlendirmek
icin kullanmiglardir. En az alti ay boyunca takip i¢in hastaneye gelmeyen hastalarin
dislanmasindan sonra, 574 ayak {ilseri hastasinin verileri degerlendirilmistir. Siiflandirma
sistemi olarak Meggitt-Wagner kullanilmistir. Secilen her degiskenin sonug tizerindeki
bagimsiz etkisini tahmin etmek i¢in Lojistik Regresyon kullanilmistir. Wagner siniflandirma
sistemi tarafindan belirlenen bacak iskemisi, osteomiyelit, kangren ve tlser derinligi, genel ve
majdr ampiitasyonlarm baslica bagimsiz dngoriiciileri olarak tespit edilmistir. Ileri yas, koroner

arter hastaliginin varligi, sigara kullanimi ve ilser boyutu degiskenleri ise genel veya major
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amputasyonlarla iliskili oldugu tespit edilmistir. Bununla birlikte, akut faz reaktanlarinin
baslangig seviyeleri (beyaz kan hiicresi sayisi, polimorfoniikleer 16kosit sayisi, trombosit sayisi,
eritrosit sedimantasyon hizi1 (ESR), serum C-reaktif protein (CRP) ve albiimin) ve azalmis
hemoglobin seviyeleri ampiitasyon riski ile iliskilendirilmistir. Ayrica ¢ok degiskenli analiz,
baslangic CRP ve ESR seviyelerindeki bir standart sapma artisinin sirasiyla genel ve major
amputasyonlarin bagimsiz prediktorleri oldugunu gostermistir. Sonu¢ olarak ekstremite
iskemisi, osteomiyelit, lokal ve yaygin kangren varligi ve iilser derinligi ampiitasyonun
bagimsiz dngdriiciileri olarak tespit edilmistir. Calismada, hastalarin baglangigctaki ESR ve CRP
degerlerinin, klinisyenlere ampuUtasyon 6ngoriisiinde bulunmalar i¢in yardimci olabilecegi

vurgusu yapilmistir.

Barberan ve dig. (2010) akut diyabetik ayak infeksiyonlari nedeniyle hastaneye yatirilan 78
ardisik hastayi retrospektif olarak analiz etmisler ve ampiitasyona ihtiya¢ duyan ve duymayan
hastalarin verilerini karsilastirarak, hastaneye yatis sirasinda kisa siireli ampiitasyonu tahmin
etmek i¢in Ongoricii faktorleri tespit etmek amaciyla bir aragtirma gergeklestirmisler ve bu
amagla hastalarin klinik / epidemiyolojik, laboratuvar, goriintiileme ve tedavi degiskenlerini
kay1t altina alarak karsilastirmali olarak analiz etmislerdir. Bagimli degisken olarak hastalarin
amplitasyon statiisii degiskeni belirlenmis ve bagimsiz degiskenler ise iki degiskenli analiz
sonucuna gore, en Onemli faktorler segilerek, cok degiskenli Lojistik Regresyon analizi
gerceklestirilmistir. Cok degiskenli analizde, ampUtasyon riski; Wagner derece 4 veya 5 (20 kat
daha yiiksek), damar tikaniklig1 (12,5 kat daha yiiksek) ve yiiksek sedimantasyon orani (birim
basina %6 daha yiiksek) ile artmig oldugu saptanmustir. Lojistik Regresyon analizi sonucunda
amputasyon operasyonu gegiren hastalarin %76,9'unda ve gegirmeyenlerin %92,3'inde dogru

tahmin sonucuna ulasilmistir.

Uccioli ve dig. (2010) kritik bacak iskemisi (CLI) olan 510 diyabetik hastanin uzun vadeli
sonuglarint degerlendirmek amaciyla yaptiklar1 arastirmada, iyilesme, iyilesmeme, major
ampiitasyon ve mortalite olmak tizere 4 farkli sonu¢ Olgiitleri kullanmislar ve hastalarin
iilserlerinin tamami University of Texas (TWC) smiflandirmasina gore smiflandirilmistir.
Aragtirma bulgularinda, ampiitasyon geciren hastalarin daha sik diyalize girdigi ve yaklasik
yarisinin iskemik kalp hastaligina sahip oldugu tespit edilmistir. Ayn1 zamanda, ampiitasyon
geciren hastalarin daha diisiik bazal transkiitan oksijen TcPO2 degerleri ve daha yiiksek
transkiitan karbondioksit TcPCO, degerlerine sahip oldugu saptanmistir. Bununla birlikte
ampitasyon geciren hastalarin sistolik kan basinct 6nemli &lglide daha diisiik oldugu

bulunmustur. Ek olarak ampiitasyon gegiren hastalarin daha sik olarak, acil servise bagvurdugu
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goriilmiistiir. Tiim potansiyel ongoriicii degiskenler igin tek degiskenli Lojistik Regresyon
analizleri gergeklestirilmis ve risk oranlar1 (HR) ve ilgili %95 CI degerleri sunulmustur. Tiim
potansiyel dngorticiiler ile ayn1 anda ¢ok degiskenli bir regresyon analizi gerceklestirilmis ve
sonucu en iyi tahmin eden degiskenler belirlenmistir. Monovariate analiz sonuglarina gore,
iilser alani> 5 cm?, infeksiyon, TWC D3, mindr ampiitasyon sayisi, iskemik kalp hastaligi,
diyaliz ve yas major amputasyon i¢in risk faktorleri olarak bulunmustur. Cok degiskenli
regresyon analizinde; iyilesme i¢in tahmin degiskenler: ilser boyutu, infeksiyon ve iskemik
kalp hastalig1, majér ampdtasyon i¢in: lilser boyutu, gecirilmis mindr amputasyon sayisi ve yas,
perifer arter hastalar1 i¢in ek tahmin degiskenleri iyilesme icin: transkiitan oksijen TcPO>
degeri degisimi, major ampltasyon igin: bazal TcPO2 degeri, bazal A1C, TcPO> degeri degisimi
ve perkiitan anjiyoplasti prosediiriinlin basarisizlig1 olarak saptanmistir. Arastirmada 6zellikle
5 cm?den biiyiik Glser boyutunun, hastalarin iyilesme sansini azalttiginin ve major ampiitasyon
riskinin arttirdi§inin alt1 ¢izilmistir. Bu dogrultuda tiim {ilserlerin perkiitan anjiyoplasti dahil
agresif tedaviyi gerektirdigini ve kiigiik iskemik {ilserler igin bile bu tedavinin diisiiniilmesi

gerektigi ifade edilmistir.

Akinci ve dig. (2011) diyabetik ayak infeksiyonu olan hastalarin akut faz reaktanlarinin,
baslangi¢ ve tedavi sonrast diizeylerinin, hastalarin sonlanimi1 hakkinda 6ngoriicii degerini
degerlendirmeyi amagladiklar1 caligmalarinda prospektif olarak takip edilen hastalardan
toplanan 165 diyabetik ayak Ulser epizodundanki veriyi analiz etmislerdir. Lojistik Regresyon
analizi, seg¢ilen her degiskenin sonug¢ iizerindeki bagimsiz etkisini tahmin etmek ve
degerlendirmek i¢in gergeklestirilmistir. Tek degiskenli analiz sonuglari, baslangi¢ ve tedavi
sonrast CRP seviyelerinde, eritrosit sedimantasyon oranlar1 ve beyaz kan hiicresi sayimlarinda
1-SD artigin ve tedavi sonrasi albiimin seviyelerinde 1-SD diislislin artmis ampiitasyon riski ile
onemli olgiide iligkili oldugunu gostermistir. Lojistik Regresyon analiz sonuglarina gore ise de
iskemi, osteomiyelit, daha yiiksek Wagner derecesi, daha genis yara alani, tedavi sonrast CRP
seviyeleri, tedavi 6ncesi ve sonrast WBC diizeyleri, amputasyonu tahmin etmede anlamli olarak
saptanmistir. Bununla birlikte amputasyon operasyonu geciren hasta grubunda, baglangic ve
tedavi sonrast CRP seviyeleri, ESR oranlari, beyaz kan hiicresi sayilar1 ve trombosit sayilari
onemli Ol¢lide artarken, albiimin oranlarinin énemli 6l¢iide baskilandigi saptanmistir. ROC
egrisi analizine gore tedavi sonrast CRP seviyesi de ampdtasyon riskiyle giiglii bir sekilde
iliskili bulunmustur. Sonug olarak, akut faz reaktanlarinin dolasimdaki seviyelerinin, diyabetik

ayak infeksiyonlarinda ampiitasyon riski ile iliskili bulunmustur.
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Fleischer ve dig. (2011), tedavi sonrasi laboratuvar degerlerinin ileri diyabetik ayak infeksiyonu
olan hastalarda klinik yanit1 tahmin etmeye yardimei olup olmayacagini belirlemek amaciyla
gerceklestirdikleri arastirmada, orta veya siddetli diyabetik ayak infeksiyonlart nedeniyle
hastaneye yatirilan ardisik 38 hasta belirlemisler ve bu hastalarin kayitlarini retrospektif olarak
degerlendirmislerdir. Kesin tedaviye bagladiktan kisa bir silire sonra (yani tedavi sonrasi)
Olgiilen periferik beyaz kan hiicresi sayisi, notrofil sayisi, ESR ve CRP seviyeleri, Lojistik
Regresyon modelleri kullanilarak klinik yanitla iligkileri agisindan incelenmistir.
Gergeklestirilen hem tek degiskenli hem de ¢ok degiskenli analizler sonucunda, beyaz kan
hiicresi sayisinin >11,000 hiicre / mL olarak tanimlanan 16kositozun, tedaviden ortalama 3+1,4
giin sonra, orta veya siddetli diyabetik ayak infeksiyonlari bulunan hastalarda kétii klinik yaniti
tahmin etmek i¢in en 6nemli ve tek ongoriici oldugu bulunmustur. Sonug olarak bu ¢alisma
sonucunda, kesin tedaviye bagladiktan kisa bir siire sonra gdzlenen 16kositozun, 90 giin i¢inde

istenmeyen bir klinik yanit1 6ngérdiigii sonucuna vartlmigtir.

Redlich ve dig. (2011) Amputasyon planlanan kritik uzuv iskemisi (CLI) olan diyabetik
hastalarda anjiyoplasti (PTA) sonrasi muhtemel sonlanimi tahmin etmek amaciyla
anjiyogramlar1 ABI degerini ve transkutan6z oksijen degerlerini (TcPO2) incelemislerdir. PTA,
CLI bulunan 28 diyabetik hastaya uygulanmistir. Verilerin analizinde, parametrik testlerden
varyans analizi ve Student t testi, kategorik verilerin grup karsilagtirmalar1 i¢in parametrik
olmayan testler (Wilcoxon ve Mann-Whitney U testi) kullanilmis olup, Lojistik Regresyon
analizi, anjiyografik ve TcPO2 parametrelerini belirlemek amaciyla major ampiitasyondan
kaginma agisindan klinik basarinin prediktorleri olarak gergeklestirilmistir. Ekstremite
kurtarma oranlar1 Kaplan — Meier analizi ile hesaplanmig ve log-rank testi ile karsilastirilmigtir.
Arastirmada, en az bir tibial arter agiklig1 saglandiginda %88,2 (n = 15) hastada amputasyon
isleminin gereksiz oldugu bulgusuna ulasilmistir. ABI degerinin, uzuv kurtarma icin higbir
ongorii degerine sahip olmadigr bulunmustur. Ayrica, TcPO2 degerleri sadece ampiitasyon
gerektirmeyen hastalarda anlamli olarak artmustir (p = 0,015). Islem sonras1 anjiyogramlarda
ayag1 besleyen sadece bir tibial arter veya sadece peroneal arter agik olan hastalarda TcPOo,
sonlanim1 giivenilir bir sekilde tahmin edebilmistir. Sonug olarak, tedavinin bir pargasi olarak
diz alti PTA prosediiriiniin, CLI'li diyabetik hastalarin yarisindan fazlasinda major
amputasyonu onlemede etkili oldugu tespit edilmis ve TcPO2 degerinin de anjiyografik

sonlanim kriterleri saglanmadiginda bile, gegerli bir ongoriicii oldugu saptanmustir.

Yekta ve dig. (2011) diyabetik ayak hastalarinda ampitasyonu ve iliskili demografik,

davranigsal ve klinik faktorleri belirlemek amaciyla yaptiklar arastirmada 94 diyabetik ayak
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hastasini takip etmislerdir. Calismada amputasyon operasyonu gegirenlerin daha yash ve ayni
zamanda daha az egitimli ve daha uzun diyabet stresine sahip oldugu ve yiiksek riskli yaralara
ek olarak zayif glisemik kontrolii oldugu (kan glukoz diizeyi ve HbAlc degerleri) tespit
edilmistir.  Diyabet  komplikasyonlar1  hastalarin  ampltasyon  durumuna  gore
karsilastirildiginda, ampltasyon operasyonu geciren hastalarda retinopati, nefropati ve
hipertansiyonun daha sik oldugu sonucuna ulasilmistir. Lojistik Regresyon analizinde Wagner
siiflandirmasi > 3 ve HbAlc degiskenleri amputasyonla iligkili bulunmustur. ROC egrisinde,
%9,75 HbAlc ve 305 g/dL glukoz kesme noktasi, artan ampiitasyon riskini tahmin etmek igin

ayirt edici olmustur.

Erdman ve dig. (2012), yeni bir standartlastirilmis hibrit goriintii tabanli puanlama sisteminin
(CSI), diyabetik ayak infeksiyonlarinda prognostik degeri olup olmadigini belirlemek amaciyla
yaptiklar1 arastirmada, osteomiyelit siiphesi bulunan 77 hasta ve 101 ayak *"Tc-WBC tek foton
emisyonlu bilgisayarli tomografi CT (SPECT) / CT goriintii yorumlama ve hasta grafiklerinin
bagimsiz olarak incelenmesi yoluyla retrospektif olarak degerlendirmislerdir. CSI'nin basaril
klinik sonucun prediktori olarak rolini belirlemek igin Lojistik Regresyon analizi
kullanilmigtir. Calismada, bu modele dayali olarak, sonucu tahmin etmede CSI'nin optimal
kesim degerini belirlemek i¢in ROC egrileri kullanilmis ve dogruluk, ROC egrisi altindaki
alanla (AUC) ve ayrica pozitif 6ngorii degeri (PPV) ile degerlendirilmistir. Olumlu sonucu
tahmin etmek i¢in yapilan ROC analizinde dogruluk 0,79 olarak tespit edilmistir. Gorlintiiye
dayali osteomiyelit degerlendirmesi, sonucu tahmin etmede CSI'dan daha az dogru sonug
verdigi bulunmustur (AUC = 0,66, p = 0,016). Orta siddette (CSI siniflandirma: 3-6) hastalarda,
antibiyotik siiresi 42 giine uzatildiginda tedavi basarisizliginin %68'den % 36'ya diigmesi de
arastirmanin ¢arpici bulgular1 arasindadir (p = 0,026). Sonu¢ olarak, standart bir skorlama
sistemi olan CSl'ya dahil edilen hibrid goriintiilerden tiiretilmis infeksiyon parametreleri

diyabetik ayak infeksiyonlarinda prognostik degere sahip oldugu vurgulanmuistir.

Griffin ve dig. (2012) gegirilmis basparmak ampiitasyonun gelecekteki uzuv kaybinin
ongoriiciisii olup olmadigint belirlemek amaciyla yaptiklar1 arastirmada, ayak parmagi
amputasyonu yapilan 63 hasta belirlemisler ve hastalarin klinik notlarimi retreospektif olarak
incelemislerdir. Istatistiksel analiz icin 6ncelikle tek degiskenli analiz Ki-kare testi (nominal
veriler) ve Mann-Whitney U testi (siirekli veriler) ile gergeklestirilmis; ¢ok degiskenli analiz
ise, tek degiskenli analizdeki en 6nemli faktorleri iceren Lojistik Regresyon modeli kullanilarak
gergeklestirimistir (revaskiilarizasyon, diyabet, yas, sigara). Sonug olarak, diyabeti olmayan

hastalar ile gelecekteki ekstremite kaybi arasinda anlamli bir korelasyon tespit edilmekle
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birlikte (Ki-kare = 4,31, p =0,038), tanimlanmis baska higbir risk faktoriiniin major ampiitasyon

riskini 6ngérmedigi tespit edilmistir.

Sun ve dig. (2012) farkli Wagner dereceleri olan diyabetik ayak hastaligi olan 789 hastada alt
ekstremite ampuitasyonu (LEA) i¢in risk faktorlerini agiga ¢ikarmak amaciyla bir arastirma
yapmiglardir. Bu ¢alisma Tayvan’da multidisipliner diyabetik ayak bakim merkezinde
gergeklestirilmistir. Cok degiskenli kademeli ordinal Lojistik Regresyon analizi
gerceklestirilmistir. Sonug olarak, yiiksek Wagner derecesi, diisiik ABI serum albiimin ve
hemoglobin ve artmis beyaz kan hiicresi (WBC) sayisi, artmis amputasyon riski ile dnemli
Olclide iliskili olarak bulunmustur. Hastalarin yaralari Wagner smiflandirmasina gore
katmanlandirildiginda, yukaridaki ongoriiciilerin ¢ogu ve tahmini glomeriiler filtrasyon hizi
(eGFR) yalnizca Wagner 3. derecede tespit edilmistir. Wagner derece 2. ve 4. Siniflarda ise ,
16kosit (WBC) sayist artan LEA riski ile pozitif olarak iligkili birincil 6ngoriiciileri olarak
tanimlanmistir. Sonug olarak Wagner smiflandirmasi, LEA i¢in potansiyel risk faktorlerini
onemli Olglide agiga ¢ikarmig ve farkli derecelerde farkli ongoriiciiler gdstermistir. Diisiik ABI,
albimin veya eGFR gibi diyabetik ayak ampitasyonu igin geleneksel olarak taninan

ongoriiciiler, neredeyse yalnizca Wagner grade 3 olan hastalarda bulunmustur.

Moura Neto ve dig. (2013), diyabetik ayagin gelisimini tahmin edebilecek kolay
degerlendirilebilir degiskenleri belirlemek amaciyla yaptiklar1 arastirmada, 496 hastay1
retrospektif olarak degerlendirmislerdir. Diyabetik ayak ile iliskili risk faktorlerinin
belirlenmesi, tek degiskenli ve ¢cok degiskenli Lojistik Regresyon analizi ile yapilmistir. Sadece
erkek cinsiyet iilserasyon igin anlamli bir prediktér olarak tespit edilmistir (p < 0,001).
Ampatasyonun belirleyicileri erkek cinsiyet (p < 0,001; OR = 3,44, %95 Cl= 1,81-6,56) ve
noro-iskemik diyabetik ayak kategorisi (p < 0,049; OR = 4,6; %95 Cl = 1.01-20.9) olarak
saptanmistir. Arastirmada ayrica, ndropati ve periferik vaskiiler hastalik kombinasyonunun,
diyabetik ayak hastalarinda ampiitasyon riski ile iliskili oldugu bulunmustur. Ozellikle kombine
risk faktdrleri bulunan erkek hastalarin potansiyel olarak daha kotii sonlanimlari nedeniyle 6zel

ilgi gosterilmesi gereken bir hasta grubu oldugunun alt1 ¢izilmistir.

Tsai ve dig. (2013) diyabetik ayak ulseri olan hastalarda bobrek fonksiyonuna gore alt
ekstremite ampultasyonu igin Ongoriiciileri degerlendirmeyi amaglamiglar ve diyaliz
hastalarinin  6zellikle ABI  ve Doppler dalga formlari ile hastalarin vaskiilatiiriinii
degerlendirmislerdir. Diyabetik Ayak Bakim Merkezine kabul edilen 658 diyabetik hastanin

tim klinik degiskenleri analiz edilmis, bununla birlikte periferik arter hastaligini
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degerlendirmek i¢in bir uzman, diyalizdeki 78 hastanin Doppler goriintiilerini retrospektif
olarak incelemistir. Major ampiitasyonun bagimsiz risk faktorlerini belirlemek amaciyla ¢ok
degiskenli Lojistik Regresyon analizi gergeklestirilmistir. Wagner yara smiflandirmalari,
azalmis serum alblimin seviyeleri ve diisiik ABI degerleri, diyaliz yapilmayan gruptaki hastalar
arasinda major ampiitasyon i¢in onemli dngoriiciiler olarak tespit edilmistir. Bununla birlikte,
bu gostergeler diyalizdeki diyabetik hastalarda amputasyon riskinin ongdriculeri olarak
saptanamamustir. Dorsalis pedis arterinde veya posterior tibial arterde zayif monofazik dalga
formlariin varligi, diyaliz hastalar1 arasinda major ampiitasyon i¢in bagimsiz ongoriiciileri
olarak tespit edilmistir (olasilik orani: 7,61; p = 0,008). Arastirmada sonug olarak, diyabetik
ayak iilseri tedavisi goren diyaliz hastalarinda yaygin olarak bulunan, diz alt1 arterlerin zayif
monofazik Doppler dalga formlarinin, majér ampiitasyon i¢in bagimsiz ongoriicii olarak

tanimlanabilecegi vurgusu yapilmstir.

Utsunomiya ve dig. (2014) endovaskiiler tedavi (EVT) sonrasi yara iyilesmesi ig¢in deri
perflizyon basincinin (SPP) tahmini degerini belirlemek amaciyla yaptiklart arastirmada kritik
ayak iskemisi bulunan (CLI, 123 ekstremite) ve balon anjiyoplasti ve/veya stent uygulanan 113
hastanin SPP degerlerini operasyon éncesi ve operasyondan 48 saat sonra kaydetmislerdir. ikili
Lojistik Regresyon analizi, anjiyografik ve SPP parametrelerinin yara iyilesmesinin
ongoriiciileri olarak degerlendirilmesi amaciyla gerceklestirilmis ve CLI'li hastalarda yara
lyilesmesini tahmin etmek amaciyla bir esik SPP degerini belirlemek i¢in ROC egrileri
kullanilmistir. Yara iyilesmesini tahmin etmek i¢in yapilan ROC egrisi sonuglarma gore
EVT'den sonra SPP &lgliminin 0.81 degeri ile egri altinda alana sahip oldugu saptanmigtir
(%95 C1 0,723 ile 0.899, p < 0,001). Lojistik Regresyon analizi, EVT sonras1 SPP 6l¢iimiiniin
yara tyilesmesinin bagimsiz bir prediktorii oldugunu gostermistir (p <0.001). SPP degerleri>
30 mmHg, 40 mmHg ve 50 mmHg degerleri i¢in yara iyilesme olasiliklar1 sirastyla %69,8,
%86,3 ve %94,5 olarak hesaplanmistir. EVT sonrast SPP 6l¢limiiniin, CLI'li hastalarda yara
tyilesmesinin bagimsiz bir ongoriiciisii oldugu tespit edilmistir. Caligmada, 30 mmHg'lik bir

SPP degerinin EVT sonrasi yara iyilesmesini ongdrmede en iy1 esik deger oldugu gosterilmistir.

Choi ve dig. (2015) diyabetik ayak tlseri nedeniyle amputasyon operasyonu gegiren hastalarda
kardiyak komorbiditeler yiiksek mortalite oranlari ile iliskili oldugunu ifade etmisler ve spinal
anestezi altinda major ampiitasyon operasyonu gegiren tip II diyabetli, diyabetik ayak
hastalarinda preanestetik ekokardiyografik ve laboratuvar degerlerinin hastane mortalitesini
tahmin edip edemeyecegini belirlemek amaciyla gerceklestirdikleri arastirmada, 215 hastanin

arsivlenmis tibbi kayitlarini retrospektif olarak incelemislerdir. Hastalarin demografik verileri
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ve ameliyat Oncesi laboratuvar ve transtorasik ekokardiyografik degerleri; mortalite ile
bagimsiz olarak iliskili faktorleri belirlemek amaciyla, ¢cok degiskenli Lojistik Regresyon
yontemi kullanilarak analiz edilmistir. Arastirma sonucunda, preoperatif hemoglobin diizeyi
(risk oran1: 0,082; %95 Cl, 0,013-0,509; p = 0,007) ve sol ventrikil ejeksiyon fraksiyonu (risk
oranit: 0,874; %95 ClI, 0,779-0,981; p = 0,023) hastane i¢i mortalitenin 6nemli belirleyicileri

olarak saptanmustir.

Chuan ve dig. (2015) diyabetik ayak i¢in kullanilan siniflandirma sistemlerinden biri olan
PEDIS siniflandirma sistemini dogrulamak ve klinik uygulamay1 kolaylastirmak i¢in bir skor
sistemi olusturmuslar ve bu sistemi daha Once yayinlanmis iki ortak skor sistemi ile
karsilastirmiglar ve bu amagla 364 diyabetik ayak hastasini retrospektif olarak
degerlendirmislerdir. Arastirmada, sonu¢ degiskenleri, iyilesme, iyilesmeme, ampiitasyon
(mindr ve major amputasyonlar dahil) veya 6liim olarak belirlenmistir. Tek degiskenli analize
gore anlamli degiskenler (p <0,05) kullanilarak hangi 6zelliklerin ve klinik degiskenlerin
bagimsiz olarak sonlanimla iliskili oldugunu degerlendirmek i¢in ¢ok degiskenli bir Lojistik
Regresyon analizi gerceklestirilmistir. Arastirma sonucunda, PEDIS siniflandirma sistemi ile
degerlendirildiginde, belirlenen diyabetik ayak sonlaniminin, her bir alt kategorinin artan
ciddiyeti ile kotiilestigi bulunmustur. Ayrica, daha uzun ilser siiresi 0ykisi (OR: 1,024, 95%
Cl, 1,010-1,039, p = 0,001), alt ekstremite perfuzyonunun ciddiyeti (OR: 8,098, 95% ClI,
3,658-17,929, p<0,001), daha buyik ulser boyutu (OR: 2,461, 95% CI, 1,373-4,412, p =
0,002), daha derin yara (OR: 12,494, 95% ClI, 4,076-38,297, p<0,001), daha siddetli infeksiyon
(OR: 7,202, 95% CI, 3,407-15,224, p<0,001), ve duyu kaybi (OR: 9,545, 95% ClI, 3,184—
28,611, p<0,001), olumsuz sonlanimin bagimsiz 6ngoriiciileri olarak bulunmustur. Daha da
onemlisi, ROC egrileri ile performans: degerlendirilen yeni Onerilen PEDIS skorlama
sisteminin, Ozellikle SINBAD ve Wagner skor sistemleri ile karsilastirildiginda yiiksek
dogruluga sahip oldugu saptanmustir (0,95, 0,88 ve 0,86).

Pickwell ve dig. (2015) enfekte diyabetik ayak iilseri olan 575 bireyden olusan bir kohortta, alt
ekstremite ampiitasyonunun bagimsiz prediktorlerini ve Uluslararasi Diyabetik Ayak Calisma
Grubu (IWGDF) smiflandirma sistemini’nin amputasyonu ongoriicii degeri ile birlikte
ampuUtasyonu tahmin etmek icin bir risk skoru gelistirmeyi amaclamislardir.  Farkh
degiskenlerin ampiitasyonla iliskisi ¢cok degiskenli Cox orantili risk regresyon modelleri
kullanilarak analiz edilmistir. Ik olarak, biitiin modele karsilik gelen skor, hastalarn tiim
demografik ozellikleri, ayak, ulser ve infeksiyon karakteristiklerini igeren 1 yillik ampiitasyon

insidansina iligskin Lojistik Regresyon modelinin dogrusal terimi olarak tanimlanmistir. Daha



100

sonra, bu biitiin model, en az anlaml1 6ngoriiciiniin iteratif olarak (geriye elimine edilerek tiim
ongoriiciiler anlamli olana kadar azaltilmistir (p < 0,05). Nihai risk puanlari, kullanilabilirligi
artirmak icin parametrelerin yuvarlandigi indirgenmis modellerin bir versiyonu olarak
belirlenmistir. Biitiin modeller ve risk puanlari, IWGDF / IDSA siniflandirmasi ile birlikte alic1
islem karakteristigi (ROC) egrileri ile degerlendirilmistir. Arastirma sonucunda ampiitasyon
icin bagimsiz risk faktorleri olarak yara c¢evresindeki 6dem, kotii koku, piiriilan olmayan
eksiida, derin iilser, probdan kemige pozitif test sonucu, pretibial 6dem, ates (>38.0 C) ve
yiiksek (iist sinirin ti¢ kati1) C-reaktif protein olarak tespit edilmistir. Artan IWGDF infeksiyon
siddeti de bagimsiz olarak ampltasyonu Ongdérmiistiir. Calismada ayrica herhangi bir
ampiitasyon ve kiiciik ayak parmaklari hari¢c amputasyon icin (cinsiyet, palpasyonda agr1, yara
cevresi 6dem, Ulser boyutu, tilser derinligi ve periferik arter hastaligi degiskenleri dahil olmak
tizere) bir risk skoru gelistirilmistir. Gelistirilen risk skoru ampttasyonu IWGDF sisteminden
daha iyi tahmin etmistir (sirastyla ROC egrilerinin altindaki alan 0,80, 0,78 ve 0,67). Arastirma

bulgularinin diger kohortlarda dogrulanmasi gerektiginin alt1 ¢izilmistir.

Schoen, Glance ve Thompson (2015) ayak bilegi tepe sistolik hizinin (APVS) diyabetik ayak
lezyonlarinda iyilesmesini tahmin edip edemeyecegini belirlemek amaciyla yaptiklar
arastirmada, 100 diyabetik hastay1 prospektif olarak takip etmisler ve alt ekstremite arterlerinin
taramasi icin sevk edilen diyabetik hastalar, eger; iilser, gangren veya doku nekrozu gibi ayak
lezyonlar1 varsa ve pedal nabizlar1 palpabl degilse calismaya dahil edilmistir. Istatistiksel
analiz, iki grubu karsilagtirmak i¢in Mann-Whitney U testi ve normal dagilmayan siirekli
degiskenler ig¢in Wilcoxon testi kullanilarak, kesikli degiskenler i¢in ki-kare testi
gerceklestirilmek suretiyle yapilmis olup, yaranin iyilesmemesinin bagimsiz éngoriiciilerini
belirlemek icin Lojistik Regresyon analizi uygulanmistir. Arastirmada, APVS’nin maksimum
duyarlilik ve 6zgiilliik ile optimum kesme degerini belirlemek i¢in ROC egrisi kullanilmustir.
APSV, iyilesmis veya iyilesen lezyonlari olan uzuvlarda, iyilesmemis lezyonlu uzuvlara kiyasla
anlamli olarak daha yiiksek olarak tespit edilirken (53,0 cm/s (41,8-81,6) kiyasla 19,2 cm/s
(12,4-26,5), p < 0,0001). APSV degerinin, 35 cm / s'lik bir kesme noktasinda, diyabetik ayak
lezyonlarinin iyilesmemesini ongérmede, %92,9'luk bir duyarlilik, %92,9'luk bir pozitif 6ngori
degeri ve %90,6'lik negatif ongorii degeri gostermistir. Revaskiilarizasyon dncesi ve sonrasi
APSV degerleri arasinda anlamli farklilik saptanmistir (20,4 cm /s (12,4-26,3) ve 48,8 cm / s
(36,1-80,8), p <0,0001). Arastirmada sonug olarak APSV degerinin, bu hasta grubunda yiiksek

dogrulukla diyabetik ayak lezyonlarinin iyilesmeyecegini tahmin edebilecegi bulunmustur.
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Tardivo vd. (2015) tardivo algoritmasi olarak adlandirilan diyabetik ayagi degerlendirmek ve
amputasyonu tahmin etmek icin basit bir prognostik skor olusturmak amaciyla bir ¢alisma
gerceklestirmislerdir. Bu calismada diyabetik ayak ampitasyon risk skorunun hesaplanmasi
icin 62 diyabetik ayak hastasindan alinan verilerle birlikte {ic ana degisken kullanilmis olup
bunlar; iilserin Wagner smiflandirmasi, Periferik Arter Hastali§i Siniflandirmasi kullanilarak
degerlendirilen Periferik Arter Hastaligi (PAH) belirtileri ve iilserin yeri olarak belirlenmistir.
Calismada degerlendirilen hastalarin  %85,5'1 iyilesmis ve uzuvlari ampiitasyondan
kurtulmustur. Gergeklestirilen Lojistik Regresyon analizine gore hesaplanan olasilik oranina
gore (Cl 95%, 12,2-1886,5), 12 veya daha yiiksek puana sahip hastalarin (nihai skor yukarida
belirtilen degiskenlere gore bu ii¢ puanin ¢arpimindan olusup 1'den 32'ye kadar bir puan
araligindadir) amputasyon olasiliginin anlamli derecede yiiksek oldugunu gostermistir. Tardivo
algoritmasinin, diyabetik ayak i¢in doktorlar tarafindan kolayca erisilebilen basit bir prognostik
Ol¢ii oldugu belirtilmistir. Bu algoritma ile ister konservatif ister cerrahi tedavi olsun

amputasyon riskinin ve en iyi tedavi rejiminin belirlenmesine yardimci olacagi ifade edilmistir.

Ai ve dig. (2016) serum sistatin C diizeyleri ile diyabetik ayak iilserlerininprognozu arasindaki
iligkiyi saptamak amaciyla gergeklestirdikleri arastirmada, tip 2 diyabetli 1018 hastay1 i¢eren
populasyon temelli bir kohort ¢aligmasi yapmislar ve hastalar1 diyabetik olmayan ayak {ilseri
grubu (NDF, n = 865,% 85,5) ve diyabetik ayak ulseri grubu (DFU, n = 147,% 14.5) olmak
iizere 2 gruba ayirarak, 1 yillik takipten sonra DFU'lar1 klinik prognoza gore iyilesen (n=110,%
74,8) ve iyilesmeyen (n = 37,% 25,2) olmak iizere tekrar 2 gruba ayirmislardir.
Arastirmada,siirekli degiskenler i¢in gruplar arasindaki farkliliklar Student's t testi, Kruskal-
Wallis testi veya ANOVA testi kullanilarak degerlendirilmis olup, kategorik degiskenler ki-
kare testi kullanilarak analiz edilmistir. Spearman korelasyon analizi, farkli klinik 6zellikler
arasindaki karsilikli iliskiyi kesfetmek igin gergeklestirilmis olup, DFU sonlaniminin
tahmininde farkli klinik faktorlerin Ongoriicii degerini ¢oklu Lojistik Regresyon analizi
gergeklestirilmek suretiyle belirlenmistir. DFU’nin muhtemel sonlanimi igin sistatin C'nin
optimal siniri1 saptamak amaciyla ROC egrisi analizi yapilmistir. Arastirmada, iyilesme grubu
ile karsilagtirildiginda, iyilesmeyen grubun daha yasli, daha uzun diyabet siiresine sahip oldugu
ve DFU'da 6nemli oOl¢lide artmis serum sistatin C konsantrasyonlarina sahip oldugu
saptanmustir (p <0.01). Coklu Lojistik Regresyon analizine gdre, sistatin C'nin istenmeyen DFU
sonucu riskinde artisla iliskili olarak saptanmistir (OR: 7.279,%95 CI: 1,299-40,784, p <0,05).
Sistatin C, diizeylerine gore ceyreklere ayrildiginda, ceyrek 4'lin iyilesme orani diger gruplara

gore anlamli olarak daha diisiik olarak tespit edilmistir (%57,9) (p <0.01). Arastirmada, serum
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sistatin C ile diyabetik ayak iilseri prognozu arasinda gii¢lii ve bagimsiz bir iliski oldugu
sonucuna varilmis olup, sistatin C diizeylerinin > 1,35 mg / L kesme degerinin, tedavi edilemez

ayak tlseri riskini alt1 kattan fazla artirdigini1 6ngdrdiigli sonucuna varilmistir.

Beaney ve dig. (2016) multidisipliner bir diyabetik ayak kliniginde tedavi goren hastalarda
mindr veya major ampiitasyon gerekliligini hangi faktorlerin 6ngdrdiigiinii belirlemek amaci
ile yaptiklar1 arastirmada, 165 hastaya iliskin verileri retrospektif olarak analiz etmislerdir.
Amputasyon, Lojistik Regresyon modeli kullanilarak %5 anlamlilik diizeyinde ileri agamali
model se¢imi ile modellenmistir. Baglangigtaki zayif glisemik kontrol ile diger faktorlere gore
diizeltildiginde ampiitasyon riski arasinda bir iliski oldugu bulunurken ( HbAlc < 58 mmol /
mol (%7,5) daha az ampiitasyon riski ile iligkili bulunmustur [0,14 olasilik orani ile (OR: 0,04-
0,53; p = 0,0036)]. Ampltasyonu 6ngoren diger istatistiksel olarak anlamli faktorler ise; klinik
randevular1 kagirma (p = 0,0079); yuksek Charlson indeksi (p = 0,03314) ve hipertansiyon (p
= 0,0216) olarak tespit edilmistir. Onceden gecirilmis revaskiilarizasyon ampiitasyona karsi
koruyucu olarak saptanmamistir (p = 0,0035). Bu kohortta zayif glisemik kontrol, klinik
randevulari takip etmeme, Onceki revaskiilarizasyon ve hipertansiyon daha yiiksek ampiitasyon
riski ile iligkilendirilmistir. Ayrica, diyabetik ayak kliniginde uzun siireli takip sonucu elde
edilen glisemik kontroliin faydalar1 da bu ¢alismada gosterilmis olup, bu sonucun daha uzun

vadede diyabetle ilgili saglik faydalarina doniisebilecegi vurgulanmistir.

Bravo-Molina ve dig. (2016) diyabetik ayak sendromunda kullanilan yara siniflandirma
sistemlerinden TEXAS, PEDIS ve Wagner yara siniflandirmalarinin ampiitasyonu tahmin edip
etmedigini belirlemek amaciyla Lojistik Regresyon analizi kullanarak yaptiklari arastirmada,
250 diyabetik ayak hastasin1 prospektif olarak takip etmisler ve yara smiflandirma
sistemlerindeki derecelerini kaydetmislerdir. Arastirmada kullanilan {i¢ yara siniflandirma
sistemi, mindr ampltasyonla iliskili olmasina ragmen ampiitasyonu tahmin edememistir.
Yapilan Lojistik Regresyon analizine goére mindr amputasyonun ongorucileri olarak;
osteomiyelit varlig1, yaranin ayaktaki lokasyonu ve major amputasyonun éngoricusi olarak da
yiiksek CRP seviyeleri degiskenleri tespit edilirken, ABI seviyeleri, takipte major amputasyonu

ongormustiir.

Fife ve dig. (2016) diyabetik ayak iilseri (DFU) olan hastalar i¢in uygulamada, arastirmalarda
ve klinik ¢aligmalarda kullanilmak {izere bir iyilesme indeksi gelistirmek amaciyla yaptiklar
calismada, Amerika Birlesik Devletleri Yara Evrak Dairesi verilerinden 6440 veri retrospektif

olarak incelenmis ve iki degiskenli analizlerle 6nemli degiskenler belirlenmis, 6nemli faktorlere
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(p <0,05) dayal1 olarak ¢ok degiskenli bir Lojistik Regresyon modeli olusturulmus ve bir veri
ornegi tlizerinde test edilmistir. Lojistik Regresyon modelinde iyilesmeyi onemli Olgiide
ongoren degigkenler; iilser stiresi, lilser boyutu, herhangi bir etiyolojiye sahip es zamanli {ilser
sayis1, infeksiyon, yas, Wagner derecesi, ayak tedavi gormeme durumu, diyaliz, bébrek nakli,
periferik vaskiiler hastalik ve herhangi bir nedenle hastanin hastaneye kaldirilmasi olarak
saptanmustir. Calismada, daha dnce Yara lyilesme indeksi (WHI) olarak tanimlanan, DFU'lu
hastalarin iyilesme olasiligini Ongéren, hastaya ve yaraya Ozgii degiskenleri igeren,
dogrulanmis bir tabakalandirma sistemi sunulmustur. Sonug olarak ¢alismada 6nerilen modelin,
diyabetik ayak iilserlerinin iyilesmesini tahmin etmek i¢in kullanilabilecek kapsamli, kullanici

dostu, dogrulanmis bir 6ngdriicii model oldugu bulgusuna ulasiimistir.

Beyaz ve dig. (2017) diyabetik ayak sendromu nedeniyle diz alt1 ampiitasyon gegiren diyabetik
hastalarda sagkalimi tahmin etmede kullanilabilecek parametreleri belirlemek amaciyla
yaptiklar1 arastirmada, diz alti amputasyon uygulanan 470 hastayr operasyondan Olim
zamanina kadar gegen siire bazinda retrospektif olarak degerlendirmislerdir. Caligmadaki
verilerin normalligi Shapiro Wilk testi ile analiz edilmis, normal dagilim gosteren degiskenlerin
iki bagimsiz grubunu karsilagtirmak i¢in Student t testi kullanilirken, normal olmayan veriler
icin ManneWhitney U testi kullanilmistir. Kategorik degiskenler arasindaki iliskileri aragtirmak
icin Pearson ki-kare testi kullanilmis olup, tahmini olasilik oranlar1 ve %95 giiven araliklar
(C1) Lojistik Regresyon yontemi ile hesaplanmistir. Arastirmada sagkalim olasiliklar1 Kaplan
Meier analizi kullanilarak tahmin edilmistir. Ayrica, genel sagkalim olasiliklarini etkileyen
onemli faktorleri belirlemek icin Cox regresyon analizi gerceklestirilmistir. Arastirma
sonucunda, hastalarin sagkalim oranlarinin ilk yildan sonra %64 oldugu ve ameliyat sonrasi
ortalama yasam beklentisinin 930 + 106 giin oldugu saptanmistir. Hemodiyaliz tedavisi (p =
0,001), endovaskiiler girisim (p = 0,04), cinsiyet (p = 0,004), yas (p = 0,001), BUN diizeyi (p =
0,001) ve insiilin kullanim siiresi (p = 0,003) degiskenlerinin mortalite i¢in anlamli 6ngoriiciiler

oldugu saptanmistir.

Kasbekar ve dig. (2017) diyabetik ayak hastalarinda amputasyon riskini tahmin etmek icin
kanita dayal1 bir ara¢ olugturmak amaciyla yaptiklar1 aragtirmada, 301 diyabetik ayak hastasinin
(diabetes mellitus Oykiisii ve alt ekstremite {ilseri olan) klinik kayitlarini retrospektif olarak
incelemisler, yapay zeka karar agaci algoritmalarindan “C5.0” ve “boosted ensemble C5.0”
algoritmalar1 ile tahmin modelleri olusturmuslardir. Yapilan yapay zeka-makine 6grenmesi
analizleri sonucunda ampiitasyon karari i¢in en etkili belirleyicilerin Doppler ol¢iimleri ve

{ilserasyonun Wagner derecelendirmesi oldugu tespit edilmistir. ilk analiz olan C5.0
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smiflandiricist ile, %94 dogruluk degeri elde edilirken, ikinci algoritma olan “boosted
ensemble C5.0” smiflandiricist ile %100 ve %96 dogruluk degerleri elde edilmistir.
Arastirmada sonug olarak giinlimiiziin kisiye 6zel dnleyici ve hassas tip ¢aginda, gelistirilen
tahmin modellerinin (bu iki siniflandiricinin) diyabetik ayakli hastalarda uzvun prognozu igin
dogru bir kilavuz gorevi gorebileceginin ve gelecekteki ampiitasyon riskini tahmin

edebileceginin alt1 ¢izilmistir.

Lanting ve dig. (2017) diyabetli hastalarda ayak komplikasyonu Oykusu (Ulserasyon veya
ampiitasyon) ile noninvaziv vaskiiler degerlendirmeler arasindaki iliskiyi arastirmak amaciyla
yaptiklar1 arastirmada, 127 hastanin bilateral ABI indeksi, “Toe Brachial Index”’-TBI indeksi
ve siirekli Doppler (CWD) 6l¢giimlerini gerceklestirmislerdir. Diyabetik ayak komplikasyonu
icin bilinen risk faktorleri ve hasta Oykiisii arasinda Spearman korelasyon analizi
gerceklestirilmis ve TBI’ nin 6nceki bir diyabetik ayak komplikasyonu olasilig1 iizerindeki
etkisini saptamak igin Lojistik Regresyon analizi gerceklestirilmistir. Lojistik Regresyona
analizine gore, TBI <0,6 (OR : 7,74, p = 0,001), ve daha uzun diyabet siiresi olan hastalarda
(OR : 1.06, p = 0,05) diyabetik ayak komplikasyon riskini en yiiksek olarak saptanmustir.
HbAlc, diyabetik ayaga bagli komplikasyon riskini bagimsiz olarak éngérmemistir (OR : 1,10,
p = 0,356). Sonug olarak, TBI indeksini, alt ekstremite vaskiiler hastaliginin bir 6l¢iisii olarak
onceliklendirmenin, diyabetik ayaga bagli komplikasyon riski tasiyan hastalar1 prospektif

olarak saptamak i¢in yararli olabileceginin alt1 ¢izilmistir.

Wu ve dig. (2017) periferik arter hastaligi ile iliskili diz alti ampiitasyon sonrasinda hasta
ozelliklerini ve sonuglarini gézden gegirmek ve diz iistii ampitasyonu 6ngoéren risk faktorlerini
belirlemek amaciyla yaptiklar1 arastirmada, 210 diz alt1 ampiistasyon operasyonu geciren
hastay1 retrospektif olarak takip etmislerdir. Oncelikle, tek degiskenli analiz, kategorik
degiskenler icin Fisher testi ve silirekli degiskenler i¢in Student t-testi kullanilarak
gerceklestirilmistir. Diz alti ampiitasyon operasyonunun basarisizlig ile iliskili bagimsiz risk
faktorlerini tanimlamak amaciyla p < 0,10 olan degiskenler, ¢oklu Lojistik Regresyon analizi
gerceklestirilmek iizere segilerek olasilik oranlari (ORs) ve %95 giiven araliklart (CI)
hesaplanmistir. Gergeklestirilen ¢ok degiskenli analiz sonuglarina goére, son donem bdbrek
yetmezligi (Olasilik Oran1 [OR] = 3,85; p = 0,01) ve preoperatif ambulatuvar olmayan durumun
(OR = 5,58; p = 0,01) sonraki diz iistii ampiistasyon riskini tahmin etmede bagimsiz risk

faktorleri olarak tespit edilmistir.
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Ferreira ve dig. (2018) diyabetik ayak Ulseri (DFU) olan hastalarda alt ekstremite
amputasyonunun (“LEA”) kisa vadeli ongoriiciilerini belirlemek amaciyla gergeklestirdikleri
arastirmada, 479 hastanin klinik ve sosyodemografik verilerini retrospektif olarak incelemigler
ve 180 giin i¢cinde LEA olusumunu Lojistik Regresyon modeli ile degerlendirmislerdir.
Gergeklestirilen analiz sonucunda, kisa vadeli LEA'nin bagimsiz 6ngoriiciileri olarak; orta ila
siddetli infeksiyon [OR: 5,23 (Cl 95% 2,51-10,80; p <0,001)], gegmis LEA 6ykiisii [OR: 3,93
(IC 95% 1,81-8,53; p = 0,001)], periferik arter hastaligi [OR: 3,51 (ClI 95% 1,29-9,58; p =
0,014)] ve herhangi bir yuriime engelinin varligi [OR: 3.35 (Cl 95% 1,58-7,13; p = 0,002)]

degiskenleri saptanmustir.

Su ve dig. (2018) diyabetik ayak iilseri komorbiditeleri ile iligkili nceden var olan 6ngoriicii
faktorleri  saptamak amaciyla yaptiklar1  arastirmada, King diyabetik ayak
siniflandirmalarindan, King siniflandirmasi derece I1I'de bulunan 100 hastay1 prospektif olarak
en az 1 y1l boyunca takip etmislerdir. Arastirmada, hastalar iilserin tedavi yanitina gore basari
grubu (iilserin tamamen kapanmasi veya kiigiilmesi), stabil grup ve tedavinin basarisizlig
grubu (ampitasyon veya infeksiyonun tekrarlamasi) olmak {iizere 3 gruba ayrilmis olup,
degiskenler i¢in 3 gruplu karsilastirmada ¥2 testi, Fisher testi ve tek yonlii varyans analizi
kullanilmis olup, 2 gruplu karsilagtirmada Student t testi uygulanmistir. Varyans analizi
sonucnda p degeri 0,1'den kil¢ik olan 6ngoriicu faktorler ise, tek degiskenli Lojistik Regresyon
modeli kullanilarak detayli olarak analiz edilmistir. Perkiitan transluminal anjiyoplasti (PTA)
Oykiisii, tedavi basarisizligi ile giiclii bir sekilde iliskili olarak saptanmistir ([OR]: 14,33; % 95
giiven aralig1 [CI], 1,71-120,32; p = 0,014), oysa retinopati bulunmasi (OR: 0,21;% 95 CI, 0,07-
0,65; p = 0,006) tedavi basarisi icin en dnemli negatif 6ngoriicii olarak saptanmustir. Onceki
debridman Oykiisiiniin, tedavi basarisizligini 6ngdrmek icin sinirda 6nem derecesinde olarak
bulunmustur  (OR: 0,09; %95 CI, 0,01-1,01; p = 0.051). Cinsiyet, yas, dislipidemi,
hipertansiyon, koroner arter hastaligi, serebrovaskiiler olay, kronik bdbrek hastaligi ve son
dénem bobrek hastaligi ve yara durumu degiskenleri ise istatistiksel olarak anlamli olarak

saptanamamistir.

Altay ve dig. (2019) nétrofil-lenfosit oraninin (NLO) diyabetik ayak infeksiyonunda erken
evrede risk degerlendirmesi yapip yapmayacagi ve takibinde kullanilma durumunu saptamak
amaciyla gergeklestirdikleri aragtirmada, toplamda 101 hastanin hastaneye kabul ve tedavinin
14. guniinde NLR degerlerini, laboratuvar ve klinik verileriyle eslestirdikleri bir kohort
caligmasinda hastalar1 5 yil boyunca prospektif olarak takip etmislerdir. Verilerin normal

dagilimi Kolmogorov-Smirnov testi ile degerlendirilmis karsilagtirmak i¢in, iki grup sayisal
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degisken, Student T testi veya Mann-Whitney U testi kullanilirken, kategoritk degiskenler icin
ki kare testi veya Fischer testi kullamlmustir. Ilk ve 14. giin verilerinin karsilastirmasi,
eslestirilmig T-testi ve Wilcoxon isaretli sira testi ile gergeklestirilmis olup, sayisal degiskenler
arasindaki iliskiyi analiz etmek i¢in Spearman'in korelasyon katsayis1 kullanilmistir. Bagimhi
degiskenler icin olasi risk faktorleri, p degeri < 0.25 olan degiskenler olarak segilmistir.
Bagimsiz ongoriiciiler, ¢ok degiskenli Lojistik Regresyon analizi yapilarak, geriye doniik
yontemlerle degerlendirilmistir. Bagvuru anindaki NLO degerinin hem Wagner hem de PEDIS
simiflandirma sistemlerine gore siniflandirilan tlserlerde, agir vakalarda daha yiiksek oldugu
saptanmistir (artmis Wagner smiflandirmasi i¢in: NLR 6,7'ye kars1 4,2; p = 0,04; PEDIS
siiflandirmast igin NLR 6,3'e kars1 3,6; p = 0,03). Vaskiiler girisim yapilan hastalarda digerleri
ile eslestirildiginde (12.6'ya kars1 4,6; p = 0,02); amputasyon riski daha yiiksek oldugu
bulunurken, (9,2'ye kars1 4,1; p = 0,005) bu hastalarin daha sonra iyilestigi bulunmustur (6,9'a
kars1 4,3; p <0,001). NLO degerinin hem IV antibiyotik tedavisi stiresi (r = 0,374; p = 0,005)
hem de hastanede kalig siiresi (r = 0,337; p = 0.02) ile pozitif korelasyon gosterdigi
bulunmustur. 14. giindeki NLO degerinin, vaskiiler girisim uygulanan hastalarda (5,1'e karst
2,9; p=0,007) diger hastalar ile eslestirildiginde daha yiiksek oldugu saptanmistir. Arastirmada
sonu¢ olarak bagvuru aninda daha yiiksek NLR degerleri olan hastalarda daha siddetli diyabetik
ayak infeksiyonu, daha yiiksek ampiitasyon riski, uzun siireli hastanede yatis ihtiyaci ve agresif
tedavi ihtiyacinin yogun oldugu saptanirken, yapilan tedaviler sonucu iyilesme sanslarinin da

daha fazla oldugu bulunmustur.

Berli ve dig. (2019) periferik arter hastalarinda major alt ekstremite ampitasyonlarinin revizyon
cerrahisinin potansiyel ongoriicli faktorlerini belirlemeyi amacgladiklar1 ¢alismalarinda, 180
hastay1 retrospektif olarak degerlendirmisler ve revizyon operasyonu yapilan ve yapilmayan
hastalar arasindaki kategorik degiskenlerdeki farkliliklar ki-kare testi kullanarak, strekli
degiskenlerdeki farkliliklar1 Lojistik Regresyon yontemi ile analiz etmislerdir. Arastirmada,
periferik arter hastalifinin evresi revizyon ampiitasyon seviyesiyle iliskili olarak
saptanamamustir (p = 0,4369). Daha 6nce balon anjiyoplasti geciren 6nemli 6l¢iide daha fazla

hastanin revizyon cerrahisi ihtiyact oldugu bulunmustur (%66,7'ye kars1 %45,2; p = 0,009).

Chaudhary ve dig. (2019) charcot néroartropatisi (CN) olan veya olmayan diyabetli hastalarda
mortaliteyi incelemek amaciyla gerceklestirdikleri arastirmada, CN bulunan hastalar (Kohort
1) ile ayak komplikasyonu olmayan hastalar1 (Kohort 2) diyabet siiresi, mikrovaskiiler ve
makrovaskuler komplikasyonlar, ayak ulseri ile ilgili veriler, ampiitasyon ve mortalite sonuglari

ile ilgili detaylar prospektif olarak kaydedilerek cok degiskenli Lojistik Regresyon analizi
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kullanilarak karsilagtirilmistir. Arastirmada, 260 CN'li diyabet hastas1 ve CN'siz 520 hastaya
ait veriler analiz edilmistir. CN'li kisilerin daha gen¢ (55 + 9,1'e kars1 59,9 £ 8,1 yil, p <0,001)
ve mikrovaskiiler komplikasyon prevalansinin daha yiiksek oldugu saptanmigtir. CN'li
hastalarin, 2,7 kat (OR: 2,72,%95 CI 1,4-5.,2, p = 0,003) artmis mortalite riskine sahip oldugu
bulunurken, yaygin koroner arter hastaligi semptomlarinin bulunmasi ve diisilk eGFR, CN'li

kisilerde daha yiiksek mortalite riski ile iliskili olarak bulunmustur.

Lee ve dig. (2019) deri hidrasyon diizeyinin diyabetik yara iyilesmesi tizerindeki etkisini
degerlendirmek ve diyabetik yara iyilesmesini 6ngérmede en gilivenilir parametre olarak kabul
edilen doku oksijenasyon diizeyiyle karsilastirmak amaciyla gerceklestirdikleri arastirmada,
diyabetik ayak iilserli 263 hastay1 retrospektif olarak degerlendirmiglerdir. Arastirmada,
perkiitan transluminal anjiyoplasti oncesi ve sonrasi toplanan deri hidrasyonu ve transkutandz
oksijen basinci verileri analiz edilmis olup, deri hidrasyonu ve doku oksijenasyonu zayif, orta
veya kabul edilebilir olarak derecelendirilmis, yara iyilesmesinin sonlanimi ise, ampiitasyon
olmasizin iyilesme, mindr ampiitasyon veya major ampiitasyon olarak 3 gruba ayrilarak
derecelendirilmistir. Aragtirmada iilserlerin iyilesme sonlanimlari ise; baslangigtaki deri
hidrasyonu, baslangicta deri alt1 oksijen basinci, perkiitan transliiminal anjiyoplasti sonrasi deri
hidrasyonu ve perkutan transliiminal anjiyoplasti sonrasi deri alt1 oksijen basinci olmak iizere
dort parametre kullanilarak karsilastirilmistir. Arastirmada deri hidrasyonu ve deri alt1 oksijen
basinci alt gruplarini sonug degiskenleriyle karsilastirmak i¢in Pearson ki-kare testi kullanilmas,
Wilcoxon isaretli sira testi, perkiitan transluminal anjiyoplasti sonrasi dl¢iimler arasindaki
transkutandz oksijen basinci / cilt hidrasyon degerlerinin istatistiksel analizi amaciyla
gerceklestirilmistir. Mantel-Haenszel Ki-kare testi, deri hidrasyonu ve deri alt1 oksijen basinct
alt gruplarindaki dogrusal egilimleri sonu¢ degiskenleriyle karsilastirmak i¢in kullanilmistir.
Baslangigtaki ve prosediir sonrasi perkiitan transluminal anjiyoplastideki Ongdriicii
degiskenlerin major ampiitasyon riski {izerindeki etkileri, cok degiskenli Lojistik Regresyon
analizi kullanilarak analiz edilmistir. Arastirma sonucunda, belirlenen dort parametrenin her
birinin, yara iyilesmesinin muhtemel sonlanimi acisindan istatistiksel olarak 6nemli
korelasyonlar sergilemistir. Hem cilt hidrasyonu hem de deri alt1 oksijen basincinin es zamanh
analizinde, baslangictaki deri hidrasyonu 6nemli bir parametre (p = 0,0018) iken, deri alt1
oksijen basimci perkiitan transliiminal anjiyoplastiyi takiben istatiksel olarak anlamli bir
parametre olarak saptanmistir (p <0,0001). Arastirma sonucunda, deri hidrasyon seviyelerinin,
diyabetik ayak hastalarnin yara iyilesmesini Oongdérmesi acisindan yararli bir Ongdriicii

olabilecegi vurgulanmis olup, oOzellikle revaskiilarizasyondan ©nceki deri hidrasyon
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seviyesinin, yara iyilesmesini ongérmede transkutandz oksijen basincindan daha iistiin oldugu

saptanmistir.

Mineoka ve dig. (2019) tip 2 diyabetli hastalarda, diyabetik ayak sendromu riski veya diyabetik
ayak iilseri bulunan hastalar ile trombosit lenfosit oran1 (PLR) arasindaki iliskiyi saptamak
amaciyla yaptiklar1  kesitsel arasgtirmada, 453 hastanin klinik ve demografik verilerini
degerlendirmislerdir. Arastirmada, gruplar arasindaki farkliliklarin tespitinde, Student t-testi,
varyans analizi, Pearson y2 testi kullanilmistir. Degiskenler arasindaki iliskileri degerlendirmek
amaciyla Pearson'in korelasyon katsayisi kullanilmistir. Diyabetik ayak tilseri icin PLR'nin
kesme degerini belirlemek ve duyarlilik, 6zgilliik ve egri altindaki alan1 hesaplamak amaciyla
ROC egrileri kullanilmistir. Bununla birlikte, diyabetik ayak iilseri agisindan yiiksek riskli veya
diyabetik ayak ulseri olan hastalar ile PLR arasindaki 6ngoriicti faktorleri saptamak igin tek
degiskenli ve ¢ok degiskenli Lojistik Regresyon analizleri gergeklestirilmistir. Diyabetik ayak
sendromu agisindan yiiksek riskli veya diyabetik ayak iilseri olan hastalarda PLR degerinin
daha ytiksek oldugu saptanmustir. (117 = 40'a kars1 107 =31, p = 0,003 ve 148 £ 65'c kars1 113
+ 56, p <0,001). ROC egrisi analizine gore, PLR'nin 130,6’lik kesme degerinin %85 duyarlilik
ve %70 ozgiilliik ile diyabetik ayak {ilseri i¢in optimum kesme degerini oldugu gosterilmistir.
Cok degiskenli Lojistik Regresyon analizine gére, PLR'nin yaygin diyabetik ayak iilseri (OR:
1,02; %95 CI 1,01-1,04, p = 0,003) ile pozitif korelasyon gosterdigi tespit edilmistir.
Arastirmada sonug¢ olarak, PLR'nin tip 2 diyabetli hastalarda diyabetik ayak sendromu
acisindan yiiksek riskli ve diyabetik ayak hastalar1 i¢cin bir anlamli bir 6ngoriicli olabilecegi

gosterilmistir.

Orozco-Covarrubias ve dig. (2019) tip Il diyabetli hastalardaki amputasyon riski igin
prognostik faktorleri belirlemek amaciyla gerceklestirdikleri aragtirmada, 134 tip II diyabetli
ve amputasyon dykisl bulunan vaka ile 134 kontrol grubunu (tip Il diyabetli ve amputasyon
Oykiisii bulunmayan) 1: 1 oraninda eslestirerek olmak iizere toplam 268 diyabetik hasta ile bir
vaka-kontrol ¢alismas1 gergeklestirmislerdir. Risk faktorleri ile ampiitasyon arasindaki iliskinin
analizi, olasilik oranlart (OR) hesaplanarak ve ampitasyon riski igin belirlenen 6nemli
faktorlerle Lojistik bir tahmin modeli gelistirilmek suretiyle tabakali tesadiifi ornekleme,
yontemi kullanilarak yapilmistir. Arastirma sonucunda, HbAlc'nin %8'den biiyiik olmasinin
amputasyona yol agan patolojilerin (alt ekstremitelerde iilser varligi (OR: 2,8, p = 0,00),
noropati varligi (OR: 3,6, p = 0,01) ve periferik arter hastaligi (OR: 2,5, p = 0,05) gelisiminde

ana prognostik faktor oldugu bulunmustur.
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Sarwar ve dig. (2019) diyabetik ayak hastalarinin laboratuvar ve klinik parametrelerini
degerlendirerek ampiitasyon riskini tespit etmek amaciyla yaptiklari gézlemsel arastirmada,
574 hastay1 6 ay boyunca takip etmisler ve elde ettikleri verilerin istatistiksel analizini Lojistik
Regresyon analizi ve tek yonli ANOVA testi kullanmak suretiyle gerceklestirmislerdir.
Arastirmada, Wagner Siniflandirma sistemi ile degerlendirilen osteomiyelit, iskemi, gangren
ve lilser derinliginin ve ileri yas, koroner arter hastaligi, lilser boyutu ve sigara kullanimi
degiskenlerinin hem genel ampiitasyonun hem de major ampiitasyonun baglica dngdriiciileri
oldugu saptanmistir. Ayrica, baslangictaki akut faz reaktan seviyeleri (polimorfoniikleer 16kosit
sayisl, beyaz kan hiicresi sayisi, eritrosit sedimantasyon hizi (ESR), trombosit sayisi, albiimin
ve serum C-reaktif protein (CRP)) ve azalmig hemoglobin seviyeleri de ampiitasyon riski ile
iligkilendirilmistir. ESR ve CRP’nin baglangi¢ diizeylerindeki standart sapmadaki artisin hem
genel ampitasyonlar1 hem de major ampitasyonlart ongordiigii de gergeklestirilen gok

degiskenli analiz yoluyla aciga cikarilmistir.

Saymer ve dig. (2019) hastalar arasinda diyabetik ayak amputasyonu ihtiyacinin belirleyicileri
olabilecek klinik 6zellikleri tanimlamak amaciyla yaptiklari, retrospektif gézlemsel calismada,
18 yas tistii ve diyabetik ayak {ilseri olan toplam 400 tip 2 diyabetli hastay1 incelemisler ve bu
hastalarin yas, cinsiyet, diyabet siiresi, sigara 0ykiisii, gecirilmis diyabetik ayak amputasyonu,
hipertansiyon varligi (HT), koroner arter hastaligi (KAH), perifer arter hastaligi, gibi klinik,
radyolojik ve sintigrafik profilleri, serebrovaskiiler hastalik, kardiyovaskiiler hastalik,
retinopati, ndropati ve nefropati oykiileri analiz edilmistir. Calismada elde edilen verilerin
analizinde, verilerin normal dagilim gosterip gostermedigini belirlemek i¢in Kolmogorov
Smirnov testi kullanilmis, klinik verilerin ampiitasyon sonucu ile iliskisini incelemek igin ki-
kare testi ve bazi klinik ve laboratuar verilerinin ampiitasyon ile iliskisini belirlemek i¢in Mann-
Whitney U testi kullanilmis olup, degiskenlerin olasilik oranini hesaplamak icin tek degiskenli
ikili Lojistik Regresyon analizi gerceklestirilmistir. Cok degiskenli ikili Lojistik Regresyon
analizi, tek degiskenli analize gore istatistiksel olarak anlamli degiskenlerden sadece
esdogrusalligi olmayan degiskenler modele dahil edilmek suretiyle ger¢eklestirilmistir. Ampiite
hastalarda proteiniri sikligi, ampiite olmayanlara gore anlamli olarak daha yiiksek olarak
saptanmistir (p < 0,05). Ampiiteler ayrica anlamli olarak daha uzun sigara igme Oykiileri
sergilerlerken (p < 0,001) gecmis ampiitasyon dykiisiine sahip olanlarda yeniden ampiitasyon
sikligi anlamli olarak daha yiiksek olarak bulunmustur (p = 0,038). Cok degiskenli Lojistik
Regresyon analizinden sonra, perifer arter hastaligi varligi ve ge¢mis diyabetik iilser oykiisii

ampiitasyon kararini belirleyen énemli faktorler olarak saptanmistir. Erkek cinsiyet, koroner
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arter hastalig1 0ykiisii, perifer arter hastaligi, hipertansiyon oykiisti, proteiniiri, Wagner derece
4-5 olan iilserler, sigara igme Oykiileri, gecmis diyabetik iilser 6ykiisii ve gegmis ampiitasyon
Oykiisii degiskenlerinin ampiitasyon ihtiyacini 6nceden belirlemede etkili oldugu belirlenmistir.
Ampiitasyona ihtiya¢ duymayan hastalarda modelin bu degiskenler ile 6zgiilliigii %86 olarak
belirlenmistir. Cok degiskenli Lojistik Regresyon analizi sonuglarina gore anlamli 6ngoériiciiler;

periferik arter hastalig1 varlig1 ve diyabetik ayak iilseri dykiisii olarak tespit edilmistir.

Ugwu ve dig. (2019) diyabetik ayak iilserlerini degerlendirmek amaciyla, alt1 tigiincli basamak
saglik kurumunda diyabetik ayak infeksiyonu nedeniyle hastaneye yatirilan ve taburcu
oluncaya veya Oliime kadar multidisipliner bir ekip tarafindan siiregleri takip edilen 336
diyabetik hastay1 prospektif olarak takip etmislerdir. Kategorik degiskenler i¢in Ki-Kare testi
ve siirekli degiskenler icin t-testini kullanilarak demografik, klinik ve laboratuvar degiskenleri
ile ampiitasyon (major veya mindr) arasindaki iliskiler yapilan alt analiz araciligi ile
belirlenmistir. Ampiitasyonun bagimsiz prediktorlerini belirlemek amaciyla, ilk olarak, bagimli
degisken olarak ampiitasyon ile her degisken i¢in tek degiskenli Lojistik Regresyon analizi
gerceklestirilmis ve degiskenler icin olasilik oranlari (OR'ler) ve %95 giiven araliklar1 (CI)
hesaplanmistir. Sonrasinda bu tek degiskenli analiz sonucunda, 6nemli ongoriiciiler olarak
ortaya cikan tiim degiskenler eszamanli olarak geriye dogru bir secim yontemi kullanilarak
indirgenen ¢ok degiskenli bir regresyon modeline girilmek suretiyle ikinci bir analiz islemi
gerceklestirilmigtir. Ampitasyonun tek degiskenli prediktorleri olarak; hastaneye yatmadan
once 1 aydan daha uzun ilser siiresi, perifer arter hastaligi bulunmasi, Wagner derecesi > 4
tizerinde olmasi, infeksiyon, proteindri, l6kositoz ve osteomiyelit olarak tespit edilen,
gergeklestirilen ¢ok degiskenli regresyon analizi sonuglarina gore, amputasyonun anlamli
bagimsiz prediktorleri olarak sadece ii¢ degisken ortaya ¢ikmistir ve bunlar da; 1 aydan uzun
iilser stiresi, perifer arter hastalifi ve osteomiyelit varligi olarak saptanmistir. Calisilan
popiilasyonda yas, cinsiyet, diyabet tiirii ve siiresi, noropati, glisemik kontrol ve anemi
amputasyonu ongérmemistir. Bu risk faktorlerine dikkat edilmesi ile, bu hastalar arasindaki

amputasyon oraninin diigebilecegi ifade edilmistir.

Adeleye ve dig. (2020) Nijerya'da diyabetik ayak iilseri (DFU) nedeniyle hastaneye yatirilan
hastalarda mortaliteyi ongoéren faktorleri belirlemek amaciyla ve Nijeryanin 6 jeopolitik
bolgesinde alt1 {iglincli basamak saglik kurumunda yiiriitiilen gozlemsel bir ¢alisma olarak
tasarlanan Nijerya'daki Diyabetik Ayak Ulserinin Cok Merkezli Degerlendirmesi ¢alismasinin
bir pargasi olarak gerceklestirdikleri arastirmada, diyabetik ayak iilseri tedavisi i¢in hastaneye

yatirtlan ve aragtirmaya katilmay1 kabul eden ardisik tip 2 diyabetli toplamda 323 hastay1
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taburculuk veya oliime kadar gozlemlemisler ve hastalar ile ilgili klinik, biyokimyasal ve
radyolojik degerlendirmeleri kayit altina alarak, hastalar1 ise multidisipliner bakima tabi
tutmuslardir. Aragtirmada mortalite riski ile iligkili ongdriicii faktorleri tespit etmek amaciyla
tek degiskenli Lojistik Regresyon analizi gergeklestirilmis olup, degiskenler igin olasilik
oranlar1 ve %95 giiven araliklar1 hesaplanmistir. Bu tek degiskenli analiz diizeyinde mortaliteyi
onemli ol¢iide ongordiigli gosterilen degiskenler, daha sonra model giivenilirligi i¢in Hosmer-
Lemeshow uyum iyiligi testine dayanarak es zamanli olarak kademeli geriye dogru cok
degiskenli bir Lojistik Regresyon analizine tabi tutulmustur. Gergeklestirilen analiz sonuglarina
gore, mortalite riski ile iliskili degiskenler; 120 aydan fazla diyabet siiresi (p <0,005), Ulser
stresi> 1 ay (p = 0,020), Wagner derece 3 ve istii iilser siddeti (p = 0,001), periferik arter
hastalig1 (p = 0,005), proteinuri (p < 0,001), pozitif kan kiiltiir 6rnegi (p < 0,001), diisiik HDL
(p <0 ,001), bagvuru anindaki sok tablosu (p < 0,001), kalp yetmezligi (p = 0,027) ve bobrek
yetmezligi (p < 0,001) olarak saptanmistir. Cok degiskenli regresyon analizinde ise, bakteremi
varligr (OR: 5,053;%95 Cl 2,572-9,428) ve bobrek yetmezligi (OR: 2,838;%95 Cl 1,349-
5,971), diger degiskenlerden bagimsiz olarak mortaliteyi dnemli dl¢lide dngdrmiistiir. Sonug
olarak bu arastirmada, DFU hastalarinda yiiksek hastane i¢i mortalite riskinin bulundugunu
gostermis olup, 6liimlerin cogunun ileri iilser, bakteremi, kalp yetmezligi ve bobrek yetmezligi
olanlarda meydana gelmistir. Arastirmada tespit edilen bu faktorlere diyabetik ayak tilserli hasta

populasyonunda ivedi olarak dikkat edilmesi gerekliligi vurgulanmustir.

Goyal ve dig. (2020) DFU’da infeksiyon ve iskemi varligini tanimlamak igin yeni bir veri seti
iizerinde goriintii isleme teknikleri kullanmislardir. Toplamda 1459 DFU fotografindan olusan
ve iskemi ve infeksiyon vakalarinin sinif etiketlerine sahip bu veri seti, ilk kez bu arastirma
amactyla kullanilmigtir. NHS'nin etik kurul karar1 ile alinan mevcut veri setinin herhangi bir
kayit veya meta veri(veriye iliskin veri,bilgi) icermedigi ifade edilmistir. ilk kez bu arastirma
icin kullanilan DFU goriintiilerinden olusan bu yeni veri setinin halka agik olmadigi i¢in iskemi
ve infeksiyonun siniflandirilmast goriintiilere dayanarak tek tek uzman gozetiminde
gergeklestirildigi ifade edilmistir. Her DFU’nun Texas siniflandirma sistemini takip eden
uzman gozetimindeki etiketleme isleminin, bilgisayarin 6grenme agamasinda oldukga kritik bir
oneme sahip oldugu ifade edilmistir. DFU goriintiilerinin simiflandirma siireci, iki saglik
uzmani (diyabetik ayak konusunda uzman danisman doktorlar) tarafindan gergeklestirilmistir.
Smiflandirma konusunda anlasmazlik oldugunda, nihai karar daha kidemli doktor tarafindan
verilmistir. Bu siniflandirma sonuglari, infeksiyonun ve iskeminin ikili siniflandirmasi igin

kullanilmigtir. Caligmada, bilgisayarla gérme teknigi ile DFU’daki iskemi ve infeksiyonun
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tanimlanmas1 ve gorilintiilerden renk ROI'sini ¢ikarmak icin yeni bir Superpixel Renk
Tanimlayicilart (SPCD) 6nerilmistir. Bu siniflandirma problemleri i¢in, bir dizi siniflandirma
algoritmalart da denenmistir. Bunlar arasinda, BayesNet, Random Forest ve Cok Katmanl
Perceptron bulunmaktadir ve bu algoritmalar diger makine 6grenmesi siniflandirma
algoritmalar1 arasinda en yiiksek dogruluga ulastig1 saptanmistir. Sonrasinda ise iskemi ve
infeksiyonun daha etkili tespit edilebilmesi igin Ensemble Convolutional Neural Network
(CNN) modeli kullanilmistir. Ensemble CNN modeli, birden fazla CNN modelindeki
(Inception-V3, ResNet 50 ve Inception ResNetV2) ozellikleri birlestirirek Destek Vektor
Makineleri siniflandiricisint kullanmaktadir. Bununla birlikte ayak goriintilerinde ulserli
bolgeyi tanimlayan ve bu alanda mevcut goze garpan 6zellikleri bulmaya odaklanan bir veri
biiylitme yontemi de kullanilmistir. Nihai olarak, 6nerilen tekniklerin ikili siniflandirma (iskemi
ve infeksiyon) performansi degerlendirilmistir. Hem infeksiyon hem de iskemi veri setleri %70
egitim, %10 validasyon ve %20 test setlerine ayrilmis ve 5 kat ¢apraz gegerleme teknigini
kullanilmistir. Performans degerleme olgiitleri olarak dogruluk, duyarlilik, kesinlik, 6zgiillik,
F-Olgutii ve Matthew Korelasyon Katsayisi ve ROC egrisi (AUC) altinda kalan alan
kullanilmistir. Sonug olarak, 6nerilen yontem ile iskemi siniflamasinda infeksiyondan daha iyi
performans gostermistir. Onerilen Ensemble CNN derin 6grenme algoritmasi, diger makine
O0grenme algoritmalarina kiyasla her iki siniflandirma gorevi igin daha iyi performans
gostermis, iskemi siniflamasinda %90 dogruluk ve infeksiyon siniflamasinda %73 dogruluk
saptanmistir. Daha dengeli bir veri kiimesi ile DFU’nun yapay zeka teknikleri ile analizinin,
kullanilan yontemlerin performansinin gelecekte gelistirilebilecegi ifade edilmistir. Ayrica hem
derin 6grenme hem de geleneksel makine 6grenme ydntemlerinin optimizasyon teknikleri

birlestirilmesi algoritmalarin performansini da artirabileceginin alt1 ¢izilmistir.

Henig ve dig. (2020) ¢oklu ilaca direngli organizmalarin (MDRO'lar), diyabetik ayak
infeksiyonlariin (DFI) 6nemli patojenleri oldugunu belirtmisler ve© MDRO patojenleri ile
iliskili diyabetik ayak infeksiyonlarinin klinik sonuglar {izerindeki etkisini degerlendirmek
amaciyla gerceklestirdikleri arastirmada, 648 hastadan olusan belirlenen tarih araligindaki
gergeklestirdikleri kohorta, diyabetik ayak infeksiyonu nedeni ile tip merkezine kabul edilen ve
kiiltiir sonucu pozitif hastalar1 dahil etmislerdir. Calismada belirlenen muhtemel sonlanim,
diyabetik ayak infeksiyonlarindan sonraki bir yil iginde diz istii ve diz alti ampiitasyonu,
yeniden hastaneye yatislar ve mortalite olarak belirlenmistir. Sonlanim ile DFI-MDRO
arasindaki iligkiler (metisiline direngli Staphylococcus aureus [MRSA], vankomisine direngli

enterokok, dcuncl nesil sefalosporine direncli  Enterobacteriaceae [3GCR-EC],
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Acinetobacterumannii  ve Pseudomonas aeruginosa'yl igeren tek bir grup olarak
degerlendirilmis) analiz edilmistir. Aragtirmada, DFI-MDRO'ya sahip olma olasiligin1 tahmin
eden Lojistik Regresyon modeli, DFI-MDRO hastalar1 ile MDRO olmayan patojenlere sahip
DFI hastalar1 karsilastirilarak hesaplanmistir. Yapilan analiz sonuglarina gore, DFI-MDRO
bulunmasinin, 1 yillik diz ustii,diz alti ampiitasyon riski ile veya yeniden hastaneye yatis riski
ile iliskili olarak tespit edilememistir, ancak tekrarlayan diyabetik ayak infeksiyonu epizodlari
ile iliskili oldugu saptanmistir (OR: 2,1;%95 CI, 1,38-3,21). Arastirmada sonug olarak, DFI-
MDRO olmayan hastalar ile karsilastirildiginda DFI-MDRO olan hasta grubunun, tekrarlayan
diyabetik ayak infeksiyonlar1 riskinin yaklasik 2 kat artmasiyla iliskilendirilmistir.

Husers ve dig. (2020) seffaf karar kurallan trettikleri, belirsizligi sezgisel olarak 6l¢tiigli ve
onceki mevcut bilimsel bilgileri kabul ettigi i¢in Bayes tahmin modelleri gelistirmek amaciyla
yaptiklar1 arastirmada, 237 diyabetik ayak hastasini prospektif olarak takip ettikleri boylamsal
calismada, PEDIS siniflandirmasina gore siniflandirilan tlserlerin, alti aylik herhangi bir
amputasyon ve major amputasyon olmak Uzere iki tip amputasyon riskini hesaplamak igin
Lojistik Regresyon yontemini kullanmislardir. Arastirma sonucunda, perflizyon, tlser boyutu
ve derinligi risk faktorlerinin muhtemel sonlanim i¢in 6ngériicti oldugu bulunurken, infeksiyon
durumu ve ndropatinin teshisinde kullanilan hissiyat degiskenlerinin Ongoriicii degeri
bulunamamustir. Onceki bilgileri kullanan majoér ampltasyon modelinin, 6nceki bilgileri
kullanmayan muadil modelden daha iyi performans gosterdigi saptanmistir (AUC 0,765'e karsi
AUC 0,790, Cohen'in d 2,21).Aksine, genel ampitasyonu tahmin eden modellerin birbirine
benzer sekilde performans gosterdigi tespit edilmistir (0,793'e kars1 0,790, Cohen'in d 0,22).

Lim ve dig. (2020) diyabetli ve periferik arter hastaligi bulunan hastalarda uzuv kurtarmada,
negatif basinch yara tedavisi (NPWT) kullaniminin, yara bolgesini nemli tutarak, eksiiday1
azaltarak, infeksiyonu kontrol ederek ve graniilasyonu uyararak yara iyilesmesini iyilestirdigini
belirtmisler ve diyabetli ve periferik arter hastaligi bulunan hastalarda ev tipi NPWT
kullaniminin uzuv kurtarma ve ampiitasyondan korunma agisindan sonuglarini incelemek
amaciyla yaptiklar1 arastirmada, yatan hastalarda periferik arter hastali§i tedavisi ig¢in
revaskiilarizasyon, debridmani veya mindr ampiitasyon operasyonundan sonra evde NPWT
tedavisi ile taburcu edilen 118 hastay1 retrospektif olarak degerlendirmiglerdir. Arastirmada,
kategorik gruplar arasindaki karsilastirma, Ki-kare testi veya Fisher testi kullanilarak yapilmisg
olup, siirekli degiskenler i¢in Student t testi kullanilmistir. Ev tipi NPWT tedavisinin
basarisizlig ile iligkili faktorleri tanimlamak icin tek degiskenli analiz gergeklestirilmis olup

burada p degeri <.1 olan degiskenler, ev tipi NPWT tedavisinin basarisizligi ile iliskili bagimsiz
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risk faktorlerini tanimlamak i¢in binomial regresyon modeli kullanilarak ¢ok degiskenli analize
dahil edilmistir. Ayrica, ev tipi NPWT kullanim1 sonucundaki tahmini iyilesme oranini ve
sepsis kontrolii i¢in farkli tedaviler sonucundaki 6ngoriilen iyilesme oranlarini karsilagtirmak
ve belirlemek icin Kaplan-Meier sagkalim analizi gergeklestirilmistir. Arastirma sonucunda 1
yillik genel sagkalim %89 olarak saptanmistir. Ev tipi NPWT'nin basarisizligin1 6ngoren risk
faktorlerinin baglangictaki son donem bdbrek yetmezligi ve kangren Oykiisii olarak tespit
edilmistir. Aragtirmada sonug olarak, ev tipi NPWT kullaniminin, diyabetli ve periferik arter
hastalig1 bulunan hasta popiilasyonunda uzuv kurtarma ve ampiitasyondan korunmada, yararl

bir yardimci tedavi oldugu vurgusu yapilmustir.

Rastogi ve dig. (2020) ilk noropatik diyabetik ayak Ulserinden sonra, uzuv amputasyonu ve
mortaliteyi degerlendirmek amaciyla yaptiklari arastirmada, noropatik diyabetik ayak tilseri
bulunan toplam 2880 hasta ve benzer sayida diyabetik ayak iilseri bulunmayan ve diyabeti
bulunan hastalari, yas ve diyabet siiresi agisindan eslestirerek, 14 yildan fazla bes sevk
merkezinde prospektif olarak degerlendirmisler ve sonlanim olarak olim degiskenini
kullanarak, c¢esitli diyabetik komorbiditeler ve ampiitasyon, mortalite dngoriiciileri olarak
degerlendirilmistir. Verilerin normalligi Kolmogorov-Smirnov testi kullanilarak, iki kohort
arasindaki farkliliklar kategorik degiskenler icin ki-kare testi ve siirekli degiskenler i¢in Mann-
Whitney U testi ile analiz edilmis olup, basvuru sirasindaki yas, diyabet siiresi, iilser stiresi,
ndropati, nefropati, eGFR, perifer arter hastaligi, ampiitasyon (major veya mindr), koroner arter
hastalig1 ve serebrovaskiiler hastalik dahil olmak iizere diyabetik ayak {ilserinin muhtemel
sonlanimini ve mortalite sonucunu etkileyebilecek degiskenler bagimsiz degiskenler olarak
asamal1 Lojistik Regresyon modeline dahil edilmistir. Sagkalim analizi ise, tabakali Kaplan-
Meier egrileri kullanilarak grafiksel olarak analiz edilmis, bu egrilerdeki farkliliklar Log rank
testi kullanilarak hesaplanmistir. Arastirma sonucunda, mortalite riskinin glisemik kontrolden
bagimsiz oldugu tespit edilirken [OR: 1,03 (0,80-1,32; p = 0,83)], diyabet siiresinin 10 yildan
uzun siiredir olmas1 [OR: 1,31(1,02-1,70, p = 0,035)], nefropati [OR: 1,47 (1,04-2,09, p <
0,030)], mindr amputasyon [OR : 1,85 (1,40-2,44; p < 0,001) veya major ampitasyon [OR:
2,96 (2,01-4,34, p < 0,001)] mortalite riskini tahmin ettigi saptanmustir.

Schmidt ve dig. (2020) osteomiyelit nedeni olan organizmalar ile cerrahi tedaviyi takiben 1
yillik diyabetik ayak sonlanimi (tekrarlayan {ilser, ampiitasyon ve 6liim) arasindaki iliskiyi
belirlemek i¢in yaptiklar1 223 hastadan olusan gozlemsel ve kohorta dayali arastirmada,
hastalarin mevcut demografik, klinik ve laboratuvar verilerini, tek degiskenli ve ¢ok degiskenli

analizler yapmak suretiyle incelemislerdir. Aragtirmada ayrica, 1 yillik muhtemel sonlanimin,
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mikrobiyolojik  Ongoriiciilerini  tanimlamak amaciyla Rastgele Orman Algoritmasi
kullanilmigtir. Cerrahi olarak tedavi edilen osteomiyelitli hastalar, ayaktan tedavi goren
diyabetli hastalara kiyasla daha agrili periferik néropati semptomlari sergilemistir (p <0,0001).
Osteomiyeliti bulunan hastalarin proksimal bolgelerinden alinan kiiltiir  sonuglar
incelendiginde, zaman zaman polimikrobiyal olmak tizere ¢esitli oldugu saptanirken kohortun
%13,9'unda ¢oklu ilaca direngli organizmalar1 tespit edilmistir. Hastalarin proksimal
bolgelerinden alinan kemik kiiltiirlerinde, ¢oklu ilaca direngli organizmalarin varliginin, tek
degiskenli modellemede (p <0,001) ve rastgele orman algoritmasinda Gini degerlerine gore
hesaplanan 6nem siralamasinda diyabetik ayak {ilseri niiksiiniin 6nemli bir 6ngoriiciisii oldugu
saptanmistir. Sonug olarak bu arastirmanin, ¢oklu ilaca direngli organizmalar ile diyabetik ayak
iilserlerinin niiksii arasindaki iligkiyi belirlemek amaciyla olusturulan tahmin modellerini

kullanan ilk ¢alisma oldugu vurgulanmustir.

Gazzaruso ve dig. (2021) diyabetik ayak {ilserlerinin muhtemel sonlaniminin 6ngoriiciilerini
belirlemek amaciyla yaptiklar1 aragtirmada, multidisipliner bir ekip tarafindan takip edilen 583
hastanin klinik ve demografik verilerini retrospektif olarak degerlendirmislerdir. Ikiden fazla
grup arasindaki farkliliklart bulmak i¢in ANOVA veya uygun oldugunda Kruskal-Wallis testi
kullanilmis olup, normal dagilim gosteren parametrelerde iki grup arasinda anlamli farkliliklar
bulmak i¢in Student t testi kullanilarak veya normal dagilim gdstermeyen degiskenlerde ise
Mann-Whitney U testi kullanmilmistir. Arastirmada kullanilan kategorik degiskenlerin
karsilastirmalari i¢in Pearson ki-kare testi kullanilmis olup, tiim degiskenleri taramak icin tek
degiskenli analiz yapilmis olup analiz sonucundaki anlamli degiskenler derecelendirilerek
asamali bir yaklasimla c¢oklu Lojistik Regresyon analizinde diyabetik ayak ulserlerinin
muhtemel sonlaniminin potansiyel 6ngoriiciilerini belirlemek amaciyla kullanilmistir. Uyum
iyiligi Hosmer-Lemeshow ki kare testi kullanilarak verilerin daha kiigiik rastgele alt 6rnekleri
iizerinde degerlendirilmistir. Arastirma sonucunda, bozulmus bobrek fonksiyonu, diyabetik
ayak dlserlerinin iyilesmemesi, ampiitasyon ve mortalite ile iligskilendirilmis olup, Onceki
kardiyovaskiiler hastalik yine diyabetik ayak iilserlerinin iyilesmemesi, lilserlerin niiksetmesini
ve mortaliteyi ongormiistiir. Daha diisiik viicut kitle indeksi(BMI), diyabetik ayak iilserlerinin
iyilesmemesini ve mortalite riski ile iligkili bulunurken, osteomiyelit, ampiitasyon ve dliimiin
belirleyicisi olarak saptanmistir. Periferik arter hastaliginin belirtegleri, mindr ampiitasyon ve
diyabetik ayak iilserlerinin niiksiinii 6ngérmiistiir. Arastirmada sonug olarak diyabetik ayak
iilserlerine biitiinciil ve konservatif bir yaklasimin, hastalik prognozunu iyilestirebilecegi

vurgusu yapilmistir.
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3 MALZEME VE YONTEM

3.1 PROBLEM VE TEZ CALISMASININ AMACI

Bu tez galismasinda esas olarak “diyabetik ayak hastalariin amputasyon riskinin yapay zeka
teknikleri ile tahmin edilmesi” problemi ele alinmistir. Diyabetik ayak hastalarinin ampiitasyon
riskinin yapay zeka teknikleriyle tahmin edilmesi amaciyla yapay zekanin alt disiplinlerinden
biri olan - makine 6grenmesi siniflandirma algoritmalari kullanilarak tahmin modeli/modelleri

gelistirmek ve yapay zeka temelli bir karar destek sistemi olusturmak hedeflenmistir.

Bu amacla ¢alisma kapsaminda Fayyad ve dig. (1996) tarafindan olusturulan Veri Tabanlarinda
Bilgi Kesfi (VTBK) stireci kullanilmistir. Bilgi kesfinin bu adimlara gore arastirma kapsaminda
gergeklestirilen iglemlerin agiklamalari BOlim 3.3, 3.4, 3.5 ve 3.6’da detayli olarak
aciklanmustir (Fayyad ve dig.1996; Han ve dig. 2012).

3.2 DOKTORA TEZ CALISMASININ OZGUNLUGU

Bu doktora tez c¢alismasinin veri setinin orijinal olmasi, algoritmalarin ¢alisma prensibi ve
amaca yonelik 6zgiin veri setinin ¢esitli alt kirilim senaryolar1 altinda uygulanan oldukca genis
yelpazede makine 6grenmesi siniflandirma algoritmalarinin kullanilmis olmast ve bununla
birlikte hiperparametre optimizasyonu gerektiren makine 6grenmesi algoritmalarinin 1zgara
arama yontemi ve ¢esitli meta sezgisel optimizasyon algoritmalarmin kullanilarak parametre
optimizasyonunun gergeklestirilmesi basta olmak iizere bir ¢ok agidan literatiire onemli katkilar

saglayacak, orijinal bir calisma oldugu diisiiniilmektedir.

Bu calisma Tiirkiye’de bu kapsamda (ilgili problemin genis yelpazede yapay zeka makine
ogrenmesi siniflandirma algoritmalar1 ve parametre/hiperparametre optimizasyon teknikleri
kullanilarak ¢6ziilmesi) yapilan ilk ¢alisma ve Diinya’da ise gerceklestirilen sinirl sayidaki
calismadan tgiincii c¢alisma (yapisal veri ile yapilmis ikinci g¢alisma) olma 0Ozelligini

tasimaktadir.

Aragtirmada diyabetik ayak hastalarinin Ulserlerini kategorize etmek amaciyla uzman
hekim/hekimler gézetiminde, dort farkli (Meggit Wagner- University of Texas, PEDIS ve
S(AD) SAD) tibbi simiflandirma sisteminin kullanilmis olmasi da ¢alismanin 6zgiin

yonlerindendir.
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Dahasi, R-Shiny karar destek sistemi bu probleme yonelik gelistirilmis olan ilk karar destek

sistemidir.

3.3DIYABETIK AYAK VERI SETININ OLUSTURULMASI VE VERININ
TOPLANMASI

Arastirma i¢in veri toplamaya baslamadan 6nce, Istanbul Universitesi Tip Fakiiltesi Etik Kurul

Onay1 (23.05.2019 — Say1: 713) alinmistir. Etik Kurul Onay Belgesi EK-1’de sunulmustur.
o Veri setinin Temini icin Segilen Klinigin Ozellikleri

Tez arastirmasinda elde edilen veriler, Istanbul Universitesi, Istanbul Tip Fakiiltesi, Sualti
Hekimligi ve Hiperbarik Tip Anabilim Dali’daki multidisipliner bir ekip tarafindan yonetilen,
Tiirkiye’nin en eski ve en biiylik diyabetik ayak kliniginden temin edilmistir. Diyabetik ayak
hastalar1 genellikle uzun siire hastane yatis siireleri ile karakterizedir. Diyabetik Ayak Yarasi
ve Infeksiyonunun Tanisi, Tedavisi ve Onlenmesi: Ulusal Uzlas1 Raporu’na gére diyabetik
ayak hastalarinin taburcu edilmeden 6nce klinik olarak stabil olmasi, herhangi bir acil cerrahi
miidahale gereksiniminin olmamasi, glisemik kontroliiniin saglanmis olmasi, kullanilacak
antibiyotiklerin planlanmis olmasi, ayagin yiikten kurtarilmasi (“off-loading”) ve 6zgiil yara
bakiminin uygulanmasi gerekir. Bu durumda taburcu edilen hastanin ayaktan izlenmesine de
devam edilmektedir. Bu nedenle arastirmadaki 407 hasta verisinin edinilmesi zor, kiymetli bir
hazine oldugu konunun uzmanlarinca ifade edilmistir. Ayrica klinige bagvuran hastalar
arasinda, genellikle Tiirkiye'nin ¢esitli illerinden gelen, onceki tedavilerde iyilesememis
hastalar da bulunmaktadir. Klinikte her persembe giinii ¢esitli uzmanlarin bir araya gelip,
diyabetik ayak hastalarinin tedavi siirecine iliskin goriis beyan ettigi Kronik Yara Konseyi
yapilmaktadir. Bu klinigin, Tiirkiye’de ve Avrupa’daki en ideal yara bakim kliniklerinden biri
oldugu bu konuda uzman c¢esitli hekimler tarafindan ifade edilmektedir. Dolayisi1 ile bu
arastirmada elde edilen verilerden ortaya ¢ikan faydali modelin ideal/ideale en yakin bir model

onerisi oldugu agiktir.

Bu calismada Istanbul Universitesi, Istanbul Tip Fakiiltesi, Sualt: Hekimligi ve Hiperbarik Tip
Anabilimdali’'nda diyabetik ayak infeksiyonu tanisiyla Ocak 2009 ile Eyliil 2019 tarihleri
arasinda tedavi gérmiis ve tedavi siireci sonlanmais hastalar retrospektif olarak degerlendirilmis,
hastalarin bagvuru anindaki demografik ve klinik 6zellikleri ile takip ve tedavi sonucu saglanan

fayda ve ampiitasyon iligkisini belirlemek amag¢lanmistir. Calismada, 9824 diyabetik ayak
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hastasindan sadece takip sonucu yani sonlanimi bilinen 407 diyabetik ayak hastas1 uzman

hekim gozetiminde sec¢ilmis ve calismaya dahil edilmistir.
3.3.1 Orijinal Veri Seti

Veri toplama siirecinde, iki Sualti1 Hekimligi ve Hiperbarik Tip Uzmam ve bir Infeksiyon
Hastaliklar1 ve Klinik Mikrobiyoloji Uzmani1 olmak Uzere ¢ hekimin goriisleri alinarak ve
literatiir taramas1 yapilarak olusturulmus formdan yararlanilmistir. Kullanilan formun 6rnegi
EK-2’de sunulmustur. Veri toplama sirecinde 6ncelikle bu formlara kaydedilen bilgiler daha
sonra dijital ortama aktarilmistir. Diyabetik ayak hastalarinin ampitasyon riskini éngérmek

icin veri setinde kullanilmis nitelikler Tablo 3.1, Tablo 3.2 ve Tablo 3.3’te sunulmustur.

Tablo 3. 1: Orijinal veri setinde bulunan nitelikler

CINSIYET BINARY: ERKEK: 1 KADIN: 2
YAS NUMERIK

DIYABET SURESI NUMERIK

BOY NUMERIK

KiLO (AGIRLIK) NUMERIK

VUCUT KITLE INDEKSI (VK1) NUMERIK

HIPERTANSIYON BINARY: VAR:1; YOK: 0
SIGARA OYKUSU BINARY: VAR:1; YOK: 0
SIGARA (PAKET/y1l) NUMERIK

DIYABETIK AYAK INFEKSIYONU (DFU) | NUMERIK

SURESI (GUN)

INSULIN BINARY: VAR:1 YOK:0

ORAL ANTIDIYABETIK AJAN BINARY: VAR:1 YOK:0
TEKRARLAYAN DAE OYKUSU BINARY: VAR:1 YOK:0
GECMISTEKi AMPUTASYON OYKUSU BINARY: VAR:1 YOK:0
GECMISTEKI AMPUTASYON OYKUSU | KATEGORIK: MINOR AMPUTASYON: 1, MAJOR
VARSA, DUZEYI AMPUTASYON:2, AMPUTASYON YOK: 0
BOBREK (RENAL) YETMEZLIK BINARY: VAR:1 YOK:0
GECMISTE VASKULER CERRAHI OYKUSU BINARY: VAR:1 YOK:0
DIYALIZ BINARY: VAR:1 YOK:0
CHARCOT AYAK BINARY:VAR:1 YOK:0

PEDIiS SINIFLANDIRMA SISTEMINE GORE | ORDINAL:
SINIFLANDIRILMIS- PERIFERIK ARTER | EVRE 1:1;EVRE 2: 2; EVRE 3: 3
HASTALIGI (PAH) EVRESI:

YARA GENISLIiGI (cm?) NUMERIK

Lyki= Agirlik (Kg) / boyun metre cinsinden karesi
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Tablo 3. 2: Orijinal veri setinde bulunan nitelikler (devam)

PEDiS SINIFLANDIRMA SiSTEMINE GORE
SINIFLANDIRILMIS: YARA DERINLIGi

ORDINAL:
EVRE1:1
EVRE 2: 2
EVRE 3: 3

PEDIS SINIFLANDIRMA SIiSTEMINE GORE
SINIFLANDIRILMIS: INFEKSiYON

ORDINAL:
EVRE1:1;EVRE2:2;EVRE3:3;EVRE4: 4

OSTEOMIYELIT

BINARY: VAR:1; YOK: 0

LOKOSIT (WBC) (103/ul) NUMERIK
C-Reaktif Protein (CRP) - (mg/L) NUMERIK
Sedimantasyon (ESR) (mm/saat) NUMERIK
Hemoglobin(g/dL) NUMERIK
Bilirubin (mg/dL) NUMERIK
Albiimin (g/dL) NUMERIK
Glikozillenmis Hemoglobin (HbA1C) - (%) NUMERIK
Glukoz (mg/dL) NUMERIK
Notrofil (PNL) (103/pl) NUMERIK
Trombosit (PLT) (10%/ul) NUMERIK
Alanin aminotransferaz (ALT) (U/L) NUMERIK
Aspartat Aminotransferaz testi AST(U/L) NUMERIK
Kreatinin(mg/dL) NUMERIK
Total kolesterol(mg/dL) NUMERIK
Yiiksek Yogunluklu Lipoprotein (HDL) | NUMERIK
kolesterol(mg/dL)

Diisiik Yogunluklu Lipoprotein (LDL) | NUMERIK
kolesterol(mg/dL)

Trigliserit(mg/dL) NUMERIK

RETINOPATI

BINARY: VAR:1 YOK:0

KORONER ARTER HASTALIGI (KAH)

BINARY: VAR:1 YOK:0

ASTIM/KOAH

BINARY: VAR:1 YOK:0

ACE INHIBITORU KULLANMA DURUMU

BINARY: VAR:1 YOK:0

STATIN KULLANMA DURUMU

BINARY: VAR:1 YOK:0

CANAGLIFOZIN KULLANMA DURUMU

BINARY: VAR:1 YOK:0

MEGGIT-WAGNER SINIFLANDIRILMA
SISTEMI KULLANILARAK
DERECELENDIRILMi$ ULSER

ORDINAL:

GRADEO0:0
GRADE 1:1
GRADE 2: 2
GRADE 3: 3
GRADE 4: 4
GRADE 5: 5

HIiPERBARIK OKSIJEN TEDAVISI (HBOT)
TEDAVIiSi DURUMU

BINARY: VAR:1 YOK:0

HBOT TEDAVISI /SEANS SAYISI

NUMERIK
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Tablo 3. 3: Orijinal veri setinde bulunan nitelikler (devam)

VASKULER GIRiSiM (ANJIOPLASTI, | BINARY: VAR: 1 YOK:0
REVASKULARIZASYON, BYPASS) TEDAVISi
HASTANIN IYILESME DURUMU BINARY: VAR:1 YOK:0
HEDEF NITELIK: HASTANIN  GENEL | BINARY:

.. R . AMPUTASYON VAR: 1
AMPUTASYON DURUMU (iKiLi KATEGORIK, | \\ioiracvON YOK. 0
“BINARY” SINIFLANDIRMA PROBLEMI
HEDEF NITELIK: HASTANIN MAJOR VE | KATEGORIK:

- .. -« | MINOR AMPUTASYON VAR:1
MINOR  AMPUTASYON DURUMU  (UGLU | \° 180 ‘A VoG TASYON VAR 2
KATEGORIK, “MULTI CLASS” | AMPUTASYON YOK: 0

SINIFLANDIRMA PROBLEMi

Olusturulan bu form ile belirtilen nitelik alanlari retrospektif olarak kayit altina alinarak veri
toplanmistir. Veri toplama siirecinde hastane bilgi sistemi lizerinden hastalarin laboratuvar
sonuglart kayit altina alinmig, hasta kartlar1 ve hasta dosyalar1 taranmigtir. Toplamda 18 ay
suren ve gece nobetlerinde de ¢alismak suretiyle devam eden veri toplama sirecinden

sonra toplam 407 hastanin verisi elde edilmistir.

Diyabetik ayak hastalarinin, hastaneye basvuru anindaki yaralarinin smiflandirilmasi ise
caligmadaki en zahmetli siireci olusturmustur. Hastalarin yaralarinin siniflandirilma islemi iki
saglik uzmani (diyabetik ayak konusunda uzman danisman uzman hekimler) tarafindan
gergeklestirilmistir. Siniflandirma konusunda anlagsmazlik oldugunda, nihai karar daha kidemli

doktor tarafindan verilmistir. Toplamda 407 diyabetik ayak hastasinin yaralarinin

siniflandirilmasi siirecinde Meggit-Wagner, University of Texas, PEDIS ve SAD siniflandirma

sistemlerinin tlimi kullanmilmistir. Her bir hastanin yarasinin kategorizasyonu bu sekilde

gergeklestirilmistir. Yapay Zeka- makine 6grenmesi modeli gelistirilmek amaciyla Meggit
Wagner ve PEDIS siniflandirma sistemi esas alinmustir. University of Texas ve SAD
siniflandirma sistemlerinin fazla sayida kategoriden olusmasi ve veri setinin boyutsalligini

arttirmasi nedeniyle tahmin modeli olusturulma siirecine dahil edilmemistir.
3.4 VERI ON iISLEME

Veri setinin veri On isleme asamasinda, ilgili yapay zeka-makine 6grenmesi analizlerinin
gerceklestirilmesi ve tahmin modellerinin olusturulmasi sureci, R programlama dili ve RStudio
editorii kullanilmak suretiyle gergeklestirilmistir (R Development Core Team, 2021; R Studio
Team, 2020).
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Olusturulan orijinal veri seti, yapay zeka-makine Ogrenmesi siniflandirma algoritmalari
kullanmak ve analiz i¢in gbzden gegirilmistir. Bu kapsamda, bazi nitelik alanlar1 veri setinden
¢ikarilmis, bazi nitelik alanlari ise uzman goriisii alinarak birlestirilmistir. Bu kapsamda “Form
No, Metformin, Gliptin/Glp Agonist, Glinid, Alfa Glukozidaz, Glitazon, Sulfoniliire, Gegmiste
Basparmak Ampiitasyonu, Gegmiste Diger Parmaklarin Ampiitasyonu, Gegmiste Metatars
Ampiitasyonu, Gegmiste Bilek Ampiitasyonu, Gegmiste Diz Alt1t Ampiitasyonu, Ge¢miste Diz
Ustii Ampiitasyonu, Hastalarin Kullandiklar1 Antibiyotiklere iliskin Bilgiler, Antibiyotik
Gruplar1, Hastalarin Hastanede Yatis Siireleri, Hastalarin Klinige Basvurulari Sirasinda
Gegirdikleri Ampiitasyon Operasyonunun Diizeyleri (Basparmak, Diger Parmaklar, Metatars,
Bilek, Dizalt1 ve Diziistli, Hastalarin University of Texas ve SAD Smiflandirma Sistemlerine
Gore Smiflandirilmis Ulser Dereceleri, Hastalarin Biiyiime Faktorii Tedavisi Alip Almama
Durumlarina iliskin Siitun, Hastalarin Cerrahi Girisim Gegirip Geg¢irmeme Durumlarmna Iliskin
Stitun,Hastalarin By-Pass ve Revaskiilarizasyon Gegirip Ge¢irmeme Durumlari (Birlestirilerek
Vaskiler Girisim — By-Pass, Anjioplasti Siitunu Eklenmistir) ve Exitus” siitunlar1 silinmistir.
Bu siitunlara iligkin bilgilerin istatistiki analiz olarak paylasilmasi karar1 alinmistir. Veri setinin
orijinal halinin, kategorik veriler ile birlikte, niimerik deger alan nitelik alanlarinin minimum,
maksimum, ortalama ve medyan degerlerinden olusan 6zete Sekil 3.1 ve Sekil 3.2 ve Sekil

3.3’te yer verilmistir.
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CINSIYET DM SURESI/ YIL

1:286
2:121

Min.

1st Qu.

Median
Mean

3rd Qu.

Max.
NA's

: 0.00
:10.00
:15.00
:15.63
:20.00
:50.00
:8

HIPERTANSIYON SIGARA

0:125
1:282

0 1250
1 1153
NA's: 4

BO
Min.
1st Qu.
Median
Mean
3rd Qu.
Max.
NA's
SIGARA
Min.

1st Qu.E
Median :

Mean

3rd Qu.:

Max.
NA's

Y
:150.
:165.
:170.
:169.
23 ol
:190.
149
PAKET /YIL
: 0.00
0.00
0.00
: 14.63
20.00
:150.00
134

[olelblelele]

DAE SURESI /GUN INSULIN ORAL A.D. TEKRARLAYAN DAE

0: 61
1:346

0:226
1:181

0:166
1:241

GECMISTE AMP.MINOR,MAJOR BOBREK YETMEZLIGI

| YAS
Min. :32.00
1st Qu.:54.00
Median :60.00
Mean :60.53
3rd Qu.:67.00
Max. :92.00
. KiLo

Min. : 40.00
1st Qu.: 70.00
Median : 80.00
Mean : 81.42
3rd Qu.: 90.00
Max. :140.00
NA's :49

365 55
120 =4S

60 213
210 : 13
150 s B &
(other):298
NA's =3
0:250

1:138

2: 19

1:77

GECMIsTE VASKULER CERRAHI DIYALIZ CHARCOT AYAK PAH EVRE
0:2

0:364 0:346 1:112

1% 191 1: 43 1: 61 % %gg
YARA GENISLIGI(CmZ) YARA DERINLIGI ENFEKSIYON OSTEOMIYELIT
Min. : 04 1: 87 1: 4 0:175

1st Qu. 6 00 2:105 2: 78 1:232
Median : 12.00 3:215 3:260

Mean : 31.99 4: 65

3rd Qu.: 40.00

Max. :225.00

NA's 22

Sekil 3. 1: Orijinal Diyabetik Ayak Veri Setinin R Proglama Dilinde Alinmis Ozeti



LOKOSIT

Min. : 3.70
Ist Qu.: 7.75
Median :10.00
Mean :10.97
3rd Qu.:12.80
Max. :36.00
NA's 116

HEMOGLOBIN
Min. : 5.30
1st Qu.: 9.60
Median :11.00
Mean :11.09

3rd Qu.:12.50
Max. :16.80
NA's :30

HbA1C
Min. : 5.100
1st Qu.: 7.200
Median : 8.700
Mean : 9.027
3rd Qu.:10.400
Max. :19.600
NA's :81

PNL
Min. : 2.600
1st Qu.: 4.775
Median : 6.300
Mean : 7.345
3rd Qu.: 8.525
Max. :33.800
NA's 199

AST
Min. 7.00

1st Qu.: 14.00
Median : 16.40

Mean s 2037
3rd Qu.: 22.00
Max. :199.00
NA's 147

123

_CRP
Min. . 0.18
1st Qu.: 10.00
Median : 38.00
Mean 2 F2515
3rd Qu.:104.00
Max. :507.00
NA's 112

BILIRUBIN

Min. :0.0200
1st Qu.:0.2400
Median :0.3600
Mean :0.4142
3rd Qu.:0.4935
Max. :1.7800
NA's 1224
_ GLUKOZ
Min. : 48.0
1st Qu.:120.5
Median :171.0
Mean :191.8
3rd Qu.:241.0
Max. :589.0
NA's 144
PLT
Min. : 95.0
1st Qu.: 238.0
Median : 304.0
Mean : 322.9
3rd Qu.: 381.5
Max. :1138.0
NA's 156
_KREATININ
Min. : 0.300
1st Qu.: 0.800
Median : 1.000

Mean : 1.514
3rd Qu.: 1.375
Max. :10.200
NA's 124

SEDIM
Min. - 2.00
1st Qu.: 46.00
Median : 84.00
Mean : 78.32
3rd Qu.:110.00
Max. :176.00
NA's 122
ALBUMIN
Min. :1.760
1st Qu.:3.290
Median :3.790
Mean :3.749
3rd Qu.:4.300
Max. :5.370
NA's 116

~INR
Min. :0.810

1st Qu.:0.975

Median :1.050
Mean 21171
3rd Qu.:1.140
Max. :4.200
NA's 1232
ALT

Min. : 3.00
1st Qu.: 11.00
Median : 15.00
Mean : 19.37
3rd Qu.: 23.00
Max. :287.00
NA's 147
TQTAL KOLESTEROL
Min. : 65.0
1st Qu.:137.5
Median :170.5
Mean :176.2
3rd Qu.:208.2
Max. :379.0
NA's :203

Sekil 3. 2: Orijinal Diyabetik Ayak Veri Setinin R Proglama Dilinde Alimmis Ozeti (Devami)
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TRIGLISERID LDL HDL NOROPATT
Min. : 50.0 Min. 1 22.0  Min. : 8.00 0: 56
1st Qu.:106.3 1st Qu.: 79.0 1st Qu.: 25.00 1:351
Median :151.0 Median :103.0 Median : 33.00
Mean :178.0 Mean :105.9 Mean : 34.48
3rd Qu.:195.0 3rd Qu.:132.0 3rd Qu.: 41.00
Max. :897.0 Max. :228.0  Max. :115.00
NA's 1212 NA's 1208 NA's 1214
GANGREN RETINOPATI KORONER ARTER HASTALIGI ASTIM/KOAH
0:297 0:325 0:207 0:358
1:110 1: 82 1:200 1: 49

ACE INH. KULLANIMI STATIN KULLANIMI CANAGLIFOZINE KULLANIMI
0:319 0:337 0:400
1: 88 1: 70 3 NS

WAGNER GRADE HBO DURUMU/VAR YOK HBO TEDAVI VAC TEDAVI
1: 58 0:174 Min. : 0.00 0:212
2: 73 1:233 1st Qu.: 0.00 1:195

3:179 Median : 15.50
4: 88 Mean : 22.42
5: 9 3rd Qu.: 32.75

Max. :150.00
B NA's  :25
DEBRIDMAN VASKULER GIRI$IM(BYPASS,ANJIOPLASTI) IYILESME
0:160 0:330 0: 57
1:247 1: 77 1:350

2'LT KARAR 3'LU KARAR(MINOR,MAJOR,YOK)
0:228 0:228
12149 1:148

2- 21
Sekil 3. 3: Orijinal Diyabetik Ayak Veri Setinin R Proglama Dilinde Almmus Ozeti (Devami)

Veri setinde bulunan toplam 407 hastanin ampiitasyon statiileri incelendiginde 179 hastanin
amplitasyon operasyonu gec¢irdigi (major ampiitasyon + minér ampiitasyon), 228 hastanin ise
ampiitasyon operasyonu gecirmedigi goriilmektedir.

Dolayist ile veri setinin genel ampiitasyonu tahmin etmek agisindan dengeli bir veri seti oldugu

soylenilebilir.

Bununla birlikte hedef nitelik olan “UCLU KARAR” niteligi incelendiginde; major
ampiitasyon, mindr ampiitasyon ve ampiitasyon olmamasi agisindan ¢oklu smiflandirma
problemi olarak ele alinmasi gerekliligi dogmaktadir ve bu durumda veri setinin dengesiz bir
veri seti oldugu goriilmektedir (Majér Ampiitasyon: 31, Minér Ampiitasyon: 148, Ampiitasyon
Yok: 228).

3.4.1 Orijinal Veri setinin Ozellikleri

Orijinal veri seti hem niimerik hem de kategorik niteliklerden olusmaktadir. Bununla birlikte
bazi makine 6grenmesi siniflandirma algoritmalar: yalnizca nlimerik niteliklerle calismaktadir.
Bu nedenle her tipteki veri setine makine Ogrenmesi siniflandirma algoritmalarinin

uygulanmasi ve ¢esitli kombinasyonlari denemek icin veri setinin yalnizca niimerik ve yalnizca
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kategorik olmak Uzere iki farkli alt veri seti daha olusturulmustur. Ayrica nitelik se¢imi —
“feature selection” prosediiriiniin gergeklestirilmesi sonucu toplamda nitelik sayist yirmi iki
(22) nitelige diigmiis olup tiim analizler ayrica nitelik se¢imi isleminden sonra 6nem derecesi

yiiksek nitelikler i¢in tekrarlanmaistir.

Uzman goriisii alinmak suretiyle retrospektif olarak elde edilen hasta veriler dncelikle forma
kaydedilmis olup, formdan da dijital ortama manuel olarak tek tek aktarilmis oldugundan veri

setinde tekrar eden veri bulunmamaktadir.
. EKSIK VERININ “MISSING VALUE” DOLDURULMASI

Bununla birlikte veri setinde eksik niteliklere ait veri bulunmaktadir. Bu nedenle bu eksik veri
R programlama dili kullanilarak tamamlanmistir. Veri setinin paylasilan 6zetinde goriilecegi
iizere ilgili nitelik alanlari i¢cin bos olan hiicrelerdeki veri hasta dosyalari, epikriz, arsiv veya
hastane bilgi sistemi kayitlarinda bulunmamakta oldugundan ve retrosopektif olarak veri seti
olusturuldugundan dolay1r veri revize edilememekte, veriye iliskin bilgi de teyit
edilememektedir. Bu nedenle, ilgili siitunlarda bos olan hiicreler, verinin olmadigi hiicreler

(missing value) olarak kabul edilmistir.

Veri setindeki ilgili siitunlarda bos olan hiicreler, Torgo (2011) tarafindan olusturulan “DMwR”
paketi icerisindeki “knnlmputation” fonksiyonu kullanilarak eksik verilerin tamamlanmasi
yoluna gidilmistir. Paket icerisinde bulunan “knnlmputation” fonksiyonu her “NA” degerini, k
adet en yakin komsularina bakarak varsayilan olarak k adet en yakin komsusunun agirlikli
ortalamasini almak suretiyle doldurur. Bu fonksiyon kullanilirken varsayilan k degeri (k =10)
kullanilmak suretiyle eksik degerler doldurulmustur. Veri setindeki verinin olmadigi hiicrelerin
“knnImputation” fonksiyonu kullanilarak doldurulduktan sonraki 6zeti Sekil 3.4, ve Sekil 3.5’te

paylasilmistir.
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YAS CINSIYET BMI diyabet_suresi HIPERTANSIYON SIGARA sigara_paketyil
Min. :32.00 1:286 Min. :14.69  Min. %0406 1025 0:254  Min. % 0.00
1st Qu.:54.00 2:12%1 1st Qu.:24.65 1st Qu.:10.00 1:282 1:153 1st Qu.: 0.00
Median :60.00 Median :27.68 Median :15.00 Median : 0.00
Mean :60:53 Mean :28.44 Mean :15:65 Mean : 14.96
3rd Qu.:67.00 3rd Qu.:31.14 3rd Qu.:20.00 3rd Qu.: 25.00
Max. :92.00 Max. »51. 85 Max. :50.00 Max. :150.00
daesuresi_gun INSULIN oral_antidiyabetik tekrarlayan_dae gecmisteki_amputasyon bébrek_yetmezligi
Min. ; 0.0 0: 61 0:226 0:166 0:250 0:330
1st Qu.: 90.5 1:346 1:181 1:241 1:138 1: 77
Median : 155.0 2% 19
Mean %2182
3rd Qu.: 260.3
Max. :2920.0
gecmiste_vaskuler_cerrahi DIYALIZ charcot_ayak pah_evre yara_genisligi yara_derinligi ENFEKSIYON
0:216 0:364 0:346 1112 Min. : 0.04 I:z: 87 1z 4
1:191 1: 43 1: 61 2:186 1st Qu.: 6.00 2:105 2: 78
35109 Median : 12.00 3:215 3:260
Mean s 32.01 4: 65
3rd Qu.: 41.00
Max. $225:00
OSTEOMIYELIT LOKOSIT CRP SEDIM HEMOGLOB IN BILIRUBIN
0:175 Min. : 3.7  Min. : 0.18 Min. : 2.00 Min. : 5.30 Min. :0.0200
1:232 1st Qu.: 7.8 1st Qu.: 10.20 1st Qu.: 47.00 Ist Qu. 9.70 1st Qu.:0.3127
Median :10.0 Median : 40.00 Median : 83.00 Median :11.00 Median :0.3717
Mean +11.0 Mean #7269 Mean : 78.14 Mean #22.09 Mean :0.4016
3rd qQu. :12.8 3rd Qu.:105.00 3rd Qu.:109.00 3rd Qu.:12.40 3rd Qu.:0.4481
Max. +36.0 Max. :507.00 Max. :176.00 Max. :16.80 Max. 1.7800

Sekil 3. 4: “knnimputation” fonksiyonu kullanilarak eksik verilerin doldurulmasindan sonra veri setinin
R dilindeki ozeti

ALBUMIN HbAlC GLUKOZ INR PNL PLT
Min. :1.760  Min. 5.100 Min. : 48.0 Min. 0.8100 Min. 2.600 Min. : 95.0
1Lst QU 3::397 1st Qu.: 7.600 1st QU .+125.0 1st Qu.:0.9893 1st Qu.: 5.200 1st Qu.: 248.5
Median :3.753 Median : 8.700 Median :172.0 Median :1.0400 Median : 6.735 Median : 316.6
Mean $3.729 Mean : 8.976 Mean =190.1 Mean :1:1322 Mean 7:631 Mean : 325.7
3rd Qu.:4.081 3rd Qu.:10.050 3rd Qu.:231.5 3rd Qu.:1.1655 3rd Qu.: 8.800 3rd Qu.: 382.0
Max. 5.370 Max. :19.600 Max. :589.0 Max. :4.2000 Max. :33.800 Max. :1138.0
ALT AST KREATININ total_kolesterol TRIGLISERID LDL
Min. : 3.00 Min. : 7.0 Min. : 0.300 Min. : 65.0 Min. : 50.0 Min. i 22.0
1st QU3 11.93 1st Qu.: 14.0 1st Qu.: 0.800 1st Qu.:151.0 1st Qu.:137.7 1st Qu.: 86.0
Median : 15.00 Median : 17.0 Median : 1.000 Median :174.0 Median :168.0 Median :100.3
Mean : 18.96 Mean : 23 Mean : 1. 509 Mean :175.4 Mean = 175:5 Mean :102.0
3rd Qu.: 21.00 3rd Qu: : 21:0 3rd Qu.: 1.400 3rd Qu.:196.1 3rd Qu.:190.6 3rd Qu.:113.9
Max. :287.00 Max. :198.9 Max. :10.200 Max. :379.0 Max. :897.0 Max. :228.0
HDL NOROPATI GANGREN RETINOPATI koroner_arter_hastaligi astim_koah ace_inh_kullanimi
Min. . 8.00 0: 56 0:297 02325 0:207 0:358 0:319
1st Qu.: 30.49 1:351 1:110 182 1:200 1: 49 12 '88
Median : 35.00
Mean T 3501
3rd Qu.: 39.39
Max. :115:00
statin_kullanimi canaglifozine_kullanimi wagner_grade hbo_durumu  hbo_seans vac_durumu DEBRIDMAN
0:337 0:400 1: 58 0:174 Min. : 0.00 0:212 0:160
1s 70 1: 7 2% 73 1:233 1st Qu.: 0.00 1#195 1:247
3:179 Median : 20.00
4: 88 Mean i 2337
5¢ 9 3rd Qu.: 34.50
Max. :150.00
vaskliler_girisim_durumu IYILESME IKILI_KARAR
0:330 03 57 Amputasyon Yok:228
1z #&7 1:350 Amputasyon Var:179

Sekil 3. 5 “knnimputation” fonksiyonu kullanilarak eksik verilerin doldurulmasindan sonra veri setinin R
dilindeki 6zeti (devam)
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. Veri Setindeki Aykir1 Degerlerin Incelenmesi

Veri seti incelendiginde, aykirt degerlerin veri setinin dogasindan kaynaklandigi tespit
edilmistir. Bununla birlikte, ampiitasyon operasyonu gegiren hastalar ile ilgili nitelik alanlarinin
aldig1 degerlerin aykirilik igerebilecegi ve buna bagl olarak da tahmin edilmeye c¢aligilan
amputasyon operasyonu geciren hastalarin aykir1 degere sahip hastalar olabileceginden ve veri
setindeki hasta sayisinin kisitli olmasi1 da gbz oniline alindiginda, aykir1 degerlere sahip olan

nitelik alanlarinin veri setinden ¢ikarilmamasina karar verilmistir.
. Min-Max Normalizasyon Prosediiriiniin Gergeklestirilmesi

Veri setindeki tum ndmerik nitelikler min-max normalizasyon yontemi ile normalize
edilmistir. Min-max normalizasyon prosedurinden sonra veri setinin R dilindeki 6zeti Sekil
3.6, Sekil 3.7 ve Sekil 3.8’de gosterilmistir.

YAS CINSIYET BMI diyabet_suresi HIPERTANSIYON SIGARA sigara_paketyil
Min. 0.0000 1:286 Min. 0.0000 Min. :0.0000 0:125 0:254 Min. :0.00000
1st Qu.:0.3667 22121 1st Qu.:0.2674 1st Qu.:0.2000 1282 1:153 1st Qu.:0.00000
Median :0.4667 Median :0.3486 Median :0.3000 Median :0.00000
Mean :0.4756 Mean :0. 36891 Mean =0, 3129 Mean :0.09976
3rd Qu.:0.5833 3rd Qu.:0.4415 3rd Qu.:0.4000 3rd Qu.:0.16667
Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.00000
daesuresi_gun INSULIN oral_antidiyabetik tekrarlayan_dae gecmisteki_amputasyon bébrek_yetmezligi
Min. :0.00000 0: 61 0:226 0:166 0:250 0:330
1st Qu.:0.03099 1:346 1:181 1:241 1:138 1: 77
Median :0.05308 25 19
Mean :0.07473
3rd Qu.:0.08915
Max. 1.00000
gecmiste_vaskuler_cerrahi DIYALIZ charcot_ayak pah_evre yara_genisligi yara_derinligi ENFEKSIYON
0:216 0:364 0:346 15112 Min. :0.00000 1z 87 1: 4
1:191 1: 43 1: 61 2:186 1st Qu.:0.02649 2:105 2: 78
3:109 Median :0.05316 3:215 3:260
Mean :0.14213 4: 65
3rd Qu.:0.18208
Max. :1.00000
OSTEOMIYELIT LOKOSIT CRP SEDIM HEMOGLOB IN BILIRUBIN
0175 Min. :0.0000 Min. 0.00000  Min. :0.0000 Min. :0.0000 Min. :0.0000
1.:232 1st Qu.:0.1269 1st Qu.:0.01977 1st Qu.:0.2586 1st Qu.:0.3826 1st Qu.:0.1663
Median :0.1950 Median :0.07857 Median :0.4655 Median :0.4957 Median :0.1998
Mean :0.2261 Mean 0.14306 Mean :0.4376 Mean £0.5035 Mean :0.2168
3rd Qu.:0.2817 3rd Qu.:0.20682 3rd Qu.:0.6149 3rd Qu.:0.6174 3rd Qu.:0.2432
Max. 1.0000 Max. :1.00000 Max. :1.0000 Max. :1.0000 Max. :1.0000

Sekil 3.6: Tum nimerik niteliklerin min-max normalizasyon yontemi ile normalizasyon isleminden
sonra veri setinin R dilindeki 6zeti
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ALBUMIN HbAlC GLUKOZ INR PNL
Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.00000 Min. :0.00000
1st Qu.:0.4534 1st Qu.:0.1724 1st Qu.:0.1423 1st Qu.:0.05290 1st Qu.:0.08333
Median :0.5522 Median :0.2483 Median :0.2292 Median :0.06785 Median :0.13252
Mean :0.5454 Mean :0.2673 Mean :0.2626 Mean :0.09504 Mean :0.16123
3rd Qu.:0.6430 3rd Qu.:0.3414 3rd Qu.:0.3392 3rd Qu.:0.10486 3rd Qu.:0.19872
Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.00000 Max. :1.00000
PLT ALT AST KREATININ total_kolesterol

Min. :0.0000  Min. :0.00000  Min. :0.00000  Min. :0.00000  Min. :0.0000
1st Qu.:0.1472 1st Qu.:0.03143 1st Qu.:0.03646 1st Qu.:0.05051 1st Qu.:0.2739
Median :0.2124 Median :0.04225 Median :0.05208 Median :0.07071 Median :0.3471
Mean 20..2212 Mean :0.05621 Mean :0.06820 Mean :0.12210 Mean :0.3518
3rd Qu.:0.2752 3rd Qu.:0.06338 3rd Qu.:0.07292 3rd Qu.:0.11111 3rd Qu.:0.4175
Max. :1.0000 Max. :1.00000 Max. 1.00000 Max. :1.00000 Max. :1.0000
TRIGLISERID LDL HDL NOROPATI GANGREN RETINOPATI koroner_arter_hastaligi
Min. :0.0000 Min. :0.0000 Min. :0.0000 0: 56 0297 0:325 0:207
1st Qu.:0.1036 1st Qu.:0.3107 1st ‘Qu.:0.2101 12351 1-110 1: 82 1:200
Median :0.1393 Median :0.3803 Median :0.2523
Mean :0.1481 Mean 0.3883 Mean 0.2525
3rd Qu.:0.1660 3rd Qu.:0.4462 3rd Qu.:0.2934
Max. :1.0000 Max. :1.0000 Max. :1.0000
astim_koah ace_inh_kullanimi statin_kullanimi canaglifozine_kullanimi wagner_grade hbo_durumu
0:358 0:319 0:337 0:400 1: 58 0:174
1: 49 1: 88 1: 70 i 7 2z 73 1:233
3:179
4: 88
5z 9

Sekil 3.7: Tuim numerik niteliklerin min-max normalizasyon yontemi ile normalizasyon isleminden sonra
veri setinin R dilindeki 6zeti (devam)

hbo_seans vac_durumu DEBRIDMAN vaskiler_girisim_durumu IYILESME IKILI_KARAR
Min. :0.0000 0:212 0:160 0:330 Q: 57 Amputasyon Yok:228
1st Qu.:0.0000 14195 1:247 1 by 74 1350 Amputasyon Vvar:179
Median :0.1333
Mean :0.1545
3rd Qu.:0.2300
Max. :1.0000

Sekil 3.8: Tum numerik niteliklerin min-max normalizasyon yontemi ile normalizasyon isleminden sonra
veri setinin R dilindeki 6zeti (devam)

3.4.2 Veri Doniistiirme
3.4.2.1 NUmerik Veri Seti

Veri setindeki en 6nemli niteliklerin tespit edilmesi amaciyla gergeklestirilen “Temel Bilesenler
Analizi — Principal Component Analysis” niimerik tipteki nitelik alanlari ile ¢aligmaktadir.
Bununla birlikte, baz1 yapay zek&- makine 6grenmesi algoritmalari (yapay sinir aglari tabanli
algoritmalar, asir1 6grenme makineleri ve destek vektor makineleri) de yalnizca nlimerik tipteki
nitelik alanlar1 ile sonug¢ iiretmektedir. Bu nedenle, orijinal héali nimerik ve kategorik
degerlerden olusan veri setinin tamamen niimerik gosteriminin (alt kiriliminin) olusturulmasi
gerekliligi dogmustur. Bu nedenle, veri setinde bulunan kategorik nitelikler sahte veya kukla

“dummy ” degiskenler kullanilarak, veri setinde temsil edilmistir.
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CINSIYET
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BMI diyabet_suresi HIPERTANSIYON SIGARA
Min. 0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000
1st Qu.:0.3667 1st Qu.:0.0000 1st Qu.:0.2674 1st Qu.:0.2000 1st Qu.:0.0000 1st Qu.:0.0000
Median :0.4667 Median :1.0000 Median :0.3474 Median :0.3000 Median :1.0000 Median :0.0000
Mean :0.4756 Mean :0.7027 Mean :0.3682 Mean 0.3129 Mean :0.6929 Mean =0.3782
3rd Qu.:0.5833 3rd Qu.:1.0000 3rd Qu.:0.4415 3rd Qu.:0.4000 3rd Qu.:1.0000 3rd Qu.:1.0000
Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. 1.0000
sigara_paketyil daesuresi_gun INSULIN oral_antidiyabetik tekrarlayan_dae
Min. :0.0000 Min. :0.00000  Min. :0.0000  Min. :0.0000 Min. :0.0000
1st Qu.:0.0000 1st Qu.:0.03099 1st Qu.:1.0000 1st Qu.:0.0000 1st Qu.:0.0000
Median :0.0000 Median :0.05308 Median :1.0000 Median :0.0000 Median :1.0000
Mean :0.1001 Mean :0.07484 Mean :0.8501 Mean :0.4447 Mean :0. 5921
3rd Qu.:0.1560 3rd Qu.:0.09160 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:1.0000
Max. :1.0000 Max. 1.00000 Max. 1.0000 Max. :1.0000 Max. :1.0000
bébrek_yetmezligi gecmiste_vaskuler_cerrahi DIYALIZ charcot_ayak yara_genisligi
Min. :0.0000 Min. 0.0000 Min. :0.0000 Min. 0.0000 Min. :0.00000
1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.02649
Median :0.0000 Median :0.0000 Median :0.0000 Median :0.0000 Median :0.05316
Mean :0.1892 Mean 0.4693 Mean 101057 Mean 0.1499 Mean 0.14215
3rd Qu.:0.0000 3rd Qu.:1.0000 3rd Qu.:0.0000 3rd Qu.:0.0000 3rd Qu.:0.18208
Max. :1.0000 Max. 1.0000 Max. 1.0000 Max. :1.0000 Max. :1.00000
OSTEOMIYELIT LOKOSIT CRP SEDIM HEMOGLOBIN BILIRUBIN
Min. :0.00 Min. :0.0000  Min. 0.00000  Min. :0.0000 Min. :0.0000  Min. :0.0000
1st Qu.:0.00 1st Qu.:0.1269 1st Qu.:0.01977 1st Qu.:0.2586 1st Qu.:0.3826 1st Qu.:0.1731
Median :1.00 Median :0.1950 Median :0.07857 Median :0.4598 Median :0.4957 Median :0.2159
Mean 20. 57 Mean :0.2243 Mean £0.14217 Mean 0.4352 Mean :0.5056 Mean $0.2252
3rd Qu.:1.00 3rd Qu.:0.2817 3rd Qu.:0.19498 3rd Qu.:0.6149 3rd Qu.:0.6174 3rd Qu.:0.2549
Max. 1.00 Max. 1.0000 Max. :1.00000 Max. :1.0000 Max. :1.0000 Max. 1.0000
Sekil 3. 9: Tiim niteliklerin niimerik oldugu veri setinin R dilindeki 6zeti
ALBUMIN HbAlC GLUKOZ INR PNL
Min. :0.0000 Min. 0.0000 Min. :0.0000 Min. 0.00000  Min. 0.00000
1st Qu.:0.4573 1st Qu.:0.1728 1st Qu.:0.1423 1st Qu.:0.05600 1st Qu.:0.08494
Median :0.5567 Median :0.2483 Median :0.2237 Median :0.06554 Median :0.13367
Mean :0.5474 Mean :0.2669 Mean :0.2602 Mean 0.09256 Mean :0.15970
3rd Qu.:0.6410 3rd Qu.:0.3384 3rd Qu.:0.3364 3rd Qu.:0.09399 3rd Qu.:0.19977
Max. 1.0000 Max. 1.0000 Max. 1.0000 Max. :1.00000 Max. 1.00000
PLT ALT AST KREATININ total_kolestero]l
Min. 0.0000 Min. :0.00000 Min. 0.00000 Min. :0.00000 Min. :0.0000
1st Qu.:0.1467 1st Qu.:0.03142 1st Qu.:0.03646 1st Qu.:0.05051 1st Qu.:0.2780
Median :0.2100 Median :0.04225 Median :0.05208 Median :0.07071 Median :0.3399
Mean 202202 Mean :0.05620 Mean 0.06809 Mean £0.12155 Mean :0.3475
3rd Qu.:0.2745 3rd Qu.:0.06338 3rd Qu.:0.07292 3rd Qu.:0.11069 3rd Qu.:0.3993
Max. :1.0000 Max. :1.00000 Max. 1.00000 Max. 1.00000 Max. :1.0000
TRIGLISERID LDL HDL NOROPATI GANGREN RETINOPATI
Min. :0.00000 Min. :0.0000  Min. 0.0000 Min. :0.0000  Min. :0.0000 Min. :0.0000
1st Qu.:0.09961 1st Qu.:0.3156 1st Qu.:0.2015 1st Qu.:1.0000 1st Qu.:0.0000 1st Qu.:0.0000
Median :0.13216 Median :0.3761 Median :0.2414 Median :1.0000 Median :0.0000 Median :0.0000
Mean :0.14609 Mean :0.3895 Mean 0.2446 Mean :0.8624 Mean :0.2703 Mean 50,2015
3rd Qu.:0.16293 3rd Qu.:0.4475 3rd Qu.:0.2811 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:0.0000
Max. :1.00000 Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.0000
koroner_arter_hastaligi astim_koah ace_inh_kullanimi statin_kullanimi canaglifozine_kullanimi
Min. :0.0000 Min. :0.0000  Min. :0.0000 Min. :0.000 Min. :0.0000
1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.000 1st Qu.:0.0000
Median :0.0000 Median :0.0000 Median :0.0000 Median :0.000 Median :0.0000
Mean :0.4914 Mean :0.1204 Mean 20,2162 Mean 20372 Mean 10.0172
3rd Qu.:1.0000 3rd Qu.:0.0000 3rd Qu.:0.0000 3rd Qu.:0.000 3rd Qu.:0.0000
Max. :1.0000 Max. :1.0000 Max. 1.0000 Max. 1.000 Max. :1.0000

Sekil 3.10: TUm niteliklerin nimerik oldugu veri setinin R dilindeki 6zeti (devam)
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hbo_durumu hbo_seans vac_durumu DEBRIDMAN vaskiler_girisim_durumu
Min. :0.0000  Min. :0.0000  Min. :0.0000 Min. :0.0000  Min. :0.0000
1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000
Median :1.0000 Median :0.1267 Median :0.0000 Median :1.0000 Median :0.0000
Mean 20:5725 Mean 0.1554 Mean :0.4791 Mean :0.6069 Mean 0.1892
3rd Qu.:1.0000 3rd Qu. :0.2498 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:0.0000
Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :1.0000

IYILESME IKILI_KARAR gecmisteki_amputasyon_0 gecmisteki_amputasyon_1

Min. :0.00 Min. :0.0000 Min. :0.0000 Min. :0.0000
1st Qu.:1.00 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000
Median :1.00 Median :0.0000 Median :1.0000 Median :0.0000
Mean :0.86 Mean :0.4398 Mean :0.6143 Mean 7043391
3rd Qu.:1.00 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:1.0000
Max. +1.'00 Max. :1.0000 Max. :1.0000 Max. :1.0000
gecmisteki_amputasyon_2  pah_evre_1 pah_evre_2 pah_evre_3 yara_derinligi_1
Min. :0.00000 Min. :0.0000 Min. :0.000  Min. :0.0000 Min. :0.0000
1st Qu.:0.00000 1st Qu.:0.0000 1st Qu.:0.000 1st Qu.:0.0000 1st Qu.:0.0000
Median :0.00000 Median :0.0000 Median :0.000 Median :0.0000 Median :0.0000
Mean :0.04668 Mean 20,2752 Mean :0.457 Mean :0.2678 Mean :0.2138
3rd Qu.:0.00000 3rd Qu.:1.0000 3rd Qu.:1.000 3rd Qu.:1.0000 3rd Qu.:0.0000
Max. :1.00000 Max. 1.0000 Max. :1.000 Max. 1.0000 Max. :1.0000
yara_derinligi_2 yara_derinligi_3 ENFEKSIYON_1 ENFEKSIYON_2 ENFEKSIYON_3
Min. :0.000 Min. :0.0000 Min. :0.000000 Min. :0.0000 Min. :0.0000
1st Qu.:0.000 1st Qu.:0.0000 1st Qu.:0.000000 1st Qu.:0.0000 1st Qu.:0.0000
Median :0.000 Median :1.0000 Median :0.000000 Median :0.0000 Median :1.0000
Mean :0.258 Mean :0.5283 Mean :0.009828 Mean :0.1916 Mean :0.6388
3rd Qu.:1.000 3rd Qu.:1.0000 3rd Qu.:0.000000 3rd Qu.:0.0000 3rd Qu.:1.0000
Max. 1.000 Max. :1.0000 Max. :1.000000 Max. :1.0000 Max. :1.0000
ENFEKSIYON_4 wagner_grade_1 wagner_grade_2 wagner_grade_3 wagner_grade_4 wagner_grade_5
Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.00000
1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.00000
Median :0.0000 Median :0.0000 Median :0.0000 Median :0.0000 Median :0.0000 Median :0.00000
Mean 0. 1597 Mean :0.1425 Mean :0.1794 Mean :0.4398 Mean :0.2162 Mean =0.02211
3rd Qu.:0.0000 3rd Qu.:0.0000 3rd Qu.:0.0000 3rd Qu.:1.0000 3rd Qu.:0.0000 3rd Qu.:0.00000
Max. 1.0000 Max. :1.0000 Max. 1.0000 Max. :1.0000 Max. :1.0000 Max. 1.00000

Sekil 3. 11: Tiim niteliklerin niimerik oldugu veri setinin R dilindeki 6zeti (devam)

ENFEKSIYON_4 wagnher_grade_l  wagner_grade_2 wagner_grade_3  wagnher_grade_4  wagner_grade_5
Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.00000
1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.00000
Median :0.0000 Median :0.0000 Median :0.0000 Median :0.0000 Median :0.0000 Median :0.00000
Mean 0. 1597 Mean :0.1425 Mean :0.1794 Mean :0.4398 Mean :0.2162 Mean =0.02211
3rd Qu.:0.0000 3rd Qu.:0.0000 3rd Qu.:0.0000 3rd Qu.:1.0000 3rd Qu.:0.0000 3rd Qu.:0.00000
Max. 1.0000 Max. :1.0000 Max. 1.0000 Max. :1.0000 Max. :1.0000 Max. 1.00000

Sekil 3. 12: Tiim niteliklerin niimerik oldugu veri setinin R dilindeki 6zeti (devam)

3.4.2.2 Temel Bilesenler Analizi Sonuclart

Veri 6n islemenin 6nemli adimlarindan biri olan nitelik se¢imi — “feature selection” temel
bilesenler analizi “principal component analysis”’(PCA) gergeklestirilmek suretiyle yerine

getirilmistir.

PCA, R programlama dilinde Kassambara ve Mundt (2020) tarafindan olusturulan “factoextra”
ve Husson ve dig. (2020) tarafindan olusturulan “factoMineR” paketleri kullanilarak

gergeklestirilmistir.

« Temsilin kalitesini tahmin etmek igin cos? degerleri kullanilmaktadur.


Pc
Vurgu


* Bir degisken korelasyon ¢emberine ne kadar yakinsa, faktor haritasinda o kadar iyi temsil

edilmektedir.

» Yiiksek cos? degeri, temel bilesen {izerindeki degiskenin iyi bir temsilini gdstermektedir. Bu
durumda degisken, korelasyon ¢emberinin gevresine yakin konumlandirilmaktadir. Diisiik cos?
degeri ise, degiskenin temel bilesenler tarafindan miikemmel bir sekilde temsil edilmedigini

gosterir. Bu durumda degisken dairenin merkezine yakin konumlandirilmaktadir.

* Grafigin merkezine yakin olan degiskenler diger bilesenlere gore daha az énemli olarak kabul

edilmektedir.

fviz_pca_var() fonksiyonu;
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gosteriminin elde edilmesi i¢in kullanilmistir.

Dim 2 (5.74%)

PCA graph of variables

enfeksiyon_4

wagger gra 4

m
Sotaliai ikili_karar

er_ arter
asyon

gl

\ l . llanimi

osteomiyelit

iyilesme : hbo_SREHERINMI

hbo_durumu

yara_derinligi_2
pah_evre_2

wagner_grade_3

enfeksiyon_3

10
Dim 1 (13.26%)

Sekil 3. 13: Degiskenlerin PCA sonucunda sekilsel gosterimi

PCA sonucunda olusan korelasyon c¢emberinin grafiksel


Pc
Vurgu
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Variables - PCA

yara SsbaraRR Re )

10+
i
00
Dim? (133%)

Sekil 3. 14: Degiskenlerin PCA sonucunda sekilsel gosterimi (renklendirilmis versiyon)

05 190

“Scree plot” grafigi, fviz_eig () fonksiyonu kullanilarak olusturulmustur.

Scree plot

Percentage of explaned variances

1 2 3 4 E « ’ H ® 0 ” " P 18 1 ” 18 " 20 2 2 2 2 2 2 2 » 2 2
Dimensions:

Sekil 3. 15: PCA sonucunda ortaya gikan “scree-plot” grafigi


Pc
Vurgu
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Contribution of variables to Dim-1-2-3-4-5

E
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Sekil 3. 16: PCA sonucunda ortaya ¢ikan degiskenlerin ortalama katkisini gosteren grafik

Yukaridaki kirmizi ¢izgi, beklenen ortalama katkiyr gosterir. Belirli bir bilesen icin, bu
kesimden - “cut-off” degerinden daha biiyiik bir katkist olan bir degisken, bilesene katkida

bulunmada 6nemli olarak kabul edilmektedir.

Sonug olarak nitelik se¢imi i¢in bu kesim degeri kullanilmig olup, bu ¢izginin iizerindeki

degerler daha 6nemli nitelikler olarak kabul edilmistir.

2 degerlerinin

Tum boyutlarda (toplamda 5 boyut bulunmaktadir) degiskenlerin cos
gorsellestirilmesi Wei ve Simko (2021) tarafindan gelistirilen “Corrplot” paketi kullanarak

gergeklestirilmistir.


Pc
Vurgu

Pc
Vurgu
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Sekil 3. 17: Tiim boyutlarda degiskenler cos2 degerlerinin gorsellestirilmesi

3.4.2.3 Kategorik Veri Seti

Doktora tez ¢aligmasi kapsaminda orijinal veri setinin bir alt kirtlimi da, nimerik tipteki

niteliklerin kategorik degiskenlere doniismesini saglayan ayriklastirma —

“discretization”

prosediiriiniin gerceklestirilmesi sonucu olusturulmus kategorik veri setidir. Niimerik tipteki


Pc
Vurgu


135

degiskenlerin histogram grafiklerine bakilarak ve alanda uzman hekim goriisii ve danigsman
Ogretim Uyelerinin goriisii de almarak olusturulmus kategorik veri setinin R dilinde alinmus

Ozeti asagidaki sekillerde sunulmustur (Sekil 3.18, Sekil 3.19, Sekil 3.20, Sekil 3.21).

cinsiyet BMI hipertansiyon sigara 1insulin
1:286 normal =i t1lal 0:125 0:254 0: 61
22121 obese :126 1:282 1:153 1:346
overweight :166
underweight: 4

oral_antidiyabetik tekrarlayan_dae gecmisteki_amputasyon
0:226 0:166 0:250
1:181 1:241 1:138

2: 19

bobrek_yetmezligi gecmiste_vaskuler_cerrahi diyaliz
0:330 0:216 0:364
2 177 1:191 1: 43

charcot_ayak pah_evre yara_derinligi enfeksiyon osteomiyelit
0:346 1:112 1: 87 1= 4 0:175
1: 61 2:186 2:105 2: 78 1:232
3:109 3:215 3:260
4: 65

hemoglobin bilirubin albumin INR
Low :357 High : 2 Low : 60 High : 43
Normal: 50 Low : 18 Normal:347 Low = 3
Normal:387 Normal:361

Sekil 3. 18: Kategorik veri setinin R dilinde alimis 6zeti-1


Pc
Vurgu
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kreatinin
High : 89
Low : 48
Normal:270

HDL noropati GANGREN
Low :310 0: 56 0:297
Normal: 97 1:351 1:110

High
Low
Normal:283

retinopati koroner_arter_hastaligi astim_koah
0:325 0:207 0:358
1: 82 1:200 149

ace_inh_kullanimi statin_kullanimi canaglifozine_kullanimi
0:319 0:337 0:400
1: 88 1= 70 1 B ¢

wagner_grade hbo_durumu vac_durumu debridman

1: 58 0:174 0:212
2:273 1:233 1:195

0:160
1:247

3:179
4: 88
5= 9

vaskuler_girisim_durumu iyilesme kategorik_diyabet_suresi

0:330
L=/

0: 57
1:350

(-Inf,10]:136
(10,20] :189
(20, 1Inf]: 82

Sekil 3. 19: Kategorik veri setinin R dilinde alinmig 6zeti-2 (devam)

kategorik_sigara_paket_yil kategorik_daesuresi_gun

(-1Inf,0]
(0, 25] 56
(25,50] : 69
¢50., InT]: 32

:250

kategorik_yara_genisligi kategorik_hbo_seans
(-1Inf,0]
(0, 30]

(30, Inf]:115

(-1nf,10]
(10,50]

(50,75] ;22
(75,100] : 25
(100, 1Inf]: 26

2172
:162

kategorik_wBC kategorik_sedim

(0,10.3] :219
(10.3,20]:171
@0,anEl 2 17

kategorik_HbAlc kategorik_total_kolesterol

(0,6.4]
(6.4,8] : 97
(8,10] :169
(10,1nf]:102

=839

kategorik_YAs kategorik_trigliserid

(0,50] : 55
(50,60] :156
(60,70] :138

(70,Inf]: 58

(-Inf,50]
(50,100]

(100,150]
(150,200]
(200,300]

143
178
177
=59
:70

(300, 1Inf]:80

(0,20]
(20,501 : 90
(50,100] :150
(100,1Inf]:138

: 29

(0,130] : 47
(130,150]: 50
(150,200] :223
(200,1Inf]: 87

(0,150] :137
(150,200] :195
(200,1Inf]: 75

kategorik_CRP
(0,5] : 63
(5,301 :117
(30,70] : 79
(70,1Inf]:148

273
:119

kategorik_GLUKOZ
(0,100] 50

(100,120]: 41
(120,200]:175
(200,300]: 96
(300,1Inf]: 45

kategorik_LDL
(0,100] :202
(100,130] :153
(130,1Inf]: 52

kategorik_ALT
(-Inf,45]:390
(45, 1nf]l: 17

Sekil 3. 20: Kategorik veri setinin R dilinde alinmig 6zeti-3 (Devam)
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kategorik_AST kategorik_PNL 1ikili_karar
(-Inf,42]:387 (-Inf,11]:353 0:228
(42, 1Inf]: 20 (11,15] =: 39 1:179

(15, Inf]: 15

Sekil 3. 21: Kategorik veri setinin R dilinde alinmig dzeti-4 (Devam)

35 VERI MADENCILIiGi- YAPAY ZEKA - MAKINE OGRENMESI
MODELLERININ KURULMASI

3.5.1 Orijinal Veri Setinin Alt Kirimlari ile Birlikte Elde Edilen Alt Kirihm Veri

Setleri ve Uygulanan Algoritmalar

Doktora tez caligmasinda literatiirde danigmanli 0grenme adi verilen ve tezin “GENEL
BILGILER” kisminda detayll olarak agiklanan makine &grenmesi —siniflandirma

algoritmalarindan faydalanilmistir.

Olusturulan veri setleri ve kullanilan algoritmalar Sekil 3.22 ve Sekil 3.23’°te 6zetlenmistir.

Orijinal - KNN- KNN Imputated
Imputated Veri ve -Nitelik Segimi
Seti Yapilmis Veri Seti
N\ (
Orijinal Veri Seti: Nitelik Seg¢imi Yapilmig
(Niimerik ve Kategorik Nimerik ve Kategorik
| Degiskenler igermektedir) | degiskenler igeren veri seti:
KARAR AGAGLARI KARAR AGAGLARI
SADE BAYES ALGORITMASI SADE BAYES ALGORITMASI
|\ J & J
( N\ ( I
Yalnizca Niimerik Veri Seti: Yalnizca Niimerik Veri Seti:
KNN, ANN, ELM, DVM KNN, ANN, ELM, DVM
— algoritmalari ile birlikte —— algoritmalari ile birlikte
(ANN VE DVM igin Hiper- (ANN VE DVM igin Hiper-
Parameter Optimizasyonu) Parameter Optimizasyonu)
|\ J &
( . ) e N
YALNIZCA KATEGORIK VERI YALNIZCA KATEGORIK VERi
SETI: SETi:
—| CART,RASTGELE ORMAN, —{ CART,RASTGELE ORMAN,
SADE BAYES SADE BAYES
ALGORITMALARI ALGORITMALARI
|\ J \_

Sekil 3. 22: Hedef niteligin ikili “binary” oldugu durum i¢in olusturulan veri setleri ve kullanilan

algoritmalar
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Orijinal - KNN-

KNN Imputated

ve -Nitelik Secimi
Yapilmis Veri Seti

Imputated Veri
Seti

Orijinal Veri Seti: Nitelik Segimi Yapilmis
— (Niimerik ve Kategorik — Numerik ve Kategorik
Degiskenler icermektedir) degiskenler iceren veri seti:
KARAR AGACLARI KARAR AGACLARI
SADE BAYES ALGORITMASI SADE BAYES ALGORITMASI
YALNIZCA KATEGORIK VERI YALNIZCA KATEGORIK VERi
SETI: SETi:
CART,RASTGELE ORMAN, CART,RASTGELE ORMAN,
SADE BAYES SADE BAYES
ALGORITMALARI ALGORITMALARI

Sekil 3. 23: Hedef niteligin hastalarin major ve mindr ampiitasyon statiilerini de igeren “multi-class” veri
seti ve kullanilan algoritmalar

Sekil 3.22 ve Sekil 3.23’te 6zetlendigi ve agikca goriilebilecegi gibi, bu tez calismasinda hedef
nitelik amputasyon olup olmamasi veya minér ampiitasyon olmasi, majér amputasyon olmasi

ve ampitasyon olmamasi olarak belirlenmistir.
3.6 MODEL PERFORMANS DEGERLENDIRME YONTEMLERI & OLCUTLERI

Bu tez ¢aligmasinda diyabetik ayak hastalarinin hem genel — “overall” hem de major ve minor
amputasyon- “multi class” riskinin éngorilmesi tahmini igin gesitli modeller olusturulmustur.
Bu modellerin kurulmasinda, Boliim 2.5 ve 2.6’da detaylar1 verilen k-En Yakin Komsu
algoritmasi, Sade (Naive) Bayes Smiflandirici, Siniflandirma ve Regresyon Agaglari
algoritmas1 (CART), Rastgele Orman algoritmasi, Yapay Sinir Aglari, Asir1 Ogrenme
Makineleri, Lojistik Regresyon, Destek Vektdr Makineleri ve XGBoost algoritmalarindan
yararlanilmigtir. Hiperparametre optimizasyonu i¢in ayrica Genetik Algoritma ve Parcacik Siirii

Optimizasyonu algoritmalar1 da kullanilmistir.

Algoritmalarin karsilastirilmas: i¢in Bolim 2.7°de belirtilen Makine Ogrenmesi Model

Performans Degerlendirme Yontemleri ve Olgtleri kullanilmustur.
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Bu tez calismasinda smiflandirma yaparken model performans degerlendirme Olgiitleri

hesaplanirken;
o Pozitif sinif: Diyabetik ayak hastalarinin ampiitasyon ge¢irme durumu
o Negatif sinif: Diyabetik ayak hastalarinin ampiitasyon gecirmeme durumu

bigiminde ele alindigindan kontenjans tablosu olusturulurken faydalanilan dp, yn, yp ve dn

asagidaki gibidir:

e dp: Gercekte ampiitasyon operasyonu gegiren diyabetik ayak hastalarimin,

algoritma/model tarafindan da dogru tahmin edilmesi

* yn: Gergekte ampltasyon operasyonu gegiren diyabetik ayak hastalarimnin,
algoritma/model tarafindan ampiitasyon operasyonu ge¢irmemis olarak yanlis tahmin

edilmesi,

o yp: Gergekte ampiitasyon operasyonu gecirmeyen diyabetik ayak hastalarinin,
algoritma/model tarafindan ampitasyon operasyonu gecirmis olarak yanlis tahmin

edilmesi,

o dn: Gercekte ampitasyon prosediri gegirmeyen diyabetik ayak hastalarinin,
algoritma/model tarafindan da ampiitasyon operasyonu gec¢irmemis olarak dogru tahmin

edilmesi,
Model performans degerlendirme yontemleri olarak;

. 5,10,15 ve 20 kat Capraz Gegerleme ydntemi
° Ikili ayirma — “Hold-out” yontemi, %90 egitim %10 test, %80 egitim %20 test,
%70 egitim %30 test ve %60 egitim %40 test olarak uygulanmistir.

o Bootstrap metodu 50, 100, 200 6rnegin egitim veri setinde kullanilmasi sureti ile
gergeklestirilmistir.
. Uglii ayirma metodu %80 egitim, %10 validasyon ve %10 test ve tabakali capraz

gecerleme yontemi kullanilarak uygulanmistir. Veri setinin %80’ini olusturan egitim
veri setinde model kurulumu gerceklestirilmis olup, %10’luk validasyon veri setinde
optimizasyon gerektiren algoritmalarda hiperparametre optimizasyonu
gergeklestirilmis, kalan %10’luk test veri setinde ise modellerin daha once hig

karsilasmadig1 ya da gérmedigi bu veri seti lizerinde gergege en yakin sonuglarin elde
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edilmesi saglanmistir. Boylelikle “data leakage” ya da baska bir ifade ile veri sizmasi
onlenmistir. Dahasi; hiperparametre optimizasyonu gereken algoritmalarda 1zgara
arama- “grid search”, genetik algoritma ve parcacik siirii optimizasyonu

gergeklestirilmek suretiyle hiperparametre optimizasyonu da gerceklestirilmistir.

3.7 KULLANILAN ARACLAR

Doktora tezinin bu kisminda ¢alismada kullanilan araglar tanitilmistir.

Retrospektif olarak elde edilen hasta veriler 6ncelikle basili formlara kaydedilmis olup,
formdan da Microsoft Excel 2016 kullanilmak suretiyle dijital ortama doktora tezinin
sahibi tarafindan manuel olarak tek tek aktarilmistir.

Istatistiksel veri analizinde istatistiksel programlardan olan SPSS v23.0 kullanilmistir.

Doktora tez ¢alismasinda gergeklestirilen analizler, hem R programlama dili ile R
Studio ortaminda hem de ¢esitli algoritmalarin hiperparametre optimizasyonu Scikit-
Learn (sklearn) ve Keras kiitiiphaneleri kullanilarak Genetik Algoritma icin; Fortin ve
dig. (2012) tarafindan gelistirilen “DAEP”, Parcacik Siirii Optimizasyonu i¢in ise
Claesen ve dig.(2014b) tarafindan gelistirilen “Optunity” paketi kullanilarak, Python
programlama dili Anaconda Inc.(2020) kullanilmak suretiyle gergeklestirilmistir
(Pedregosa ve dig, 2011; Fortin ve dig, 2012; Claesen ve dig. 2014b; Chollet, 2015;
Anaconda Inc, 2020; R Development Core Team, 2021; Rose, 2021).

Tablo 3. 4: Doktora tez calismasinda R programlama dilinde kullanilan paket ve kiitiiphaneler

Kullamlan Paket Kullanilan kiitiiphane Kullanim Amaci

readxl (Wickham ve | readxl Veri seti/setlerinin

Bryan, 2019) okunmasi

plyr (Wickham, 2020) plyr Multi islevli/
Veri 6n isleme

DMwR2 (Torgo, 2016) DMwR?2 Veri 6n igleme (knn
imputation)

caret (Kuhn, 2022) caret Multi iglevli/
Veri 6n isleme
Modelleme

fastDummies  (Kaplan, | fastDummies Veri 6n isleme

2020) Kukla Degiskenler
Olusturma

ROSE (Lunardon ve dig, | rose Veri 0n isleme

2021) Dengesiz  veri  setinin
dengeli héle getirilmesi

factominer (Husson ve | factominer Veri 0n isleme

dig. 2020)
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Temel Bilesenler
Analizinin
Gergeklestirilmesi

factoextra factoextra Veri 6n isleme

Kassambara ve Mundt Temel Bilesenler

(2020) Analizinin
Gergeklestirilmesi

tunePareto (Mussel ve | tunePareto Veri  setinin  capraz

dig, 2021) gecerleme icin analistin
belirledigi sayida
pargalara ayrilmasi

splittols (Mayer, 2022) splittols Veri setinin  parcalara
ayrilmasi (6rnegin:
egitim, validasyon ve
test)

corrplot (Wei ve Simko, | corrplot Korelasyon Tablosunun

2021) Olusturulmasi

rpart  (Therneau  ve | rpart Siniflandirma ve

Atkinson, 2022) Regresyon Agaclart
Algoritmalarinin
Uygulanmasi

randomforest (Liaw ve | randomforest Rastgele Orman

Wiener, 2022) Algoritmasimin
Uygulanmasi

stats glm Lojistik Regresyon

glm-2(Marschner ve Algoritmasmin

Donoghoe, 2018) Uygulanmasi

ROCR (Sing ve dig., | ROCR Roc egrilerinin

2020) cizdirilmesi

el071 (Meyer ve dig., | e1071 Sade Bayes

2021) Algoritmasimin
Uygulanmasi

class (Ripley ve | class K-En  Yakin Komsu

Venables, 2022) Algoritmasmin
Uygulanmasi

nnet (Ripley ve Venables, | nnet Tek Katmanli Yapay

2022b) Sinir Agir Modelinin
Kurulmasi

kernlab (Karatzoglou ve | kernlab Destek Vektor

dig., 2019) Makineleri Modelinin
Kurulmasi

eImNNRcpp eImNNRcpp Asirt Ogrenme

(Mouselimis ve Gosso, Makineleri Modelinin

2022) Kurulmasi

xgboost (Chen ve dig. | xgboost “Extreme Gradient

2022) Boosting”
Algoritmasinin
Uygulanmast

shiny (Chang ve dig., | shiny Makine ogrenmesi

2021a) modellerinin R-Shiny
kullanict arayliziine

entegre edilmesi ve yeni
tahminlerin yapilmasinin
saglanmasi
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4 BULGULAR

Doktora tezinin bu boéliminde oncelikle veriyi anlamak igin gergeklestirilen istatistiksel
analizler sunulmustur. Devamnda ise, “MATERYAL VE METOD” kisminda belirtilen
simiflandirma algoritmalarinin uygulanmasi sonucu tahmin edilmeye calisilan diyabetik ayak
hastalarinin ampiitasyon riskinin 6ngdriilmesine iliskin olusturulan modellerin ¢esitli
performans degerlendirme yontemleri ile degerlendirilmesi sonucu elde edilen makine

ogrenmesi performans bulgular1 paylagilmistir.
4.1 VERIYi ANLAMA VE GERCEKLESTIRILEN iSTATIiSTIKSEL ANALIZLER

Veri setinde kayip degerlerin doldurulmasi prosediiriinden 6nce temel istatistiksel analizlerin

gerceklestirilmesi gerekmektedir.
Kullanilan testler:

= Normallik testi (ShapiroWilk ve Kolmogorov-Smirnov testlerinin her ikisinin de
uygulanmasi yoluyla gergeklestirilmistir)

= Tamimlayici istatistikler (Frekans analizi, Betimsel istatistikler doktora tez ¢aligmasinda
sunulmustur.)

= Bagimsiz grup karsilastirmasi (Bagimsiz 6rneklem T testi, One-Way ANOVA testleri
uygulanmis ve sonuglar1 paylagilmigtir)

= Korelasyon Analizi (Spearman rho (p) siralama korelasyon katsayisi kullanilmak

suretiyle gerceklestirilmis ve doktora tez ¢alismasinda sunulmustur)

Verilerin ¢6zumlenmesinde frekans, yuzde, aritmetik ortalama, standart sapma, minimum,
maksimum gibi tanimlayici istatistiklerden faydalanilmistir. Bagimsiz iki grubun ortalamalari
karsilagtirilmasinda parametrik testlerden bagimsiz 6rneklem T testi, ikiden fazla bagimsiz
grubun karsilastirilmasinda tek yonlii varyans analizi (One-way ANOVA) testi kullanilmistir.
ANOVA testinde grup farkliliklar1 i¢in varyans homojenligi Levene homojenlik testi ile
degerlendirilmis olup homojenlik saglanityorsa Tukey HSD, saglanmiyorsa Tamhane ¢oklu
grup karsilastirma testi kullanilmistir. Tiim test sonuglart 0.05 anlamlilik diizeyinde

degerlendirilmistir.
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Tablo 4. 1: Diyabetik Ayak Hastalarina ait Sosyo-Demografik ve Genel Ozelliklere iliskin Bilgiler

Hasta/Kisi
Degiskenler say1s1 (n) %
L. Erkek 286 70,3
Cinsiyet Kadmn 121 29,7
65 yas alt 271 66,6
Yas ro—

65 ve Uzeri 136 33,4
. . Yok 125 30,7
Hipertansiyon Var 282 69.3
. Yok 250 62,0
Sigara Var 153 38,0
. Yok 61 15,0
Insiilin Var 346 85,0
. L Yok 226 55,5
Oral Antidiyabetik Ajan Var 181 445
o Yok 166 40,8
Tekrarlayan DFU Oykusu Var 541 592
o ) . | Yok 250 61,4
3Z?$;$tek1 Amputasyon Oykusi (Yok, Mindr, Bas parmak 138 339
Diger parmaklar 19 4,7

) . Yok 330 81,1
Bobrek Yetmezligi Var 77 189
. . e Yok 216 53,1
Gecemiste Vaskiiler Cerrahi Oykiisii Var 191 6.9
L Yok 364 89,4
Diyaliz Var 43 10,6
Yok 346 85,0

Charcot Ayak Var 61 150
PEDIS  Simflandirma  Sistemine  Gore |EVre 1 112 27,5
Smiflandimlmig-  Periferik  Arter Hastaliga | Evre 2 186 45,7
(P.A.H.) Evresi: Evre 3 109 26,8
Evre 1 87 21,4

PEDIS Siiflandirma . S}stemine Gore Evre 2 105 258

Smiflandirilmis: Yara Derinligi

Evre 3 215 52,8

Evre 1 4 1,0

PEDIS  Smuflandirma  Sistemine  Gore | EVre 2 8 19,2
Smiflandirilmis: Infeksiyon Evre 3 260 63,9
Evre 4 65 16,0

Tablo 4.1°de goriilecegi lizere; arastirmada bulunan diyabetik ayak hastalarinin yaklagik
%70,3’1 erkek, %29,7’si kadin; %66,6’s1 65 yas alt1 ve %33,4°1i 65 yas ve tlizerindedir.

Kisilerin %69,3’tinde hipertansiyon mevcut olup, %38’inin sigara kullandigi saptanmustir.
Hastalarin  %85’inde insiilin  kullanimi, %44,5’inde oral antidiyabetik ajan kullanimi

saptanmistir. Bununla birlikte hastalarin %59,2’sinde tekrarlayan DFU oldugu; %33,9’unda
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gegmiste basparmak ampiitasyonu, %4,7’sinde gecmiste diger parmaklarinda ampiitasyonu
operasyonu gecirdigi tespit edilmistir. Ayrica hastalarin %18,9’unda bobrek yetmezligi mevcut
olup, %46,9’unda gegmiste vaskiiler cerrahi Oykiisii bulundugu, %10,6’sinin ise bobrek

yetmezligi nedeniyle diyalize girdigi, %15’inde ise charcot ayak oldugu bulunmustur.

Hastalarin diyabetik ayak ulserleri PEDIS-Periferik Arterial Hastalik siniflandirmasina goére
kategorize edildiginde; hastalarin %27,5’inin 1.evrede, %45,7’sinin 2.evrede ve %26,8’inin ise
3.evrede oldugu ortaya g¢ikmistir. Hastalarin yara derinligi PEDIS simiflandirma sistemi
kullanilarak kategorize edildiginde; %21,4’tnun 1.evrede, %25,8’inin 2.evrede ve %52,8’inin
ise 3.evrede oldugu; yine PEDIS smiflandirma sistemi kullanilarak infeksiyon evreleri
smiflandirildiginda, %1’inin  1.evrede, %19,2’sinin 2.evrede, %63,9’unun 3.evrede ve

%16’s1n1n ise 4.evrede oldugu bulunmustur.

Tablo 4. 2: Hastalara Ait Sosyo-Demografik ve Genel Ozelliklere Ait Dagilim

Hasta/Kisi sayis1

(n) %

Osteomivelit D Yok 175 43,0

steomiyelit Durumu Var 230 570

) . Yok 56 13,8

No6ropati Durumu Var 351 86.2

Gangren Durumu Yok 297 73.0

g Var 110 27,0

. . Yok 325 79,9

Retinopati Durumu Var 82 201

. Yok 207 50,9

Koroner Arter Hastalig1 Var 200 49.1

Yok 358 88,0

Astim/Koah Durumu Var 19 12.0

C Yok 319 78,4

A.C.E. Inhibit6rii Kullanim Durumu Var 88 216

. Yok 337 82,8

Statin Kullanma Durumu Var 70 17.2

I Yok 400 98,3

Canaglifozine Kullanma Durumu Var 7 17

Grade 1 58 14,3

. Grade 2 73 17,9
Meggit-Wagner  Simiflandirilma  Sistemi

Kullanilarak Derecelendirilmis Ulser Grade 3 179 44,0

; Grade 4 88 21,6

Grade 5 9 2,2

Hiperbarik Oksijen Tedavisi (HBOT) Tedavisi | Yok 174 42,8

Durumu Var 233 57,2

. X . Yok 212 52,1

Negatif Basingli Yara Ortiisti Tedavisi Durumu Var 195 47.9

. . .. | Yok 160 39,3

Yumusak Doku ile Smirli Debridman Tedavisi Var 547 60.7

Vaskiiler Girisim (Anjioplasti, | Yok 330 81,1

Revaskdlarizasyon, Bypass) Tedavisi Var 77 18,9
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Tablo 4.2’de Ozetlendigi iizere; hastalarin %57 sinde osteomiyelit, %86,2’sinde ndropati,
%?27’sinde gangren, %?20,1’inde retinopati, %49,1’inde koroner arter hastaligi, %12’sinde

astim/koah saptanmistir.

Hastalarin %21,6’s1 Anjiyotensin Dontstiiriici Enzim (A.C.E) inhibitori kullanmakta olup,

%17,2’si statin, %1,7’si canaglifozine kullanmaktadir.

Diyabetik ayak hastalarinin {ilserleri Meggit-Wagner simiflandirma sistemi kullanilarak
evrelendirildiginde, hastalarin %14,3’1 grade 1, %17,9’u grade 2, %44’ grade 3, %21,6’s1

grade 4 ve %2,2’si ise grade 5 olarak siniflandirilmistir.

Hastalarin %57,2’sinin Hiperbarik Oksijen Tedavisi (HBOT) aldigi, %47,9’u ise Negatif
Basingl Yara Ortiisii (NPWT) tedavisi gordiigii, %60,7 sinde ise yumusak doku ile smirli
debridman prosediiriiniin gergeklestirildigi ve %18,9’unda ise vaskiiler girisim (Anjioplasti,

Revaskularizasyon, Bypass) prosediirlerinin gergeklestirildigi tespit edilmistir.

Tablo 4. 3: Hastalara Ait Sosyo-Demografik ve Genel Ozelliklere Ait Dagilim

Hasta/Kisi sayis1 (n) %
. Yok 57 14,0
Hastanin lyilesme Durumu Var 350 86.0
Hedef Nitelik: Hastanin Genel “Overall” | Yok 228 56,0
Ampiitasyon Durumu (ikili Kategorik, | Var 179 44,0
“Binary” Simniflandirma Problemi
Hedef Nitelik: Hastanin Major ve Mindr Y(?k” 228 96,0
Ampiitasyon Durumu (Uclii Kategorik, “Mulzi | Minor 148 36,4
Class” Siniflandirma Problemi Major 31 7,6

Tablo 4.3’te yapilan tedaviler sonucunda hastalarin sonlanimlar1 (“outcome”) incelendiginde
ise hastalarin %86’sinda iyilesme gerceklestigi goriilmektedir. Bununla birlikte genel
ampiitasyon orant %44 olarak saptanmistir. Detayli olarak incelendiginde ve ampditasyon
operasyonu gegiren hastalarin ampiitasyon derecelerine bakildiginda, hastalarin %36,4’(inde

minor, %7,6’sinda ise major amputasyon operasyonu gegirdigi bulunmustur.
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Tablo 4. 4: Hastalarin Genel Ozelliklerine ait Degerlerin Tanimlayici Istatistiksel Analizi

N X Std. Sapma Minimum Maksimum
Yas (Yil) 407 60,53 10,08 32 92
Dm Siiresi/ Y1l 399 15,63 9,17 0 50
Boy (Cm) 358 169,55 8,57 150 190
Kilogram (Kg) 358 81,42 16,10 40 140
VKI (Kg/M?) 358 28,38 5,59 14,69 51,95
Sigara Paket /Y1l 123 44,36 28,98 5 150
Diyabetik Ayak Infeksiyonu 375 217,43 285,93 0 2920
Siresi /Glin
Yara Genisligi (Cm?) 405 31,99 44,18 0,04 225,00
Lokosit (103/ul) 391 10,97 4,79 3,70 36,00
Crp (mg/L) 395 72,15 86,14 0,18 507,00
Sedimantasyon (mm/saat) 385 78,32 39,40 2,0 176,0
Hemoglobin (g/dL) 377 11,09 2,12 5,30 16,80
Bilirubin (mg/dL) 183 0,41 ,26 0,020 1,780
Alblimin (g/dL) 245 3,75 0,67 1,76 5,37
Hbalc (%) 326 9,02 2,30 5,10 19,60
Glukoz (mg/dL) 363 191,82 93,95 48,0 589,0
INR 175 1,17 0,51 0,81 4,20
PNL (103/ul) 308 7,35 3,98 2,60 33,80
PLT (103/ul) 351 322,88 127,22 95,0 1138,0
ALT (U/L) 360 19,37 19,06 3,0 287,0
AST (U/L) 360 20,37 14,72 7,0 199,0
Kreatinin (mg/dL) 383 1,51 1,67 0,30 10,20
Total Kolesterol (mg/dL) 204 176,24 54,97 65,0 379,0
Trigliserid (mg/dL), 195 178,05 122,53 50,0 897,0
LDL(mg/dL) 199 105,93 39,69 22,0 228,0
HDL (mg/dL) 193 34,48 13,93 8,0 115,0
HBOT Tedavisi /Seans Sayisi 209 40,98 24,11 3,0 150,0

Tablo 4.4°te verilen ve aragtirmada hastalarin antropometrik ve diger 6zelliklere ait tanimlayict

istatistikleri degerlendirildiginde;

Hastalarin ortalama yas1 60,5 y1l, ortalama “Diabetes Mellitus ” suresi 15,63 yil, ortalama boyu
169,55 cm, ortalama kilosu 81,42 kg, ortalama VKI degeri 28,38 kg/m?, yilda ortalama sigara
kullanimi 44,36 paket/y1l, ortalama DFU siiresi 217,43 giin, ortalama yara genisligi 31,99 cm?,
ortalama 16kosit degeri 10,97 (103/ul), ortalama CRP 72.15 (mg/L), ortalama sedimantasyon
78,32 (mm/saat), ortalama hemoglobin 11,09 (g/dL), ortalama bilirubin 0,41 (g/dL), ortalama
albimin 3,75 (g/dL), ortalama HbA1C 9,02 (%), ortalama glukoz 191,82(mg/dL), ortalama
INR 1,17, ortalama PNL 7,35 (10%/ul), ortalama PLT 322,88(10%/ul), ortalama ALT 19,37
(U/L), ortalama AST 20,37 (U/L), ortalama kreatinin 1,51 (mg/dL), ortalama total kolesterol
176,24 (mg/dL), ortalama trigliserid 178,05 (mg/dL), ortalama LDL 105,93(mg/dL), ortalama
HDL 34,48 (mg/dL) ve ortalama HBOT tedavi seans sayist ise 40,98 seans sayisi olarak

saptanmuistir.
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4.2 BOX-PLOT GRAFIGi VE NORMALLIK TESTLERI

Arastirmadaki degerlendirilen verilerde hem kategorik hem de siirekli yapiya sahip degiskenler
bulunmaktadir. Calismada degerlendirilen her bir degisken i¢in ilk olarak outlier (aykirt)
degerleri tespit etmek i¢in box-plot grafigi kullanilmistir. Sekil 4.1 ve Sekil 4.2°de bu grafikler
sunulmustur. Sonrasinda ise normallik testlerinden Shapiro-Wilk normallik testi uygulanmustir.
Normallik testi sonucu normal dagilim gostermeyen degerler i¢in logaritmik doniisim

uygulanmig olup yeniden normallik dagilim analizi uygulanmistir.
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Sekil 4. 1: Hastalarin Genel Ozelliklerine ait Degerlerin Box-Plot Grafigi
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Sekil 4. 2: Hastalarin Genel Ozelliklerinin Logaritmik Doniisiimlii Degerlerine ait Box-Plot Grafigi
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Tablo 4. 5: Hastalarin Genel Ozelliklerine Ait Normallik Testi Analizleri

Normallik Testleri

Kolmogorov-Smirnov Shapiro-Wilk
Statistic Df p Statistic df p
Yas 0,044 407 0,058 0,995 407 0,233
Dm Siiresi/ Y1l 0,114 399 0,000 0,964 399 0,000
Vki 0,094 358 0,000 0,949 358 0,000
Sigara Paket /Y1l 0,163 123 0,000 0,901 123 0,000
DFU Siiresi /Gin 0,234 375 0,000 0,503 375 0,000
YARA GENISLIGI (cm?) 0,235 405 0,000 0,692 405 0,000
Lokosit (103/pul) 0,120 391 0,000 0,859 391 0,000
CRP (mg/L) 0,202 395 0,000 0,787 395 0,000
Sedimantasyon (mm/saat) 0,085 385 0,000 0,966 385 0,000
Hemoglobin(g/dL) 0,047 377 0,041 0,994 377 0,179
Bilirubin (mg/dL) 0,165 183 0,000 0,834 183 0,000
Albimin(g/dL), 0,080 245 0,001 0,980 245 0,002
HbA1C(%) 0,074 326 0,000 0,946 326 0,000
Glukoz(mg/dL) 0,104 363 0,000 0,916 363 0,000
INR 0,322 175 0,000 0,452 175 0,000
PNL (103/pl) 0,149 308 0,000 0,800 308 0,000
PLT(103/pl) 0,085 351 0,000 0,905 351 0,000
ALT(U/L) 0,222 360 0,000 0,473 360 0,000
AST(U/L) 0,216 360 0,000 0,563 360 0,000
Kreatinin(mg/dL) 0,312 383 0,000 0,526 383 0,000
Total Kolesterol(mg/dL) 0,062 204 0,056 0,965 204 0,000
Trigliserid(mg/dL), 0,197 195 0,000 0,707 195 0,000
LDL(mg/dL), 0,052 199 0,200 0,987 199 0,065
HDL(mg/dL), 0,092 193 0,000 0,915 193 0,000
HBOT Tedavisi /Seans Sayisi 0,207 209 0,000 0,868 209 0,000

Tablo 4.5’te goriilecegi iizere, doktora tez calismasinda, hastalarin genel ozelliklerine ait
degerlerin normallik dagilimi analizinde Kolmogorov Smirnov ve Shapiro-Wilk testleri ile

degerlendirildiginde;

Kolmogorov-Smirnov testi sonuglarina gore yas, total kolesterol (mg/dL) ve LDL (mg/dL)
degeri normal dagilima uygun olup (p>0.05) bununla birlikte diger degerler normal dagilim
gostermemistir. Shapiro-Wilk testi sonuglarina gore ise yas, hemoglobin (g/dL) ve LDL
(mg/dL) degerleri normal dagilima uygun olup (p>0.05) bununla birlikte diger degerler normal

dagilim gostermemistir.
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Tablo 4. 6: Hastalarin Genel Ozelliklerin Logaritmik Doniisiimlii Degerlerine Ait Normallik Dagilim
Analizleri

Normallik Testleri

Kolmogorov-Smirnov Shapiro-Wilk
Statistic df p Statistic df p
LOGDMSURESI 0,167 383 0,000 0,935 383 0,000
LOGBKI 0,058 358 0,006 0,986 358 0,002
LOGSIGARAPAKET 0,145 123 0,000 0,957 123 0,001
LOGDAESURESI 0,049 374 0,033 0,990 374 0,012
LOGYARAGENISLIGI 0,092 405 0,000 0,972 405 0,000
LOGLOKOSIT 0,041 391 0,135 0,989 391 0,005
LOGCRP 0,072 395 0,000 0,965 395 0,000
LOGSEDIM 0,154 385 0,000 0,879 385 0,000
LOGHEMOGLOBIN 0,049 377 0,031 0,991 377 0,019
LOGBILIRUBIN 0,070 183 0,030 0,966 183 0,000
LOGALBUMIN 0,098 245 0,000 0,940 245 0,000
LOGHbA1C 0,052 326 0,034 0,989 326 0,011
LOGGLUKOZ 0,040 363 0,200 0,992 363 0,060
LOGINR 0,227 175 0,000 0,628 175 0,000
LOGPNL 0,068 308 0,001 0,978 308 0,000
LOGPLT 0,039 351 0,200 0,992 351 0,049
LOGALT 0,094 360 0,000 0,966 360 0,000
LOGAST 0,106 360 0,000 0,945 360 0,000
LOGKREATININ 0,177 383 0,000 0,854 383 0,000
LOGTRIGLISERID 0,073 195 0,013 0,974 195 0,001
LOGHDL 0,106 193 0,000 0,968 193 0,000
LOGHBOTEDAVI 0,209 209 0,000 0,924 209 0,000

Tablo 4.6°da verildigi tizere doktora tez ¢alismasinda, hastalarin genel 6zelliklerine ait degerleri
logaritmik dontisiim sonucunda tekrar normallik dagilim analizleri agisindan Kolmogorov

Smirnov ve Shapiro-Wilks testleri ile tekrar degerlendirildiginde;

Kolmogorov-Smirnov testi sonuglarina gore 16kosit (103/ul), glukoz (mg/dL) ve PLT (103/ul)
degerlerinin normal dagilima uygun oldugu (p>0.05); Shapiro-Wilk testi sonuglarina gore ise

glukoz (mg/dL) degerinin normal dagilima uygun oldugu gériilmektedir (p=>0.05).

Her ne kadar normallik dagilim analizleri sonucunda hastalarin genel 6zelliklerinden I6kosit
(20%/ul), glukoz (mg/dL) ve PLT (10%/ul) degerleri disindaki degerler normal dagilim
gostermemis olsa da, calismanin 6rneklem biiyiikliigli 30'un iizerinde oldugundan ve 6zellikle
“Merkezi Limit Teoremi”’ne gore drneklem sayis1 100’lin {izerinde oldugundan toplamlar ve
ortalamalar her zaman normal dagildigi kabul edilebileceginden dolayi, genel hasta
ozelliklerine iliskin degerlerin normal olarak dagildigi kabul edilmistir (George ve Mallery,
c2010.; Jolliffe, 1995). Bu nedenle calismada parametrik testler gergeklestirilmis olup

istatistiksel analizler bu kapsamda ele alinmistir.
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Tablo 4. 7: Hastalarm Genel Ozellikleri (Kategorik Degiskenler) ile Karar Asamasi Arasindaki [liski

Analizi
GENEL (“OVERALL”) AMPUTASYON STATUSU
Yok X* (p)
N % n %
Cinsivet Erkek 153 67,1 133 74,3 3.091
y Kadin 75 32.9 46 257 (0,213)
v 65 yas alt 158 69,3 113 63,1 2,486
a
’ 65 ve lizeri 70 30,7 66 36,9 (0,115)
Hipertansiyon Yok 76 33,3 49 27,4 1,673
pertansty Var 152 66,7 130 72,6 (0,196)
_ Yok 148 64,9 102 58,3 1.846
Sigara )
Var 80 35,1 73 41,7 (0,174)
fnsiili Yok 42 18,4 19 10,6 4,796
nsulin
Y Var 186 81,6 160 89,4 (0,029%)
Oral Antidiyabetik Yok 123 53,9 103 57,5 0,525
Ajan Var 105 46,1 76 42,5 (0,469)
Yok 97 425 69 38,5 0.663
Tekrarlayan DFU !

y Var 131 57,5 110 61,5 (0,415)
Gegmisteki ~ Amplitasyon Yok 157 68,9 93 52 14915
OkasU (Yok, Minor, Minor 59 25,9 79 441 .
Miaid (0,001%)

ajor) Majér 12 53 7 3,9
Bébrek Yetmezligi Yok 194 85,1 136 76 5,425
oore ctmezliigl
& Var 34 14,9 43 24 (0,020%)
Gegmisteki Vaskiiler YOK 131 57,5 85 47,5 4,002
Cerrahi Operasyon Oykiisii  v/ar 97 425 94 525 (0,045%)
Divaliz Yok 210 92,1 154 86 3.912
y Var 18 7.9 25 14 (0,048%)
Yok 196 86 150 83,8 0.369
Charcot Ayak ,
y Var 32 14 29 16,2 (0,543)
PEDIS Smiflandirma Eyre 1 95 41,7 17 9,5
Sistemine Gore
Siiflandirilmis-  Periferik Evre 2 116 509 0 39.1 113,043
3 (0,000%*)
Arter Hastahgl (PAH) Evre 3 17 7,5 92 51’4
Evresi
PEDIS Smiflandirma Eyre 1 84 36,8 3 1,7
Sistemine Gore 160,175
Siniflandirilmis Yara Evre 2 86 37,7 19 10.6 (0,000%)
Derinligi Evre 3 58 254 157 87,7
PEDIS Siniflandirma Evre 1 4 1.8 0 0
Sistemine Gore Evre?2 76 333 2 11 96,114
Suflandirilms Evre 3 136 59,6 124 69,3 (0,000%)
Infeksiyon Evre 4 12 5,3 53 20,6

Tablo 4.7°de detayli olarak gosterildigi iizere; hastalarin genel ozellikleri ile ampitasyon

statlleri arasindaki iliski analizi ki-kare testi ile degerlendirildiginde, insiilin, gecmisteki
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ampiitasyon statiisli, bobrek yetmezligi, gecmiste vaskiiler cerrahi operasyonu durumu, diyaliz,
PEDIS siniflandirma sistemine gore smiflandirilmis- periferik arter hastaligi (P.A.H) evresi:
PEDIS smiflandirma sistemine gore simiflandirilmis yara derinligi ve PEDIS siniflandirma
sistemine gore siniflandirilmis infeksiyon evreleri ile ampitasyon statisii arasinda anlamli bir

iliski saptanmistir (p<0,05).

Tablo 4. 8: Hastalar Genel Ozellikleri (Kategorik Degiskenler) ile Ampiitasyon Statiisii arasindaki Iliski

Analizi
GENEL (“OVERALL”) AMPUTASYON STATUSU
Yok Var X2 (p)
n % n %
osteomivelit b Yok 161 70,6 14 7.8 161.315
steomiyelit Durumu ’
y Var 67 29,4 165 92,2 (0,000%)
NGropati D Yok 51 224 5 28 32,381
oropati Durumu
P Var 177 77,6 174 97,2 (0,000%)
. 5 Yok 219 96,1 78 43,6 140 015
angren Durumu ’
J Var 9 39 101 56,4 (0,000%)
Reti D Yok 196 86 129 72,1 12,039
etinopati Durumu
P Var 32 14 50 27,9 (0,001%)
Koroner Arter Hastalig Yok 129 56,6 8 43,6 6,784
Durumu Var 99 43,4 101 56,4 (0,009%)
Yok 201 88,2 157 87,7 0.019
Astim/Koah Durumu !
Var 27 11,8 22 12,3 (0,890)
, Yok 180 78,9 139 77,7 0099
Ace Inh. Kullanimi1 Durumu '
Var 48 21,1 40 22,3 (0,753)
) Yok 195 85,5 142 79,3 2704
Statin Kullanim Durumu !
Var 33 14,5 37 20,7 (0,100)
Canaglifozine ~ Kullamm | YOK 225 98,7 175 97.8 0,501
Durumu Var 3 1,3 2,2 (0,479)
Grade 1 58 25,4 0
Grade 2 67 29,4 3,4
185,513
Wagner Grade Grade 3 98 43 81 45,3 (0,000%)
Grade 4 5 2,2 83 46,4
Grade 5 0 0 9 5
Hbot Tedavisi Alip Almama Yok 120 52,6 54 30,2 20,675
Durumu Var 108 47,4 125 69,8 (0,000%)
Negati_f_ Basinglt  Yara | ygk 153 67,1 59 33 46,844
Tedavisi (0,000%)
(NPWT) Durumu Var 75 32,9 120 67 '
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Tablo 4.8: Hastalarin Genel Ozellikleri (Kategorik Degiskenler) ile Ampiitasyon Statiisii arasindaki Iliski
Analizi (devam)

GENEL (“OVERALL”) AMPUTASYON STATUSU

Yok Var X2 (p)
n % n %
Yumusak Doku ile Swnirli|ygk 122 535 38 21.2
: — ' ’ 43,795
Debridman Prosediirt (0,000%)
Durumu Var 106 46,5 141 788 ,
Vaskiiler Girisim (Bypass, | Yok 201 88,2 129 72,1
. . 16,925
Anjioplasti)  Operasyonu (0,000%)
Durumu Var 27 11,8 50 27,9 ,
Hastanin Yok 14 6,1 43 24 26,624
Iyilesme Durumu Var 214 93,9 136 76 (0,000%)

Tablo 4.8’de goriilebilecegi tizere, doktora tez g¢alismasinda hastalarin genel O6zellikleri

(kategorik degiskenler) ile genel-“overall” statlileri arasindaki iligki analizi ki-kare testi ile

degerlendirildiginde, osteomiyelit, ndropati, gangren, retinopati, koroner arter hastaligi,

Wagner dereceleri, HBOT durumu, NPWT durumu, yumusak doku ile smirli debridman

prosedurii durumu, vaskiiler girisim ve iyilesme durumu ile genel-“overall” ampitasyon

statlleri arasinda anlaml bir iligki tespit edilmistir (p<0,05).

Tablo 4. 9: Hastalari Ampiitasyon Statiilerine gore Genel Ozelliklerinin (Niimerik Degiskenler)

Karsilagtirilmasi
GENEL (“OVERALL”) AMPUTASYON
STATUSU!
Yok Var t p

X SS. X SS.
Yas 59,92 9,66 61,31 10,57 1,384 0,167
D.M. Siiresi/ Y1l 15,46 9,44 15,85 8,84 0,430 0,668
VKI 29,33 5,66 27,02 5,21 -3,918 0,000*
Sigara Paket /Y1l 41,28 26,75 48,16 31,35 1,314 0,191
DFU Siiresi /Giin 212,35 276,25 224,04 298,78 0,392 0,695
Yara Genisligi (Cm?) 24,46 40,35 41,68 47,03 3,885 0,000*
Lokosit(103/ul) 10,19 4,16 11,96 534 3,579 0,000*
CRP(Mg/L) 48,8 71,33 101,21 94,00 6,115 0,000*
Sedimantasyon(Mm/Saat) 64,36 37,32 95,98 34,68 8,591 0,000*
Hemoglobin(G/DI) 11,60 2,05 10,45 2,03 -5,435 0,000*
Bilirubin(Mg/DI) 0,39 0,2 0,44 0,3 1,376 0,171
Alblmin(G/DI) 3,91 0,66 3,54 0,63 -4,451 0,000*
Hbalc (%) 9,07 2,22 8,97 2,4 -0,379 0,705
Glukoz(Mg/DI) 184,78 82,28 200,37 106,04 1,576 0,116

Bagimsiz Orneklem T Testi, *P<0,05
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Tablo 4. 9: Hastalarm Ampiitasyon Statiilerine gére Genel Ozelliklerinin (Niimerik Degiskenler)
Karsilastirilmas1 (devam)

GENEL (“OVERALL”) AMPUTASYON
STATUSU
Yok Var t P

X SS. X SS.
INR 1,2 0,56 1,14 0,46 -0,764 0,446
PNL(103/pl) 6,89 3,72 7,99 4,26 2,361 0,019*
PLT(103/ul) 307,91 122,87 343,89 130,63 2,634 0,009*
ALT(U/L) 18,14 12,91 20,91 24,64 1,287 0,199
AST(U/L) 18,76 9,03 22,37 19,49 2,165 0,032*
Kreatinin(Mg/DI) 1,45 1,62 1,6 1,72 0,897 0,370
Total Kolesterol(Mg/DI) 175,9 53,49 176,62 56,9 0,093 0,926
Trigliserid(Mg/DI) 162,94 106,18 196,05 138 1,892 0,060
LDL(Mg/DI) 105,99 40,73 105,87 38,64 -0,022 0,983
HDL (Mg/Dl) 36,84 14,72 31,54 12,33 -2,669 0,008*
HBOT Tedavisi /Seans Sayist 36,80 20,92 44,52 26,09 2,373 0,019+

Bagimsiz Orneklem T Testi, *P<0,05

Tablo 4.9°da goriilecegi lizere; arastirmada ampiitasyon operasyonu geciren hastalarin yara
genisligi (cm?) (X:42.68,55:47.03), Lokosit (103/ul) (X:11.96,5S:5.34), CRP (mg/L)
(X:101.21,55:94.00), sedimantasyon (mm/saat) (X:95.98,5S:34.68), PNL (10%/ul)
(X:7.99,5S:4.26), PLT (103/ul) (X:343.89,55:130.63), AST (U/L)(X:22.37,55:19.49) ve
HBOT tedavisi /seans sayist (X:44.52,55:26.09) degerleri anlamli olarak ampitasyon

operasyonu gecirmeyen hastalarin ortalama degerinden yiiksek olarak saptanmuistir.

Bununla birlikte, ampiitasyon olmayan hastalarim VKI (X:29.33,5S:5.66), hemoglobin
(g/dL) (X:11.60,5S:2.05), albimin (g/dL) (X:3.91,55:0.66) ve HDL (mg/dL)
(X:36.80 SS:20.92) degerleri ampiitasyon operasyonu gegiren hastalarmn ortalama degerinden
yuksek oldugu tespit edilmistir (p<0,05).
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Tablo 4. 10: Hastalarin Mindr ve Major Ampiitasyon (Uclii Kategorik - “Multi Class ) Statilerine Gore
Genel Ozelliklerinin (Niimerik Degiskenler) Karsilastiriimast

Minér ve Major (Uclii Kategorik - “Multi Class”)
Ampiitasyon Statiisii*

Yok Minor Major F p
X SS X SS X SS
Yas 59,92 9,66 60,87 10,53 63,42 10,69 1,781 0,170
Dm Siiresi/ Yil 15,46 9,44 15,1 8,23 19,42 10,71 2,962 0,053
VKI 29,33 5,66 26,78 5,08 28,04 5,72 8,284  0,000*
Sigara Paket /Y1l 41,28 26,75 49,12 32,43 45,36 28,89 0,945 0,391
DFU Siiresi /Giin 212,35 276,25 230,30  324,7 193,86 106 0,264 0,768
Yara Genisligi (cm?) 24,46 40,35 35,10 41,88 72,68 57,42 18,257 0,000*
Lokosit(103/ul) 10,19 4,16 11,75 5,42 13,00 4,87 7,653 0,001*
CRP (mg/L) 48,80 71,33 97,80 97,46 118,49 72,94 20,625 0,000*
Sedimantasyon (mm/saat) 64,36 37,32 93,31 34,90 110,77 29,89 39,260 0,000*
Hemoglobin (g/dL) 11,60 2,05 1060 1,99 9,73 212 17,088 0,000*
Bilirubin (mg/dL) 0,39 0,20 0,43 0,27 05 0,45 1,485 0,229
Albimin (g/dL) 3,91 0,66 3,60 0,62 3,26 0,64 12,102 0,000*
Hbalc (%) 9,07 2,22 9,06 2,43 8,41 2,19 0,780 0,459
Glukoz(mg/dL) 184,78 82,28 201,42 108,72 194,52 91,39 1,296 0,275
INR 1,20 0,56 1,11 0,35 1,32 0,79 1,461 0,235
PNL(10%/ul) 689 372 781 419 918 4,65 35809 0,023*
PLT(103/ul) 307,91 122,87 348,93 134,61 313,9 101,39 4,165 0,016*
ALT(U/L) 18,14 12,91 20,79 25,73 21,52 18,39 0,954 0,386
AST(U/L) 18,76 9,03 22,27 19,54 22,88 19,6 2,718 0,067
Kreatinin(mg/dL) 1,45 1,62 1,46 1,56 2,32 2,30 3,424  0,034*
Total Kolesterol(mg/dL) 175,9 53,49 182,34 55,99 146,13 53,51 2,793 0,064
Trigliserid(mg/dL) 162,94 106,18 197,77 13926 186,82 13564 1,829 0,163
LDL(mg/dL) 105,99 40,73 109,62 37,05 85,25 42,08 2,261 0,107
HDL(mg/dL) 36,84 14,72 32,85 12,01 24,15 11,86 5,891 0,003*
gf;?SIT Tedavisi /Seans 355 2092 4492 2679 4193 2156 2,809 0,063

Tek Yonlu Varyans (One-Way ANOVA) Analizi, *p<0.05

Tablo 4.10°da goriilecegi iizere; doktora tez galismasinda, hastalarin genel Ozelliklerine ait
degerlerin (niimerik degiskenler) mindr ve major Ampitasyon (Uclii Kategorik - “Multi

Class ") statulerine gore karsilastirilmasi tek yonlii varyans analizi ile degerlendirildiginde;

Hastalarin VKI, yara genisligi(cm?), 16kosit (10%/ul), CRP (mg/L), sedimantasyon (mm/saat),
hemoglobin (g/dL), albimin(g/dL), PNL (103/ul), PLT (103/ul), kreatinin (mg/dL) ve HDL

(mg/dL) degerleri ile amputasyon statuleri arasinda anlamli bir farklilik saptanmistir (p<0.05).
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Varyanslarin homojenligini test etmek i¢in Levene homojenlik testi kullanilmistir ve varyans

homojenligi saglaniyorsa (p>0.05) Tukey HSD. homojenlik saglanmivorsa (p<0.05)

Tamhane testi kullanilmistir.

VKI degerleri i¢in gruplar arasindaki farkliliklar Tukey HSD ¢oklu karsilagtirma testi ile
degerlendirildiginde, amputasyon operasyonu gecirmeyen hastalarin ortalama VKI degeri
(X:29.33,55:5.66) anlaml1 olarak mindr ampiitasyon operasyonu gegiren hastalarin ortalama
VKI degerinden (X: 26.78, SS: 5.08) yiiksek oldugu tespit edilmistir.

Yara genisligi (cm?) icin gruplar arasindaki farkliliklar Tamhane c¢oklu karsilastirma testi ile
degerlendirildiginde, majér ampiitasyon operasyonu gegciren hastalarin ortalama yara genisligi
(cm?) (X:72.68,5S:57.42) anlaml olarak mindr ampiitasyon operasyonu gegiren hastalarin
ortalama yara genisligi (cm?) (X:35.10,5S:41.88) ve ampiitasyon operasyonu gegirmeyen
hastalarin ortalama yara genisligi (cm?)(X:24.46,5S:40.35) degerinden yiiksek oldugu

saptanmistir.

Lokosit (103/ul) i¢in gruplar arasindaki farkliliklar Tamhane g¢oklu karsilastirma testi ile
degerlendirildiginde, major ampiitasyon operasyonu gegiren hastalarin ortalama 16kosit (103/pl)
(X:13.00,5S:4.87) ve mindr ampitasyon operasyonu gegiren hastalarin ortalama Idkosit
(103/ul) (X:11.75,55:5.42) degerleri; anlamli olarak ampiitasyon operasyonu gegirmeyen
hastalarin  ortalama 16kosit (103/ul) (X:10.19,55:4.16) degerinden yiiksek oldugu

saptanmuistir.

CRP (mg/L) igin gruplar arasindaki farkliliklar Tamhane c¢oklu karsilastirma testi ile
degerlendirildiginde, major ampiitasyon operasyonu gegiren hastalarin ortalama CRP (mg/L)
(X:118.49,55:72.94) ve mindr ampiitasyon gegiren hastalarm ortalama CRP (mg/L)
(X:97.80, 55:97.46) degerleri; anlamli olarak ampiitasyon operasyonu gecirmeyen hastalarin
ortalama CRP (mg/L) (X: 48.80,SS: 71.33) degerinden yiiksek oldugu bulunmustur.

Sedimantasyon (mm/saat) i¢in gruplar arasindaki farkliliklar Tamhane goklu karsilagtirma testi
ile degerlendirildiginde, major ampiitasyon operasyonu geciren hastalarin ortalama
sedimantasyon (mm/saat) (X:110.77,5S:29.89) degerleri anlamli olarak mindr ampiitasyon
operasyonu geciren hastalarin ortalama sedimantasyon (mm/saat) (X:93.31,5S:34.90) ve
ampiitasyon operasyonu ge¢irmeyen hastalarin ortalama sedimantasyon (mm/saat)

(X:64.36,5S:37.32) degerinden yiiksek oldugu goriilmektedir.
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Hemoglobin (g/dL) degerleri igin gruplar arasindaki farkliliklar Tukey HSD ¢oklu karsilastirma
testi ile degerlendirildiginde, ampiitasyon operasyonu ge¢irmeyen hastalarin ortalama
hemoglobin (g/dL) degeri (X:11.60,SS:2.05) anlamli olarak mindr ampiitasyon operasyonu
geciren hastalarin ortalama hemoglobin (g/dL) (X:10.60,5S:1.99) ve major ampitasyon
operasyonu gegiren hastalarin ortalama hemoglobin (g/dL) degerinden (X:9.73,5S:2.12)
yiiksek oldugu goriilmektedir. Albimin (g/dL) degerleri igin gruplar arasindaki farkliliklar
Tukey HSD coklu karsilastirma testi ile degerlendirildiginde, ampiitasyon operasyonu
gecirmeyen hastalarin ortalama albiimin (g/dL) degeri (X: 3.91, SS: 0.66) anlamli olarak mindr
ampiitasyon operasyonu geciren hastalarin ortalama albiimin (g/dL) (X:3.60,5S:0.62) ve
major ampitasyon operasyonu gegiren hastalarin ortalama albiimin (g/dL) degerinden
(X:3.26,5S:0.64) yiiksek oldugu tespit edilmistir.

PNL (103/ul) degerleri igin gruplar arasindaki farkliliklar Tukey HSD ¢oklu karsilagtirma testi
ile degerlendirildiginde, major ampiitasyon operasyonu geciren hastalarin ortalama PNL
(103/ul) degeri (X:9.18,55:4.65) anlamli olarak ampiitasyon operasyonu gegirmeyen
hastalarin ortalama PNL (10%/ul) degerinden (X:6.89,SS:3.72) yiiksek oldugu saptanmustr.
PLT (103/ul) degerleri i¢in gruplar arasindaki farkliliklar Tukey HSD ¢oklu karsilastirma testi
ile degerlendirildiginde, mindr ampiitasyon operasyonu geciren hastalarin ortalama PLT
(103/ul) degeri (X:348.93,5S:134.61) anlamli olarak ampiitasyon operasyonu gegirmeyen
hastalarin ortalama PLT (103/ul) degerinden (X:307.91,5S:122.87) yiiksek oldugu tespit
edilmistir. Kreatinin (mg/dL) degerleri i¢in gruplara arasindaki farkliliklar Tamhane ¢oklu
karsilagtirma testi ile degerlendirildiginde, major ampiitasyon operasyonu geciren hastalarin
ortalama kreatinin (mg/dL) (X:2.32,S5S:2.30) anlamli olarak mindr ampiitasyon operasyonu
geciren hastalarn ortalama kreatinin (mg/dL) (X:1.46,SS:1.56) ve ampiitasyon operasyonu
gecirmeyen hastalarin ortalama kreatinin (mg/dL) (X:1.45,5S:1.62) degerinden yiiksek
oldugu bulunmustur. HDL (mg/dL) degerleri ig¢in gruplar arasindaki farkliliklar Tukey HSD
coklu karsilagtirma testi ile degerlendirildiginde, ampiitasyon operasyonu gegirmeyen
hastalarin ortalama HDL (mg/dL) degeri (X:36.84,5S:14.72) anlamli olarak major
amputasyon operasyonu geciren hastalarin ortalama HDL (mg/dL) degerinden
(X:24.15, 55: 11.86) yiiksek oldugu goriilmektedir.

Bununla birlikte hastalarin yas, diabetes mellitus stiresi, yillik sigara kullanim1 (paket), DFU
suresi, bilirubin (mg/dL), HbA1C (%), glukoz(mg/dL) , INR, ALT (U/L), AST (U/L), total
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kolesterol (mg/dL), trigliserid (mg/dL) ve HBOT Tedavisi /Seans Sayisi degerleri ile hastalarin

amplitasyon statiileri arasinda anlamli farklilik saptanamamaistir (p>0.05).
4.3 SPEARMAN RHO KORELASYON ANALIZI TESTI SONUCLARI

Tablo 4. 11: Hastalarm Genel Ozellikleri ile Genel “Overall” Ampiitasyon Statiisii Arasindaki iliskinin
Degerlendirmesinde Spearman Rho Korelasyon Analizi

Genel “Overall” Ampitasyon

Statlsu
r p
Kilo (N=358) -0,186 0,000™
Insiilin Kullanimi (N=407) 0,109 0,029"
Gegmisteki Ampiitasyon Statiisii (Y ok, Minér, Major) (N=407) 0,157 0,001™
Bobrek Yetmezligi (N=407) 0,115 0,020"
Gegmisteki Vaskiiler Cerrahi Oykiisii (N=407) 0,099 0,046"
Diyaliz Durumu (N=407) 0,098 0,048"
PEDIS-P.A.H. Evresi (N=407) 0,512 0,000™
Yara Genisligi (Cm?) (N=405) 0,307 0,000™
PEDIS-Yara Derinligi Evresi (N=407) 0,620 0,000™
PEDIS- Infeksiyon Evresi (N=407) 0,484 0,000™
Osteomiyelit Durumu (N=407) 0,630 0,000™
Lokosit (103/ul) (N=391) 0,186 0,000™
CRP (Mg/L) (N=395) 0,361 0,000™
Sedimantasyon (Mm/Saat) (N=385) 0,403 0,000™
Hemoglobin (G/DI) (N=377) -0,275 0,000™
Albimin (G/DI) (N=245) -0,282 0,000™
PNL (103/ul) (N=308) 0,140 0,014™
PLT (103%/ul) (N=351) 0,158 0,003™
Trigliserid (Mg/DI) (N=195) 0,154 0,032"
HDL (Mg/DI) (N=193) -0,183 0,011"
Noropati Durumu (N=407) 0,282 0,000™
Gangren Durumu (N=407) 0,587 0,000™
Retinopati Durumu (N=407) 0,172 0,000™
Koroner Arter Hastaligr Durumu (N=407) 0,129 0,009"
Wagner Grade (N=407) 0,668 0,000™
Hbot Durumu/Var Yok (N=407) 0,225 0,000™
Hbot Tedavisi/ Seans Sayis1 (N=209) 0,149 0,031"
Npwt Tedavi Durumu (N=407) 0,339 0,000™
Debricman Prosedrd Statis (N=407) 0328 0,000°
Vaskiiler Girisim Operasyonu Durumu 0,204 0,000™

(Bypass, Anjioplasti) (N=407)
Tyilesme (N=407) -0,256 0,000™
Spearman Rho, *P<0.05, **P<0.01
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Tablo 4.11°de goriilecegi lizere Aragtirmada hastalarin genel ozellikleri ile genel “overall”
amputasyon statisu arasindaki iliski durumu Spearman Rho korelasyon testi ile

degerlendirildiginde;

Hastalarin kilo (r:-0.186, p<0.01), hemoglobin (g/dL) (r:-0.275, p<0.01), albiimin (g/dL (r:-
0.282, p<0.01), HDL (mg/dL) (r:-0.183, p<0.05) ve iyilesme (r:-0.256, p<0.01) nitelikleri ile
genel — “overall” amputasyon statiileri arasinda negatif yonlii, zayif diizeyde ve anlamli bir

iliski saptanmustir.

Hastalarin insiilin kullanimi (r:0.109, p<0.05), gecmisteki ampitasyon operasyonu gegirme
oykasl (r:0.157, p<0.01), bobrek yetmezligi durumu (r:0.115, p<0.05), gegmisteki vaskuler
cerrahi operasyonu 6ykiisii (r:0.099, p<0.05), diyaliz (r:0.098, p<0.05), yara genisligi (cm?)
(r:0.307, p<0.01), 16kosit (103/pl) (r:0.186, p<0.01), CRP (mg/L) (r:0.361, p<0.01), PNL
(103/ul) (r:0.140, p<0.05), PLT (103/ul) (r:0.158, p<0.01), trigliserid (mg/dL), (r:0.154,
p<0.05), néropati durumu (r:0.282, p<0.01), retinopati durumu (r:0.172, p<0.01), koroner arter
hastaligr durumu (r:0.129, p<0.01), HBOT tedavisi alip almama durumu (r:0.225, p<0.01),
HBOT tedavisi/seans sayisi (1:0.149, p<0.05), NPWT tedavisi alip almama durumu (r:0.339,
p<0.01), yumusak doku ile sinirli debridman tedavisi alip almama durumu (r:0.328, p<0.01) ve
vaskdler cerrahi girisim statisii (r:0.204, p<0.01) ile genel — “overall” ampltasyon statisi
arasinda pozitif yonde, zayif diizeyde ve anlamli bir iliski tespit edilmistir. Hastalarin PEDIS-
P.A.H. evresi (r:0.512, p<0.01), PEDIS-infeksiyon evresi (r:0.484, p<0.01), sedimantasyon
(mm/saat) (r:0.403, p<0.01), osteomiyelit durumu (r:0.630, p<0.01), gangren durumu (r:0.587,
p<0.01) ile genel — “overall” amputasyon statlisii arasinda poizitif yonde, normal diizeyde ve
ayrica yara derinligi (r:0.620, p<0.01) ve Wagner grade degiskeni (1:0.668, p<0.01) ile genel —
“overall” amputasyon statlsu arasinda pozitif yonde, giiclii diizeyde ve anlamli bir iliski

bulunmustur.

4.4 VERI MADENCILIiGI SURECINDE MAKINE OGRENMESI
SINIFLANDIRMA ALGORITMALARININ UYGULANMASI SONUCU ELDE
EDILEN BULGULAR - iKiLi SINIFLANDIRMA

Bu bolimde diyabetik ayak hastalarmin ampiitasyon riskini 6ngérmek igin kullanilan

smiflandirma algoritmalar1 olan k-En Yakin Komsu algoritmasi, Sade- “Naive” Bayes
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Siniflandiric, Smiflandirma ve Regresyon Agaglar1 algoritmasi(CART), Rastgele Orman
algoritmasi, Yapay Sinir Aglar1, Destek Vektor Makineleri ve XGBoost algoritmast ile birlikte
hiperparametre optimizasyonu olarak segilen 1zgara arama yontemi ve genetik algoritma ile
parcacik siirii optimizasyonu algoritmalarindan elde edilen bulgular paylasiimistir. Oncelikli
amac genel ampitasyonu tahmin etmek oldugundan ve genel ampiitasyon veri setinin hedef
niteligi dengeli bir dagilima sahip oldugundan, ilk olarak ikili- “binary ” siniflandirma sonuglari

paylastlmistir.

441 K- En Yakin Komsu Algoritmasindan Elde Edilen Bulgular (ikili

Siniflandirma)
4.4.1.1 Orijinal Veri Setinin Niimerik Alt Kirihmindan Elde Edilen Bulgular

Tablo 4. 12: Orijinal Veri Setinin Nimerik Alt Kirilimindan Elde Edilen Bulgular

K-En Yakin | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olcuti
Komsu Ongori
Algoritmasi - Degeri
Performans
Degerlendirme
Yontemleri

%90 Egitim 0,7949 0,8235 0,7727 0,7368 0,85 0,777741204
%10 Test
K=default

%80 Egitim
%20 Test
K=default 0,85 0,8286 0,8667 0,8286 0,8667 0,8286

%70 Egitim
%30 Test
K=default 0,7769 0,6415 0,8824 0,8095 0,7595 0,715774294

%60 Egitim
%40 Test
K=default 0,821 0,7465 0,8791 0,8281 0,8163 0,785185634

BOOTSTRAP
(1:50)
K=default 0,7533 0,8 0,7189 0,6772 0,8298 0,733495803

BOOTSTRAP
(1:100)
K=default 0,7414 0,7535 0,733 0,6605 0,8118 0,703941655

BOOTSTRAP
(1:200)
K=default 0,7446 0,5932 0,8562 0,7527 0,7405 0,663498982

UGLU AYIRMA | 0,9268 0,8889 0,9565 0,9412 0,9167 0,914302694
YONTEMI*

UCLU AYIRMA | 0,6829 0,5556 0,7826 0,6667 0,6923 0,606100826
YONTEMI?

1-%80 EGITIM (Izgara arama-“grid search” yontemi ile optimum komsu sayist K=15 olarak tespit edilmistir) %10 Gegerleme (Validasyon)
%10 TEST/ Validasyon Veri Seti Performans Sonuglari
2-%80 EGITIM, %10 Validasyon (Gegerleme), %10 TEST/ TEST Veri Seti Performans Sonuglart
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Tablo 4.12’de detayli performans sonuglarinin verildigi orijinal veri setinin niimerik alt kirilim

veri setinde, dogruluk degeri esas alinarak karsilastirilan k-En Yakin Komsu algoritmasi

modelleri ikili ayirma (“hold-out”, k degeri default), bootstrap sampling ve iglii ayirma

yontemi kullanilarak karsilastirilmistir. Optimum k parametresini elde edebilmek icin 20-kat

capraz gecerleme(“cross validation”’) kullanilmistir. Algoritmanin validasyon ve test veri seti

performanslari, dogruluk temel alinarak karsilastirilmigtir. lzgara arama yontemi- “grid

search” kullanilarak gerceklestirilen hiperparametre optimizasyonu sonucunda en ylksek

dogruluk degeri k komsu sayist 15 ile 0,9268 olarak elde edilmistir. Bu nedenle k-En Yakin

Komsu algoritmasinin parametre ayarlamasinda modelin k parametresi 15 olarak belirlenmistir.

Ardindan k=15 ile olusturulan model, test performansinin bulunmasi i¢in kullanilmistir. Sonug

olarak test performansi 0,6829 dogruluk degerine sahiptir.

4.4.1.2 Nitelik Secimi Yapuarak Boyut Sayisi Azaltilmis Veri Setinin Niimerik Alt

Kirilimindan Elde Edilen Bulgular

Tablo 4. 13: K-En Yakin Komsu Algoritmasi i¢in Nitelik Secimi Yapilarak Boyut Sayis1 Azaltilmig Veri

Setinin Niimerik Alt Kirtlimindan Elde Edilen Bulgular

YONTEMI?

K-En Yakin | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Komsu Ongori

Algoritmasi - Degeri

Performans

Degerlendirme

Yontemleri

%90 Egitim 0,7436 0,7647 0,7273 0,6842 0,8000 0,722213735
%10 Test

%80 Egitim 0,7625 0,7714 0,7556 0,7105 0,8095 0,73969863
%20 Test

%70 Egitim 0,7603 0,6981 0,8088 0,7400 0,7746 0,718439608
%30 Test

%60 Egitim 0,7716 0,8028 0,7473 0,7125 0,8293 0,754959414
%40 Test

BOOTSTRAP 0,784 0,7812 0,7860 0,7310 0,8284 0,755266764
SAMPLING

(1:50)

BOOTSTRAP 0,6912 0,6966 0,6872 0,6235 0,7528 0,658026059
SAMPLING

(1:100)

BOOTSTRAP 0,8029 0,8462 0,7716 0,7279 0,8741 0,782604638
SAMPLING

(1:200)

UCLU AYIRMA | 0,9268 0,8889 0,9565 0,9412 0,9167 0,914302694
YONTEMI*

UCLU AYIRMA | 0,6341 0,5556 0,6957 0,5882 0,6667 0,571435426

1-%80 Egitim (Izgara arama-“grid search” yontemi ile optimum komsu sayist K=15) %10 Gegerleme (Validasyon) Veri Seti Performans

Sonuglari

2-%80 EGITIM , %10 Validasyon (Gegerleme), %10 TEST/ TEST Veri Seti Performans Sonuglar
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Tablo 4.13’te goriilecegi tlizere, 1zgara arama Yyontemi-‘“grid search” kullanilarak
gergeklestirilen hiperparametre optimizasyonu sonucunda en yiiksek dogruluk degeri k komsu
sayis1 15 ile 0,9268 olarak elde edilmistir. Bu nedenle k-En Yakin Komsu algoritmasinin
parametre ayarlamasinda modelin k parametresi 15 olarak belirlenmistir. Ardindan k=15 degeri
ile parametre ayarlamasi sonucunda olusturulan model, test performansinin bulunmasi igin

kullanilmistir. Sonug olarak test performansi 0,6341 dogruluk degerine sahiptir.
4.4.2 Sade Bayes Stmflandiricisindan Elde Edilen Bulgular (ikili Simflandirma)
4.4.2.1 Orijinal Veri Setinden Edilen Bulgular

Tablo 4. 14: Sade Bayes Algoritmasi igin Orijinal Veri Setinde Cesitli Performans Degerlendirme
Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Sade Bayes | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Algoritmasi— Ongoru

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,8462 0,7647 0,9091 0,8667 0,8333 0,812511328
%10 Test

%80 Egitim 0,8125 0,8286 0,8 0,7632 0,8571 0,794556502
%20 Test

%70 Egitim 0,8182 0,8302 0,8088 0,7719 0,8594 0,799989239
%30 Test

%60 Egitim 0,8086 0,7887 0,8242 0,7778 0,8333 0,783212078
%40 Test

BOOTSTRAP 0,7745 0,7342 0,8037 0,7296 0,8073 0,731892772
SAMPLING

(1:50)

BOOTSTRAP 0,7787 0,731 0,8128 0,7361 0,8088 0,733541136
SAMPLING

(1:100)

BOOTSTRAP 0,81 0,7863 0,8272 0,7667 0,8428 0,776376317
SAMPLING

(1:200)

UCLU AYIRMA | 0,8537 0,8889 0,8261 0,8 0,9048 0,842110249
YONTEMI*

1-%80 Egitim, %10 Gegerleme (Validasyon), %10 Test- Validasyon Veri Seti Performans Sonuglar1

Tablo 4.14’te goriilecegi lizere; Sade Bayes algoritmasi igin veri setinin bu alt kirilimindaki en
yliksek performans ii¢lii ayirma metodundaki validasyon veri setinde elde edilmis olup; 0,8537

dogruluk ve 0.8421 F-Olglit(l degerleri elde edilmistir.
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Tablo 4. 15: Sade Bayes Algoritmasi igin Orijinal Veri Setinde Capraz Gegerleme Degerlendirme
Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Sade Bayes Algoritmasi— Capraz | Ortalama Dogruluk Ortalama Hata
Gegerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8085818 0,1914182
K=10 0,8112195 0,1887805
K=15 0,8160494 0,1839506
K=20 0,8108333 0,1891667

Tablo 4.15’te goriilecegi lizere cesitli K degerleri ile ¢apraz gegerleme performans
degerlendirme yontemi kullanilarak elde edilmis en yiiksek ortalama dogruluk 0,8160494
degeri ile “K=15" katsayis1 kullanilarak elde edilmistir.

4.4.2.2 Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak Kategorik Haile Getirilmis Alt
Kirilim Veri Setinden Elde Edilen Bulgular

Tablo 4. 16: Sade Bayes Algoritmasi igin Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak Kategorik
Hale Getirilmis Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Yo6ntemleri Kullanilarak Elde
Edilen Performans Degerlendirme Olgiitleri

Sade Bayes | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Algoritmasi— Ongorii

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,7692 0,8824 0,6818 0,6818 0,8824 0,76923708
%10 Test

%80 Egitim 0,8375 0,7429 0,9111 0,8667 0,82 0,800039053
%20 Test

%70 Egitim 0,8264 0,8491 0,8088 0,7759 0,873 0,810851311
%30 Test

%60 Egitim 0,8704 0,8873 0,8571 0,8289 0,907 0,857106363
%40 Test

BOOTSTRAP 0,7447 0,8917 0,6393 0,6393 0,8917 0,744694722
(1:50)

BOOTSTRAP 0,7924 0,8129 0,7783 0,7152 0,8587 0,760926746
(1:100)

BOOTSTRAP 0,8185 0,8205 0,8171 0,7619 0,8645 0,790114952
(1:200)

UCLU AYIRMA | 0,7805 0,7222 0,8261 0,7647 0,7917 0,742842612
YONTEMI

1-%80 EGITIM , %10 Validasyon (Gegerleme), %10 Test, Validasyon Veri Seti Performans Sonuglari

Tablo 4.16’da goriilecegi lizere %60 egitim veri seti kullanilarak olusturulmus modelin test
performansi 0,8704 ile en yiiksek dogruluk degerine ulasmistir. Buna karsilik iiglii ayirma
performans degerlendirme yontemi sonucunda algoritmanin validasyon veri setindeki

dogrulugu 0.7805 degerinde kalmistir.
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Tablo 4. 17: Sade Bayes Algoritmasi i¢in Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak Kategorik
Hale Getirilmig Alt Kirtlim Veri Setinde Capraz Gegerleme Performang' Degerlendirme Y 6ntemi
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Sade Bayes Algoritmasi— Capraz | Ortalama Dogruluk Ortalama Hata
Gecerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8255044 0,1744956
K=10 0,8205488 0,1794512
K=15 0,8279541 0,1720459
K=20 0,8233333 0,1766667

Tablo 4.17°de goriilecegi lizere gesitli K degerleri ile veri setinde ¢apraz gecerleme performans
degerlendirme yontemi kullanilarak elde edilmis en yiiksek ortalama dogruluk 0,8279541
degeri ile “K=15" katsayis1 kullanilarak elde edilmistir.

4.4.2.3 Nitelik Secimi Yapilarak Boyut Sayisi1 Azaltilmis Veri Setinin NUmerik ve
Kategorik Alt Kirihmindan Elde Edilen Bulgular

Tablo 4. 18: Sade Bayes Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayist Azaltilmig Veri Setinin
Numerik ve Kategorik Degerlerden Olusan Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme
Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Sade Bayes | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olcuti
Algoritmasi— Ongori

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,8205 0,8824 0,7727 0,75 0,8947 0,810830679
%10 Test

%80 Egitim 0,825 0,8571 0,8 0,7692 0,878 0,810774543
%20 Test

%70 Egitim 0,8678 0,8868 0,8529 0,8246 0,9062 0,854569686
%30 Test

%60 Egitim 0,7716 0,831 0,7253 0,7024 0,8462 0,761307421
%40 Test

BOOTSTRAP 0,742 0,6899 0,7798 0,6943 0,7763 0,692093007
(1:50)

BOOTSTRAP 0,8012 0,7517 0,8366 0,7676 0,8244 0,759566801
(1:100)

BOOTSTRAP 0,8239 0,8049 0,8385 0,792 0,8491 0,798397896
(1:200)

UCLU AYIRMA | 0,8537 0,8889 0,8261 0,8 0,9048 0,842110249
YONTEMI!

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 TEST/ Validasyon Veri Seti Performans Sonuglar
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Tablo 4.18’de goriilecegi lizere, %70 egitim veri seti kullanilarak olusturulmus modelin test
performanst 0,8678 ile en yiiksek dogruluk degerine ulasmistir. Buna karsilik i¢li ayirma
performans degerlendirme yontemi sonucunda algoritmanin validasyon veri setindeki dogruluk

0.8537 degerinde kalmistir.

Tablo 4. 19: Sade Bayes Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayist Azaltilmis Veri Setinin
Niimerik ve Kategorik Degerlerden Olusan Alt Kirilim Veri Setinde Capraz Gegerleme Performans
Degerlendirme Yo6ntemi Kullanilarak Elde Edilen Performans Degerlendirme Olgutleri

Sade- Bayes Algoritmasi— Capraz | Ortalama Dogruluk Ortalama Hata
Gecerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8182 0,1818

K=10 0,8206 0,1794

K=15 0,8157 0,1843

K=20 0,8108 0,1892

Tablo 4.19°da goriilecegi lizere gesitli K degerleri ile veri setinde ¢apraz gecerleme performans

degerlendirme yontemi kullanilarak elde edilmis en yiiksek ortalama dogruluk 0.8206 degeri

ile “K=10” katsayis1 kullanilarak elde edilmistir.

4.4.2.4 Nitelik Se¢imi Yapilarak Boyut Sayist Azaltilmis Veri Setinin Ayriklastirma Islemi

Yapilarak Kategorik Hile Getirilmis Alt Kirilim Veri Setinden Elde Edilen

Bulgular

Tablo 4. 20: Sade Bayes Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayist Azaltilmig Veri Setinin
Ayriklastirma Islemi Yapilarak Kategorik Hale Getirilmis Alt Kirihhm Veri Setinden Elde Edilen Bulgular

Sade Bayes
Algoritmasi—
Performans
Degerlendirme
Ydntemleri

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgitii

UCLU AYIRMA
YONTEMI

%80 EGITIM
%10
GECERLEME
(\Validasyon)

%10 TEST
Validasyon
Performans
Sonugclari

0,8049

0,7778

0,8261

0,7778

0,8261

0,7778

Tablo 4.20°de goriilecegi iizere nitelik se¢imi yapilarak boyut sayist azaltilmis veri setinin

ayriklastirma islemi yapilarak kategorik hale getirilmis alt kirthim veri setinin ti¢lii ayirma
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metodu kullanilarak elde edilen validasyon veri setindeki performansina iligkin en 6nemli

bulgular 0,8049 dogruluk ve 0,7778 F-Olgiitii degerlerinin elde edilmis olmasidir.

4.4.3 Smiflandirma ve Regresyon Agaclar1 (“CART”) Algoritmasindan Elde Edilen

Bulgular (ikili Stmflandirma)

4.4.3.1 Orijinal Veri Setinden Edilen Bulgular

Tablo 4. 21: Siniflandirma ve Regresyon Agaglari (“CART”) Algoritmast igin Orijinal Veri Setinde
Cesitli Performans Degerlendirme Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme

Olctleri
CART Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olcuti
Algoritmasi— Ongoru
Performans Degeri
Degerlendirme
Yontemleri
%90 Egitim 0,8718 0,7647 0,9545 0,9286 0,84 0,838717794
%10 Test
%80 Egitim 0,775 0,6857 0,8444 0,7742 0,7755 0,727267539
%20 Test
%70 Egitim 0,8017 0,7736 0,8235 0,7736 0,8235 0,7736
%30 Test
%60 Egitim 0,7346 0,7042 0,7582 0,6944 0,7667 0,699265666
%40 Test
BOOTSTRAP 0,5544 0,6139 0,5114 0,4755 0,6474 0,535908665
(1:50)
BOOTSTRAP 0,7241 0,6966 0,7438 0,6601 0,7744 0,677859011
(1:100)
BOOTSTRAP 0,7419 0,7778 0,716 0,6642 0,8169 0,716525326
(1:200)
UGLU AYIRMA | 0,8049 0,6111 0,9565 0,9167 0,7586 0,733335999
YONTEMI*
UCLU AYIRMA | 0,8537 0,8889 0,8261 0,8 0,9048 0,842110249
YONTEMI?

1-%80 E@iTTM, %10 Validasyon (Gegerleme), %10 Test/ “Budama” yapilmamus Validasyon Veri Seti Performans Sonuglari
2-%80 EGITIM, %10 Validasyon (Gecerleme), %10 Test/ “Budama” Yapilmig Validasyon Veri Seti Performans Sonuglari
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osteomiy

( Amputasyon ) GANGREN

1

yara_gen < Amputasyon V )

< 0.091

= 0.091

ey
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>=0.28

<0.28

CRP C Amputasyon V )

< 0.096

»>=0.096

C Amputasyon v ) < Amputasyon V )

Sekil 4. 3: Niimerik ve Kategorik Degiskenlerden Olusan Orijinal Veri Setinde Siniflandirma ve
Regresyon Agagclar1 Algoritmasindan Elde Edilen “Budama Yapilmis” Karar Agact Yapist

Tablo 4.21°de performans sonuglari verilen Siniflandirma ve Regresyon Agaglart (“CART”)
algoritmasi i¢in veri setinin bu alt kirilimindaki en yiiksek performans ikili ayirma metodunda
%090 egitim veri seti kullanilarak olusturulan modelin geriye kalan %10’luk test veri setinde
test edilmesi sonucunda 0,8718 dogruluk degeri ile elde edilmis olup, U¢li ayirma metodunda
ise en yiiksek performans elde edilen agacin budanmasi sonucu validasyon veri setinde elde
edilmis olup; 0,8537 dogruluk ve 0.8421 F-Olgutii degeri elde edilmistir. Sekil 4.3’te ise
nimerik ve kategorik degiskenlerden olusan orijinal veri setinde Siniflandirma ve Regresyon

Agaclar algoritmasindan elde edilen “budama yapilmis” karar agaci yapist sunulmustur.
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Tablo 4. 22. Siniflandirma ve Regresyon Agaglari (“CART?) i¢in Orijinal Veri Setinde Capraz
Gegerleme Degerlendirme Y&ntemleri Kullamlarak Elde Edilen Performans Degerlendirme Olgiitleri

CART Algoritmasi Capraz | Ortalama Dogruluk Ortalama Hata
Gegerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8158988 0,8158988
K=10 0,8157317 0,8157317
K=15 0,8380071 0,8380071
K=20 0,8428571 0,8428571

Tablo 4.22°de goriilecegi lizere gesitli K degerleri ile veri setinde ¢apraz gecerleme performans
degerlendirme yontemi kullanilarak elde edilmis en yiiksek ortalama dogruluk 0.842871 degeri
ile “K=10" katsay1s1 kullanilarak elde edilmistir.

4.4.3.2 Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak Kategorik Hile Getirilmis Alt
Kirilim Veri Setinden Elde Edilen Bulgular

Tablo 4. 23: Siniflandirma ve Regresyon Agaglari (“CART”) Algoritmasi i¢in Orijinal Veri Setinin
Ayriklagtirma Islemi Yapilarak Kategorik Hale Getirilmis Alt Kirilim Veri Setinin Cesitli Performans
Degerlendirme Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgitleri

CART Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Algoritmasi— Ongorii

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,8462 0,8235 0,8636 0,8235 0,8636 0,8235

%10 Test

%80 Egitim 0,8125 0,7714 0,8444 0,7941 0,8261 0,782585423
%20 Test

%70 Egitim 0,7603 0,6981 0,8088 0,74 0,7746 0,718439608
%30 Test

%60 Egitim 0,821 0,7746 0,8571 0,8088 0,8288 0,791330656
%40 Test

BOOTSTRAP 0,7947 0,8408 0,7615 0,7174 0,8691 0,774213734
(1:50)

BOOTSTRAP 0,814 0,7552 0,8557 0,7883 0,8309 0,771395089
(1:100)

BOOTSTRAP 0,8239 0,843 0,8098 0,7669 0,8742 0,803151376
(1:200)

UCLU AYIRMA | 0,7805 0,7222 0,8261 0,7647 0,7917 0,742842612
YONTEMI!

UCLU AYIRMA | 0,8537 0,7778 0,913 0,875 0,84 0,823541868
YONTEMI?

UCLU AYIRMA | 0,7805 0,7222 0,8261 0,7647 0,7917 0,742842612
YONTEMI®

Sonuglar1

1-%80 EG?T?M, %10 Validasyon (Gegerleme), %10 Test,“Budama” yapilmamis Model- Validasyon Veri Seti Performans Sonuglari
2-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test,“Budama” Yapilmis Model -Validasyon Veri Seti Performans Sonuglart
3-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test,“Budama” Yapilmis Test Veri Seti Performans Sonuglart
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Tablo 4.23’te goriilecegi iizere iiglii ayirma performans degerlendirme metodu kullanilarak
performansi degerlendirilen modelin validasyon veri setindeki performansi- dogruluk degeri
budama yapilarak olusturulmus modelde, budama yapilmadan olusturulmus modele gére daha
yuksektir (0,8537 vs 0,7805). Algoritmanin ticlii ayirma performans degerlendirme yontemi

kullanarak degerlendirilen test performansi sonucunda 0,7805 dogruluk degeri elde edilmistir.

Tablo 4. 24: Smiflandirma ve Regresyon Agaglari (“CART”) i¢in Orijinal Veri Setinde Capraz
Gegerleme Degerlendirme Y ontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

CART Algoritmasi Capraz | Ortalama Dogruluk Ortalama Hata
Gegerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8011442 0,1988558
K=10 0,8057927 0,1942073
K=15 0,7984127 0,2015873
K=20 0,8109524 0,1890476

Tablo 4.24°te goriilecegi tizere ¢esitli K degerleri ile veri setinde gapraz gegerleme performans
degerlendirme yontemi kullanilarak elde edilmis en yliksek ortalama dogruluk 0.8109524
degeri ile “K=20" katsayis1 kullanilarak elde edilmistir.

4.4.3.3 Nitelik Secimi Yapilarak Boyut Sayist Azaltilmig Veri Setinin Niimerik ve
Kategorik Alt Kirilimindan Elde Edilen Bulgular

Tablo 4. 25: Simiflandirma ve Regresyon Agaglar1 (“CART”) Algoritmast igin Nitelik Se¢imi Yapilarak
Boyut Sayis1 Azaltilmis Veri Setinin Niimerik ve Kategorik Alt Kirtlimimin Cesitli Performans
Degerlendirme Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

CART Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olgutii
Algoritmasi Ongoru

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,8205 0,8235 0,8182 0,7778 0,8571 0,799997877
%10 Test

%80 Egitim 0,8 0,8286 0,7778 0,7436 0,8537 0,783802264
%20 Test

%70 Egitim 0,843 0,7925 0,8824 0,84 0,8451 0,815558959
%30 Test

%60 Egitim 0,7778 0,7183 0,8242 0,7612 0,7895 0,73912803
%40 Test

BOOTSTRAP 0,6037 0,5063 0,6743 0,5298 0,6533 0,517783496
(1:50)

BOOTSTRAP 0,536 0,8207 0,3317 0,4685 0,7204 0,596490769
(1:100)

BOOTSTRAP 0,7817 0,6179 0,9068 0,8352 0,7565 0,710302223
(1:200)
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Tablo 4.25: Simiflandirma ve Regresyon Agaglari (“CART”) Algoritmas i¢in Nitelik Se¢imi Yapilarak
Boyut Sayis1 Azaltilmig Veri Setinin Niimerik ve Kategorik Alt Kirtlmimn Cesitli Performans
Degerlendirme Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgltleri (devam)

CART Dogruluk Duyarhilik Belirleyicilik Kesinlik Negatif F-Olgiiti
Algoritmasi Ongori

Performans Degeri

Degerlendirme

Yontemleri

UCLU AYIRMA | 0,8537 0,7778 0,913 0,875 0,84 0,823541868
YONTEMI!

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test/ Budama Yapilmis Model Validasyon Veri Seti Performans Sonuglari

Tablo 4.25’te goriilecegi tizere, Siniflandirma ve Regresyon Agaglari (“CART”) algoritmasi

icin veri setinin bu alt kiritlimindaki en yiiksek performansi U¢lii ayirma metodunda %80 egitim

veri seti kullanilarak olusturulan modelin geriye kalan %10’luk validasyon veri setinde

gecerleme yapilmasi sonucunda elde edilmis olup; 0,8537 dogruluk degeri elde edilmistir.

Tablo 4 26: Siniflandirma ve Regresyon Agaglari (“CART”) Algoritmast igin Nitelik Se¢imi Yapilarak
Boyut Sayis1 Azaltilmis Veri Setinin Niimerik ve Kategorik Alt Kirilimimnin Capraz Gegerleme
Performans Degerlendirme Y6ntemi Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

CART Algoritmasi Capraz | Ortalama Dogruluk Ortalama Hata
Gegerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8157 0,1843

K=10 0,8059 0,1941

K=15 0,8034 0,1966

K=20 0,8084 0,1916

Tablo 4.26°da goriilecegi lizere gesitli K degerleri ile veri setinde ¢apraz gecerleme performans

degerlendirme yontemi kullanilarak elde edilmis en yliksek ortalama dogruluk 0.8157 degeri

ile “K=5" katsay1s1 kullanilarak elde edilmistir.
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4.4.3.4 Nitelik Secimi Yapularak Boyut Sayist Azaltilmis Veri Setinin Ayriklastirma Islemi

Yapilarak Kategorik Hile Getirilmis Alt Kirilim Veri Setinden Elde Edilen Bulgular

Tablo 4. 27: Smiflandirma ve Regresyon Agaglari (“CART”) Algoritmasi i¢in Nitelik Se¢imi Yapilarak
Boyut Sayist Azaltilmis ve Ayriklastirma islemi Yapilarak Kategorik Hale Getirilmis Alt Kirilim Veri
Setinin Cesitli Performans Degerlendirme Y dntemleri Kullanilarak Elde Edilen Performans Degerlendirme

Olciitleri
CART Algoritmasi— | Dogruluk | Duyarhlik | Belirleyicilik | Kesinlik | Negatif | F-Olgitu
Performans  Degerlendirme Ongori
Yontemleri Degeri
UCLU AYIRMA YONTEMI! 0,8537 0,7778 0,913 0,875 0,84 0,823541868
UCLU AYIRMA YONTEMI? | 0,878 0,7778 0,9565 0,9333 0,8462 0,848484297
UCLU AYIRMA YONTEMI® | 0,7317 0,6111 0,8261 0,7333 0,7308 0,666646281

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test, Budanmamis Model Validasyon Veri Seti Performans Sonuglar
2-%80 EGITIM , %10 Validasyon (Gegerleme), %10 Test, Budanmis Model Validasyon Veri Seti Performans Sonuglari

Validasyon Performans Sonuglari
3-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test, Budanmis Model Test Veri Seti Performans Sonuglart

Tablo 4.27°de goriilecegi iizere, nitelik se¢imi yapilarak boyut sayisi azaltilmig veri setinin

ayriklastirma islemi yapilarak kategorik hale getirilmis alt kirilim veri setinin {i¢lii ayirma

metodu kullanilarak elde edilen agacin budanmis oldugu validasyon veri setindeki

performansina iliskin en 6nemli bulgular 0,878 dogruluk ve 0,848484297 F-Olgiitii degerlerinin

elde edilmis olmasidir. Daha da 6nemlisi modelin daha 6nce hi¢ karsilasma olasiliginin

olmadig1 ve ayr1 olarak tutulan test verisetine iliskin performanst 0,7317 dogruluk ve

0,666646281 F-Olciitii degerleridir.

4.4.4 Rastgele Orman Algoritmas: Elde Edilen Bulgular (ikili Stmflandirma)

4.4.4.1 Orijinal Veri Setinden Elde Edilen Bulgular

Tablo 4. 28: Rastgele Orman Algoritmast i¢in Orijinal Veri Setinde Cesitli Performans Degerlendirme
Yontemleri Kullamlarak Elde Edilen Performans Degerlendirme Olgiitleri

Rastgele Orman- | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olgitii
“Random Ongori

Forest” Degeri

Algoritmasi

Performans

Degerlendirme

Yontemleri

%90 Egitim 0,8205 0,7059 0,9091 0,8571 0,8 0,774186679
%10 Test

%80 Egitim 0,85 0,8286 0,8667 0,8286 0,8667 0,8286

%20 Test

%70 Egitim 0,8595 0,8302 0,8824 0,8462 0,8696 0,838123646
%30 Test
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Tablo 4.28: Rastgele Orman Algoritmasi i¢in Orijinal Veri Setinde Cesitli Performans Degerlendirme
Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri (devam)

Rastgele Orman-
“Random
Forest”
Algoritmasi
Performans
Degerlendirme
Ydntemleri

Dogruluk

Duyarhhik

Belirleyicilik

Kesinlik

Negatif
Ongori
Degeri

F-Olgit

%60 Egitim
%40 Test

0,8333

0,7887

0,8681

0,8235

0,8404

0,805724414

BOOTSTRAP
SAMPLING
(1:50)

0,7003

0,8734

0,5753

0,5974

0,863

0,709503889

BOOTSTRAP
SAMPLING
(1:100)

0,7816

0,8

0,7685

0,7117

0,8432

0,753271152

BOOTSTRAP
SAMPLING
(1:200)

0,8387

0,8205

0,8519

0,8

0,8679

0,810120333

UCLU AYIRMA
YONTEMI?
VALIDASYON

0,8537

0,8333

0,8696

0,8333

0,8696

0,8333

UCLU AYIRMA
YONTEMI?
TEST

0,7073

0,6111

0,7826

0,6875

0,72

0,647052595

1-%80 EGITIM , %10 Validasyon (Gegerleme), %10 Test/ Izgara Arama-“Grid Search” yéntemi ile parametre optimizasyonu/ “mtry = 2”
Validasyon Veri Seti Performans Sonuglari
2-%80 Egitim %10 Validasyon (Gegerleme), %10 Test/ TEST Veri Seti Performans Sonuglar

1

Rastgele Orman Algoritmasinin performansini etkileyen en dnemli parametrelerden biri “mtry’
olarak tamimlanan her bélmede aday olarak rastgele drneklenen degiskenlerin sayisi olarak

tanimlanan parametredir.

Tablo 4.28’de goriilecegi lizere, Rastgele Orman Algoritmasi igin veri setinin bu alt
kirilimindaki en yiiksek performans ikili ayirma metodunda %70 egitim veri seti kullanilarak
olusturulan modelin geriye kalan %30’luk test veri setinde test edilmesi sonucunda 0,8595

dogruluk degeri ile elde edilmistir. Ikili ayirma performans degerlendirme yonteminde “mtry’

icin parametre optimizasyonu yapilmamaistir.

Uglii ayirma metodunda ise 1zgara arama yonteminde optimize edilmesi gereken “mtry” degeri

“2” olarak tespit edilmis ve algoritmanin validasyon veri setindeki performansi
degerlendirildiginde; 0,8537 dogruluk elde edilirken, test veri setindeki dogruluk 0, 7805 degeri

olmustur.
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Tablo 4 29: Rastgele Orman Algoritmasi igin Orijinal Veri Setinde Capraz Gegerleme Performans
Degerlendirme Yéntemi Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Rastgele Orman  Algoritmasi- | Ortalama Dogruluk Ortalama Hata
Capraz Gegerleme Performans
Degerlendirme Yontemi- K
Degerleri

K=5 0,8280939 0,1719061
K=10 0,8406098 0,1593902
K=15 0,818254 0,181746

K=20 0,8286905 0,1713095

Tablo 4.29°da goriilecegi lizere gesitli K degerleri ile veri setinde ¢apraz gecerleme performans

degerlendirme yontemi kullanilarak ve “mtry” degeri optimize edilmeden elde edilmis en

yiiksek ortalama dogruluk 0,8406098 degeri ile “K=10" katsayis1 kullanilarak elde edilmistir.

4.4.4.2 Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak Kategorik Hile Getirilmis Alt
Kirilim Veri Setinden Elde Edilen Bulgular

Tablo 4. 30: Rastgele Orman Algoritmasi igin Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak
Kategorik Hale Getirilmis Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Y 6ntemleri
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Rastgele Orman | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Algoritmasi Ongori

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,7949 0,8824 0,7273 0,7143 0,8889 0,789501246
%10 Test

%80 Egitim 0,8375 0,8286 0,8444 0,8056 0,8636 0,816938147
%20 Test

%70 Egitim 0,8264 0,8491 0,8088 0,7759 0,873 0,810851311
%30 Test

%60 Egitim 0,8333 0,831 0,8352 0,7973 0,8636 0,813801265
%40 Test

BOOTSTRAP 0,5904 0,9809 0,3105 0,5049 0,9577 0,66665286
SAMPLING

(1:50)

BOOTSTRAP 0,8118 0,7958 0,8232 0,7635 0,849 0,779315462
SAMPLING

(1:100)

BOOTSTRAP 0,8169 0,6585 0,9379 0,8901 0,7824 0,756981596
SAMPLING

(1:200)

UCLU AYIRMA | 0,8293 0,7778 0,8696 0,8235 0,8333 0,799997877
YONTEMI*

1-%80 EGITIM, %10 Validasyon, %10 Test/ Izgara Arama-“Grid Search” yontemi ile parametre optimizasyonu “mtry =4”- Validasyon Veri

Seti Performans Sonuglart

Tablo 4.30°da goriilecegi tizere, Rastgele Orman Algoritmasi i¢in veri setinin bu alt

kiritlmindaki en yiiksek performans ikili ayirma metodunda %80 egitim veri seti kullanilarak
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olusturulan modelin geriye kalan %20’lik test veri setinde test edilmesi sonucunda 0,8375
dogruluk degeri ile elde edilmistir. ikili ayirma performans degerlendirme yonteminde “mtry”

icin parametre optimizasyonu yapilmamaistir.

Uclii ayirma metodunda ise 1zgara arama yonteminde optimize edilmesi gereken “mtry” degeri

“4” olarak tespit edilmis ve algoritmanin validasyon veri setindeki performansi

degerlendirildiginde; 0,8293 dogruluk elde edilmistir.

Tablo 4. 31: Rastgele Orman Algoritmasi igin Orijinal Veri Setinin Ayriklastirma Islemi Yapilarak
Kategorik Hale Getirilmis Alt Kirilim Veri Setinde Capraz Gegerleme Performans Degerlendirme
Yontemi Kullanilarak Elde Edilen Performans Degerlendirme Olgitleri

Rastgele  Orman  Algoritmasi- | Ortalama Dogruluk Ortalama Hata
Capraz  Gegerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8256850 0,1743150
K=10 0,8282317 0,1717683
K=15 0,8209877 0,1790123
K=20 0,8245238 0,1754762

Tablo 4.31°de goriilecegi lizere gesitli K degerleri ile veri setinde gapraz gecerleme performans
degerlendirme yontemi kullanilarak ve “mtry” degeri optimize edilmeden elde edilmis en

yliksek ortalama dogruluk 0,8282317 degeri ile “K=10" katsayisi kullanilarak elde edilmistir.

4.4.4.3 Nitelik Secimi Yapilarak Boyut Sayist Azaltilmis Veri Setinin Niimerik ve
Kategorik Alt Kirilimindan Elde Edilen Bulgular

Tablo 4. 32: Rastgele Orman Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmig Veri
Setinin Niimerik ve Kategorik Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Y 6ntemleri
Kullamlarak Elde Edilen Performans Degerlendirme Olgiitleri

Rastgele Orman | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Algoritmasi Ongorii

Performans Degeri

Degerlendirme

Yontemleri

%90 Egitim 0,8718 0,8824 0,8636 0,8333 0,9048 0,857147427
%10 Test

%80 Egitim 0,85 0,8 0,8889 0,8485 0,8511 0,823536548
%20 Test

%70 Egitim 0,8347 0,8302 0,8382 0,8 0,8636 0,814820267
%30 Test

%60 Egitim 0,784 0,7746 0,7912 0,7432 0,8182 0,758575201
%40 Test

BOOTSTRAP 0,742 0,5886 0,8532 0,744 0,741 0,657239081
(1:50)

BOOTSTRAP 0,7723 0,7931 0,7574 0,7012 0,8361 0,744324058
(1:100)
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Tablo 4. 32: Rastgele Orman Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmis Veri
Setinin Niimerik ve Kategorik Alt Kirtlim Veri Setinde Cesitli Performans Degerlendirme Y ontemleri

Kullamlarak Elde Edilen Performans Degerlendirme Olgiitleri (devam)

Rastgele Orman | Dogruluk Duyarhlik Belirleyicilik Kesinlik Negatif F-Olgiiti
Algoritmasi Ongori

Performans Degeri

Degerlendirme

Ydntemleri

BOOTSTRAP 0,831 0,7154 0,9193 0,8713 0,8087 0,785691082
(1:200)

UCLU AYIRMA | 0,878 0,8333 0,913 0,8824 0,875 0,857147427
YONTEMI!

VALIDASYON

UCLU AYIRMA | 0,7805 0,6667 0,8696 0,8 0,7692 0,727292562
YONTEMI?

TEST

1-%80 EGITIM , %10 Validasyon( Gegerleme) ve Izgara Arama-“Grid Search” yontemi ile parametre optimizasyonu
sonucunda tespit eidlen “mtry = 3” degeri; Validasyon Veri Seti Performans Sonuglari
2-%80 Egitim, %10 Validasyon (Gegerleme) ve %10 Test Veri Seti Performans Sonuglari

Tablo 4.32°de goriilecegi lizere, Rastgele Orman Algoritmasi igin veri setinin bu alt
kiritlimindaki en yiiksek performans ikili ayirma metodunda %90 egitim veri seti kullanilarak
olusturulan modelin geriye kalan %210’lik test veri setinde test edilmesi sonucunda 0,8718

dogruluk degeri ile elde edilmistir. Ikili ayirma performans degerlendirme yénteminde “mtry’

icin parametre optimizasyonu yapilmamistir.

Uglii ayirma metodunda ise 1zgara arama yonteminde optimize edilmesi gereken “mtry” degeri

“3” olarak tespit edilmis ve algoritmanin validasyon veri setindeki performansi
degerlendirildiginde; 0,878 dogruluk elde edilmistir. Bununla birlikte test veri setindeki

dogruluk ise 0,7805 degeri olmustur.

Elde edilen “Rastgele Orman” agaglar1 toplulugundan segilen bir adet agacin grafiksel olarak

gosterimi Sekil 4.4’te sunulmustur.
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yara_derinligi <= 2
gini = 0.49
samples = 206
value = [180, 145]
class = Yes

vac_tedavi <=0
gini = 0.47
samples = 40
value = [26, 44]
class = No

gini=0.5
samples =5
value = [5, 6]
class = No

gini = 0.47 gini = 0.47
samples = 13 samples = 11
value = [13, 8] value =[10, 6]

class = Yes class = Yes

Sekil 4. 4: Rastgele Orman Algoritmasi igin Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmig Veri
Setinin Niimerik ve Kategorik Alt Kirilim Veri Setinin %80°1 Kullanilarak Olusturulmug Modelin
Grafiksel Gosterimi Ciktist

Tablo 4. 33: Rastgele Orman Algoritmas igin Nitelik Segimi Yapilarak Boyut Sayis1 Azaltilmis Veri
Setinin Niimerik ve Kategorik Alt Kirilim Veri Setinde Capraz Gegerleme Performans Degerlendirme
Yontemi Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Rastgele  Orman  Algoritmasi- | Ortalama Dogruluk Ortalama Hata
Capraz  Gegerleme  Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8378 0,1622

K=10 0,8256 0,1744

K=15 0,8206 0,1794

K=20 0,8231 0,1769

Tablo 4.33’te goriilecegi tizere gesitli K degerleri ile veri setinde capraz gegerleme performans
degerlendirme yontemi kullanilarak ve “mitry” degeri optimize edilmeden elde edilmis en

yiiksek ortalama dogruluk 0,8378 degeri ile “K=5" katsayis1 kullanilarak elde edilmistir.
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4.4.4.4 Nitelik Secimi Yapilarak Boyut Sayist Azaltilmis Veri Setinin Ayriklastirma Islemi

Yapilarak Kategorik Hile Getirilmis Alt Kirilim Veri Setinden Elde Edilen Bulgular

Tablo 4. 34: Rastgele Orman Algoritmasi i¢in Nitelik Secimi Yapilarak Boyut Sayis1 Azaltilmig Veri
Setinin Ayriklastirma Islemi Yapilarak Kategorik Hale Getirilmis Alt Kirilim Veri Setinde Cesitli
Performans Degerlendirme Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Rastgele Orman
Algoritmasi
Performans
Degerlendirme
Yontemleri

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongori
Degeri

F-Olcutu

UCLU AYIRMA
YONTEMI*
Validasyon Veri
Seti  Performans
Sonuglari

0,8293

0,7778

0,8696

0,8235

0,8333

0,799997877

UCLU AYIRMA
YONTEMI?
Validasyon Veri
Seti  Performans
Sonuglari

0,8537

0,7778

0,913

0,875

0,84

0,823541868

1-%80 EGITIM , %10 Validasyon (Gegerleme), %10 Test/ lzgara Arama — “Grid Search” Yontemi ile

gerceklestirilmeden Validasyon Veri Seti Perfomans Sonuglart

2-%80 EGITIM

gerceklestirildikten sonra elde edilen “mtry = 4” degeri igin Validasyon Veri Seti Performans Sonuglari

%10 Validasyon (Gegerleme), %10 Test/ lzgara Arama-“Grid Search” yoéntemi ile parametre

parametre  optimizasyonu

optimizasyonu

Tablo 4.34’te performans sonuglar1 verilen, tiglii ayirma metodu kullanilarak performansi

degerlendirilen algoritmanin Oncelikle

“mtry” degeri optimize edilmeden validasyon

performansina bakildiginda dogruluk 0,8293 olarak saptanmistir. Sonrasinda ise 1zgara arama

yontemi kullanilarak optimize edilmesi gereken “mtry” degeri “4” olarak tespit edilmis ve

algoritmanin validasyon veri setindeki performansi degerlendirildiginde; 0,8537 dogruluk

degeri elde edilmistir.
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445 XGBOOST Algoritmasindan Elde Edilen Bulgular (ikili Siniflandirma)
4.4.5.1 Orijinal Veri Setinin Niimerik Alt Kirilimindan Elde Edilen Bulgular

Tablo 4. 35: XGBOOST Algoritmast i¢in Orijinal Veri Setinin Niimerik Alt Kirillim Veri Setinde Cesitli
Performans Degerlendirme Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgtleri

Extreme Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Gradient Ongori
Boosting- Degeri
“XGBOOST”
Algoritmasi—
Performans
Degerlendirme
Yontemleri

%90 Egitim 0,85 0,6923 0,9259 0,8182 0,8621 0,750003125
9010 Test

%80 Egitim 0,8272 0,7059 0,9149 0,8571 0,8113 0,774186679
%20 Test

%70 Egitim 0,8197 0,6591 0,9103 0,8056 0,8256 0,7250235
%30 Test

%60 Egitim 0,7963 0,6486 0,9205 0,8727 0,757 0,744144114
%40 Test

BOOTSTRAP 0,7147 0,8671 0,6037 0,6143 0,8618 0,719129918
SAMPLING
(1:50)

BOOTSTRAP 0,7355 0,5278 0,885 0,7677 0,7224 0,625537723
SAMPLING
(1:100)

BOOTSTRAP 0,7122 0,5378 0,8428 0,7191 0,709 0,615374302
SAMPLING
(1:200)

UCLU AYIRMA | 0,7561 0,5 0,9565 0,9 0,7097 0,642857143
YONTEMI?

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test / Validasyon Veri Seti Performans Sonuglari

Bu algoritmanin uygulanmasi R programlama dilinde R Studio editérii kullanilarak “xgboost”
paketindeki “xgboost” kiitliphanesi kullanilmak suretiyle gergeklestirilmistir (Chen ve dig.
2022).

Tablo 4.35’te goriilecegi lizere, XGBOOST Algoritmasi i¢in veri setinin bu alt kirilimindaki en
yiiksek performans ikili ayirma metodunda %90 egitim veri seti kullanilarak olusturulan
modelin geriye kalan %10°1ik test veri setinde test edilmesi sonucunda 0,85 dogruluk degeri ile
elde edilmistir. Ikili ayirma performans degerlendirme yonteminde parametre optimizasyonu

yapilmamigtir.

Ucglii ayirma metodunda ise 1zgara arama ydnteminde optimize edilmesi gereken degerler
[max.dept = 2, eta = 1,nthread = 2, nrounds = 2, objective = "binary:logistic"] seklinde tespit

edilmis ve algoritmanin validasyon veri setindeki performansi degerlendirildiginde; 0,7561
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dogruluk elde edilmistir. Literatlirde opsiyonel olarak optimize edilebilecegi belirtilen
“lambda” gibi
algoritmanin optimize edilmesi analistin segimine birakildig1 i¢in optimize edilmemistir (Yang

ve Shami, 2020).

“min_child weight”, “gamma”, “alpha”, parametreleri de bulunan

4.45.2 Nitelik Secimi Yapilarak Boyut Sayist Azaltilmis Veri Setinin Niimerik Alt
Kirihimindan Elde Edilen Bulgular

Tablo 4. 36: XGBOOST Algoritmast igin Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmisg Veri Setinin
Niimerik Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Y ontemleri Kullanilarak Elde Edilen

Performans Degerlendirme Olgiitleri

Extreme
Gradient
Boosting-
“XGBOOST”
Algoritmasi—
Performans
Degerlendirme
Yontemleri

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongori
Degeri

F-Olgitii

%90 Egitim
%10 Test

0,725

0,5

0,9091

0,8182

0,725

0,5

%80 Egitim
%20 Test

0,7284

0,641

0,8095

0,7576

0,7284

0,641

%70 Egitim
%30 Test

0,7705

0,6066

0,9344

0,9024

0,7705

0,6066

%60 Egitim
%40 Test

0,821

0,7

0,913

0,8596

0,821

0,7

BOOTSTRAP
SAMPLING
(1:50)

0,8128

0,8535

0,7834

0,7403

0,8128

0,8535

BOOTSTRAP
SAMPLING
(1:100)

0,7566

0,6454

0,835

0,7339

0,7566

0,6454

BOOTSTRAP
SAMPLING
(1:200)

0,7924

0,6218

0,9118

0,8315

0,7924

0,6218

UCLU AYIRMA
YONTEMI!

0,7805

0,6111

0,913

0,8462

0,75

0,709686159

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test / Validasyon Veri Seti Performans Sonuglari

Tablo 4.36°da goriilecegi iizere, XGBOOST Algoritmasi i¢in veri setinin bu alt kirilimindaki
en yuksek performans bootstrap sampling ayirma metodunda [1:50] kullanilarak olusturulan
modelin test veri setinde test edilmesi sonucunda 0,8128 dogruluk degeri ile elde edilmistir.
Bootstrap sampling performans degerlendirme yonteminde parametre optimizasyonu

yapilmamastir.

Uclii ayirma metodunda ise 1zgara arama ydnteminde optimize edilmesi gereken degerler

[max.dept = 3, eta = 1,nthread = 2, nrounds = 3, objective = "binary:logistic"] seklinde tespit
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edilmis ve algoritmanin validasyon veri setindeki performansi degerlendirildiginde; 0,7805
dogruluk degeri elde edilmistir. Literatiirde opsiyonel olarak optimize edilebilecegi belirtilen
“min_child_weight”, “gamma”, “alpha”, “lambda” gibi parametreleri de bulunan algoritmanin
optimize edilmesi analistin se¢imine birakildig igin optimize edilmemistir (Yang ve Shami,

2020).
4.4.6 Yapay Sinir Aglar1 Algoritmasindan Elde Edilen Bulgular (ikili Siniflandirma)
4.4.6.1 Orijinal Veri Setinin Niimerik Alt Kirlimindan Elde Edilen Bulgular

R programlama dili ve R Studio ve “nnet” paketi kullanilarak tek katmanli yapay sinir agi
kullanilmistir (Ripley ve Venables, 2022). Katmandaki gizli ndron sayisini ifade eden “size”
degeri ‘3’ ve asir1 6grenme durumunun otomatik optimizasyonu i¢in kullanilan “decay” degeri
‘0.1” default degerler olarak belirlenmistir. Uglii ayirma yonteminde ise size ve decay

parametrelerinin optimizasyonu 1zgara arama yontemi ile gerceklestirilmistir.

Izgara arama yonteminde en biiyiikk degeri kullanarak optimal modeli segmek igin ROC
degerleri kullanilmistir. Model i¢in kullanilan son degerler, “size = 9” ve “decay = 2" olarak
tespit edilmistir.

Weight Decay
1 ©

0.90 r

0.85 A L

ROC {Cross-Validation)

0.80 S a —rt r

T T T T T
2 4 6 8 10

#Hidden Units

Sekil 4. 5: Izgara arama ile gerceklestirilen parametre optimizasyonunda ROC degerlerine gore

degisen “decay” ve “hidden units” degerleri
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Tablo 4. 37: Yapay Sinir Aglar1 Algoritmast igin Orijinal Veri Setinin Niimerik Alt Kirthm Veri Setinde
Cesitli Performans Degerlendirme Y ontemleri Kullanilarak Elde Edilen Performans Degerlendirme

Olcitleri

Yapay Sinir
Aglan
Algoritmasi—
Performans
Degerlendirme
Yontemleri

Dogruluk

Duyarhhik

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgit

%90 Egitim
%10 Test

0,7692

0,8235

0,7273

0,7

0,8421

0,756744339

%380 Egitim
%020 Test

0,8125

0,8286

0,8

0,7632

0,8571

0,794556502

%70 Egitim
%30 Test

0,7603

0,6792

0,8235

0,75

0,7671

0,712846348

%60 Egitim
%40 Test

0,7531

0,6901

0,8022

0,7313

0,7684

0,710102899

BOOTSTRAP
SAMPLING
(1:50)

0,8091

0,775

0,8349

0,7799

0,831

0,777442279

BOOTSTRAP
SAMPLING
(1:100)

0,8065

0,7589

0,84

0,7698

0,8317

0,76431114

BOOTSTRAP
SAMPLING
(1:200)

0,7653

0,6923

0,8187

0,7364

0,7844

0,713669378

UCLU AYIRMA
YONTEMI!

0,8049

0,6667

0,913

0,8571

0,7778

0,750004686

1-%80 Egitim, %10 Validasyon (Gegerleme), %10 Test/ Validasyon Veri Seti Performans Sonuglari

Tablo 4.37’de goriildiigii tizere ikili ayirma yonteminde (default: decay = 0.1 size= 3)
parametreleriyle %80 egitim veri seti ile olusturulan egitim modeli, geriye kalan %20’lik test
veri setinde test edildiginde 0,8125 dogruluk degeri elde edilirken, {iglii ayirma yonteminde
1zgara arama yontemi ile parametre optimizasyonu gergeklestirildiginde “size = 9 ve decay =2"
degerleri ile algoritmanin validasyon veri setindeki performans Olgiitlerine bakildiginda

dogruluk degerinin 0,8049 oldugu goriilmektedir.

4.4.6.2 Cok Katmanlh Yapay Sinir Aglart Parametrelerinin Genetik Algoritma

Kullanilarak Optimize Edilmesi

Python (Anaconda) Jupiter Lab — “Scikit Learn” kutuphanesi kullanilarak ¢ok katmanli

perceptron modeli olusturmak i¢in: “MLP-Classifier” fonksiyonu kullanilmistir.

Genetik Algoritma ile Parametre Optimizasyonu icin: “DEAP” kultuphanesinden

“EvolutionaryAlgorithmSearchCV” fonksiyonu kullanilarak gerceklestirilmistir (Fortin ve dig.
2012).
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Parametre optimizasyonu sonucunda;

['alpha’: 0.02, 'hidden_layer_sizes': (100, 100, 100), 'solver': 'sgd’, 'activation': ‘identity’,
'learning_rate': 'adaptive’, 'learning_rate_init': 0.1, 'max_iter': 1000] degerlerine ulagilmistir.
Algoritma belirtilen degerler ile optimum sonucu iiretmis olup hiperparametre optimizasyonu
sonucunda elde edilen performans degerleri Tablo 4.38’de paylasilmistir. Sonug olarak genetik

algoritma ile optimize edilen modelin test veri setindeki dogrulugu 0,80 olarak saptanmustir.

Tablo 4. 38: Cok Katmanli Yapay Sinir Aglar1 Parametrelerinin Genetik Algoritma Kullamlarak
Optimize Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

Yapay Sinir Aglar1 “MLP” | Dogruluk Duyarhhk Kesinlik F-Olciti
Algoritmasi—Performans
Degerlendirme Yontemi
%80 Egitim ve 0.80 0.72 0.85 0.78
3 Kat Capraz Gegerleme
Yapist +Genetik Algoritma ile
hiperparametre optimizasyonu
%20 TEST PERFORMANS
DEGERLERI

4.4.6.3. Cok Katmanli Yapay Sinir Aglari Parametrelerinin Parcacik Siirii Optimizasyonu
Kullanilarak Optimize Edilmesi

Python (Anaconda) Jupiter Lab IDE kullanilarak “Keras” kutlphanesi kullanilarak Yapay
Sinir Ag1 modeli olusturulmus ve Parcacik Siirii Optimizasyonu ile de parametre optimizasyonu
gergeklestirilmistir. PSO ile Parametre Optimizasyonu i¢in “Optunity ” kiitiiphanesi araciligi
ile gerceklestirilmistir (Chollet, 2015; Claesen ve dig. 2014).

Tablo 4. 39: Cok Katmanli Yapay Sinir Aglar1 Parametrelerinin Pargacik Siirii Optimizasyonu
Kullamlarak Optimize Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

Yapay Sinir Aglan-“Artificial Neural Networks” MLP | Dogruluk Hata
Algoritmasi— MLP Algoritmasi— Performans Degerlendirme
Yontemi

%80 Egitim ve 0,792798 0,207202
3 Kat Capraz Gegerleme Yapist +Pargacik Siirii Optimizasyonu
Algoritmasi ile hiperparametre optimizasyonu gergeklestirilmesi
sonucunda elde edilen
%20 TEST PERFORMANS
DEGERLERI
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Tablo 4.39’da ¢ok katmanli yapay sinir aglari parametrelerinin pargacik siirii optimizasyonu
kullanilarak optimize edilmesi sonucunda elde edilen performans degerlendirme olgiitleri
paylasilmistir. Parametre optimizasyonu sonucunda; {'optimizer': 1.53955078125 (adam),
‘activation’: 1.4169921875, 'batch_size': 1.2158203125, 'neurons': 85.4541015625, 'epochs':
32.6123046875, 'patience’: 8.56982421875} optimum degerleri iiretmis olup 0,79 dogruluk
degerine ulasilmistir.

Sonu¢ olarak pargacik sliri optimizasyonu ile hiperparametre

optimizasyonu gerceklestirilen modelin test veri setindeki dogrulugu 0,792798 olarak

saptanmistir.

4.4.6.4 Nitelik Secimi Yapilarak Boyut Sayisi1 Azaltilmis Veri Setinin Niimerik Alt
Kirthimindan Elde Edilen Bulgular

Tablo 4. 40: Yapay Sinir Aglar1 Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayis1t Azaltilmis Veri
Setinin Niimerik Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Y ontemleri Kullanilarak

Elde Edilen Performans Degerlendirme Olgiitleri

Yapay Sinir
Aglar-
Algoritmasi—
Performans
Degerlendirme

Yontemleri

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgitii

%90 Egitim
%10 Test

0,7949

0,8235

0,7727

0,7368

0,85

0,777741204

%380 Egitim
9020 Test

0,85

0,8571

0,8444

0,8108

0,8837

0,833307369

%70 Egitim
%30 Test

0,8099

0,7736

0,8382

0,7885

0,8261

0,780978939

%60 Egitim
%40 Test

0,8395

0,831

0,8462

0,8082

0,8652

0,819441435

BOOTSTRAP
SAMPLING
(1:50)

0,7093

0,775

0,6605

0,6294

0,7978

0,694652521

BOOTSTRAP
SAMPLING
(1:100)

0,7324

0,5931

0,8359

0,7288

0,7342

0,65398484

BOOTSTRAP
SAMPLING
(1:200)

0,8014

0,7295

0,8562

0,7946

0,8059

0,760659668

UCLU AYIRMA
YONTEMI?

0,8293

0,7778

0,8696

0,8235

0,8333

0,799997877

1- %80 Egitim, %10 Validasyon (Gegerleme), %10 Test/ Izgara Arama yontemi ile parametre optimizasyonu sonucunda elde edilen optimum

degerler (“size = 10 ve decay = 2”)- Validasyon Veri Seti Performans Sonuglari

Tablo 4.40’ta performans sonuglari incelenebilecek olan ve R programlama dili ve R Studio ve

“nnet” paketi kullanilarak tek katmanli yapay sinir ag1 kullanilmistir. Katmandaki gizli néron
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sayisini ifade eden “size” degeri ‘3’ ve asir1 6grenme durumunun engellemesi i¢in otomatik
optimizasyonun gerceklestirilmesinde kullanilan “decay” degeri ‘0.1’ olarak belirlenmistir.
Ucglii ayirma ydnteminde ise size ve decay parametrelerinin optimizasyonu 1zgara arama- “grid

search” yontemi ile gergeklestirilmistir.

Izgara arama yoOnteminde en biiylik degeri kullanarak optimal modeli segmek icin ROC
degerleri kullanilmistir. Model i¢in kullanilan son degerler, “size = 10” ve “decay = 2" olarak

tespit edilmisgtir.

Algoritmanin performans sonuglar1 incelendiginde ise, ikili ayirma %80 egitim veri seti ile
olusturulan modelin geriye kalan %20°lik veri setinde test edilmesi sonucunda ve “decay=0.1"
ve “size=3" parametreleri igin en iyi performansi gosterdigi saptanmis olup 0,85 dogruluk

oranina erisilmistir.

Uclii ayirma yoéntemi kullanilarak gergeklestirilen ve 1zgara arama ydntemi kullanilarak
parametre optimizasyonunun gerceklestirilmesi suretiyle algoritmanin validasyon veri
setindeki performansi 0,8293 dogruluk degerine erigmistir.

Weight Decay
1 o

0.90 < L

0.85 r

ROC {Cross-Validation)

0.80 o —ac -

#Hidden Units

Sekil 4. 6: [zgara arama ile gergeklestirilen parametre optimizasyonunda ROC degerlerine gore degisen
“decay” ve “hidden units” degerleri
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4.4.6.4 Nitelik Segimi Yapilarak Boyut Sayist Azaltilmig Veri Setinin Niimerik Alt Kirtlim
Veri Setinde Cok Katmanli Yapay Sinir Aglari Parametrelerinin Genetik Algoritma
Kullanilarak Optimize Edilmesi

Python (Anaconda) Jupiter Lab Scikit-Learn kutliphanesi kullanilarak ¢ok katmanli perceptron

modeli olusturmak i¢in “MLP-Classifier” fonksiyonu kullanilmistir.

Genetik Algoritma ile hiperparametre optimizasyonu igin: “EvolutionaryAlgorithmSearchCV”
fonksiyonu kullanilarak gerceklestirilmistir. Tablo 4.41°de ¢ok katmanli yapay sinir aglari
parametrelerinin genetik algoritma kullanilarak optimize edilmesi sonucunda elde edilen

performans degerlendirme 6Slgiitleri paylagilmistir.

Tablo 4. 41: Cok Katmanli Yapay Sinir Aglari Parametrelerinin Genetik Algoritma Kullanilarak
Optimize Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgitleri

Yapay Sinir Aglari-MLP Algoritmasi— | Dogruluk | Duyarhlik | Kesinlik F-Olcitii
Performans Degerlendirme Yontemi

%80 Egitim ve 0,76 0,72 0,80 0,76
3 Kat Capraz Gegerleme Yapis1 +Genetik
Algoritma ile hiperparametre optimizasyonu
%20 TEST VERI SETi PERFORMANS
DEGERLERI

Hiperparametre optimizasyonu sonucunda;

Best individual is: {"alpha’: 0.005, 'hidden_layer_sizes': (5, 3), 'solver': 'adam’, ‘activation':
"identity’, 'learning_rate': 'invscaling’, 'learning_rate_init': 0.02, 'max_iter': 100} with fitness:
0.8307692307692308

degerleri optimum sonucu lretmis olup Sonug¢ olarak genetik algoritma kullanilarak
hiperparametre optimizasyonu gerceklestirilen modelin test veri setindeki dogrulugu 0,76

olarak saptanmaistir.
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4.4.6.5 Nitelik Secimi Yapilarak Boyut Sayist Azaltilmig Veri Setinin Niimerik Alt Kirilim
Veri Setinde Cok Katmanl Yapay Sinir Aglart Parametrelerinin Parcactk Siirii

Optimizasyonu Kullanilarak Optimize Edilmesi

Python (Anaconda) Jupiter Lab IDE kullanilarak Keras kullanilarak Yapay Sinir Ag1 modeli
olusturulmus ve Parcacik Siirli Optimizasyonu ile de hiperparametre optimizasyonu
gergeklestirilmistir. Parcacik Siiri Optimizasyonu ile hiperparametre optimizasyonu igin

“Optunity” kiitiiphanesi araciligi ile gergeklestirilmistir (Claesen ve dig. 2014).

Tablo 4.42°de nitelik se¢imi yapilarak boyut sayis1 azaltilmis veri setinin niimerik alt kirihim
veri setinde ¢ok katmanli yapay sinir aglari parametrelerinin parcacik siirli optimizasyonu

kullanilarak optimize edilmesi sonucu elde edilen dogruluk ve hata degerleri paylagilmistir.

Tablo 4. 42: Cok Katmanli Yapay Sinir Aglart Parametrelerinin Parcacik Siirii Optimizasyonu
Kullanilarak Optimize Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

Yapay Sinir  Aglari-MLP Algoritmasi— | Dogruluk Hata
Performans Degerlendirme Yontemi
%380 Egitim ve 0,8035584604212055 0,196441539578945

3 Kat Capraz Gegerleme Yapisi +Pargacik Siirii
Optimizasyonu Algoritmasi ile hiperparametre
optimizasyonu gerceklestirilmesi sonucunda elde
edilen
%20 TEST PERFORMANS
DEGERLERI

Pargacik siirii optimizasyonu kullanilarak gerceklestirilen hiperparametre optimizasyonu

sonucunda;

{'optimizer': 0.9026367187500002, ‘activation': 1.4978515625, 'batch_size':
0.9244009270521549, 'neurons': 58.1552734375, ‘epochs': 43.6103515625, ‘patience’:
9.17744140625}

degerleri optimum sonucu iiretmis ve Tablo 4.42°de goriilecegi iizere 0,8035584604212055

dogruluk degerine ulagilmistir.
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447 Asin Ogrenme Makineleri Algoritmasindan Elde Edilen Bulgular (ikili

Siiflandirma)
4.4.7.1 Orijinal Veri Setinin Niimerik Alt Kiriimindan Elde Edilen Bulgular

Asirt Ogrenme Makineleri —“Extreme Learning Machines (ELM)” Algoritmasinin

uygulanmasi i¢in R Programlam Dili ve R Studio Editorii tercih edilmistir.

Bu kapsamda, “e/mNNRcpp” paketi ve kiitiiphanesi ile ¢alisilmistir (Mouselimis ve Gosso,
2022).

Hgili kiitiiphanede;
Gizli katman sayisi- “nhid” : 200
Aktivasyon Fonksiyonu: “purelin”

Girdi agirliklarinin ve 6nyargi-“bias” agirliklarinin baslatilacagi dagilimi belirten karakter

dizisi — “init_weights”: “uniform_negative”

Onyargi- “bias” agirhklar: (Eger “TRUE” olarak kodlanir ise, gizli katmana sapma agirliklari
da eklenmektedir) : “TRUE”

Esik deger: “0.7” degeri olarak belirlenmistir. Bu esik degerin dayanagi ise Kogoglu (2017)
tarafindan gerceklestirilen doktora tez calismasidir. Bu calismada ELM algoritmasinin

optimum sonucu “0.7” esik degerinde iirettigi tespit edilmistir.

Bu parametreler kullanilarak algoritmanin performans degerlendirme yontemleri ve sonuglari

Tablo 4.43’te sunulmustur.
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Tablo 4. 43: Asirt Ogrenme Makineleri Algoritmasi i¢in Orijinal Veri Setinin Niimerik Alt Kirilim Veri
Setinde Cesitli Performans Degerlendirme Yénteryleri Kullanilarak Elde Edilen Performans
Degerlendirme Olgiitleri

Asir1 Ogrenme
Makineleri
Algoritmasi—
Performans
Degerlendirme
Yontemleri

Dogruluk

Duyarhhik

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgit

%90 Egitim
%010 Test

0,875

0,8889

0,8636

0,8421

0,9048

0,864867348

%80 Egitim
%20 Test

0,7407

0,3

0,7083

0,461538462

%70 Egitim
%30 Test

0,6967

0,3208

0,9855

0,9444

0,6538

0,478917989

%60 Egitim
%40 Test

0,6235

0,10294

1

0,60645

0,186664732

BOOTSTRAP
SAMPLING
(1:50)

0,6944

0,271

0,9954

0,9767

0,6576

0,424277791

BOOTSTRAP
SAMPLING
(1:100)

0,5447

0,06944

0,29412

0,57188

0,112353905

BOOTSTRAP
SAMPLING
(1:200)

0,6655

0,2562

0,975

0,8857

0,6341

0,397436448

UCLU AYIRMA
YONTEMI!

0,8293

0,6667

0,9565

0,9231

0,7857

0,774224141

1-%80 Egitim, %10 Validasyon (Gegerleme), %10 Test, Validasyon Veri Seti Performans Sonuglari

Tablo 4.43’te goriilecegi iizere belirtilen parametrelerin segildigi deney kosullarinda en yiiksek

performansi ikili ayirma yonteminde %90 egitim veri setinin kullanilmasi suretiyle olusturulan

modelin %10’luk test veri setindeki performansinin degerlendirilmesi neticesinde 0,875

dogruluk degerine erisilmistir. Uglii ayirma ydnteminde ise algoritmanin validasyon

performansi 0,8293 dogruluk degerine ulagmustir.

4.4.7.2 Nitelik Secimi Yapilarak Boyut Sayisi Azaltilmis Veri Setinin Niimerik Alt
Kirilimindan Elde Edilen Bulgular

Asirt Ogrenme Makineleri —“Extreme Learning Machines (ELM)” Algoritmasimin

uygulanmasi i¢cin R Programlam Dili ve R Studio Editorii tercih edilmistir. Bu kapsamda,

“elmNNRcpp ” paketi ve kiitiiphanesi ile ¢alisilmistir (Mouselimis ve Gosso, 2022).

Tgili kiitiiphanede

Gizli katman sayisi- “nhid” : 200

Aktivasyon Fonksiyonu: “purelin”
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Girdi agirliklarinin ve Onyargi-“bias” agirliklarinin baslatilacagr dagilimi belirten karakter

1. k¢

dizisi — “init_weights . “uniform_negative”

Onyarg1- “bias” agirliklart (Eger “TRUE” olarak kodlanir ise, gizli katmana sapma agirliklari
da eklenmektedir) : “TRUE”

Esik deger: “0.7” degeri olarak belirlenmistir. Bu esik degerin dayanagi ise Kogoglu (2017)

tarafindan gerceklestirilen doktora tezidir. Bu ¢alismada ELM algoritmasunin optimum sonucu

“0.7” esik degerinde tirettigi tespit edilmistir.

Tablo 4. 44: Asirt Ogrenme Makineleri Algoritmasi igin Nitelik Segimi Yapilarak Boyut Sayisi
Azaltilmig Veri Setinin Niimerik Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Yontemleri
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Asirt Ogrenme
Makineleri
Algoritmasi—
Performans
Degerlendirme
Yontemleri

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgiitii

%90 Egitim
9010 Test

0,825

0,6111

1

0,7586

0,758612128

%80 Egitim
%20 Test

0,775

0,5

0,9767

0,95

0,6885

0,655172414

%70 Egitim
%30 Test

0,6885

0,3793

0,9688

0,9167

0,6327

0,536580725

%60 Egitim
%40 Test

0,6975

0,4051

0,9759

0,9412

0,6328

0,566411825

BOOTSTRAP
SAMPLING
(1:50)

0,6233

0,13924

0,9726

0,78571

0,61032

0,236558215

BOOTSTRAP
SAMPLING
(1:100)

0,6991

0,3285

0,9505

0,8182

0,6761

0,468786431

BOOTSTRAP
SAMPLING
(1:200)

0,7367

0,418

0,9811

0,9444

0,6872

0,579505578

UGLU AYIRMA
YONTEMI*

0,7805

0,5

0,7188

0,666666667

1-%80 Egitim, %10 Validasyon (Gegerleme), %10 Test / Validasyon Veri Seti Performans Sonuglari

Tablo 4.44°te goriilecegi lizere belirtilen parametrelerin segildigi deney kosullarinda en yiiksek
performansi ikili ayirma yonteminde %90 egitim veri setinin kullanilmasi suretiyle olusturulan
modelin %10’luk test veri setindeki performansi 0,825 dogruluk degerine erismistir. Uglii
ayirma yonteminde ise algoritmanin validasyon performanst 0,7805 dogruluk degerine

ulasmustir.
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44.8 Destek Vektor Makineleri Algoritmasindan Elde Edilen Bulgular (ikili

Siniflandirma)
4.4.8.1 Orijinal Veri Setinin NUmerik Alt Kirilimindan Elde Edilen Bulgular

R Programlama dili ve R Studio editorii kullanilarak gerceklestirilen analizlerde “e/071”
paketindeki “svm ” fonksiyonu kullanilmis olup dncelikle algoritmanin “default” olarak tanimli

parametreleri ile analizler gergeklestirilmistir.

Uglii ayirma yonteminde ise 1zgara arama- “grid-search” yontemi ile “C” degeri icin
hiperparametre optimizasyonu gerceklestirilmistir. En uygun modeli se¢mek i¢in dogruluk
parametresi esas alinmis olup en yiiksek dogruluk degerinin elde edilmesini saglayan C degeri
‘0,5” olarak saptanmistir. Yine optimize edilmesi gereken kernel “Radial” olarak tespit

edilmisgtir.
C — “Cost” sabiti: Lagrange formulasyonundaki sabit terim olan 'C'-sabitidir.

Tablo 4. 45: Destek Vektor Makineleri Algoritmasi i¢in Orijinal Veri Setinin Nimerik Alt Kirithm Veri
Setinde Cesitli Performans Degerlendirme Yénteryleri Kullanilarak Elde Edilen Performans
Degerlendirme Olgiitleri

Destek  Vektdr | Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olguti
Makineleri Ongori
Algoritmasi— Degeri
Performans
Degerlendirme
Yontemleri

%90 Egitim 0,8462 0,8824 0,8182 0,7895 0,9 0,833368981
%10 Test

%80 Egitim 0,8125 0,8571 0,7778 0,75 0,875 0,799981333
%20 Test

%70 Egitim 0,8182 0,9057 0,75 0,7385 0,9107 0,81359865
%30 Test

%60 Egitim 0,7469 0,8451 0,6703 0,6667 0,8472 0,745373952
%40 Test

BOOTSTRAP 0,8043 0,8805 0,7477 0,7216 0,8939 0,793169964
SAMPLING
(1:50)

BOOTSTRAP | 0,8592 0,7786 0,9154 0,8651 0,8558 0,819573961
SAMPLING
(1:100)

BOOTSTRAP 0,8014 0,887 0,7407 0,7083 0,9023 0,787641321
SAMPLING
(1:200)

UCLU AYIRMA | 0,8293 0,7778 0,8696 0,8235 0,8333 0,799997877
YONTEMI!

1-%80 Egitim, %10 Validasyon (Gegerleme), %10 Test/ Izgara Arama — “Grid Search” yontemi ile parametre optimizasyonu- Validasyon Veri

Seti Performans Sonuglari
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Tablo 4.45te goriilecegi iizere belirtilen parametrelerin segildigi deney kosullarinda en yiiksek
performans bootstrap sampling [1:100] kullanilmas: suretiyle 0,85925 dogruluk degerine
erismistir. Uglii ayirma yonteminde ise algoritmanin 1zgara arama metodu ile gergeklestirilen
hiperparametre optimizasyonu sonucunda validasyon performansi 0,8293 dogruluk degerine

ulasmustir.

4.4.8.2 DVM Algoritmastmin Hiperparametrelerinin Genetik Algoritma Kullanilarak
Optimize Edilmesi

Python (Anaconda) Jupiter Lab Scikit-Learn kullanilarak model olusturmak i¢in: “SVC()”

fonksiyonu kullanilmis olup

Genetik Algoritma ile Parametre Optimizasyonu icgin: “EvolutionaryAlgorithmSearchCV”’

fonksiyonu kullanilarak gerceklestirilmistir.
Parametre optimizasyonu sonucunda;

“Best individual is: {'C": 29.265739247500335, ‘'kernel': 'linear'} with (fitness:
0.7876923076923077"”

Degerleri optimum sonucu tiretmis olup hiperparametre optimizasyonu sonucunda elde edilen
performans degerleri Tablo 4.46°da paylasilmistir. Tablo 4.46°da performans degerlendirme
yontem detaylar1 verilen ve karma bir yap1 olan egitim veri setinde genetik algoritma ve 3’
kat capraz gecerleme yonteminin kullanilmas: suretiyle hiperparametre optimizasyonu

gerceklestirilen DVM algoritmasinin dogruluk degeri 0,72 olarak bulunmustur.

Tablo 4. 46: Destek Vektor Makineleri Algoritmasinin Genetik Algoritma Kullanilarak Optimize
Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

Destek Vektor Makineleri — “DVM | Dogruluk Duyarhhk Kesinlik F-Olguti
Performans Degerlendirme
Yontemi

%80 Egitim ve 0,72 0,62 0,75 0,68

3 Kat Capraz Gegerleme Yapisi
+Genetik Algoritma ile
hiperparametre optimizasyonu
%20 Test
TEST/
Performans Sonuclari
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4.4.8.3 DVM Algoritmastmin Hiperparametrelerinin Parcactk Siirii Optimizasyonu

Kullanilarak Optimize Edilmesi

Python (Anaconda) Jupiter Lab Scikit-Learn kitiphanesi kullanilarak DVM smiflandirma
modeli olusturulmus ve Pargacik Siirli Optimizasyonu ile de parametre optimizasyonu
gerceklestirilmistir. PSO ile Parametre Optimizasyonu i¢in “Optunity ” kiitliphanesi araciligi

ile gerceklestirilmistir.
Parametre optimizasyonu sonucunda;

{'C': 2.5390625, 'kernel': 2.921875 (‘poly’)} degerlerinin optimum degerler oldugu tespit

edilmistir.

Tablo 4. 47: Destek Vektor Makineleri Algoritmasinin Pargacik Siirii Optimizasyonu Kullanilarak
Optimize Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

Dogruluk Hata
Destek Vektor Makineleri Algoritmasi-
Performans Degerlendirme Yontemi
%380 Egitim — 3 kat Capraz Gegerleme + | 0,7813725490196078 0,2186274509803922
PSO ile hiperparametre optimizasyonu
%20 TEST /

Test Performans Sonuglari

Tablo 4.47°da performans degerlendirme yontem detaylar1 verilen ve karma bir yapi ile
perfomansi degerlendirilen, egitim veri setinde pargacik siirli optimizasyonu algoritmasi ve ‘3’
kat capraz gecerleme metodolojisi kullanilmak suretiyle hiperparametre optimizasyonu
gerceklestirilen PSO algoritmasinin %20 test veri setindeki dogruluk degeri 0,7813 olarak

bulunmustur.

4.4.8.4 Nitelik Secimi Yapilarak Boyut Sayisi Azaltilmis Veri Setinin Niimerik Alt
Kirilimindan Elde Edilen Bulgular

R Programlama dili ve R Studio editorii kullanilarak gerceklestirilen analizlerde “el/071”
paketindeki “svm ” fonksiyonu kullanilmis olup dncelikle algoritmanin “default” olarak tanimli

parametreleri ile analizler gerceklestirilmistir.

Uclii ayrrma ydnteminde ise 1zgara arama- “grid-search” yontemi ile “C” degeri igin
hiperparametre optimizasyonu gerceklestirilmistir. En uygun modeli segmek i¢in dogruluk
parametresi esas alinmis olup en yiiksek dogruluk degerinin elde edilmesini saglayan C degeri

‘0,25’ olarak saptanmuigtir.



C — “Cost” sabiti: Lagrange formilasyonundaki sabit terim olan 'C'-sabitidir.
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Tablo 4. 48: DVM Algoritmasi igin Nitelik Secimi Yapilarak Boyut Sayis1 Azaltilmig Veri Setinin
Niimerik Alt Kirtlim Veri Setinde Cesitli Performans Degerlendirme Yontemleri Kullanilarak Elde Edilen
Performans Degerlendirme Olgiitleri

Destek
Makineleri
Algoritmasi—
Performans
Degerlendirme
Yontemleri

Vektor

Dogruluk

Duyarhhik

Belirleyicilik

Kesinlik

Negatif
Ongorii
Degeri

F-Olgit

%90 Egitim
%10 Test

0,7692

0,9412

0,6364

0,6667

0,9333

0,780518739

%80 Egitim
%20 Test

0,8524

0,9714

0,7333

0,7391

0,9706

0,839475873

%70 Egitim
%30 Test

0,8182

0,8302

0,8088

0,7719

0,8594

0,799989239

%060 Egitim
%040 Test

0,8457

0,7183

0,9451

0,9107

0,8113

0,803137888

BOOTSTRAP
(1:50)

0,7893

0,9125

0,6977

0,6919

0,9146

0,787034094

BOOTSTRAP
(1:100)

0,7824

0,5172

0,9795

0,9494

0,7318

0,669616364

BOOTSTRAP
(1:200)

0,8208

0,8718

0,784

0,7445

0,8944

0,803136918

ucLuU
AYIRMA
YONTEMI!
Validasyon
Performans
Sonuglar1

0,8537

0,8333

0,8696

0,8333

0,8696

0,8333

1-%80 Egitim, Izgara Arama yontemi ile parametre optimizasyonu ve %10 Validasyon (Gegerleme) Veri Seti Performans Sonuglari

Tablo 4.48°de goriilecegi tizere belirtilen parametrelerin segildigi deney kosullarinda en yiiksek

performans ikili ayirma yonteminde %60 egitim veri setiyle olusturulan modelin geriye kalan

%4011k test veri setindeki test performansinda elde edilmis ve en yuksek sonucu iiretmis olup

detayl olarak incelendiginde dogruluk degeri 0,8457 olarak saptanmistir. Buna karsilik ti¢lii

ayirma metodunda 1zgara arama yonteminin kullanilmasi sonucunda validasyon veri setindeki

performansi ise 0,8537 dogruluk degerine erismistir.

4.4.8.5 Nitelik Secimi Yapilarak Boyut Sayisi Azaltilmis Veri Setinin Niimerik Alt

Kiriliminda DVM Algoritmasinin Hiperparametrelerinin Genetik Algoritma Kullanilarak

Optimize Edilmesi

Python (Anaconda) Jupiter Lab Scikit-Learn kittiphanesi kullanilarak model olusturmak igin:

“SVC()” fonksiyonu kullanilmis olup
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Genetik Algoritma ile Parametre Optimizasyonu icin: “EvolutionaryAlgorithmSearchCV”

fonksiyonu kullanilarak gerceklestirilmistir.
Parametre optimizasyonu sonucunda;

Best individual is: {"alpha’: 0.005, 'hidden_layer_sizes': (5, 3), 'solver': ‘adam’, 'activation':
"identity’, 'learning_rate': 'invscaling’, 'learning_rate_init': 0.02, 'max_iter': 100} with fitness:
0.8307692307692308

degerleri optimum sonucu iiretmis olup hiperparametre optimizasyonu sonucunda elde edilen
performans degerleri Tablo 4.49’da paylasilmigtir. Tablo 4.49°da goriilecegi tizere karma bir
yap1 metodolojisi ile performansi degerlendirilen ve egitim veri setinde genetik algoritmanin
‘3’ kat ¢apraz gegerleme metodolojisi ile hiperparametre optimizasyonu gergeklestirilen DVM

algoritmasinin dogruluk degeri 0,78 olarak bulunmustur.

Tablo 4. 49: Destek Vektor Makineleri Algoritmasinin, Genetik Algoritma Kullanilarak Optimize Edilmesi
Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

Destek Vektor Makineleri | Dogruluk | Duyarhhk Kesinlik F-Olcuti
Algoritmasi Performans
Degerlendirme Yontemleri
%80 Egitim + 3 Kat Capraz 0,78 0,72 0,80 0,76
Gecerleme

Genetik Algoritma ile hiperparametre
optimizasyonu
%20 Test/
TEST Performans Sonuglari

4.4.8.6 Nitelik Secimi Yapuarak Boyut Sayisi Azaltilmis Veri Setinin Niimerik Alt
Kiriiminda DVM Algoritmasimin Hiperparametrelerinin Parcacik Siirli Optimizasyonu

Kullanilarak Optimize Edilmesi

Python (Anaconda) Jupiter Lab Scikit-Learn kuttphanesi “SVC()” fonksiyonu kullanilarak
DVM smiflandirma modeli olusturulmus ve Parcacik Siirii Optimizasyonu ile de parametre
optimizasyonu gergeklestirilmistir. PSO ile parametre optimizasyonu igin “Optunity”

kiitiiphanesi araciligi ile gerceklestirilmistir.
Parametre optimizasyonu sonucunda;

{'C": 41.259765625, 'kernel': 0.58984375 (linear)}
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degerlerinin optimum degerler oldugu tespit edilmistir. Tablo 4.50’de goriilecegi tizere karma
bir yapi ile performansi degerlendirilen ve egitim veri setinde pargacik siirli algoritmasinin ‘3’

kat capraz gecerleme ile kullanilmasi suretiyle hiperparametre optimizasyonu gergeklestirilen

DVM algoritmasinin dogruluk degeri 0,80 olarak bulunmustur.

Tablo 4. 50: Destek Vektor Makineleri Algoritmasinin, Parcacik Siirti Optimizasyonu Kullanilarak

Optimize Edilmesi Sonucunda Elde Edilen Performans Degerlendirme Olgiitleri

3 Kat Capraz Gegerleme
PSO ile hiperparametre optimizasyonu
%20 Test /
TEST Veri Seti
Performans Sonuglari

Dogruluk Hata
Destek Vektor Makineleri Algoritmasi-
Performans Degerlendirme Yontemi
%80 Egitim + 0,8059549745824256 0,1940450254175744

4.4.9 Lojistik Regresyon Analizinden Elde Edilen Bulgular (ikili —“Binary”

Siniflandirma)

4.4.9.1 Orijinal Veri Setinden Edilen Bulgular

Tablo 4.51: Lojistik Regresyon igin Orijinal Veri Setinde Cesitli Performans Degerlendirme Yo6ntemleri
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Lojistik
Regresyon
Algoritmasi—
Performans
Degerlendirme
Ydntemleri

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongori
Degeri

F-Olcut

%90 Egitim
%10 Test

0,8205

0,7647

0,8636

0,8125

0,8261

0,787875666

%80 Egitim
%20 Test

0,8

0,6857

0,8889

0,8276

0,7843

0,749997119

%70 Egitim
%30 Test

0,7934

0,8868

0,7206

0,7121

0,8909

0,78990591

%60 Egitim
%40 Test

0,8457

0,8451

0,8462

0,8108

0,875

0,827594758

BOOTSTRAP
SAMPLING
(1:50)

0,8683

0,8846

0,8565

0,8166

0,9113

0,849240959

BOOTSTRAP
SAMPLING
(1:100)

BOOTSTRAP
SAMPLING
(1:200)

UCLU AYIRMA
YONTEMI!

0,8293

0,7778

0,8696

0,8235

0,8333

0,799997877

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test / Validasyon Veri Seti Performans Sonuglar




195

Tablo 4.51°de goriilecegi tizere Lojistik Regresyon algoritmasi i¢in orijinal veri setinde ¢esitli
performans degerlendirme yoOntemleri kullanilarak elde edilen performans degerlendirme
Olcitleri sunulmustur. Bu kapsamda en yiiksek dogruluk performansi 0,8683 degeri ile
Bootstrap Sampling (1:50) oran1 igin elde edilirken, veri setinin 1:100 ve 1:200 oranlarindaki

ayrilmalarinda ise “overfitting” yani modelin veri setini ezberleme problemi ortaya ¢ikmuistir.

Tablo 4. 52: Lojistik Regresyon Algoritmasi igin Orijinal Veri Setinde Capraz Gegerleme Degerlendirme
Yontemleri Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Lojistik Regresyon Analizi Capraz | Ortalama Dogruluk Ortalama Hata
Gegerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,7985 0,2015

K=10 0,8059 0,1941

K=15 0,7715 0,2285

K=20 0,7862 0,2138

Tablo 4.52’de Lojistik Regresyon algoritmasi i¢in orijinal veri setinde capraz gegerleme
performans degerlendirme yontemleri kullanilarak elde edilen performans degerlendirme
Olcitleri sunulmustur. Capraz gegerleme yontemi kullanilarak elde edilen en yuksek
performans, ayni1 zamanda tipik olarak kullanilan 10 kat capraz gecerleme yonteminde 0,8059

dogruluk degeri ile elde edilmistir.

4.4.9.2 Nitelik Seg¢imi Yapilarak Boyut Sayist Azaltilmig Veri Setinin Niimerik ve
Kategorik Alt Kirilimindan Elde Edilen Bulgular

Tablo 4. 53: Lojistik Regresyon Algoritmasi i¢in Nitelik Se¢imi Yapilarak Boyut Sayist Azaltilmig Veri
Setinin Niimerik ve Kategorik Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Y ontemleri
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Lojistik Dogruluk Duyarhhk Belirleyicilik Kesinlik Negatif F-Olgutii
Regresyon Ongori

Analizi Degeri

Performans

Degerlendirme

Ydéntemleri

%90 Egitim 0,9 0,9412 0,8636 0,8421 0,95 0,88889645
%10 Test

%80 Egitim 0,825 0,7714 0,8667 0,8182 0,8298 0,794111072
%20 Test

%70 Egitim 0,8264 0,8491 0,8088 0,7759 0,873 0,810851311
%30 Test

%60 Egitim 0,7901 0,7324 0,8352 0,7761 0,8 0,753617024
%40 Test

BOOTSTRAP 1 1 1 1 1 1
SAMPLING

(1:50)




196

Tablo 4. 53: Lojistik Regresyon Algoritmast i¢in Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmis Veri
Setinin Niimerik ve Kategorik Alt Kirilim Veri Setinde Cesitli Performans Degerlendirme Y 6ntemleri
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri (devam)

Lojistik Dogruluk Duyarhlik Belirleyicilik Kesinlik Negatif F-Olgiiti
Regresyon Ongorii
Analizi Degeri
Performans
Degerlendirme
Ydntemleri

BOOTSTRAP 1 1 1 1 1 1
SAMPLING
(1:100)

BOOTSTRAP 1 1 1 1 1 1
SAMPLING
(1:200)

UGLU AYIRMA | 0,8293 0,7778 0,8696 0,8235 0,8333 0,799997877
YONTEMI

1-%80 EGITIM, %10 Validasyon (Gegerleme), %10 Test / Validasyon Veri Seti Performans Sonuglari

Tablo 4.53’te Lojistik Regresyon Algoritmasi igin nitelik se¢imi yapilarak boyut sayisi
azaltilmis veri setinin niimerik ve kategorik alt kirilim veri setinde c¢esitli performans
degerlendirme yontemleri kullanilarak elde edilen performans degerlendirme Olgiitleri
sunulmustur. Tablo 4.53’te goriildiigii lizere en yiiksek test performansi 0,90 dogruluk degeri
ile veri setinin %90’1ndan olusan egitim veri seti kullanilarak olusturulmus makine 6grenmesi
modeli ile elde edilmistir. Bununla birlikte Bootstrap Sampling performans degerlendirme
yonteminde yine “overfitting” yani modelin veri setini ezberleme probleminin ortaya ¢ikmasi

dikkat gekicidir.
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call:
gim(formula = ikili_karar ~ ., family = "binomial", data = training)

Deviance Residuals:
Min 1Q Median 3Q Max
-2.57627 -0.00001 0.00000 0.00000 2.05224

Coefficients:
Estimate Std. Error z value Pr(>|z}|)
(Intercept) -31.02897 48196.14604 -0.001 .9995
gecmisteki_amputasyonl -2.94768 1.47423 -1.999 .0456
gecmisteki_amputasyon2 -14.99258 158248.39253 0. .9999
bobrek_yetmez1igil 12.84533 5831.75659 0.002 . 9982
diyalizi -14.11803 5831.75696 -0.002 .9981
pah_evre2 -1.54651 1.50095 -1.030 .3028
pah_evre3 0.83847 1.63115 0.514 . 6072
yara_derinligi2 -33.92016 4426.13174 .9939
yara_derinligi3 -5.75675 .3391
enfeksiyon2 -12.92345 . 9998
enfeksiyon3 7.20677 .9999
enfeksiyond -7.24987 50156.42602 . 9999
osteomiyelitl 3.32082 157418.54639
Tokosit 0.52248 0.32464
CRP -0.03470 0.01765
sedim 0.08524 0.03415
albumin 1.25624 1.01005
PNL -0.60598 0.37373
kreatinin -0.06707 0.73360
total_kolesterol 0.03010 0.03024
LDL -0.04590 0.03747
GANGREN1 30.91029 4426.12754
wagner_grade2 8.93602 13418.75045
wagner_grade3 18.28763
wagner_grade4 35.82011
wagner_grades 32.97573
hbo_durumui -5.28730 2.40497
hbo_tedavi 0.07232 0.03203
vac_tedavii 4.35483 1.73790
debridmani -2.21941 1.51143

0
0
0
0
0
0
0
0
)
0
0
0
1.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.
0.

Signif. codes: ©O ‘===’ 0.001 ‘==’ 0.01 ‘=’ 0.05 “.” 0.1 °
(Dispersion parameter for binomial family taken to be 1)
Null deviance: 185.003 on 134 degrees of freedom
Residual deviance: 36.263 on 105 degrees of freedom
(233 observations deleted due to missingness)
AIC: 96.263

Number of Fisher Scoring iterations: 21

Sekil 4. 7: Lojistik Regresyon Analizi Modelinin R Programlama Dilinde Alinmig Ekran Goriintiist

Sekil 4.7°de goriildiigii  iizere; gecmisteki mindr ampiitasyon gecirme durumu,
CRP(mg/L)sedimantasyon, HBOT tedavisi alip almama durumu, HBOT tedavisi seans sayisi
ve NPWT tedavisi gorip gérmeme durumu niteliklerinin S katsayilart istatistiksel olarak

anlamlidir.

Sekil 4.8’de tekrar hatirlatma yapilacak olursa; Lojistik modelin linear regresyondan en biytk
farki hedef degiskenin kategorik olmasi (linear regresyonda sayisal bir deger tahmin edilmeye

caligilir) ve bunun i¢in de sigmoid fonksiyonu ile doniisiim yapilmasi idi.
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Y =by+ biX 4= Linear Model
1 ,/

p Logistic Model
1

= 1 + e—(bo+b1x)

p

Sekil 4. 8: Linear Model vs. Lojistik Model

Veri setlerinin ¢esitli alt kirilim senoryolarinin uygun makine 6grenmesi algoritmalarinin
denenmesi sonucunda, nitelik se¢imi sonucunda boyut sayisi azalmis, niimerik ve kategorik
degerlerden olusan veri setinin alt kiritliminda en iyi modellerden biri olarak goriinen Lojistik
Regresyon algoritmasina ait Sekil 4.7°in yardimiyla yazilmig ve yeni bir 6rnegin sinifinin tahmin

edilmesinde kullanilabilecek olan ikili Lojistik Regresyon denklemi su sekilde olmaktadir:
Biitiin niteliklerin yer aldig1 Lojistik Regresyon fonksiyonu:

logit m(x) = g(x) = —31.02897—2.94768[3geCmiste,a-mpumsyon1 +
~14.99258 secmistekigmpurasyons + 12:84533Boobrekycomengr T —1411803Buiyatiss +
~1.54651Bpan,,.., + 083847 Bpan... + ~33.92016Byarareriioss

—5.75675 Byaragersigs + —12-92345Bonsersiyons + 720677 Bonorsiyons +

—7.24987 Benfeksiyona T 3.32082B0steomiyeric + 0-52248B5x05ic + —0.03470Bcpp +
0.08524Bscaim(antasyon) + 1.25624Bgipymin + —0.60598Bpy;, + —0.06707 Byreqtinin +
0.03010Botqikotesteror + —0.045908, p, + 30.91029;ancren + 8.93602B agnergradez +

18'287633wagnergrade3 + 35-8201lﬂwagnergrade4 + 32-9757?’Bwagnergrades +
—5.287308nb0 4 mu T 0-07232B1p0,0500 T 435483 Brnpwr + —2.21941Bycpriaman
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Tablo 4. 54: Lojistik Regresyon analizi sonucunda elde edilmis olan Nagelkerke R Square degeri

Step -2 Log likelihood Nagelkerke R Square

1 261,335 ,694

Bagimli degiskendeki degisimin % olarak tahmin etmek icin model 6zetindeki Nagelkerke R?
degeri iizerinden degerlendirilmektedir. Tablo 4.54’te detaylar1 verilen ve elde edilen bu
regresyon modeli Nagelkerke R? degerine gore ise oldukca iyi bir oran olan %69,4 oraninda

aciklanmaktadir.

Tablo 4. 55: Lojistik Regresyon Analizi -Elde Edilmis olan Hosmer and Lemeshow Test Sonucu

Step Chi-square df p
1 3,154 8 0,924

Aragtirma i¢in kurulan Lojistik model uygunlugu degerlendirildiginde, Tablo 4.55’te detaylari
verilen ve uygulanan Hoshmer-Lemeshow testi sonucunda uygun bir model oldugu

saptanmustir (x%:3.154, p>0,05).

06

AUC: 0.906

Sensitiity

04

00

T T T
15 10 05 00 05
Specificity

Sekil 4. 9: Lojistik Regresyon Modelinden Elde Edilen ROC Egrisi

Sekil 4.9’de goriilecegi lizere Lojistik Regresyon modelinden elde edilen ROC egrisi altinda
kalan alan AUC degeri 0.906 olarak hesaplanmuistir.
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Tablo 4. 56: Lojistik Regresyon Algoritmast i¢in Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmis Veri
Setinin Numerik ve Kategorik Alt Kirtlim Veri Setinde Capraz Gegerleme Degerlendirme Y ntemleri
Kullanilarak Elde Edilen Performans Degerlendirme Olgiitleri

Lojistik Regresyon Analizi Capraz | Ortalama Dogruluk Ortalama Hata
Gecerleme Performans

Degerlendirme Yontemi- K

Degerleri

K=5 0,8059 0,1941

K=10 0,7961 0,2039

K=15 0,7912 0,2088

K=20 0,801 0,199

Tablo 4.56’da Lojistik Regresyon algoritmasi igin nitelik seg¢imi yapilarak boyut sayisi

azaltilmis veri setinin niimerik ve kategorik alt kirilim veri setinde g¢apraz gecerleme

degerlendirme yontemleri kullanilarak elde edilen performans degerlendirme olgiitleri

sunulmustur. Capraz gecerleme yontemi kullnilarak elde edilen en yiiksek performans, 5 kat

capraz gecerleme yonteminde 0,8059 dogruluk degeri ile elde edilmistir.

4.4.10 Nitelik Secimi Yapilarak Boyut Sayis1 Azaltilmis Veri Setinin Niimerik ve

Kategorik Alt Kirthm Veri Setinde En iyi Performansi1 Gosteren Ikili Ayirma

ve Uclii Ayirma Performans Degerlendirme Yoéntemleri ile Elde Edilen

Performans Degerlendirme Olgiitleri (ikili Stmiflandirma)

Bu boliimde, diyabetik ayak hastalarinin genel — “overall” ampiitasyon riskini tahmin etmek

icin kullanilmis olan nitelik se¢imi yapilarak boyut sayis1 azaltilmis veri setinin nlmerik ve

kategorik alt kirilim veri setinde en iyi performansi gosteren ikili ayirma yonteminde (%90

Egitim, %10 Test) ve i¢li ayirma yonteminde (%80 Egitim, %10 Validasyon(Gegerleme), %10

Test) deney kosullarindaki performans degerlendirme oOlciitlerinden “Dogruluk” ve “F-

Olciitii” esas almarak kullanilan makine dgrenmesi siniflandirma algoritmalari karsilastirmali

olarak sunulmustur.
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Tablo 4 57: Nitelik Se¢imi Yapilarak Boyut Sayis1 Azaltilmis Veri Setinin Niimerik ve Kategorik Alt
Kirtlim Veri Setinde En iyi Performansi Gosteren ikili Ayirma ve Uglii Ayirma Performans
Degerlendirme Yontemleri ile Elde Edilen Dogruluk ve F-Olgiitii Performans Degerlendirme Olgutleri

ikili Ayirma (“Hold-Out”) Dogruluk F-Olguti
%90 Egitim, %10 Test Performans Degerlendirme Yontemi

Lojistik Regresyon 0,90 0,88889645
Siniflandirma ve Regresyon Agaglar1 (CART) 0,8205 0,799997877
Sade Bayes Algoritmasi 0,8205 0,810830679
Rastgele Orman Algoritmasi 0,7949 0,789501246
UCLU AYIRMA YONTEMI Dogruluk F-Olgiti
%80 Egitim

%10 Validasyon (Gecerleme)
%10 Test / Validasyon Performans Sonuglari

Lojistik Regresyon 0,8293 0,799997877
Siniflandirma ve Regresyon Agaglari (CART) 0,8537 0,823541868
Sade Bayes Algoritmasi 0,8537 0,842110249
Rastgele Orman Algoritmasi 0,878 0,857147427

Izgara Arama-“Grid Search” yontemi ile parametre optimizasyonu
sonucunda tespit edilen “m#ry = 3 degeri

UCLU AYIRMA YONTEMI Dogruluk F-Olgiiti
%80 Egitim

%10 Validasyon (Gecerleme)

%10 Test/ TEST Performans Sonuclar:

Rastgele Orman Algoritmasi 0,7805 0,727292562

Tablo 4.57°de goriilecegi lizere ikili ayirma yonteminde en iyi performansin elde edildigi %90
egitim ile olusturulmus makine 6grenmesi modellerinin geriye kalan %10 veri seti ile
performansinin degerlendirildigi deney kosullarinda en 1yi performansi 0.90 dogruluk orani ile
Lojistik Regresyon algoritmasi gostermistir. Bununla birlikte tiglii ayirma yonteminde %80
egitim veri seti kullanilarak olusturulmus makine 6grenmesi modellerinin geriye kalan %10
validasyon (gegerleme) veri setindeki en iyi performansi 0.8780 dogruluk orani ile “Rastgele
Orman Algoritmas1” gostermis olup, bu algoritmanin da geriye kalan %10 test veri setindeki

performansi ise 0.7805 dogruluk degerine ulagsmstir.
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4.5 VERI MADENCILiGi SURECINDE MAKINE OGRENMESI SINIFLANDIRMA
ALGORITMALARININ UYGULANMASI SONUCU ELDE EDILEN
BULGULAR - COK KATEGORILI SINIFLANDIRMA

Calismada elde edilen diyabetik ayak hastalarinin ampiitasyon riskini dngdrmek icin elde edilen
veri setinin hedef degiskeninde yer alan “minér ampiitasyon” ve “major ampiitasyon”
kategorilerindeki 6rnek sayilar1 arasinda dengesizlik bulunmakta olup bu durum algoritmalarin
da performans sonuglarini etkilemektedir. Dolayist ile bu dengesizligin de giderilmesi icin
literatiir detayli olarak incelenmis ve ¢esitli yontemlerin bulundugu tespit edilmistir. Bunlardan
bazilar1 “oversampling” ve “undersampling” adi verilen yontemlerdir. Calismada dengesiz
veri setini dengeli hale getirmek igin “oversampling” yontemi kullanilmigtir. Bu kapsamda
“caret” paketindeki, “caret” kituphanesindeki “up.sample” fonksiyonu ve “ROSE”
paketinde ve “rose” kittuphanesindeki “ovun.sample” fonksiyonu kullanilarak giderilmistir.
Ilgili paket, kiitiiphane ve fonksiyonlarin hangi alt kirtlim veri setlerinde kullamldig: ise ilgili
boliimlerde aciklanmistir. Sonrasinda ise dengesiz bir sinif dagilimina sahip olan “mindr
ampditasyon, major amputasyon ve ampiitasyon yok” etiketlerini iceren veri setinde hem
dengeleme islemi yapilarak hem de yapilmayarak elde edilen performans sonuglari
paylasilmistir. Cok kategorili (“multi-class ) siniflandirma i¢in veri 6n isleme adiminda detayli
olarak ele alinan prosediirler gerceklestirildikten orijinal yani niimerik ve kategorik niteliklerin
ve de veri setinin ayriklagtirma prosediirii sonucunda tamamen kategorik niteliklerin yer aldig
veri setlerinde yalmzca tglii ayirma (egitim, validasyon[gecerleme] ve test) performans

degerlendirme yaklagimi kullanilmastir.
4.5.1 Orijinal Veri Setinden Elde Edilen Bulgular

45.1.1 Orijinal Veri Setinin %80’ini Olusturan “Egitim” Veri Setinde Veri Seti
Dengeleme Islemi Gergeklestivilmeden Elde Edilen Bulgular

Bu veri setinde, veri setinin %80’ini olusturan egitim veri setinde veri seti dengeleme islemi
gerceklestirilmeden uygulanan cesitli yapay zekd makine Ogrenmesi simiflandirma
algoritmalarmin performans sonuglarindan elde edilen bulgular karsilastiriimali olarak

paylastlmistir.
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Tablo 4. 58: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Min6r
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarinin Uglii Ayirma (Three-Way Split) Performans Sonuglar1

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti Performans
Sonuclari

Siniflandirma ve | 0,5667 0,4667 0,6667 0,4375 0,6923 0,451628511
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

Siniflandirma ve | 0,6852 0,6667 0,7037 0,5556 0,7917 0,606100826
Regresyon
Agaglar1 (CART)
Budama
Yapilmis Model

Rastgele Orman | 0,7741 0,7333 0,8148 0,6875 0,8462 0,70966181
Algoritmast

“mtry = 10”

Sade Bayes | 0,6741 0,5333 0,8148 0,6154 0,7586 0,57141607
Algoritmast

Lojistik 0,7111 0,5333 0,8889 0,7273 0,7742 0,615372188
Regresyon

Algoritmast

Model Dogruluk Duyarhik | Belirleyicilik Kesinlik Negatif F-Olgutii

Performans Ongori

Degerlendirme Degeri

Yontemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
TEST Veri Seti
Performans
Sonuclari

Rastgele Orman | 0,8489 0,9286 0,7692 0,6842 0,9524 0,787882093
Algoritmasi
“mtry = 10”

Tablo 4.58’de goriilecegi tizere tiglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Rastgele Orman Algoritmas1 diger algoritmalarla

karsilastirildiginda daha iyi performans gostermis ve algoritma igin 1zgara arama yonteminde
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optimize edilmesi gereken “mtry” degeri “10” olarak tespit edilmistir. Algoritmanin validasyon

veri setindeki performansi degerlendirildiginde; 0,7741 dogruluk degeri elde edilirken, test veri

setindeki performansi ise 0,8489 degeri olmustur.

Tablo 4. 59: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmnimn “Major
Amputasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Simiflandirma

Algoritmalarmin Uclii Ayirma (Three-Way Split) Performans Sonuglar1

Model
Performans
Degerlendirme
Yontemi:

%380 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon
Performans
Sonuglari

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olcutu

Smiflandirma ve
Regresyon
Agaclar1 (CART)
Budama
Yapilmamis
Model

0,57237

0,25

0,89474

0,2

0,91892

0,222222222

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

0,48684

0,97368

0,90244

NaN

Rastgele Orman
Algoritmast
“mtry j— 10”

0,61184

0,25

0,97368

0,5

0,925

0,333333333

Sade Bayes
Algoritmasi

0,69737

0,5

0,89474

0,33333

0,94444

0,3999976

Lojistik
Regresyon
Algoritmasi

0,96053

0,92105

0,57143

1

0,727273884

Model
Performans
Degerlendirme
Ydéntemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test,
TEST
Performans
Sonuclar

Dogruluk

Duyarhlik

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olcuti

Lojistik
Regresyon
Algoritmasi

0,68421

0,5

0,86842

0,28571

0,94286

0,363632893
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Tablo 4.59°da goriilecegi tizere tiglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla
karsilastirildiginda daha iyi performans gostermis ve bu kapsamda algoritmanin validasyon veri
setindeki performansi degerlendirildiginde; 0,96053 dogruluk elde edilirken, test veri setindeki

performansi ise 0,68421 degeri olmustur.

4.5.1.2 Orijinal Veri Setinin %80’ini Olusturan “Egitim” Veri Setinde Veri Setinin
“Oversampling” Metodu ile Dengeleme Islemi Gergeklestirdikten Sonra Elde Edilen

Bulgular

Tablo 4. 60: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarinin “Minér
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarinin Uglii Ayirma (Three-Way Split) Performans Sonuglari

Model Dogruluk Duyarhlhik | Belirleyicilik Kesinlik Negatif F-Olcutii
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
Validasyon
Performans
Sonuclari

Siniflandirma ve | 0,8444 0,8 0,8889 0,8 0,8889 0,8
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

Smiflandirma 0,8778 0,8667 0,8889 0,8125 0,9231 0,838725286
ve  Regresyon
Agaclan
(CART)
Budama
Yapilmis Model

Rastgele Orman | 1 1 1 1 1 1
Algoritmast
“mtry =4"

Sade Bayes | 0,7444 0,6 0,8889 0,75 0,8 0,666666667
Algoritmasi

Lojistik 0,863 0,8 0,9259 0,8571 0,8929 0,82756623
Regresyon
Algoritmasi




206

Tablo 4. 60: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Min6r
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarmin Uglii Ayirma (Three-Way Split) Performans Sonuglari (devam)

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test,

Test Veri Seti
Performans
Sonuclari

Siniflandirma ve | 0.8379 0.7143 0.9615 0.9091 0.8621 0.8379
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

Dengesiz bir veri seti olan veri setinin bu alt kiriliminda, yalnizca “egitim” veri setinde
dengeleme islemi “oversampling” yontemi kullanilarak gercgeklestirilmistir. Bu kapsamda
“caret” paketindeki, “caret” kutlphanesindeki “up.sample” fonksiyonu kullanilmistir. Tablo
4.60’ta goriilecegi iizere iigli ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Smiflandirma ve Regresyon Agaglar1 (CART) [Budama
Yapilmig] diger algoritmalarla karsilagtirildiginda daha iyi performans gostermis ve bu
kapsamda algoritmanin validasyon veri setindeki performansi degerlendirildiginde; 0,8778
dogruluk elde edilirken, test veri setindeki performansi ise 0.8379 degeri olmustur.Rastgele
Orman Algoritmas1 ise tim performans degerlendirme Olgiitlerinde % 100 performans
gostermesine ragmen bu durum algoritmanin ezberleme yapmasi nedeniyle yani “overfitting”
durumunun olabilecegi disiiniilerek algoritmanin test veri setindeki performansina

bakilmamustir.
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Tablo 4. 61: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarinin “Major
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma

Algoritmalarmin Uclii Ayirma (Three-Way Split) Performans Sonuglar1

Model
Performans
Degerlendirme
Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test
/Validasyon
Veri Seti
Performans
Sonuclari

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgit

Smiflandirma ve
Regresyon
Agaclar1 (CART)
Budama
Yapilmamis
Model

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmis Model

Rastgele Orman
Algoritmast
“mt[’y j— 4’?

Sade Bayes
Algoritmast

0,94737

0,89474

0,5

0,666666667

Lojistik
Regresyon
Algoritmast

1

1

1

Model
Performans
Degerlendirme
Yontemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
TEST Veri Seti
Performans
Sonuclar

Dogruluk

Duyarhlik

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olcuti

Sade Bayes
Algoritmast

0,7387

0,6667

0,8108

0,2222

0,9677

0,333312499

Dengesiz bir veri seti olan veri setinin bu alt kirtliminda, yalnizca “egitim” veri setinde

dengeleme islemi “oversampling” yontemi kullanilarak gerceklestirilmistir. Bu kapsamda
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“caret” paketindeki, “caret” kutlphanesindeki “up.sample” fonksiyonu kullanilmistir. Tablo
4.61°de goriilecegi iizere iglii ayirma metodu kullanilarak gerceklestirilen algoritmalarin
performans degerlendirmesinde, “Sade Bayes Algoritmas1” diger algoritmalarla
karsilastirildiginda daha iyi performans gostermis ve bu kapsamda algoritmanin validasyon veri
setindeki performansi degerlendirildiginde; 0,94737 dogruluk elde edilirken, test veri setindeki
performansi ise degeri 0,7387 olmustur. Siiflandirma ve Regresyon Agaclari, Rastgele Orman
Algoritmasi ve Lojistik Regresyon algoritmalari ise tiim performans degerlendirme 6lgiitlerinde
%100 performans gostermesine ragmen bu durum algoritmanin ezberleme yapmasi nedeniyle
yani “overfitting” durumunun olabilecegi diislintilerck algoritmanin test veri setindeki

performansina bakilmamaistir.

45.2 Nitelik Secimi Yapilarak Boyut Sayis1 Azaltilmis Veri Setinin Niimerik ve
Kategorik Niteliklerden Olusan Alt Kiritlmindan Elde Edilen Bulgular

4.5.2.1 Nitelik Sec¢imi Yapularak Boyut Sayisi Azaltilmis Veri Setinin Numerik ve
Kategorik Niteliklerden Olusan Alt Kirilliminin %80°ini Olusturan “Egitim” Veri
Setinde, Veri Seti Dengeleme Islemi Gerceklestirilmeden Elde Edilen Bulgular

Veri setinin bu alt kiriliminda, veri setinin %80’ini olusturan egitim veri setinde veri seti
dengeleme iglemi gerceklestirilmeden uygulanan cesitli yapay zekd makine oOgrenmesi
siiflandirma algoritmalarinin performans sonuglarindan elde edilen bulgular karsilastirilmali

olarak paylasilmistir.
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Tablo 4. 62: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Min6r
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarinin Uglii Ayirma (Three-Way Split) Performans Sonuglar1

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti Performans
Sonuclari

Siniflandirma ve | 0,7111 0,5333 0,8889 0,7273 0,7742 0,615372188
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

Siniflandirma ve | 0,7593 0,6667 0,8519 0,7143 0,8214 0,689679667
Regresyon
Agaglar1 (CART)
Budama
Yapilmis Model

Rastgele Orman- | 0,7074 0,6 0,8148 0,6429 0,7857 0,620709631
“Random
Forest”
Algoritmast
“mtry =27

Sade Bayes | 0,6556 0,5333 0,7778 0,5714 0,75 0,551692985
Algoritmast

Lojistik 0,7593 0,6667 0,8519 0,7143 0,8214 0,689679667
Regresyon
Algoritmasi

Model Dogruluk Duyarhik | Belirleyicilik Kesinlik Negatif F-Olgutii
Performans Ongoru
Degerlendirme Degeri
Yontemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
TEST Veri Seti
Performans
Sonuclar

Lojistik 0,7747 0,8571 0,6923 0,6 0,9 0,70586782
Regresyon
Algoritmasi

Tablo 4.62°de goriilecegi iizere tliglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin

performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla




210

karsilastirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,7593 dogruluk degeri elde edilirken, test veri setindeki

performansi ise 0,7747 degeri olmustur.

Tablo 4. 63: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Major
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siiflandirma
Algoritmalarmin Uclii Ayirma (Three-Way Split) Performans Sonuglar1

Model Dogruluk Duyarhilhik | Belirleyicilik Kesinlik Negatif F-Olguti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%380 Egitim,
%10 Validasyon
(Gegerleme),
Validasyon Veri
Seti

Performans
Sonuglari

Siniflandirma ve | 0,72368 0,5 0,94737 0,5 0,94737 0,5
Regresyon
Agaclar1 (CART)
Budama
Yapilmamis
Model

Siiflandirma ve | 0,5 0 1 NaN 0,90476 NaN
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

Rastgele Orman- | 0,75 0,5 1 1 0,95 0,666666667
“Random
Forest”
Algoritmasi
“mtry =2”

Sade Bayes | 0,68421 0,5 0,86842 0,28571 0,94286 0,363632893
Algoritmasi

Lojistik 0,84868 0,75 0,94737 0,6 0,97297 0,666666667
Regresyon
Algoritmasi

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olguti
Performans Ongori
Degerlendirme Degeri
Yontemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
TEST Veri Seti
Performans
Sonuclar

Lojistik 0,6667 0,3333 1 1 0,9487 0,499962499
Regresyon
Algoritmasi
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Tablo 4.63’te goriilecegi lizere li¢lii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla
karsilastirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,84868 dogruluk degeri elde edilirken, test veri setindeki

performansi ise 0,6667 degeri olmustur.

4.5.2.2 Nitelik Secimi Yapilarak Boyut Sayisi Azaltilmig Veri Setinin Niimerik ve
Kategorik Niteliklerden Olusan Alt Kiriliminin %80°ini Olusturan “Egitim” Veri Setinde,
Veri Seti Dengeleme Islemi Gerceklestirildikten Sonra Elde Edilen Bulgular

Tablo 4. 64: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Minor
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siiflandirma
Algoritmalarmin Uglii Ayirma (Three-Way Split) Performans Sonuglar

Model Dogruluk Duyarhlhik | Belirleyicilik Kesinlik Negatif F-Olcuti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
Validasyon Veri
Seti

Performans
Sonuclari

Siniflandirma ve | 0,8296 0,7333 0,9259 0,8462 0,8621 0,8296
Regresyon
Agaclar1 (CART)
Budama
Yapilmamis
Model

Siniflandirma ve | 0,8296 0,7333 0,9259 0,8462 0,8621 0,8296
Regresyon
Agaclar1 (CART)
Budama
Yapilmis

Model

Rastgele Orman | 1 1 1 1 1 1
Algoritmast
“mtry = 2’?

Sade Bayes | 0,7111 1 0,81579 0,36364 1 0,7111
Algoritmasi

Lojistik 0,6963 0,4667 0,9259 0,7778 0,7576 0,6963
Regresyon
Algoritmasi
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Tablo 4. 65: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Min6r
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarmin Uglii Ayirma (Three-Way Split) Performans Sonuglari (devam)

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test,

Test Veri Seti
Performans
Sonuclari

Siniflandirma ve | 0,7940 0,8571 0,7308 0,6316 0,9048 0,7940
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

Siniflandirma ve | 0,8324 0,8571 0,8077 0,7059 0,9130 0,8324
Regresyon
Agaclar1 (CART)
Budama
Yapilmis

Model

Dengesiz bir veri seti olan veri setinin bu alt kiriliminda, yalnizca “egitim” veri setinde
dengeleme islemi “oversampling” yontemi kullanilarak gerceklestirilmistir. Bu kapsamda
“caret” paketindeki, “caret” kitlphanesindeki “up.sample” fonksiyonu kullanilmistir. Tablo
4.64’te goriilecegi lizere li¢lii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, “Simiflandirma ve Regresyon Agaglart (CART)” diger
algoritmalarla karsilastirildiginda daha 1yi performans gostermis ve bu kapsamda algoritmanin
validasyon veri setindeki performansi degerlendirildiginde; budama yapilmamis model igin
validasyon veri setinde 0,8296 dogruluk degeri elde edilirken, test veri setindeki dogruluk
degeri ise 0,7940 olmustur. Siiflandirma ve Regresyon Agaglarinin budama yapilmis modeli
icin validasyon veri setinde 0.8296 dogruluk degeri elde edilirken, test veri setindeki dogruluk
degeri ise 0,8324 olarak saptanmistir. Rastgele Orman Algoritmas: ise tiim performans
degerlendirme Olgltlerinde %100 performans gostermesine ragmen bu durum algoritmanin
ezberleme yapmasi nedeniyle yani “overfitting” durumunun olabilecegi diisiiniilerek

algoritmanin test veri setindeki performansina bakilmamastir.
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Tablo 4. 66: Hedef Niteligin 3 Kategoriden Olustugu (Multi-Class) Diyabetik Ayak Hastalarmin “Major
Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma

Algoritmalarmin Uclii Ayirma (Three-Way Split) Performans Sonuglar1

Model
Performans
Degerlendirme
Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti Performans
Sonuclari

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olcutd

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

0.97368

0.94737

0.66667

0.97368

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

0.98684

0.97368

0.80000

0.98684

Rastgele Orman
Algoritmast
‘Gmtry j— 2’?

Sade Bayes
Algoritmast

0.90789

0.81579

0.36364

0.90789

Lojistik
Regresyon
Algoritmast

0.92105

0.84211

0.40000

0.92105

Model
Performans
Degerlendirme
Ydntemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test,
TEST Veri Seti
Performans
Sonuclari

Dogruluk

Duyarhlik

Belirleyicilik

Kesinlik

Negatif
Ongori
Degeri

F-Olcuti

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmig

0.9730

0.9459

0.6000

0.9730

Dengesiz bir veri seti olan veri setinin bu alt kirliminda, yalnizca “egitim” veri setinde

dengeleme islemi “oversampling” yontemi kullanilarak gerceklestirilmistir. Bu kapsamda
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“caret” paketindeki, “caret” kiitiiphanesindeki “up.sample” fonksiyonu kullanilmistir. Tablo
4.63’te goriilecegi iizere iiglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, “Siniflandirma ve Regresyon Agaclari (CART)” diger
algoritmalarla karsilastirildiginda daha 1yi performans gostermis ve bu kapsamda algoritmanin
validasyon veri setindeki performansi degerlendirildiginde; budama yapilmamis model i¢in
validasyon veri setinde 0.97368 dogruluk degeri elde edilmistir. Siniflandirma ve Regresyon
Agaglarinin budama yapilmis modeli i¢in validasyon veri setinde 0.98684 dogruluk degeri elde
edilirken, test veri setindeki dogruluk degeri ise 0.9730 olarak saptanmistir. Rastgele Orman
Algoritmasi ise tim performans degerlendirme olgiitlerinde %100 performans gostermesine
ragmen bu durum algoritmanin ezberleme yapmasi nedeniyle yani “overfitting” durumunun

olabilecegi diisiintilerek algoritmanin test veri setindeki performansina bakilmamaistir.

4.5.3 Nitelik Secimi Yapilarak Boyut Sayis1 Azaltilmis Veri Setinin Ayriklastirma
Prosedurd Sonucunda Tamamen Kategorik Niteliklerden Olusan Alt
Kirilhmindan Elde Edilen Bulgular

4.5.3.1 Nitelik Secimi Yapilarak Boyut Sayisi Azaltilmis Veri Setinin Ayriklagtirma
Prosediirii Sonucunda Tamamen Kategorik Niteliklerden Olusan Alt Kirtliminin %80°ini

Olusturan “Egitim” Veri Setinde, Veri Seti Dengeleme Islemi Gerceklestirilmeden Elde

Edilen Bulgular

Bu veri setinde, veri setinin %80’ini olusturan egitim veri setinde veri seti dengeleme islemi
gerceklestirilmeden uygulanan ¢esitli yapay zekd makine Ogrenmesi smiflandirma
algoritmalariin performans sonuglarindan elde edilen bulgular karsilastirilmali olarak

paylasilmistir.
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Tablo 4. 67: Hedef Niteligin 3 Kategoriden Olustugu (“Multi-Class ”) Diyabetik Ayak Hastalarinin
“Minor Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma

Algoritmalarmin Uglii Ayirma (“Three-Way Split ) Performans Sonuglari

Model
Performans
Degerlendirme
Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti Performans
Sonuclari

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olcutd

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

0,8407

0,8667

0,8148

0,7222

0,9167

0,787879338

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

0,8407

0,8667

0,8148

0,7222

0,9167

0,787879338

Rastgele Orman-
“Random
Forest”
Algoritmast
“mtry =4

0,7926

0,7333

0,8519

0,7333

0,8519

0,7333

Sade Bayes
Algoritmasi

0,7222

0,6667

0,7778

0,625

0,8077

0,645176899

Lojistik
Regresyon
Algoritmasi

0,7556

0,7333

0,7778

0,6471

0,84

0,687508592

Model
Performans
Degerlendirme
Yontemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%010 Test/
TEST Veri Seti
Performans
Sonuclar

Dogruluk

Duyarhlik

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olcuti

Lojistik
Regresyon
Algoritmasi

0,6841

0,7143

0,6538

0,5263

0,8095

0,60605528
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Tablo 4.66°da goriilecegi tizere tiglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla
karsilastirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,7556 dogruluk degeri elde edilirken, test veri setindeki

performansi ise 0,6841 degeri olmustur.

Tablo 4. 68: Hedef Niteligin 3 Kategoriden Olustugu (“Multi-Class ) Diyabetik Ayak Hastalarimin
“Majoér Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarmin Uglii Ayirma (“Three-Way Split ) Performans Sonuglar

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
Validasyon
Performans
Sonuclari

Siiflandirma ve | 0,5 0 1 NaN 0,90476 NaN
Regresyon
Agaglar1 (CART)
Budama

Yapilmamis
Model

Siniflandirma ve | 0,5 0 1 NaN 0,90476 NaN
Regresyon
Agaclar1 (CART)
Budama
Yapilmis

Model

Rastgele Orman- | 0,5 0,5 1 1 0,95 0,666666667
“Random
Forest”
Algoritmasi
“mtry =4"

Sade Bayes | 0,69737 0,5 0,89474 0,33333 0,94444 0,3999976
Algoritmast

Lojistik 0,83553 0,75 0,92105 0,5 0,97222 0,6
Regresyon
Algoritmast
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Tablo 4. 67: Hedef Niteligin 3 Kategoriden Olustugu (“Multi-Class ) Diyabetik Ayak Hastalarinin
“Maj6r Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarinin Uglii Ayirma (““Three-Way Split”’) Performans Sonuglar1 (devam)

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%010 Test,
TEST Veri Seti
Performans
Sonuclari

Lojistik 0,6396 0,3333 0,9459 0,3333 0,9459 0,3333
Regresyon
Algoritmast

Tablo 4.67°de goriilecegi tizere liglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla
karsilastirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,83553 dogruluk degeri elde edilirken, test veri setindeki

performansi ise 0,6396 degeri olmustur.

4.5.3.2 Nitelik Secimi Yapilarak Boyut Sayist Azaltilmis Veri Setinin Ayriklastirma
Prosedirid Sonucunda Tamamen Kategorik Niteliklerden Olusan Alt Kiriliminin %80’ini

Olusturan “Egitim” Veri Setinde, Veri Seti Dengeleme Prosediirii Gerceklestirildikten

Sonra Elde Edilen Bulgular

Bu veri setinde, veri setinin %80’ini olusturan egitim veri setinde veri seti dengeleme islemi
gerceklestirildikten sonra uygulanan cesitli yapay zekd makine Ogrenmesi smiflandirma
algoritmalarmin performans sonuclarindan elde edilen bulgular karsilastiriimali olarak

paylasiimistir.
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Tablo 4. 69: Hedef Niteligin 3 Kategoriden Olustugu (“Multi-Class ) Diyabetik Ayak Hastalarinin
“Minér Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma

Algoritmalarmin Uglii Ayirma (“Three-Way Split ) Performans Sonuglari

Model
Performans
Degerlendirme
Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti Performans
Sonuclari

Dogruluk

Duyarhhk

Belirleyicilik

Kesinlik

Negatif
Ongoru
Degeri

F-Olgit

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

0,7111

0,5333

0,8889

0,7273

0,7742

0,615372188

Smiflandirma ve
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

0,7111

0,5333

0,8889

0,7273

0,7742

0,615372188

Rastgele Orman
Algoritmast
‘Gmtry j— 3”

Sade Bayes
Algoritmast

0,7444

0,6

0,8889

0,75

0,8

0,666666667

Lojistik
Regresyon
Algoritmast

0,7593

0,6667

0,8519

0,7143

0,8214

0,689679667

Model
Performans
Degerlendirme
Ydntemi:

%80  Egitim,
%10 Validasyon
(Gegerleme),
%10 Test,
TEST
Performans
Sonuclari

Dogruluk

Duyarhlik

Belirleyicilik

Kesinlik

Negatif
Ongori
Degeri

F-Olgutu

Lojistik
Regresyon
Algoritmast

0,7775

0,7857

0,7692

0,6471

0,8696

0,709696357

Dengesiz bir veri seti olan veri setinin bu alt kirtliminda, yalnizca “egitim” veri setinde

dengeleme islemi “oversampling” yontemi kullanilarak gerceklestirilmistir. Bu kapsamda

“caret” paketindeki, “caret” kutlphanesindeki “up.sample” fonksiyonu kullanilmistir. Tablo
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4.68’de goriilecegi iizere Uiglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla
karsilastirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,7593 dogruluk degeri elde edilirken, test veri setindeki

performansi ise 0,7775 degeri olmustur.

Tablo 4. 70: Hedef Niteligin 3 Kategoriden Olustugu (“Multi-Class ) Diyabetik Ayak Hastalarmin
“Major Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarmin Uglii Ayirma (“Three-Way Split ) Performans Sonuglar

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti

Performans
Sonuclar1

Siniflandirma ve | 0,92105 1 0,84211 0,4 1 0,571428571
Regresyon
Agaglar1 (CART)
Budama
Yapilmamis
Model

Siniflandirma ve | 0,92105 1 0,84211 0,4 1 0,571428571
Regresyon
Agaclar1 (CART)
Budama
Yapilmis

Model

Rastgele Orman | 1 1 1 1 1 1
Algoritmasi
“mtry j— 3’9

Sade Bayes | 0,92105 1 0,84211 0,4 1 0,571428571
Algoritmast

Lojistik 0,94737 1 0,89474 0,5 1 0,666666667
Regresyon
Algoritmast
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Tablo 4. 69: Hedef Niteligin 3 Kategoriden Olustugu (“Multi-Class ) Diyabetik Ayak Hastalarinin
“Maj6r Ampiitasyon” Riskini Tahmin Etmek i¢in Gergeklestirilen Makine Ogrenmesi Siniflandirma
Algoritmalarinin Uglii Ayirma (““Three-Way Split”’) Performans Sonuglar1 (devam)

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
TEST Veri Seti
Performans
Sonuclari

Lojistik 0,8063 0,6667 0,9459 0,5 0,9722 0,571440816
Regresyon
Algoritmasi

Dengesiz bir veri seti olan veri setinin bu alt kiriliminda, yalnizca “egitim” veri setinde
dengeleme islemi “oversampling” yontemi kullanilarak gerceklestirilmistir. Bu kapsamda
“caret” paketindeki, “caret” kiitiiphanesindeki “up.sample” fonksiyonu kullanilmistir. Tablo
4.69°da goriilecegi tlizere Uglii ayirma metodu kullanilarak gergeklestirilen algoritmalarin
performans degerlendirmesinde, Lojistik Regresyon Algoritmasi diger algoritmalarla
karsilastirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,94737 dogruluk degeri elde edilirken, test veri setindeki

performansi ise 0,8063 degeri olmustur.

4.6 DIYABETIK AYAK HASTALARININ MAJOR AMPUTASYON RIiSKIiNIN
“ONE VERSUS REST” YAKLASIMI KULLANILARAK ONGORULMESI

Bu doktora tez calismasi kapsaminda 6ncelikli hedef olarak diyabetik ayak hastalarinin genel —
“overall” ampltasyon riskinin yapay zeka teknikleri ile 6ngérilmesi olup, bu problem
oncelikli olarak ele alinmistir. Bununla birlikte veri setinde major ampiitasyon siifinda
toplamda 31 hasta bulunmaktadir. Deneysel olarak niimerik ve kategorik niteliklerden olusan
orijinal veri setinde bu kapsamda “one versus rest” yaklasimi kullanilarak 31 hastadan olusan
major ampiitasyon sinifi “pozitif sitmif” olarak belirlenmis, geriye kalan toplamda 376 hasta ise
“negatif simif” olarak belirlenmistir. Bu durumda ele alinan problem tekrar ikili “binary”

siiflandirma problemine donmektedir. Ayrica, veri seti dengesiz veri seti olarak

tamimlanmakta ve bu dengesizligin de yine giderilmesi gerekmektedir. Bununla birlikte
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yalnizca model egitiminde kullanilan “egitim” veri setinde veri seti dengeleme islemi

yapilmalidir.

Egitim veri setindeki dengesizlik, “ROSE” paketinde ve “rose” kutlphanesindeki
“ovun.sample” fonksiyonu kullanilarak giderilmistir. Bu yontemde, azinlik durumunda
bulunan 6rnekler rastgele olarak “oversampling” yontemi ile, ¢ogunluk durumunda bulunan
ornekler ise “undersampling” metodu ile veya ‘“undersampling” ve “oversampling”
yontemlerinin  kombinasyonu yolu ile dengeli oOrnekler olusturulmaktadir. Performans
degerlendirme yontemi olarak ise de yine ii¢lii ayirma (egitim, validasyon ve test) yaklasimi
tercih edilmistir. Boylece veri setinin modeli egitmek i¢in ayrilan “egitim” veri seti, tim veri
setinin %80’1, %701 ve %60’1 kullanilarak elde edilmistir. Boylelikle farkli egitim veri seti
senaryolarinin olusturulmasi saglanmistir.

Tablo 4. 71: Diyabetik Ayak Hastalarinin “Major Ampltasyon” Riskinin “One-versus-A/l” metodolojisi,

Egitim Veri Setinde Veri Seti Dengeleme Islemi Yapilarak ve Uglii Ayirma (%80 Egitim, %10
Validasyon,%10 Test) Performans Degerlendirme Yontemi Kullanilarak Ongériilmesi

Model Dogruluk Duyarhilik | Belirleyicilik Kesinlik Negatif F-Olguti
Performans Ongori
Degerlendirme Degeri
Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti

Performans
Sonuglari

Siniflandirma ve | 0,7857 0,5 0,81579 0,22222 0,93939 0,307690178
Regresyon
Agaclar1 (CART)
Budama
Yapilmamis

Siniflandirma ve | 0,8333 0,5 0,86842 0,28571 0,94286 0,363632893
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Rastgele Orman | 0,9048 0,5 0,94737 0,5 0,94737 0,5
Algoritmasi
“mtry = 3’9

Sade Bayes | 0,8095 0,5 0,84211 0,25 0,94118 0,333333333
Algoritmast
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Tablo 4. 70: Diyabetik Ayak Hastalarmin “Major Ampiitasyon” Riskinin “One-versus-4/I”” metodolojisi,
Egitim Veri Setinde Veri Seti Dengeleme Islemi Yapilarak ve Uclii Ayirma (%80 Egitim, %10
Validasyon,%10 Test) Performans Degerlendirme Yontemi Kullanilarak Ongorilmesi (devam)

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%80 Egitim,
%10 Validasyon
(Gegerleme),
%010 Test,
TEST Veri Seti
Performans
Sonuclari

Rastgele Orman | 0,9024 0,5 0,94595 0,5 0,94595 0,5
Algoritmasi

Dengesiz bir veri seti olan veri setinin bu alt kiriliminda, yalnizca “egitim” veri setinde
dengeleme islemi “ROSE " paketindeki, “rose” kutlphanesindeki “ovun.sample” fonksiyonu
kullanilmistir. Tablo 4.70’te goriilecegi iizere li¢lii ayirma metodu kullanilarak gerceklestirilen
algoritmalarin  performans degerlendirmesinde, Rastgele Orman Algoritmasi, diger
algoritmalarla karsilastirildiginda daha iyi performans gostermistir. Rastgele Orman
Algoritmasinda optimize edilmesi gereken “mtry” degeri 1zgara arama metodunun
gerceklestirilmesi suretiyle optimize edilmis olup optimum degerin “3” oldugu saptanmuistir.
Algoritmanin validasyon veri setindeki performansi degerlendirildiginde; 0,9048 dogruluk

degeri elde edilirken, test veri setindeki performansi ise 0,9024 dogruluk degerine ulagmistir.
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Tablo 4. 72: Diyabetik Ayak Hastalarmn “Major Amputasyon” Riskinin “One-versus-4/l”” metodolojisi,
Egitim Veri Setinde Veri Seti Dengeleme Islemi Yapilarak ve Uglii Ayirma (%70 Egitim, %20
Validasyon,%10 Test) Performans Degerlendirme Yntemi Kullanilarak Ongoriilmesi

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri

Yontemi:

%70  Egitim,
%20 Validasyon
(Gegerleme),
%10 Test/
Validasyon Veri
Seti

Performans
Sonuclari

Siniflandirma ve | 0,8333 0,25 0,89474 0,2 0,91892 0,222222222
Regresyon
Agaclar1 (CART)
Budama
Yapilmamis
Model

Siniflandirma ve | 0,881 0,5 0,92105 0,4 0,94595 0,444444444
Regresyon
Agaglar1 (CART)
Budama
Yapilmis

Model

Rastgele Orman- | 0,9048 0,25 0,97368 0,5 0,925 0,333333333
“Random
Forest”
Algoritmast

Sade Bayes | 0,9762 1 0,97368 0,8 1 0,888888889
Algoritmast

Model Dogruluk Duyarhik | Belirleyicilik Kesinlik Negatif F-Olgutii
Performans Ongori
Degerlendirme Degeri
Yontemi:

%70  Egitim,
%20 Validasyon
(Gegerleme),
%10 Test,
TEST Veri Seti
Performans
Sonuclari

Sade Bayes | 0,7805 0,71429 0,78667 0,2381 0,96721 0,35714875
Algoritmasi

Dengesiz bir veri seti olan veri setinin bu alt kirliminda, yalnizca “egitim” veri setinde
dengeleme islemi “ROSE” paketindeki, “rose” kutlphanesindeki “ovun.sample” fonksiyonu
kullanilmigtir. Tablo 4.71°de goriilecegi iizere ticlii ayirma metodu kullanilarak gerceklestirilen

algoritmalarin performans degerlendirmesinde, Sade Bayes Algoritmasi, diger algoritmalarla
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karsilagtirildiginda daha iyi performans gostermistir. Algoritmanin validasyon veri setindeki
performansi degerlendirildiginde; 0,9762 dogruluk degeri elde edilirken, test veri setindeki
performanst ise 0,7805 dogruluk degeri olmustur. Ayrica dzellikle “Kesinlik-Pozitif Ongori
Degeri” nin 0,2381 olarak saptanmasi ve oldukga diisik performans gostermesi dikkat
cekicidir.

Tablo 4. 73: Diyabetik Ayak Hastalarinin “Major Amputasyon” Riskinin “One-versus-All” metodolojisi,

Egitim Veri Setinde Veri Seti Dengeleme Islemi Yapilarak ve Uclii Ayirma (%60 Egitim,%20
Validasyon,%20 Test) Performans Degerlendirme Yontemi Kullanilarak Ongériilmesi

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%60 Egitim,
%20 Validasyon
(Gegerleme),
%20 Test/
Validasyon Veri
Seti Performans
Sonuclar1

Siniflandirma ve | 0,8171 0,33333 0,85526 0,15385 0,94203 0,210529252
Regresyon
Agaglar1 (CART)
Budama

Yapilmamis
Model

Siniflandirma ve | 0,9146 0,33333 0,96053 0,4 0,94805 0,36363438
Regresyon
Agaclar1 (CART)
Budama
Yapilmis

Model

Rastgele Orman- | 0,9024 0,16667 0,96053 0,25 0,9359 0,2000024
“Random
Forest”
Algoritmast
“mtry = 10”

Sade Bayes | 0,8293 0,83333 0,82895 0,27778 0,98438 0,41666875
Algoritmast
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Tablo 4. 72: Diyabetik Ayak Hastalarinin “Majoér Ampiitasyon” Riskinin “One-versus-All” metodolojisi,
Egitim Veri Setinde Veri Seti Dengeleme Islemi Yapilarak ve Uclii Ayirma (%60 Egitim,%020
Validasyon,%20 Test) Performans Degerlendirme Yontemi Kullanilarak Ongériilmesi (devam)

Model Dogruluk Duyarhiik | Belirleyicilik Kesinlik Negatif F-Olgiiti
Performans Ongori
Degerlendirme Degeri
Ydntemi:

%60 Egitim,
%20 Validasyon
(Gegerleme),
%20 Test,
TEST Veri Seti
Performans
Sonuclari

Siniflandirma ve | 0,825 0,8333 0,8243 0,2778 0,9839 0,416687499
Regresyon
Agaclar1 (CART)
Budama
Yapilmis

Model

Dengesiz bir veri seti olan veri setinin bu alt kiriliminda, yalnizca “egitim” veri setinde
dengeleme islemi “ROSE” paketindeki, “rose” kuttiphanesindeki “ovun.sample” fonksiyonu
kullanilmustir. Tablo 4.72°de goriilecegi tizere liglii ayirma metodu kullanilarak gergeklestirilen
algoritmalarin performans degerlendirmesinde, Siniflandirma ve Regresyon Agaglar
modelinin budama yapilmis versiyonu, diger algoritmalarla karsilastirildiginda daha iyi
performans  gostermistir.  Algoritmanin  validasyon  veri  setindeki  performansi
degerlendirildiginde; 0,9146 dogruluk degeri elde edilirken, test veri setindeki performansi ise
0,825 degeri olmustur. Bununla birlikte 6zellikle “Kesinlik-Pozitif Ongérii Degeri” nin 0,2778
degeri gibi oldukg¢a diisiik performans gostermesi dikkat gekicidir.
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4.7 GELISTIRILEN MODELLERIN R SHINY KULLANICI ARA YUZUNE
ENTEGRE EDILMESI

Diyabetik ayak hastaliginin genel — “overall” amputasyon riskinin tahmin edilmesinde
kullanilan ve en yiiksek performansi gosteren Lojistik Regresyon ve Rastgele Orman Agaglari
modelleri segilerek alternatif iki model se¢ilmis, olusturulmus ve Shiny kiitiiphanesinden
yararlanilarak web uygulamasi olarak kullanima sunulmustur. Gelistirilen bu uygulamanin
diyabetik ayak tedavisi ile ugragsan hekim, klinik veya kullanicilarin hastalarin ampiitasyon
riskini ongdrmesinde yardimci olabilecegi diisiiniilmektedir. Ucretsiz olarak hesap agilabilen
bununla birlikte premium versionlar1 da bulunan Shinyapps.io iizerinden gelistirilen bu
uygulama sayesinde gelistirilen modellerin gergek hayatta kullanilmasi hedeflenmistir (Chang
ve dig., 2021).
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Diabetic Foot Amputation Risk Prediction Project  Model  About

) Show Data

Model Inputs

Select Variables

Previous Amputation History

Minor Amputation

Osteomyelitis

No

Creatinine(mg/dL)

11

Hyperbaric Oxygen

Renal Failure Status

No

WBC(10%ul)

15

Total Cholesterol(mg/dL)

200

Negative Pressure Wound

Therapy/HBOT Treatment Therapy Status
Session
No
0
Select Model
® Random Forest Logistic Regression

Dialysis Status

No

Input CRP(mg/L)

20

Low-density
Lipoprotein(mg/dL)

Debridement Status

No

PEDIS Peripheral Arterial
Disease

Grade 2

Sedimentation(mm/hour)

20

GANGRENE Status

No

PEDIS Wound Dept Grades

Grade 2

Albumin(g/dL)

38

Wagner Grades
Grade 2

PEDIS Infection Grades

Grade 2

PNL(10%l)

44

Hyperbaric Oxygen
Therapy/HBOT Status

No

Sekil 4. 10: Diyabetik Ayak Hastalarmin Genel — “Overall” Ampiitasyon Riskinin Tahmini i¢in Gelistirlen R-Shiny Uygulamasi ve Ornek Degerlerin

Girilmesi ile Verilen Tahmin Ciktisi
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5 TARTISMA VE SONUC

Diyabet Ulkemizde ve diinyada olduk¢a yaygin olan bir hastaliktir. Diyabetin en ciddi
komplikasyonlarindan biri olan diyabetik ayak hastaligi, diinyada her 30 saniyede bir ayak
kaybina neden olan tedavisi gii¢ bir hastalik olmakla birlikte diyabetin en ¢ok hastanede
yatmaya neden olan komplikasyonudur (Mutluoglu, 2013). Ayrica, ampiitasyon operasyonu
hastalar icin fiziksel ve psikososyal bir travmaya neden olur (Saltoglu ve dig., 2016). Diyabetik
ayak, dogru tedavi edilmedigi taktirde hayati sonuclar dogurabilecek multifaktoriyel bir
hastalik oldugundan, ampiitasyon riski ile iligkili faktorlerin 6nceden belirlenmesi hastaligin

prognozu ac¢isindan kritiktir.

Literatiir incelendiginde diyabet hastaliginin yapay zekd — makine 6grenmesi siniflandirma
algoritmalar1 ve bunlarin optimum parametrelerinin parametre optimizasyon teknikleri ile
optimize edildigi ¢alismalar saptanmis olup bu durum diyabetik ayak hastaliginin ampiitasyon
riskinin yapay zeka teknikleri ile 6ngdriilmesi icin gegerli degildir (Pekel ve Ozcan, 2018;
Ozmen Pekel ve Ozcan, 2020). Dolayis: ile diyabetik ayak hastalarmin ampiitasyon riskinin
yapay zeka- makine 6grenmesi siniflandirma algoritmalar1 kullanilarak 6ngoriilmesine yonelik
bir gerekliligin oldugu saptanmistir. Boylelikle bu tez arastirmasi gergeklestirilmis ve tez
arastirmasi sonucunda, farkli yapay zeka — makine 6grenmesi siniflandirma algoritmalarindan
yararlanilarak elde edilen modeller sonucunda farkli performans degerleri bulunmustur.
Arastirma sonucunda diyabetik ayak hastaliginin 6zellikle genel ampdtasyon riskinin makine

ogrenmesi siniflandirma algoritmalari ile 6ngoriilebilecegi sonucuna varilmistir.

Yiiksekogretim Kurulu Tez Merkezi'nde bulunan tezler incelendiginde “Saglik Biligimi”
alaninda daha 6nce bu kapsamda yapilmis higbir tez ¢alismasina (yliksek lisans ve doktora
dahil) ulasilamamustir. Sistematik literatiir taramasimnin gergeklestirilmesi suretiyle gegmis
caligmalar incelendiginde ampiitasyon riski i¢in yaygin olarak istatistiksel metodlarin
kullan1ldigin1 ve lojistik regresyon analizinin uygulanmasi yoluyla cesitli risk ve/veya onleyici

faktorlerin ortaya ¢ikarildigi saptanmaistir.

Bu calismada elde edilen bulgular ge¢mis calismalarda elde edilen bulgular1 dogrulamakla
birlikte bu arastirmanin gergeklestirilmesi ile ilk kez ortaya ¢ikarilan faktorler de kesfedilmistir.
Sekil 4.4’te goriilebilecegi lizere Rastgele Orman Algoritmasinin en 6nemli niteligi yani

dallanmanin basladigi nitelik yara derinligi degiskenidir. Bu degiskeni ise, ilgili aga¢ yapisinda
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periferik arter hastaliginin siddeti, hastanin HBOT tedavisi seans sayist degiskeni, gangren,
CRP, hastanin NPWT tedavisi statusi ve total kolesterol degiskenleri takip etmektedir. Sekil
4.3’te sunulan niimerik ve kategorik degiskenlerden olusan orijinal veri setinde siiflandirma
ve regresyon agaclar1 algoritmasindan elde edilen “budama yapilmis™ karar agaci yapisina
bakildiginda ise dallanmanin osteomiyelit (kemik infeksiyonu) degiskeninden basladigi bu
degiskeni ise gangren, yara genisligi, trigliserid, yas ve CRP degiskenlerinin takip ettigi
gorulmektedir. Ayrica Sekil 3.16’da verilen Temel Bilesenler Analizi sonuglarina gére de veri
setindeki en 6nemli ilk bes degiskenin yara derinligi, osteomiyelit, gangren, infeksiyon
derecesinin siddeti ve periferik arter hastaliginin siddeti degiskenleri oldugu saptanmustir.
Lojistik Regresyon modelindeki istatistiksel olarak anlamli degiskenlere bakildiginda ise, CRP,
ESR, hastanin gecmisteki ampiitasyon statusu, hastanin HBOT tedavisi alip almama durumu,

HBOT tedavisi seans sayis1 ve NPWT tedavisi statustini belirten degiskenler 6ne ¢ikmaktadir.

Bu sonuglar incelendiginde ise, elde edilen modellerin sonuglarmin tibbi literatirle ve
birbirleri ile de uyumlu oldugu goériilmektedir. Yara derinligi, infeksiyonun siddeti, periferik
arter hastaliginin siddeti, gangren, akut faz reaktanlarindan olan CRP ve ESR ile birlikte
infeksiyon belirteclerinden olan I6kosit (WBC) degerlerinin yiiksekligi, yara genisligi Wagner
siiflandirmasina gore evre 4 ve evre 5 nitelikleri gecmis calismalarda da ampiitasyon riskini
Ongoren bir nitelik olarak one ¢ikmaktadir (Widatalla ve dig., 2009; Yesil ve dig., 2009;
Barberan ve dig., 2010; Uccioli ve dig., 2010; Akinci ve dig., 2011; Yekta ve dig. 2011; Sun
ve dig. 2012; Bravo-Molina ve dig., 2016; Ferreira ve dig., 2018; Sarwar ve dig., 2019; Sayiner
ve dig., 2019). Bununla birlikte, hastanin HBOT tedavisi alip almama durumu ve HBOT
tedavisi seans sayisi, trigliserid ve total kolesterol degiskenleri sistematik literatiir taramasi
sonucunda gegmiste gerceklestirilen lojistik regresyon modellerinde anlamli olarak tespit edilen
degiskenlerden biri olmayip bu arastirma sonucunda makine 6grenmesi modellerinde kullanilan
degiskenlerdir. HBOT un diyabetik ayak infeksiyonlarinda yardimeci bir tedavi olarak
kullanilmasinin sagladigi yararlar1 vurgulayan randomize ¢aligsmalar bulunmakta olup HBOT,
diyabetik ayak infeksiyonlarinda; iyilesme oranlarini arttirmakta, iyilesme siiresini kisaltmakta,
ampiitasyon oranlarimi disiirmekte oldugunun Aktas (2015) tarafindan alti ¢izilmistir.
Bu aragtirma sonucunda da diyabetik ayak infeksiyonlarinda HBOT tedavisinin rolii yapay zeka
makine 6grenmesi tekniklerinin kullanilmasi yoluyla tekrar aciga cikarilmistir. Arastirma
sonucunda ortaya ¢ikarmis oldugumuz bu niteliklerin diyabetik ayak hastalarinin amputasyon

riski ile ilgili yapilacak olan gelecek caligmalara 151k tutacagina inaniyoruz.
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Sistematik literatlr taramasina iliskin elde edilen 60 ¢alismanin karsilagtirmali tasnifinin yer
aldig1 BOlUm 2.8’de goriilecegi tizere bu doktora tez ¢alismasinin Tiirkiye’de ve Diinyada genis
yelpazedeki makine 6grenmesi siniflandirma algoritmalarinin kullanilmasi suretiyle yapilan ilk
caligmalardan biri oldugu bulgusuna ulagilmistir. Ayrica, ge¢mis ¢alismalar incelendiginde,
ilgili ¢caligmalarin tamaminin diyabetik ayak hastalarinin ampiitasyon riskini 6ngdrmek i¢in
yapilmis ¢alismalar olmadigi goriilecektir. Gegmiste yapilmis ¢alismalarin igerisinde diyabetik
ayak hastalariin lserlerinin iyilesme sansini, iilser olusma riskini veya mortalite riskini
tahmin etmeye yonelik yapilmis farkli ¢alismalar da bulunmustur. Literatiir incelemesinde
tespit edilen uluslararasi caligmalarda multifaktoriyel bir hastalik olan diyabetik ayak ile iliskili
ampiitasyonlarin 6nlenmesine/saptanmasina yonelik yapilan ¢aligmalarin biiyiik cogunlugunda
istatistiksel yontemlerin ve sadece Lojistik Regresyon algoritmasinin (makine 6grenmesi
siiflandirma algoritmalar1 arasinda da bulunan) kullanildig1 goriilmektedir. Bu algoritma
disinda gilinlimiizde siklikla kullanilmakta olan diger makine O0grenmesi algoritmalarinin
kullanildig: ve arastirma konusu ile dogrudan ilgili yalnizca iki galisma saptanmis olup bunlarin
birisi de goriintii isleme calismasidir (Goyal ve dig. 2020). Dolayist ile yapisal veri ile
gerceklestirilen ve bu doktora tez galismasi ile karsilastirilabilecek tek c¢alismada ise sinirl
saylada makine Ogrenmesi siniflandirma algoritmasi kullanildigir goriilmektedir (C5.0 ve
boosted ensemble C5.0 algoritmalari; Kasbekar ve dig. 2017). Bu g¢alisma sonucunda elde
edilmis olan en 1yi modellerin performanslarinin dogruluk agisindan bakildiginda %100 ve %96
dogruluk oranina sahip modeller oldugu belirtilmistir. Bununla birlikte makine &grenmesi
problemlerinde %100 dogruluk orani her zaman istenen bir durum degildir. %100 dogruluk
degerlerine sahip makine 6grenmesi modellerinin egitim verilerini ezberlemesi sonucu ortaya
cikan asir1 6grenme - “overfitting” problemi literatirde 6nemle tizerinde durulan bir konudur
(Powell ve dig. 2016; Vabalas ve dig. 2019). lgili calismada asir1 6grenme durumunun olup
olmadig: test edilmemis olup bu problemin olusmasinin onlenmesi ic¢in hangi onlemlerin
alindig1 da paylasilmamistir. Dahasi bu ¢alismada dogruluk degeri disindaki diger performans
degerlendirme Olgiitleri de paylasiimamistir. Bu agilardan bakildiginda ilgili c¢alismanin

metodolojik olarak eksiklikleri oldugu diistiniilmektedir.

Diyabetik ayak hastalarinin muhtemel sonlanimlarin (iyilesme, ampiitasyon-mindr amputasyon
veya major ampiitasyon, 6liim) uzun siire takip gerektirmesi ve hastane yatislarinin da buna
paralel olarak olduk¢a uzun olmasi nedeniyle bu hastaliga yonelik veri seti olusturmak
aragtirmalarin  gerceklestirilmesindeki en biiylik problem olarak karsimiza ¢ikmaktadir.

Doktora tez ¢aligmasi igin veri toplanan klinigin 0zellikleri ve yogun ¢alismalar sonucunda
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elde edilmis veri setinin Ozellikleri ve c¢alismanin 6zgiin yonleri Bolim 3.2 ve 3.3° de

paylasilmigtir.

Doktora tez c¢alismasi igin orijinal veri setinin ¢esitli alt kirilim veri seti senaryolari
olusturulmus (niimerik veri seti, kategorik veri seti, nitelik se¢imi yapilarak boyut sayisi
azaltilmis alt kirilim orijinal, niimerik ve kategorik veri setleri), hedef niteligimiz olan diyabetik
ayak hastalarinin hem genel ampiitasyon hem de major ve mindr ampiitasyon risklerini tahmin
etmek i¢in bu veri setlerine uygun makine 6grenmesi siiflandirma algoritmalar1 kullanilmastir.
Sonug olarak en iyi performansi gosteren modeller, nitelik secimi yapilarak olusturulmus ve
kategorik ve niimerik degerlerden olusan alt kirilim veri setinde, temelinde topluluk 6grenme
metodolojisi bulunan “ensemble” bir yontem olan “Rastgele Orman Algoritmasi” ve “Lojistik
Regresyon” algoritmalari olup, segilen deney kosullarinda diger algoritmalara kiyasla daha 1yi
performans gostermistir. Uglii ayirma (%80 egitim, %10 validasyon, %10 test) performans
degerlendirme yonteminin kullanildig1 deney kosullarinda Rastgele Orman Algoritmasi en
yiiksek dogruluga (Tablo 4.32: validasyon veri setindeki dogruluk: 0,8780; test veri setindeki
dogruluk: 0,7805) degerleri ile ulasmistir. Ikili ayirma performans degerlendirme yénteminin
kullanildigi deney kosullarinda (%90 egitim, %10 test) Lojistik Regresyon algoritmasi en
yiiksek dogruluga 0,90 degeri ile ulagsmistir (Tablo 4.53). Ayrica bu regresyon modeli
Nagelkerke R2 degerine gore ise oldukca iyi bir oran olan %69,4 oraninda agiklanmaktadir
(Tablo 4.54). Dahasi, arastirma igin kurulan lojistik model uygunlugu degerlendirildiginde,
Hoshmer-Lemeshow testi sonucunda uygun bir model oldugu saptanmistir (Tablo 4.55).
Onemle belirtmek gerekir ki bu sonuglar yalnizca bu veri seti igin ve se¢ilen deney kosullarinda
gegcerli olup, veri setine baska kaynaklardan veri eklendiginde, veri 6n isleme tekniklerinde
degisiklik yapildiginda, hiperparametresi bulunan algoritmalar i¢in farkli hiperparametre
optimizasyon teknikleri kullanildiginda veya gelistirilmekte olan yeni makine 6grenmesi

siniflandirma algoritmalar kullanildiginda da degisebilir.

Bu doktora tez calismasinda ayni zamanda hedef niteligin {i¢ kategoriden olustugu (minor
ampiitasyon, major ampiitasyon ve ampiitasyon yok) nitelikler de makine 6grenmesi
siiflandirma algoritmalari kullanilarak tahmin edilmeye ¢alisilmistir. Cok kategorili (“multi-
class”) siiflandirma i¢in veri 6n isleme adiminda detayli olarak ele alinan prosediirler
gerceklestirildikten (veri seti dengeleme islemi yapilarak ve de yapilmadan) orijinal yani
nimerik ve kategorik niteliklerin oldugu, veri setinin ayriklastirma prosediiri sonucunda

tamamen kategorik niteliklerin yer aldig1 ve “mindr ampiitasyon” siifinin “ampiitasyon yok”
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siifina eklenerek “major ampiitasyon” tahmin probleminin tekrar ikili- “binary”” simiflandirma
problemine dontstliriildiigii “one-versus-rest” yaklasimi ile olusturulmus veri setlerinde
yalmzca {iglii ayirma (egitim, validasyon[gecerleme] ve test) performans degerlendirme
yaklasimi kullanilmistir. Sonug olarak makine 6grenmesi algoritmalarinin “mindr ampiitasyon”
riskini tahmin etmede daha basarili oldugu fakat “majér ampiitasyon” riskini tahmin etmede
dengeli performans sonuclar tiretemedigi ve kesinlik- pozitif 6ngoérii degeri’nin ¢ogunlukla
oldukca diisiik degerde kaldig1 saptanmistir. Bu durumun “major ampiitasyon” operasyonu
geciren hasta sayisiin  yalnizca “31” hasta ile smirli olmasindan kaynaklandigi
diistiniilmektedir. Boylelikle, arastirma sonucunda ortaya cikarilan diger bir bulgu da major
ampiitasyon operasyonu gibi bir diyabetik ayak hastasinin hayatin1 kokten degistirebilecek bir
cerrahi islem ile iliskili faktorlerin saptanmasi ve bu durumun 6nceden tahmin edilmesi icin

gelecek calismalara olan ihtiyacin yogun oldugudur.

Elde edilen en iyi performansa sahip makine 6grenmesi modellerinin bir karar destek sistemi
olusturulmak ve bunlarin bir arayiize/sisteme entegrasyonu suretiyle uygulamaya gegmesi veri
madenciligi projelerinin nihai hedeflerindendir. Bu doktora tez ¢aligmasinda da R Shiny
kullanict arayiizii gelistirilerek bu hedefe ulagilmistir. R-Shiny kullanici ara yiiziine genel-
“overall” ampiitasyonu tahmin etmek i¢in olusturulmus ve en yiiksek performansi gdsteren
modeller olan Rastegele Orman Algoritmasi ve Lojistik Regresyon modelleri entegre edilmistir.
Bu sayede yeni bir 6rnek geldiginde ilgili algoritmalarin tahmin/siniflandirma yaparak ilgili
ornegin hangi sinifa ait oldugunu gosteren c¢ikti sonucu iretilmesi saglanmistir. Bu
uygulamanin 6zellikle hekim sayisinin yetersiz oldugu bolgelerdeki diyabetik ayak tedavisi ile
ugrasan Ozellikle birinci ve ikinci basamak saglik merkezleri ve klinikler basta olmak Uizere gok
genis alanda kullanim imkan1 oldugunu diisiiniilmektedir. Bu uygulama ayni zamanda tiglincii
basamak saglik merkezlerinde de arastirma amaciyla da kullanilabilir. Boylelikle hastalarin
ampitasyon operasyonu gecirmeden erken teshis ve tedavi imkanina kavusmasi timit
edilmektedir. Elbette bu sistem hicbir hastaya hekim muayenesi olmadan teshis koydurmay1
amaglamamakta bundan ziyade, hekim/saglik personeline yardimci bir sistem olmasi,
boylelikle de teshise ve/veya tedaviye destek olmasi hedeflenerek tasarlanmistir. Web ortamina

aktarilan uygulama, planlanan patent bagvurusu nedeniyle halka agik olarak paylasiimamaistir.

Bu tez ¢calismasimin limitasyonlari siralanacak olursa; ¢calismanin retrospektif ve “unblinded”
olmayan yapist ve veri setinde kayip degerlerin bulunmasi nedeniyle bazi kisitliliklarinin

bulundugu sdylenilebilir. Ayrica veri girisi tek bir kullanici tarafindan yapilmistir. Yine de
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arastirmadaki veri sayisi, uygulamali makine 6grenmesi ¢aligsmalarina kiyasla kismen az gibi
goriinse de diyabetik ayak hastalarin hastanede kalis siirelerinin karakteristik olarak oldukca
uzun olmasindan miitevellit, arastirmada kullanilan veri setinin gerek kayit sayisinin gerekse
de nitelik sayisinin benzer calismalara gore son derece yeterli hatta {istiin oldugu

distiniilmektedir.

Sonug olarak, bu arastirma bulgularinin diyabetik ayak ile iligkili ampiitasyon riskinin
onlenmesi icin gergeklestirilecek olan ileriki arastirmalar igin yol gosterici olabilecegini
diistiniiyoruz. Ayrica bu ¢alismanin tip ve saglik alanindaki verilerin analizinde yapay zeka ve
makine 6grenmesi metotlarinin kullaniminin yayginlagsmasina katki saglamasi agisindan da
Oonemli bir arastirma oldugunu diisinmekteyiz. Doktorlar veya saglik/tip alanindaki diger
arastirmacilarin yapay zekd- makine oOgrenmesi yoOntemleri ile veri analizine iliskin
farkindaliklarinin artmasi ve veri bilimciler ile birlikte ¢alismasi, tibbi verilerinin daha verimli
bir sekilde analiz edilmesini saglayacak ve elde edilen sonuglarin Gzellikle erken teshis ve
tedavi asamalarinda hastalara faydali olacagi umulmaktadir. Onemli bir halk saglig1 problemi
olan diyabetin ve diyabet ile iliskili komplikasyonlarinin 6nlenmesi ve 6zellikle diyabetik ayak
ile ilgili ampiitasyonlarin 6nlenmesi halk saglig1 i¢in tartismasiz gereklidir. Boylelikle diyabetik
ayak hastalariin ampiitasyon risklerinin tespiti ve 6ngoriisii ile 6nleyici tedbirlerin alinmasina
katk1 saglanabilecektir. Dolayisiyla bu ¢alismanin, insan sagligina ve toplumsal refaha olumlu
etkilerinin yani sira saglik harcamalarinin azaltilmasma ve iligkili diger siireclere (zaman,
tiretim, verimli kaynak kullanimi, vb.) de pozitif yonde bir etki yapabilecek nitelikte bir doktora

tez ¢alismasi oldugu diisiiniilmektedir.

Bu doktora tez ¢alismasi ile Tiirkiye’de ilk kez genis capta makine 6grenmesi siiflandirma
algoritmalar1 kullanilarak diyabetik ayak hastalariin ampiitasyon riskine iligkin tahmin
modelleri olusturulmus ve bir web uygulamasi olarak paylagilmistir. Bu arastirma bildigimiz
ve tespit edebildigimiz kadariyla dunyada da belirtilen kapsamda gerceklestirilen ilk
aragtirmalardan olma 6zelligini tasimaktadir. Aragtirma bulgulariin 6ncelikle diyabetik ayak
ile ilgili ampiitasyonlarin dnlenmesine ve diyabetik ayak hastalarina, saglik personellerine ve
de bilgisayar bilimleri/biyoistatistik/enformatik alaninda ¢alisan aragtirmacilara faydali

olmasini iimit ediyoruz.
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EK-2: ARASTIRMADA KULLANILAN DIYABETIK AYAK iZLEM FORMU

HASTA ILK BASVURDUGUNDA DOLDURULACAK FORM

4

Form doldurma

DIYABETIK AYAK iZLEM FORMU* FORM NO': tarihi
VAT [N T
Hasta No: Fass i Cinsiyet:  Erkek (1) O Kadm (2) O
Badimlilk Duzeyi:
Ajle ile yagiyvor O Tek yasiyor O
Diyabet Tipi:
Tip(1)J
2 Son olgiilen HbAlc dizeyi:
Tip2 (2)0] Diyabet siiresi: .......... yil ARk .. kg  Boy: cm
Diyabetik ayak infeksiyonu siiresi: ........... gin Hipettansiyonzz Yok (1) Var(2) viicut/kitle indeksi (kg sm2):

Kullandhdh antidiyabetik: insitin (1) O
Oral antidiyabetik (z) O

sigara kullamm: Yok (1)00  wvar(2) 0 _.. .. paket/yil

Kullandhd: oral antidiyabetik ilaclar:

Tekrarlayan ayak infeksiyonu Gykisi: Yok (1) O var (2)0 .. kez

Gecmiste ampﬁtasyon*: vok (1) O var{2) OJ| varsa dizeyi: Basparmak (1) O]  Diger parmaklar (2) O  metatars (3) O
Gecmiste vaskiller cerrahiz Yok (1) O var(z) O

8obrek yetmezligi: Yok (1) O var(2)0 | piyatiz: yok (1) O var(2) 0

Charcat Ayak durumu:Yok(1)J var(z)O

Evre 1: PAH belirtileri yok, palpabl dorsopedal ve/veya posteriyor tibial arter (1) O

Periferik Arter Hastab@n
(PAH) 7 Doku Evre 2: PaH belirtileri var, ciddi iskemi yok, kladikasyo var 2y O
beslenmesi (perfiizyon) e e
(etkilenen ayakta) Evre 3: Ciddi iskemi varlid (3) O
Yara genishgi =~ . cm® (iilserin dig simrlan iilseri cevreleyen saglam deriden itibaren dlgtilmelidir)
Yara yeri Bagparmak (1) O  Dider parmaklar (2} O metatars (3) O  Aya@in lstiinde qua ayak (4)7D Topuk (5) O
Yara dechiis Evre 1: Yiizeyel, deri yiizeyi etkilenmis, dermisten daha derin dokular etkilenmemis (1} O
(doku kayb1) Evre 2: Derin iilser, subkutan yapilara {as, fasya, tendon) penetre olmus 2) D
Evre 3: Kemik sondaj|5 (probing to bone) pazitif veya direkt bak ile kemik gorintyor (3) O
Evre 1: infeksiyon belirtileriyok (1) O
Evre 2: Cilt ve cilt altr dokulan tutmus 2 cm?den kiigtik lokal yara yizeyi, sistemik bulgular yok {2} O
fetekoryou Evre 3: 2 cm”>den biiyiik yara yiizeyi, ciltten daha derin yapilar da tutulmus (apse, septik artrit, fasit,
osteomiyelit), sistemik inflamatuar yanit sendromu (SIRSI7 bulgulant yok (3) O
Evre 4: SIRS’ belirtileri ile beraber herhangi bir ayak infeksiyonu (4) O
Direkt grafi: Negatif (1) O Pozitif (2)0 MR: Negatif (1)0 Pozitif (2)0
_ Kemik sondajlsz Negatif (1) O Pozitif (2)O isaretli IGkosit sintigrafisi: Negatif (1) O Pozitif (2)0
Osteomiyelit —
Patolojik inceleme: Negatif (1) O Pozitif (2)0
Daha 8nce gegirdigi ayak infeksiyonunda osteomiyelit: Yok (1)0J  var (2)00
Daha dnce gegirilmis debridman: Yok (1) O var (200
Lokosit diizeyi: -------eeeeee- fmm’ ) C-reaktif protein diizeyi: ---—-- (mg/dL) | Eritrosit sedi asyon mzi: -—--- - mm/saat
Hemoglobin diizeyi: /(gsdL) Bilirubin: (mgsdL) Albiimin: (grdL)
Bagvury daki Glukoz: (mgrdL)  INR: PNL(10%/pl): PLT(103/pl):
ALT: {{us) AST: ({U/L) | Kreatinin: (mgsdL)

Sekil 7. 2: Arastirmada Kullamlan Diyabetik Ayak Izlem Formunun Ekran Gériintiisii — Sayfa 1
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Total kolesterol diizeyi: ---------- --mg/dL
Onerilen Antibiyotik®
yok (100 var (200 Ajan: SHRE oo,
Ajan: T | o A
Ajan: SUMe: oo
Ajan: SUre: e

rasanede vavg: 1ok (10 var @ o gin
Ampiitasyon varsa: Basparmak (1) O pifer parmaklar (2) 0 metatars (3} 0 silek (4) 0 pizatn (5) O iz Gstii (6) O

Gangren durumu: Yok (1)00  var () O

Hastaneye tekrar yatig: Yok (1) var (2)0 ... kez, ... giin ’ v izlem siiresi: ........ giin
nGropati®  Evre 1: Etkilenen ayakta duyu kaybiyok (1) D Evre 2: Etiilenen ayakta duyu kaybivar  (2) O
Retinopati:
Koroner Arter Hastabin
AsTIM, kOAH ourumu: Yok (10 Var () 0 e Alkol kullamm: Yok ()0 var@) 0

ACE inhibitérd Kullamm: Yok ()03 var(2) O

statin Kultammi: Yok (100 var(2) O oo & Icanaglifu'ne kultamme: Yok (100 var ) 0 o

.~ Tablo 1.Diycbetik ayok, MeggitWogner siflandwmass

Grade 0 Saglam cilt
Genellikle infeksiyon ile seyreden ve tendon gibi cilt ol dokulara vzanim

Gvodo . Sak G'SG‘ 9

Grade lll Abse ya da osteomiyelit ile seyreden derin Glser

Grade IV Sinirh gangren

Grade V Yaygin gangren

Grade 0 Grade | Grode 1l Grade lil

et Vimrod s rm?adaw B 7o ik

s . infeksiyon ile infeksiyon ile
Yara yok, Yiizaysel infekte
B inkekaiyon ey rodm"n“f:on yo nymm ya da

iC il J Sl v tendon ya da kapsil  eklem ya da kemik

iskemi ve infeksiyon  iskemi ve infeksiyon  iskemi ve infeksiyon
ekt ¥ e seyroden e sopreden e o soyrecin lliow o
Py s yizeyselyara  ya da kopsal nlomu  da kemik tutvlumy
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G Alan Derinlik A Aderiel o osyon

yetmezlik
0  Soglamclt  Soglmcik infekiyonyok Pedalnabilar gy
10 mm? Zayit pedal
[ s Cil&Cilt aln Yizeysel nob-lz, yada  VAE artmis
tek tarafli yok

kapsili nabiz yok ndropati
1} > 30 mm? EH?;;E'@" Osteomiyelit Gangren C:;z;?'

HASTA DURUMU SONUCLANDIGINDA DOLDURULMASI GEREKEN ALANLAR:

Uygulanan Diger Tedaviler : Hiperbarik Oksijen Tedavisi: Yok (1) 0 var2)] ... seans
Cerrahi girisim yok (1) Yumusak doku ile simrl debridman (2) O

Yapilan cerrahi: 2 A
| Ampiitasyon 30 vaskiiler girigim (8y-pass) 4 O

Fizyoterapi: yok (1)03 var (2)0 varsa toplam maliyet ... TL
Rehabilitasyol .
» o : | Protez uygulamasi: Yok (1) var (2)00 ... TL Ozel ayakkabi yapimi:  vok (1)0 var (2)00 ... -TL
Direkt grafi: vok (1) wvar 2)00 ... kez MR goriintiilleme:  vok (1)00 wvar (2)00 _._._ kez

' Yeni gériintiileme  igaretli Iokosit sintigrafisi: Yok (1)0] var (2)00 ... kez

sonug®: ivilesme (1) 0 Tekrarlayan infeksiyon (2) O Tekrarlayan cerrahi girigim gersksinimi (3) O exitus (4) O

ACIKLAMALAR

*(ahgmaya alinacak hastalar ilk kez diyvabetik ayak patolojisi nedeniyle bagvuran veya daha dnce diyabetik
avak patolojis: (infeksivonu vb.) olup tedavi sonrasinda iyilesmig ve yeni atak savilan hastalar olacaktir. Dzha
once metatars dilzeyinin {izerinde ampiitasyon yapilmig olan hastalar ¢aliymaya alimmayacaktir.

1. Fomm no kismimna basa merkezin lasaltmas: (0. DEU, PU, AU gibi) ardmdan da form no vazlacak.

Omegin, Istanbul Universitesi Istanbul Tip Fakiiltesi igin olgu formu “TU — 17 Aym hasta tedavisini

tamamlavip 1yilegmis olarak kabul edildikten sonra ikinci kez veni bir atak ile ¢ahgmaya alindiginda ilk

bagvurusu “TU-1 - A”llnnubas\mmu“IU 1 - B” geklinde kaydedilmelidir.

Hipertansiyon tams igin; hastanmin antihipertansif ilag kullanm veya bagvuru sirasinda sistolik/diastolik

kan basmemm 140/90 mmHg lizerinde olmasi veya hastaneye yahgt swasmda Kardiyoloji Uzmam

tarafindan hipertansivon tams1 konularak annhlpatatmf ilag baglanmig olmas gereklidir.

3. Noropati tamsi igm monoflaman test sonucu pozitif veya ndroloji konsiiltasvonu sonras: néropati
tamismm konulmas: gereklidir.

4. Sistemik Inflamatuar Yamt Sendromu (SIRS):

[

»  Vicut isisimm 38.3°C’nin izerinde veya 36°C nin altindz olmasi,

# Kalp mzimin 90/dakika veya iizerinde olmasi,

»  Solumm hzinmn 20/dakika iizerinde veya PaCO: basmcinn 32 mmHg min altinda olmas,
» Lokosit savismm 12000/ mm’ iistiinde veya 4000/mm’ altinda olmas:,

Bulgularmdan en az ikisinin saptanmasi.

5. Hastanmn izlemi sirasindaki tim antibiyotikleri (antibivotik degigiklizi yapldivsa bunlar da dzhil)
yazilmahdir

6. Hastada veni infeksivon ataZ gelismesi durumunda hasta bu asamada ¢aligmadan qikanlmahdir. fyilegme
ile sonuglanan hastalar ikinci kez atak gecirdiklerinde yen: hasta olarak ¢aligmaya alinabilir. Bu durum
igin 1. agaklama dikkate alinarak numaralandirma vapilacaktir.

7. Son olarak her hasta igin Meggit- Wagner, University of Texas ve SAD simflandimalan girilecektir. |
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