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OZET

YUKSEK LISANS TEZI

MAKINE OGRENMESI YONTEMLERI iLE ORTAOKUL OGRENCI
BASARILARININ TESPIiTI VE BiR UYGULAMA

Suat SAHIN

istanbul Universitesi
Fen Bilimleri Enstitiisii

Enformatik Anabilim Dal

Danisman : Dog¢. Dr. Cigdem EROL

Makine Ogrenmesi; verinin analiz edilerek anlamli sonuglar cikarilmasi, girdi verisinin
kullanilarak tahmin modelleri gelistirilmesi amaciyla, egitim de dahil olmak iizere birgok
alanda uygulanmaktadir. Bu tez ¢alismasinda ortaokul Ogrencilerine ait sosyoekonomik,
demografik 6zellikleri ve ders notlart verisi kullanilarak sene sonu agirlikli not ortalamalarinin
makine 6grenmesi yontemleri ile tahmin edilmesi ve basariya en fazla etki eden niteliklerin
belirlenmesi amaglanmaktadir.

Calismada kullanilan veri seti Istanbul ili Tuzla ilgesinde bulunan bir ortaokuldan temin
edilmistir. Veri seti lizerinde 6zellik se¢imi yapilarak akademik basari {izerinde en fazla etkiye
sahip degiskenler tespit edilmis olup modellemede bu nitelikler kullanilmistir. Hedef niteligin
siiflandirilmasi amac ile; K-En Yakin Komsu, Karar Agaclari, Rastgele Orman, Destek
Vektor Makineleri, Yapay Sinir Aglari, Lojistik Regresyon ve Naive Bayes olmak iizere 7 adet
makine Ogrenmesi algoritmast uygulanmis ve modellerin basarim performanslar
karsilastirilmistir. Model performans degerlendirmesi sonuglarina gore en basarili model
Rastgele Orman algoritmasi olarak belirlenmistir.  Ogrencilerin akademik geg¢misine ait
nitelikler (ge¢mis yillar not ortalamasi, Tiirkge dersi 1. donem ortalamas1 ve Matematik dersi
1. donem ortalamas1) basariyr en fazla etkileyen Oznitelikler olarak tespit edilmistir.
Devamsizlik durumu basariyr etkileyen bir diger onemli faktér olarak belirlenmistir.
Demografik ve sosyoekonomik 6zelliklerin akademik basariya ¢ok fazla etkisi olmamakla
birlikte tahmin basarisina katkisi oldugu goriilmiistiir. Calismanin sonunda Rastgele Orman

Xiv



modeli kullanilarak, ortaokul 6grencilerinin akademik basarilarinin tahminine yonelik 6rnek bir
sistem  gelistirilmistir. Ornek sisteme https://model-tahmin.herokuapp.com adresinden
ulasilabilmektedir. Gelistirilen sistemin egitim yoneticileri tarafindan kullanilabilecegi
distiniilmektedir.

Nisan 2021, 156 sayfa.

Anahtar kelimeler: Egitim, makine 6grenmesi, tahmin, siniflandirma, akademik basari
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SUMMARY

M.Sc. THESIS

DETERMINATION OF SECONDARY SCHOOL STUDENTS
ACHIEVEMENTS WITH MACHINE LEARNING METHODS AND AN
APPLICATION

Suat SAHIN

Istanbul University
Institute of Graduate Studies in Sciences

Department of Informatics

Supervisor : Assoc. Prof. Dr. Cigdem EROL

Machine Learning; It is applied in many fields, including education, in order to draw
meaningful results by analyzing the data and to develop prediction models using input data. In
this thesis, it is aimed to predict the year-end weighted grade point averages with machine
learning methods by using the socioeconomic, demographic characteristics and course grades
data of secondary school students and to determine the qualities that affect the success the most.

The data set used in the study was obtained from a secondary school in Tuzla, Istanbul. By
choosing the features on the data set, the variables that have the most impact on academic
achievement have been determined and these attributes have been used in modeling. With the
aim of classifying the target attribute; 7 machine learning algorithms, K-Nearest Neighbor,
Decision Trees, Random Forest, Support Vector Machines, Artificial Neural Networks,
Logistic Regression and Naive Bayes, have been applied and the performance performances of
the models have been compared. According to the model performance evaluation results, the
most successful model has been determined as the Random Forest algorithm. The qualifications
of the students' academic background (past years grade point average, Turkish lesson first term
average and Mathematic lesson first term average) have been determined as the attributes that
affect the success the most. Absenteeism has been identified as another important factor
affecting success. Although demographic and socioeconomic characteristics do not have much
effect on academic success, it has been observed that they contribute to prediction success. At
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the end of the study, a sample system has been developed for predicting the academic success
of secondary school students using the Random Forest model. The sample system can be

reached at https://model-tahmin.herokuapp.com. It is thought that the developed system can be
used by education administrators.

April 2021, 156 pages.

Keywords: Education, machine learning, prediction, classification, academic success
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1. GIRIS

Icinde bulundugumuz cagda bilgi ve iletisim teknolojilerinin hizla gelismesiyle birlikte veri
kavraminin 6nemi giderek artmaktadir. Verinin dijital ortamlarda kolay saklanmasi ve kolay
erigilebilir olmast nedeniyle veri tabanlarinda depolanan veri miktarlarinda biiyiik artiglar
kaydedilmektedir. Giiniimiizde gerek kamu, gerekse 6zel sektdrdeki kuruluslarin stratejilerinin
ve 1§ akislariin belirlenmesinde bilginin 6nemi oldukga biiyiiktiir. Dogru ve giivenilir bilgiye
erisilebilmesi icin ise verinin dogru analiz edilerek anlamli bilgiye doniistiiriilmesi
gerekmektedir. Depolanan verideki artis sonucunda meydana gelen biiyiik verinin (big data)
islenmesi ve anlamli sonuglar ¢ikarilarak bilgiye doniismesi mevcut sistemlerle zorlagmistir.
Bu gelismelere paralel olarak makine 6grenmesi ve veri madenciligi gibi disiplinler hayatimiza

girmis olup bir¢ok alanda siklikla kullanilmaktadir.

Makine O0grenmesi matematik ve istatistik bilimlerinden faydalanilarak gelistirilmis bir¢ok
disiplini bir araya getiren disiplinler arasi bir calisma alanmidir (Hastie ve dig., 2009).
Makinelerin egitilerek problemlerin otomatik olarak algilanmasi ve ¢oziim iiretilmesi
prensibine dayanmaktadir (Kodratoff ve Michalski, 1990). Saglik, finans, astronomi, endiistri,
egitim gibi bircok alanda basariyla uygulanmaktadir. Makine 6grenmesi ve ilgili diger
disiplinler ile gelistirilen akilli sistemler, insan yasamini kolaylastirmakta, gelecege dair

ongoriilerde bulunarak karar alma siireglerine olumlu katkilar saglamaktadir (Alpaydin, 2014).

Makine Ogrenmesi uygulamalarinin egitim alanindaki kullanimi son yillarda giderek
yayginlasmaktadir. Ozellikle dgrenci basarisini artirmaya yonelik olarak, makine 6grenmesi ile
akademik basar1 tahmini sik¢a bagvurulan bir yontem haline gelmistir (Agarwal ve dig., 2012).
Ogrencilerin akademik basarilarinin dnceden ongoriilebilmesi ile egitimdeki planlama ve
rehberlik ¢aligmalarmin daha etkili olabilecegi diisiiniilmektedir. Ornegin risk grubundaki
Ogrencilerin tespit edilmesi, akademik basariyr artirmak icin takviye kurs, danismanlik gibi

erken tedbirlerin alinmasi yoniinden olumlu katkilar saglayabilir.

Bu bilgiler 1s181nda bu tez ¢alismasinin amaci, ortaokul 6grencilerinin akademik basarilarinin
makine 0grenmesi yontemleri ile tahmin edilmesi, basariya en fazla etki eden faktorlerin
belirlenmesi ve akademik bagar1 tahminine yonelik 6rnek bir sistem gelistirilmesidir. Bu amag

dogrultusunda, ortaokul 6grencilerine ait demografik, sosyoekonomik ve ge¢mis akademik



basar1 durumlarina ait 6zniteliklerden olusan bir veri seti kullanilmistir. Calismanin sinirliliklar

su sekilde siralanmaktadir:

> Calisma Istanbul Tuzla ilgesinde egitim-6gretime devam eden bir ortaokulda
gerceklestirilmistir.
» Calismada kullanilan veri seti 2019-2020 egitim yilinda 6grenim goren 328 6grenciye

ait veri ile sinirlidir.

Veri makine 6grenmesi yontemleri ile analiz edilmis olup en yiliksek performans gosteren model
kullanilarak bir sistem gelistirilmistir. Gelistirilen sistem ile 6grencilerin sene sonu agirlikli not
ortalamalarinin bir yariyil 6ncesinden tahmin edilmesi amaglanmaktadir. Literatiirde akademik
basar1 tahminine yonelik ¢ok sayida calisma olmasina ragmen ozellikle iilkemizde ortaokul
Ogrencilerine yonelik basari tahmini calismalarinin smirli sayida oldugu goriilmektedir.
Akademik basar1 tahminine yonelik bir sistem olusturulmasi ve bu sistemin gelecekte daha da
gelistirilerek egitim yoneticilerinin kullanimina sunulabilecek olmasi agisindan 6nemli bir

calisma oldugu diisiiniilmektedir.

Bu tez calisgmasinda GENEL KISIMLAR bdliimiinde, ¢alismanin temel analiz yontemi olan
makine Ogrenmesi disiplini ve isleyis siireci detayli olarak agiklanmistir. Bununla birlikte
makine Ogrenmesi ile akademik basar1 tahminine yonelik literatiirde bulunan benzer
calismalardan 6rnekler verilmistir. MALZEME VE YONTEM béliimiinde ¢alismanin amaci
dogrultusunda makine 6grenmesi yontemlerinin egitim verisi lizerinde uygulanmasi1 agamalari
(problemin tanimlanmasi, verinin anlasilmasi, veri 6n isleme ve modelleme) anlatilmistir.
BULGULAR bdliimiinde, uygulanan makine 6grenmesi modellerinin basarim oranlar
belirlenmis ve sonuclar karsilagtirmali olarak verilmistir. En yiiksek performansi gosteren
makine 6grenmesi modeli kullanilarak olusturulan 6rnek akademik basari tahmin sistemi
sunulmugstur. TARTISMA VE SONUC boéliimiinde ise ¢alismaya ait bulgular tartisilimis ve

gelecek caligmalara yonelik oneriler ortaya konulmustur.



2. GENEL KISIMLAR

2.1. AKADEMIK BASARIYI ETKILEYEN FAKTORLER

Egitim, en basit sekliyle bireyde olumlu davranis gelistirme siireci olarak tanimlanmaktadir
(Ertiirk, 1994). Ogretim ise egitimin bir parcasi olarak, egitim kurumlarinda bir plan dahilinde
belirlenmis hedeflere ulasmak i¢in gerceklestirilen etkinliklerdir (Demirel, 2005). Egitim-
Ogretim faaliyetlerinin gerceklestirilmesinde planlama ve rehberlik kritik bir 6neme sahiptir.
Egitimde bakanlik seviyesinden okul seviyesine kadar tiim faaliyetler 6nceden hazirlanmis
planlar ¢ergevesinde uygulanmaktadir (Aydemir, 2017). Egitim-6gretim siirecinin saglikli bir
sekilde yiiriitiilebilmesi i¢in 6grencilere rehberlik edilmesi, dogru yonlendirilmesi ve siireg
icerisinde gerekli tedbirlerin alinmasi gerekmektedir. Bu kapsamda makine 6grenmesi
yontemleri uygulanarak egitim verilerinden anlamli sonuglar ¢ikarilabilir, elde edilen anlaml
bilgiler egitimciler ve karar vericiler tarafindan kullanilarak egitim stratejileri giincellenebilir.

Akademik basari tahmini bu amag¢ dogrultusunda sik¢a basvurulan yontemlerden biridir.

Ogrencilerin akademik basarilarm belirleyen ¢ok fazla etken bulunmaktadir. Basariy: etkileyen
faktorlerin tespit edilebilmesi amaci ile ¢ok fazla calisma yapilmis olmasina ragmen bu
faktorlerin neler oldugu kesin ve net bir sekilde ortaya konulamamaktadir. Literatiirde yapilan
caligmalar incelendiginde, demografik, ailevi ve sosyoekonomik durum ile akademik basari
arasinda pozitif yonli bir ilisgki oldugunu gosteren calismalarin yogunlukta oldugu

goriilmektedir.

Pettigrew (2009), 4. Smif 6grencilerinin sosyoekonomik durumlar ile akademik basarilari
arasindaki 1iliskiyi inceledigi calismasinda, sosyoekonomik olarak avantajli 6grencilerin
dezavantajli Ogrencilere gore Matematik, Dil Sanatlari, Sosyal Bilgiler ve Fen Bilgisi
alanlarinda daha basarili olduklarini gozlemlemistir. Benzer sekilde Pakistan’da 1580 6grenci
ile gerceklestirilen bir arastirmada (Akhtar ve Niazi, 2011), sosyoekonomik seviye ile akademik
basar1 arasinda dogrusal bir iliski oldugu sonucuna varilmistir. Gelbal (2008), caligmasinda 8.
Sinif 6grencilerinin sosyoekonomik durumlar ile Tiirkge dersi basarilar1 arasindaki iliskiyi
analiz etmistir. 30.714 6grenci ile gerceklestirilen calismada sonug olarak, sosyoekonomik
seviye arttika basarmm arttig1 gozlemlenmistir. Ozellikle anne egitim seviyesinin basariy

belirlemede 6nemli bir etken oldugu, bunun yani sira 6grencinin kendine ait odasinin olmasinin



basar1y1 pozitif yonde etkiledigi, kardes sayisi ile akademik basari arasinda negatif yonlii bir

iliski oldugu belirtilmistir.

Tomul ve Savasci (2012), Tiirkiye’de 7. Sinif 6grencilerinin sosyoekonomik durumlari ile SBS
(Seviye Belirleme Sinavi) basarilart arasindaki iligkiyi inceledikleri ¢aligmada, sosyoekonomik
seviye ile sinav basarilar arasinda yiiksek korelasyon oldugunu belirtmislerdir. Sirin (2005),
1990-2000 yillar1 arasinda sosyoekonomik durum ile akademik basar1 arasindaki iliskinin
incelendigi calismalar1 derlemis, sosyoekonomik seviye ile akademik basari arasinda pozitif
iliski oldugunu gosteren c¢aligsmalarin yogunlukta oldugunu belirtmistir. Buradan hareketle
ogrencilerin sosyoekonomik durumlarina ait 6zniteliklerin akademik basar1 tahmini amaci ile

kullanilabilecegi diisiiniilmiistiir.

Literatiir incelendiginde, akademik basar1 tahmininde en belirleyici degiskenlerin, 6grencinin
akademik geg¢misine ait Oznitelikler oldugu goriilmektedir (Aydemir, 2017). Lisans
Ogrencilerinin genel Matematik ders basarilar ile liniversiteye giris sinavi puanlar1 arasindaki
iliskinin incelendigi bir ¢alismada (Cetin ve Mabhir, 2006), iki degisken arasinda pozitif yonlii
bir iliski oldugu ortaya konulmustur. Benzer bir ¢alismada (Cirak, 2012), lisans 6grencilerinin
akademik basar1 tahmininde, liniversiteye giris puaninin ve ortadgretim mezuniyet notunun en
belirleyici 6znitelikler oldugu belirtilmistir. Tiirkiye’de ortadgretime gecis sinavi sonuglarinin
tahmin edildigi bir calismada (Sen ve dig., 2012), tahmine yonelik en belirleyici iki 6zniteligin

7. ve 8. sinif seviye belirleme siavi sonuglari oldugu goriilmektedir.

2.2. MAKINE OGRENMESI

Ogrenme kavrami, bireylerde ¢esitli yontemlerle meydana gelen &lciilebilir ve kalici davranis
degisikligi olarak tanimlanmaktadir. 1940’11 yillardan itibaren bilim insanlar1 tarafindan
“makineler diisiinebilir mi?”” sorusuna cevap bulunmaya c¢alisilmistir (Turing, 1948). Yapay
Zeka (Artificial Intelligence) kavrami ilk kez 1956 yilinda kullanilmis ve kabul gormiistiir
(Akpmar, 2017). Yapay zeka alaninda, bilgisayarlarin kapasite sorunlari ve veri islemedeki
yetersizliklerinden dolay1 uzun yillar boyunca istenilen seviyede ilerleme kaydedilememistir.
1990’11 yillarin sonlarindan itibaren teknolojinin gelismesine paralel olarak bilgisayarlarin
kapasitelerinin artmasi ile birlikte yapay zeka alanindaki ¢alismalar yeniden hiz kazanmustir.
Ornegin Deep Blue adli bilgisayar programinin diinya satran¢ sampiyonuna kars1 yapilan oyunu

kazanmasi, konusma tanima yazilimlarinin hayata gecirilmesi gibi gelismelerden sonra yapay



zekaya olan ilgi ve bu alana yapilan yatirimlar artmistir (Nilsson, 1998; Anyoha, 2017). 2000’1i
yillardan itibaren makine 6grenmesi ve derin 6grenme modelleri siirekli olarak geliserek

giintimiize kadar gelmis ve yapilan ¢aligmalar hiz kesmeden devam etmektedir.

Makine 6grenmesi, yapay zeka alaninin alt disiplinlerinden biridir (Patterson, 1990; Alpaydin,
2014). Egitim, saglik, miihendislik vb. bir¢ok alanda faydalanilmaktadir. Genel olarak
makineye verilen verinin igslenerek veriden anlamli sonuglar ¢ikarilmasi ve bu sonuglardan yola
cikilarak bilinmeyene ya da gelecege yonelik tahminlerde bulunulmast prensibine
dayanmaktadir. Matematik, istatistik ve bilgisayar bilimleri makine 6grenmesi disiplininin

temellerini olusturmaktadir (Harrington, 2012; Paper, 2018;).

Makine Ogrenmesi yontemleri temel olarak gdzetimli 6grenme, goézetimsiz Ogrenme ve

pekistirmeli 6grenme olmak iizere 3 baslik altinda degerlendirilmektedir (Dangeti, 2017).

2.2.1. Gézetimli Ogrenme (Supervised Learning)

Gozetimli 6grenme, makine §grenmesi yontemleri arasinda en yaygin kullanilan yontemlerden
biridir (Langley, 1996; Miiller ve Guido, 2016). Bagimsiz nitelikler (X) kullanilarak hedef
niteligin (Y) tahmin edilmesi prensibine gore ¢alismaktadir. Burada hem bagimsiz nitelikler
hem de hedef nitelik etiketlenmis veriden olugmaktadir (Kotsiantis, 2007). Verilerin
etiketlenmesi gecmis deneyimlere dayanmaktadir. Daha genis bir ifadeyle, bilinen etiketlenmis
girdi verisi ile ¢ikt1 verisi arasinda bir iliski kurularak bilinmeyen ¢iktilarin tahmin edilmesi
amaglanmaktadir (Mohri ve dig., 2012). Ornegin hedef niteligin “pozitif”’ ve “negatif” seklinde
kategorik olarak etiketlenmis oldugu bir veri seti olsun. Sonucun pozitif olup olmamasi
durumuna etki eden bagimsiz nitelikler ile hedef nitelik arasinda bir model kurularak yiiksek
tahmin basaris1 elde edildigi takdirde gelecekteki duruma/kisilere ait bagimsiz nitelikler

kullanilarak sonucun pozitif veya negatif oldugu tahmin edilebilmektedir.

Gozetimli 6grenme literatiirde danigmanli 6grenme, denetimli 6grenme ve egitmenli 6grenme
isimleri ile de tanimlanmaktadir (Kartal, 2015). Gozetimli 6grenme problemleri i¢in Sekil

2.1’deki asamalar takip edilebilir.
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Sekil 2.1: Gozetimli 6grenme siireci (Kotsiantis, 2007).

Gozetimli 6grenme siireci, smiflandirma ve regresyon olmak ftizere iki bashk altinda

incelenebilir;

2.2.1.1. Swmflandirma

Hedef niteligin kategorik yapida oldugu durumlarda kullanilan yontemdir. Hedef nitelige ait
siiflar dnceden tanimlanmistir. Siniflandirma problemlerinde amag¢ hedef niteligin siif
etiketini tahmin etmektir (Han ve Kamber, 2006; Harrington, 2012). Bu amag¢ dogrultusunda
veri egitim kiimesi ve test kiimesi olmak tizere ikiye ayrilir. Siniflandirma algoritmalari
kullanilarak egitim verisi ile egitilen bir model gelistirilir. Gelistirilen model bagimsiz

degiskenler ile bagimli degisken arasinda bir takim kurallar olusturur. Daha sonra test kiimesi



tizerinde modelin basarimi degerlendirilir. Modellin performans basarim orani olumlu ise

gelecekteki verilerin hangi sinifa ait olabilecegi hakkinda tahmin yapilabilir.
Siniflandirmaya ait temel kavramlar asagida belirtildigi gibi 6zetlenmistir (Gorunescu, 2011):

» Smuf (class) — Siniflandirmadaki ¢ikti nesnesi, hedef sinif, hedef nitelik, kategorik
yapida bulunan bagimli degisken

» Nitelik (predictor/attribute/feature) — Bagimli degiskene etki eden bagimsiz degiskenler,
bagimsiz nitelikler, veri setinde bagimli degisken haricindeki tiim siitunlar

> Ornek/kayit (records/tuples/vectors/instances/objects/samples) — Veri setindeki her bir
satir, veri seti elemani

» Siniflandirici (classifier) — Smiflandirma islevini gergeklestiren fonksiyon

» Egitim veri seti (training dataset) — Modelin/siiflandiricinin egitilmesinde kullanilan
veri seti, siniflandirmadaki girdi nesnesi

» Test veri seti (testing dataset) — Modelin/siniflandiricinin basarim oraninin belirlenmesi

i¢in kullanilan veri seti

Siniflandirma gorevleri hedef niteligin yapisina bagli olarak; ikili smiflandirma (binary
classification), ¢oklu-smifli siniflandirma  (multi-class classification), coklu-etiketli
smiflandirma  (multi-label classification) ve hiyerarsik simiflandirma  (hierarchical
classification) olmak tizere 4 farkli sekilde gerceklestirilebilmektedir (Sokolova ve Lapalme,
2009). Ikili simiflandirmada hedef nitelige ait yalmzca 2 smif vardir (“evet-hayir”, “basarili-
basarisiz” vb.). Coklu-sinifli, goklu-etiketli ve hiyerarsik siniflandirmada hedef nitelik ikiden
fazla smifa sahiptir. Coklu-sinifli siniflandirmada, girdi nesnesi hedef nitelige ait siniflardan
yalnizca birine ait iken ¢oklu-etiketli siniflandirma, girdinin hedef nitelige ait siniflardan birkag
tanesine ait olabilecegi durumlari ifade eder. Hiyerarsik siniflandirma ise ¢oklu-sinifli modele
benzer olup smif degerlerinin hiyerarsik yapiya sahip olmasi sebebiyle bu modelden
ayrilmaktadir. Tim bu siniflandirma modelleri icin siire¢ ayni sekilde islemektedir. Bu tez

caligmasinda hiyerarsik siniflandirma yonteminden faydalanilmistir.

2.2.1.2. Regresyon
Regresyon metodunda uygulanan siire¢ siniflandirma yontemiyle ¢ok benzerdir. Siniflandirma
modellerinde oldugu gibi egitim kiimesi ile model egitilerek test kiimesi {izerinde performans

degerlendirmesi yapilmaktadir. Iki yontem arasindaki en énemli fark regresyon ydnteminin



hedef niteligin kategorik degil siirekli yapida oldugu durumlarda kullanilmasidir (Narsky ve
Porter, 2013; Alpaydin, 2014). Dolayistyla ¢ikt1 olarak “hasta-hasta degil” seklinde kategorik
degerler degil 89.6 gibi sayisal bir deger liretilir.

2.2.2. Gozetimsiz Ogrenme (Unsupervised Learning)

Gozetimsiz 6grenme siirecinde gozetimli 6grenme siirecinin aksine, makine herhangi bir
denetim ve hedef nitelik olmadan kendi kendine 6grenir (Langley, 1996; Alpaydin, 2014;
Dangeti, 2017). Veri seti yalniz X kiimesinden olusmaktadir. Gozetimsiz 6grenmede temel
mantik bir degiskenin hangi gruba ait oldugunu bulmak ya da veri setinde benzer 6zelliklere
sahip nitelikleri gruplamaktir. Gozetimli 6grenme yonteminden bir diger farki da verilerin
etiketlenmemis olmasidir (Harrington, 2012; Hackeling, 2014). Miisteri segmentasyonu, gen
aragtirmalarinda benzerlik tespiti, pazar-sepet analizi gibi uygulamalarda siklikla gozetimsiz
o0grenme yontemlerinden faydalanilmaktadir (Han ve Kamber, 2006; Shalev-Shwartz ve Ben-
David, 2014).

2.2.2.1. Kiimeleme

Kiimeleme yonteminin temel amaci verilerin analiz edilerek gruplanmasidir. Veri setindeki
kayitlarin benzer 6zelliklerine gore kiimelere/gruplara ayrilmasi saglanir (MacQueen, 1967,
Olson, 2017). Verilerin benzerlikleri, bulunduklar1 uzayda birbirlerine olan uzakliklarin
hesaplanmasi ile tespit edilmektedir (Akin, 2008). Kiimeleme islemi asagida belirtilen kurallar
gozetilerek gerceklestirilmektedir (Chen ve dig., 1996).

» Veri setinde ayni kiimede yer alan 6rneklerin benzerligi maksimize edilir,

» Ayni kiimede yer alan orneklerin diger kiimelerdeki 6rneklerle benzerligi minimize
edilir,

» Veri setindeki 6rnekler arasindaki benzerlikler tespit edilerek benzerlige dayali kiimeler

elde edilir.

Ayni zamanda siniflandirma uygulanmak istenen verinin smif etiketlerine sahip olmamasi
durumunda kiimeleme yontemi kullanilarak sinif etiketleri belirlenebilmektedir (Kogoglu,

2017). k-means ve hiyerarsik kiimeleme sik kullanilan kiimeleme algoritmalaridir.



2.2.3. Pekistirmeli Ogrenme (Reinforcement Learning)

Pekistirmeli 6grenme davranis¢ilik kuramindan esinlenerek gelistirilmis bir makine 6grenmesi
modelidir. Makinenin 0grenme islemi, yapilan bir eylem sonucunda c¢evreden aldigi geri
bildirimlerle gergeklesmektedir (Kaelbling ve dig., 1996; Sutton ve Barto, 1998; Alpaydin,
2014). Pekistirmeli O0grenme modellerinde O8renme siireci asagida belirtildigi sekilde

isleyebilmektedir (Nandy ve Biswas, 2017).

» Model tarafindan hedefe ulasmak i¢in olasi durumlar denenir,

» Hedefe ulasilirsa 6diil, ulasilamazsa ceza puani alinir,

» Ceza puani alinan hamleler tekrarlanmaz,

> QOdiil puan1 alinan hamleden yararlanilarak grenmeye devam edilir,

» Sistem maksimum o6dilii amaglayarak siirekli olarak O0grenmeye devam eder ve

ogrenme stireci durdurulmaz.

Literatiirde takviyeli 6grenme olarak da tanimlanmaktadir.

2.3. MAKINE OGRENMESi ASAMALARI

Makine 06grenmesi problemlerinin ¢6ziilmesi icin ¢esitli yaklasimlar bulunmaktadir.
Literatiirdeki mevcut yaklasimlar birbirleri ile benzer siire¢lere sahip veri madenciligi
yontemleridir. Veri madenciligi siirecinde makine 6grenmesi algoritmalart kullanilmaktadir
(Ozkan ve Selgukcan Erol, 2017). Bu nedenle makine dgrenmesi asamalari, genellikle veri
madenciliginin literatiirde tanimlanan modelleri ile yiiriitiilmektedir. Literatiir incelendiginde
CRISP-DM (Cross Industry Standard Process for Data Mining), SEMMA (Sample, Explore,
Modify, Model, Assess) ve KDD (Knowledge Discovery in Databases) olmak {izere ii¢ farkli
stire¢ modelinden bahsedilmektedir (Olson ve Delen, 2008).

Veri tabanlarinda bilgi kesfi siireci (KDD), Fayyad ve dig. (1996) tarafindan yaymlanmis bir
veri madenciligi siire¢ modelidir. Veri tabanlarinda bilgi kesfi modelinde ham verinin bilgiye

dontistiiriilmesi siireci bes adimda gerceklestirilmektedir (Sekil 2.2).
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Sekil 2.2: KDD siireci akis semasi (Fayyad ve dig., 1996; Akpinar, 2017).

SEMMA modeli SAS Institute tarafindan SAS Enterprise Miner araci i¢in gelistirilmis veri

madenciligi siireci olup bes adimda gerceklestirilmektedir (SAS, 2017). Bu adimlar asagida

belirtildigi gibidir:

>
>

>

Ornekleme: Verinin 6rneklendigi asamadir.

Inceleme: Veri setindeki nitelikler arasindaki iliskilerin kesfedilmesi, verinin
anlasilmasi ve gorsellestirilmesi agamasidir.

Dontistiirme: Verinin model kurma iglemi i¢in hazir hale getirildigi adimdir.
Modelleme: Veri lizerinde veri madenciligi teknikleri kullanilarak model gelistirildigi
agamadir.

Degerleme: Kurulan modelin basarisinin ve gegerliliginin degerlendirildigi asamadir.

Veri Madenciligi i¢in Capraz Endiistri Standart Siire¢ Modeli (CRISP-DM) SPSS tarafindan

gelistirilmis bir yontemdir (Cheapman ve dig., 2000; Akpinar, 2017). Problemin Tanimlanmasi,

Verinin Anlasilmasi, Verinin Hazirlanmasi, Modelleme, Model Degerlendirme ve Modelin

Uygulanmasi olmak iizere alt1 asamada gergeklestirilmektedir (Shearer, 2000). CRISP-DM

uygulama asamalar1 Sekil 2.3’de gosterilmektedir. Bu tez ¢aligmasinda makine dgrenmesi

modelleri CRISP-DM siireci asamalar takip edilerek gelistirilmistir.
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Sekil 2.3: CRISP-DM modeli agsamalar1 (Shearer, 2000).
2.3.1. Problemin Tanimlanmasi

Problemin tanimlanmasi asamasi tiim bilimsel siire¢clerde oldugu gibi makine &grenmesi
caligmalarinda da uygulanmasi gereken ilk asamadir. Oncelikle problemin ne oldugu ve
kurulacak olan makine 6grenmesi modelinin amaci net bir sekilde tanimlanmalidir. Net bir
sekilde tanimlanan makine 6grenmesi problemi, slirecin basarili olmasi i¢in gerekli ilk adimdir

(Mitchell, 1997; Kartal, 2015).

2.3.2. Verinin Anlasilmasi

Verinin saglikl bir sekilde analiz edilebilmesi ve model kurulabilmesi i¢in ¢alismada kullanilan
veri seti yapisinin iyi anlagilmasi gerekmektedir. Bu amag¢ dogrultusunda veri setinin genel
goriiniimii, verinin istatistiksel dagilimi, nitelikler aras1 korelasyon, eksik, aykir1 ve giiriiltiilii
verilerin tespiti gibi iglemler yapilarak mevcut durum gorsellestirilebilmektedir. Gorsellestirme
i¢in siitun, pasta grafikleri, kutu grafikleri (box-plot), histogram ve 1s1 haritas1 gibi nesnelerden
faydalanilmaktadir (Roiger ve Geatz, 2003; Kartal, 2015).
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Bu asamadaki analizlerden elde edilen gozlemler 1s18inda veri On-isleme asamasinda

uygulanacak teknikler belirlenebilmektedir.

2.3.3. Veri Hazirlama — Veri On-isleme (Data Preprocessing)

Veri 0n-igleme, veri seti lizerinde algoritmalar uygulanmadan 6nce verinin modellemeye hazir
hale getirildigi adimdir. Calismalarda kullanilan veri setleri genellikle dogrudan modellemeye
elverisli degildir (Zhang ve dig., 2003; Emre, 2017). Eksik (missing), aykir1 (outlier), glirtiltiilii
(noisy) veya tutarsiz (inconsistent) degerler igerebilmektedir (Roiger, 2016). Eksik veri olmasi
durumunda makine 0grenmesi modelleri ¢alismazken aykiri ve tutarsiz veriler olusturulan
modelin performansini ve dogrulugunu olumsuz sekilde etkilemektedirler. Bu nedenle verinin
modelleme 6ncesinde bazi islemlerden gecmesi gerekmektedir. Veri hazirlama adimi1 makine
ogrenmesi siireci agisindan dnemli ve kritik bir asamadir. On-isleme siirecinde dogru veya
yanlis tekniklerin uygulanmasi, olusturulacak olan modelin dogrulugunu ve verimliligini

belirlemektedir (Pyle, 1999).

Veri hazirlama siirecinin kapsamu literatiirde farkli sekillerde ele alinmis olup veri temizleme,
veri birlestirme, veri doniigtiirme, veri indirgeme olmak iizere dort ana baglik altinda
degerlendirilmektedir (Han ve dig., 2012). Bu siirecte uygulanacak yontemler analiz edilen veri

setine gore belirlenmektedir.

2.3.3.1. Veri Temizleme (Data Cleaning)
Eksik verinin tamamlanmasi, aykir1 ve giiriiltiilii degerlerin tespiti ve diizeltilmesi, verideki
tutarsizliklarin giderilmesi islemleri veri temizleme kapsaminda degerlendirilmektedir (Rahm

ve Do, 2000).

Veri setinde ¢esitli nedenlerden dolay: eksik degerler bulunabilmektedir. Bu nedenler arasinda
eksik veri girisi, sistemsel hatalar, anket yoluyla veri toplanmasi halinde kisilerin bazi bilgileri
vermek istememesi gibi durumlar sayilabilir. Eksik degerlerin tamamlanmasi i¢in cesitli
yaklasimlar mevcuttur. Bu yontemlerin bir kismi1 agagidaki gibi siralanabilir (Han ve Kamber,

2006; Akpinar, 2017; ).

» Veri setinde ayni satirda (bir drnege ait) ¢ok sayida eksik deger mevcut ise o satir

tiimiyle silinebilir.
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» Eksik degerler, ait olduklari nitelik kategorik yapida ise ilgili siitunun mod degeri (en
sik tekrar eden deger) ile tamamlanabilir.

» Eksik kayitlarin bulundugu nitelik siitununa ait ortalama deger veya medyan degeri
eksik degerlerin yerine atanabilir. Bu yontem genellikle ilgili niteligin siirekli (niimerik)
yapida oldugu durumlarda kullanilmaktadir.

» Eksik verinin tamamlanmasi isleminde bazi makine 6grenmesi algoritmalarindan da
faydalanilabilmektedir. Bu yaklasimda eksik degerler siniflandirma veya regresyon
problemi gibi ele alinarak tahmin edilmektedir. Eksik degerler diger orneklerden
ayrilarak hedef nitelik gibi diisiiniilmektedir. Ornek olarak Scikit-Learn kiitiiphanesinde
bulunan Knnlmputer fonksiyonu K-En Yakin Komsu algoritmasini kullanarak eksik
degerlerin tamamlanmasini saglamaktadir.

» Tiim eksik degerler “NAN” gibi sabit bir deger ile doldurulabilir.

Hatali ve aykir1 degerler giiriiltiilii veri olarak degerlendirilmektedir. Giiriiltiilii degerlerin
tespiti ve sorunun giderilmesi veri kalitesi agisindan 6nemlidir (Zu ve Wu, 2004; Garcia ve dig.,
2016; Akpinar, 2017). Aykir1 degerler bulunduklar1 uzayda diger 6rneklerden belirgin sekilde
farklilik gdsteren 6rneklerdir (Grubbs, 1969; Barnett ve Lewis, 1994). Ornegin veri setinde bir
insanin boyu 3 metre olarak goriinliyorsa bu aykir1 bir degerdir. Veri setinde bulunan aykiri

degerler, olusturulacak olan modelin yanlis egitilmesine sebep olabilmektedirler (Patel, 2019).
Girtltili verinin diizeltilmest i¢in ti¢ farkli yontem izlenebilmektedir (Akin, 2008).

» Kutulama (binning) yonteminde degerler siralanir, esit genislik ve esit derinlik ile
boliniir. Her bolme ortalama degerle veya bélmenin alt ve iist sinirlart ile temsil edilir.

» Kiimeleme yonteminde benzer ornekler ayni kiimede olacak sekilde gruplanarak
kiimelerin disinda kalan 6rnekler aykir1 olarak kabul edilerek silinir.

» Egri uydurma yonteminde ise veri bir fonksiyona ait egriye uydurulur, bir degiskenin

degeri diger degiskenler yardimu ile tespit edilir.

Tutarsiz veri ise veri setlerinde sik karsilasilan, degerlerin birbirleriyle uyusmazlik icerisinde
olduklar1 bir durumdur. Ornegin 6nceki donemlerde bir nitelik alanina “A,B” seklinde girilen
degerlerin sonraki déonemde “1,2” seklinde girilmesi halinde o nitelige ait tutarsiz degerler
ortaya ¢ikmaktadir. Tekrar eden kayitlar da tutarsiz veri kapsaminda degerlendirilebilir ve veri

setinden ¢ikartilmalidir (Buttrey ve Whitaker, 2017).
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2.3.3.2. Veri Doniistiirme (Data Transformation)
Veri setinde yer alan nitelige/niteliklere ait degerlerin doniistiiriilmesi islemidir (Han ve

dig.,2012). Veri ayriklastirma ve normalizasyon olmak iizere iki baglik altinda incelenmektedir.

Veri ayriklastirma islemi siirekli yapiya sahip nitelik degerlerinin kategorik degerlere
doniistiiriilmesidir (Chmielewski ve Grzymala-Busse, 1996; Garcia ve dig., 2015). Ornegin bir
veri setinde yer alan fiyat nitelik alanindaki niimerik degerler “diisiik-orta-yiiksek™ olacak
sekilde ticlii kategorik bir yapiya doniistiiriilebilir. Ayriklastirma islemi yapilirken veri kaybinin

minimum olmas1 hedeflenir (Jin ve dig., 2007).

Veri setinde yer alan niteliklerin deger araliklar farklilik gdsterebilmektedir. Ornek olarak bir
nitelik alanindaki degerler 1000-100000 araliginda iken diger bir nitelik alaninda ise 0.1-0.9
araliginda olabilir. Deger araligindaki farkliliklar bazi durumlarda genis aralikli niteligin baskin
olmasi sebebiyle uygulanacak olan modeli yaniltabilir. Bu durumu diizeltmek amaciyla
normalizasyon yonteminden faydalanilmaktadir. Normalizasyon islemi, tiim niteliklerin ayni
deger araliginda olacak sekilde olgeklendirilmesidir. Min-Max normalizasyou ve z-skor

normalizasyonu sik kullanilan normalizasyon yontemleridir.

Min-Max normalizasyonunda tiim nitelik degerleri 0-1 araliginda olacak sekilde
diizenlenmektedir. X nitelik alanlarina ait degerler olmak {izere Denklem 2.1°de gosterildigi

sekilde hesaplanmaktadir.

2.1)

Xnormal =

z-skor normalizasyonunda ortalama deger 0, standart sapma 1 degerini almakta ve dagilim
normale yaklasmaktadir. Islem sonucunda degerlerin biiyiik boliimii -1,1 aralifinda yer

almaktadir. p ortalama, o standart sapma olmak tlizere Denklem 2.2’de gdsterilmektedir.

X—p

Xnormal = ~ (2.2)

2.3.3.3. Veri Birlestirme (Data Integration)

Veri birlestirme farkli veri tabanlarinda ya da veri kaynaklarinda bulunan verinin birlestirilmesi
islemidir (Chakrabarti ve dig., 2008; Agarwal, 2013; Ozkan, 2013). Veri birlestirme islemi
yapilirken veri kaynaklar1 arasindaki farkliliklara dikkat edilmesi gerekmektedir (Akin, 2008).

Bir veri tabaninda “personel id” olarak tanimlanan bir nitelik alani diger veri tabaninda
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“personel numarasi” olarak tanimlanmis olabilir. Benzer sekilde bir veri tabaninda metre

birimiyle tutulan kayitlar bir bagka veri tabaninda santimetre birimiyle tutulmus olabilir.

2.3.3.4. Veri indirgeme (Data Reduction)

Makine Ogrenmesi uygulamalarinda veri setlerindeki veri boyutunun fazla olmasi model
karmasikligin1 artirabilmektedir (Alpaydin, 2014). Bununla birlikte zaman ve kaynak
kullanimin1 da olumsuz yonde etkilemektedir. Veri indirgeme islemi, veri boyutunu problemin
¢ozlimiine yonelik olarak, veri setini en iyi sekilde temsil edebilecek minimum boyuta
getirmeyi  amaglamaktadir (John ve dig., 1994; Fayyad ve dig., 1996). Bu islem
gerceklestirilirken orijinal verinin temel yapisinin ve biitiinliigliniin korunmasi gerekmektedir.
Ozellik se¢imi (feature selection) ve 6zellik cikarim (feature extraction) sik kullanilan veri

indirgeme yontemleridir.

Ozellik secimi; veri setinde gereksiz olarak gériilen, sonuca etkisi olmayan veya ¢ok az olan
bagimsiz degiskenlerin elenmesi islemidir (Hall, 1999). Ozellik segiminde bagimli degiskene
etkisi en yiiksek olan bagimsiz degiskenlerin secilmesi amacglanmaktadir. Etki degeri yiliksek
niteliklerin belirlenebilmesi igin gesitli yaklagimlar bulunmaktadir. Ki-kare testi, bilgi kazanci,

One-R, t-skor 6zellik se¢cim yontemlerinden bazilaridir (Budak, 2018).

Ozellik ¢ikarimi yénteminde ise, veri setinde mevcut olan bagimsiz niteliklerin birlesiminden
belirtilen sayida yeni nitelikler iiretilerek boyut azaltma islemi gerceklestirilmektedir (Han ve
dig., 2012). Veri, iiretilen yeni nitelik uzayinda temsil edilir. Temel Bilesen Analizi (Principal
Component Analysis) ve Dogrusal Ayirt eden Analizi (Linear Discriminant Analysis) en iyi

bilinen 6zellik ¢ikarimi yontemleridir.

2.3.4. Modelleme

On islenmis veri iizerinde makine grenmesi algoritmalarinin uygulanarak model olusturuldugu
asamadir (Flach, 2012). Bu asamada modellere ait parametre ayarlamalari yapilarak en basarili
sonuclar elde edilemeye calisilmaktadir (Azevedo ve Santos, 2008). Bu tez c¢aligmasinda

kullanilan algoritmalar ve ¢aligma prensipleri sirasi ile anlatilmaktadir.

2.3.4.1. K-En Yakin Komsu Algoritmasi
[k kez 1967 yilinda Thomes M. Cover ve Peter E. Hart tarafindan énerilmis olan siiflandirma

yontemidir (Cover ve Hart, 1967). Sinmif degeri bulunmak istenen 6rnegin, verilerin dagildigi
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uzayda kendisine en yakin smif degeri onceden bilinen k adet 6rnege uzakligi hesaplanarak
tahmin edilmesi prensibine gore calismaktadir. Ornegin hedef niteligin 0-1 olmak iizere ikili
kategorik yapida oldugu bir problem olsun. k=1 olarak alinirsa, sinif degeri bilinmeyen 6rnek
kendisine en yakin 6rnegin siif etiketini alir. k=3 olarak alindiginda ise, kendisine en yakin {i¢
ornekten sayica fazla olan sinif etiketini alir. Sekil 2.4’de K-En Yakin Komsu siniflandirmasina

ait bir 6rnek gosterilmektedir (Miiller ve Guido, 2016).

A ® c5itim sinifi 0
> A e & A Egitim Sinifi 1 |
5 * Test Tahmin 0
i % Test Tahmin 1 |
3
D
2| i
@
® @
1} |
0
=<
. ®
8 9 10 11 12

Sekil 2.4: k=3 i¢in 6rnek simiflandirma modeli (Miiller ve Guido, 2016).

Degerler arasi uzakliklarin hesaplanmasinda farkli yontemler kullanilmaktadir. Oklit,
Manbhattan, Minkowski ve Chebyshev uzakliklar sik kullanilan hesaplama ydntemleridir. Oklit
uzakligina gore, iki nokta arasindaki uzaklik bu iki noktay1 birlestiren dogrunun uzunluguna

esittir (2.3).

d(a,b) = X, (xi-yi)? (2.3)
Manhattan yonteminde uzaklik, noktalar arasindaki mutlak uzakliklarin toplami kadardir (2.4).
d(a,b) = Xiz1lx; — il (2.4)

Minkowski uzaklig1 ise Oklit ve Manhattan uzakliklarinin genellestirilmis bir halidir (2.5).

d(a,b) = [N (Ix; — y; ) /a (2.5)
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Chebyshev uzakligina goére iki nokta arasindaki uzaklik, bu iki nokta arasindaki en uzak
boyuttaki mesafe kadardir (2.6).

d(a,b) = Miax(|xi —yil) (2.6)

2.3.4.2. Karar Agaclart

Karar agaclar1 kolay yorumlanabilmesi, islem adimlarinin basit ve hizli olmasi gibi
ozellikleriyle oldukca popiiler bir makine 6grenmesi modelidir (Han ve Kamber, 2006). Karar
agaci modellerinde 6grenme islemi, veri setine art arda sorular sorularak gerceklestirilmektedir

(Quinlan, 1986; Dangeti, 2017). Sorular1 veri setinde bulunan nitelikler belirler.

Siniflandirma siirecinde, aga¢ yapisinin olusturulmasi i¢in en belirleyici bagimsiz nitelik tespit
edilir. Bu nitelik kok diigiimii (root node), bir baska deyisle agacin tepe noktasini ifade eder.
Kok diigiimden itibaren agag hiyerarsik bir bicimde dallara ayrilarak karar diigtimleri (decision
nodes) ve yaprak digiimleri (leaf nodes) olusur. Agacin dallarinda simiflandirma isleminin
gerceklesme durumunda yaprak diigimleri, ger¢eklesmeme durumunda ise karar diigiimleri
olugmaktadir (Koktiirk, 2012). Ayristirict nitelik kalmadiginda dallanma islemi sona erer.

Ornek bir agag yapist Sekil 2.5°de sunulmaktadir.
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Sekil 2.5: Karar agaci 6rnegi (Quinlan, 1986).

Kok diigiimiin tespiti ve dallanma kurallarinin belirlenmesi i¢in ¢esitli hesaplama yontemleri

kullanilmaktadir. Bilgi kazanci, Gini endeksi ve kazang oran1 bu yontemler arasindadir.

Karar agaclari modelleri olusturmak i¢in ¢esitli algoritmalar kullanilmaktadir. CHAID (Kass,
1980), CART (Breiman ve dig., 1984), ID3 (Quinlan, 1986), C4.5 (Quinlan, 1993), C5.0
(Quinlan, 1996) ve QUEST (Loh ve Shih, 1997) algoritmalar1 karar agaci modellerine 6rnektir.
Karar agaglar1 algoritmalarindan ID3 bilgi kazancimi, C4.5 ve C5.0 algoritmalar1 kazang

oranini, CART algoritmas ise Gini katsayisin1 kullanmaktadir.

Bilgi kazanci yonteminde en ayirt edici 6zelliklerin ve bdliinme kurallariin belirlenmesi
amactyla her nitelik i¢in bilgi kazanc1 hesaplanmaktadir. Bilgi kazanci hesaplanmasinda entropi
kullanilir. Entropi kavramai belirsizlik, rastgelelilik ve beklenmeyen durumlarin olma olasiligini
ifade eder. Bir veri kiimesi i¢in T hedef nitelik, Ti={T1, T2,...,Tn} nitelige ait siniflar, P(Ti)
simiflara ait gozlemlerin olma olasiligi olmak {izere entropi formiilii denklem (2.7)’de

belirtildigi sekildedir (Shannon, 1948).
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Entropi(T) = — Xi-, p(Ty) log, p(T}) (2.7)
Ornegin T hedef niteligine ait 10 drnekten;

» 4 6rnek T smifina,
» 3 ornek T2 smifina,
» 1 6rnek T3 smifina,

» 2 ornek T4 smifina ait olsun. Bu durumda entropi;

Entropi(T) = - (4/10)log, 4/10 - (3/10)log, 3/10 - (1/10)log, 1/10 - (2/10)log, 2/10 = 1,843

olarak hesaplanacaktir.

Herhangi bir A niteligindeki degerleri alan 6rneklerin T hedef niteligindeki hangi sinifa ait

olabilecegini belirlemek i¢in denklem (2.8)’de belirtilen formiil kullanilmaktadir.

n .
Entropi,(T) = Z I Entropi(T;) (2.8)
j=1

T

Bu iki formiilden yola ¢ikilarak A niteliginin T hedef niteligi tizerindeki bilgi kazanci denklem

(2.9)’daki sekilde hesaplanmaktadir.
Bilgi Kazanci(A) = Entropi(T) — Entropi,(T) (2.9)

Denklem (2.7)’de belirtilen formiil A niteliginden yapilacak bir dallanmada elde edilecek bilgi
kazancini verir. Bilgi kazanci her bagimsiz nitelik i¢in yapilarak boliinme islemi en yiiksek bilgi

kazancina sahip nitelikten baglar.

Gini katsayist CART algoritmasi tarafindan kullanilmakta olup, her bir nitelik i¢in ikili
boliinme yapilmasi prensibine gore calismaktadir (Breiman ve dig., 1984). Denklem (2.10)’da
belirtildigi sekilde hesaplanir.

Gini(T) =1 =YY", p (2.10)

Her nitelik i¢in ikili boliinme yapilacagindan dolay1 T niteligine ait T1 ve T2 degerleri denklem
(2.11)’deki sekilde hesaplanmaktadir.

Gini, (T) = % Gini(T,) + % Gini(Ty) (2.12)
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Her bir nitelik icin Gini katsayis1 hesaplanarak en kiigiik Gini degerine sahip nitelikten

baslayarak boliinme islemi gerceklestirilir.

Kazang oran1 (gain ratio) yontemi C4.5 ve C5.0 algoritmalari tarafindan kullanilmakta olup
tim nitelikler i¢in kazan¢ orani hesaplanarak en yiiksek kazang oranina sahip nitelikten
boliinme gergeklestirilir. Boliinme bilgisi, A niteligine ait {A1,A2,...,An} degerleri i¢in T
niteligi ayrildiginda elde edilecek olan bilgiyi géstermektedir. Boliinme bilgisi i¢in denklem
(2.12)’den faydalanilmaktadir.

Béliinme Bilgisi,(T) = — Y* IT:] log, (E) (2.12)

Kazang orani ise Denklem (2.13)’deki gibi hesaplanmaktadir.

Bilgi Kazanci(A) (2 13)
Boliinme Bilgisis(T) )

Kazanc¢ Orani(A) =

Karar agaclar1 algoritmalarinda boliinme (dallanma) olayr durdurulmadigi takdirde asiri
ogrenme (overfitting) olay1 meydana gelebilmektedir. Bir baska deyisle model veriyi ezberleme
yoluna gidebilmektedir. Bu durumu engellemek icin karar agaglarinda budama yontemi

kullanilarak aga¢ yapisinin daha saglikli bir hale getirilmesi saglanmaktadir.

2.3.4.3. Rastgele Orman Algoritmasi

Rastgele Orman algoritmasi, 6zellikle yiiksek boyutlu siniflandirma problemleri i¢in basarist
kanitlanmis olan popiiler kolektif (ensemble) makine 6grenmesi modellerinden biridir (Azar ve
dig., 2014). Kolektif 6grenme modelleri ile birden fazla modele ait ¢iktilarin birlestirilerek daha

saglikli sonuglar elde edilmesi amaglanmaktadir.

Rastgele orman modeli, birden fazla karar agact modelinden olusmaktadir (Breiman, 2001).
Her bir karar agac1 modelinden gelen sinif degerleri tahminleri birlestirilir ve oylamaya tabi

tutulur. En ytliksek oyu alan sinif degerleri nihai tahmin degeri olarak belirlenir (Sekil 2.6).
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Sekil 2.6: Rastgele orman modeli (Belgiu ve Dragut, 2016).

Rastgele Orman modelinde 6zniteliklerin se¢imi rastgele yapilir ve karar agaclarinin bdliinme
islemi Gini indeksi kullanilarak CART yontemi ile gergeklestirilmektedir (Pal, 2005; Emre,
2017). Breiman (1999), modelde ¢ok sayida agac kullanilmasi sebebiyle agaglarin budanmadan
da asir1 6grenme probleminin yasanmayacagini ve genelleme hatalarinin diisiik olacagini ifade

etmistir.

2.3.4.4. Destek Vektor Makineleri

1992 yilinda Bernhard B. Boser, Isabelle M. Guyon ve Vladimir N. Vapnik tarafindan
gelistirilmis siiflandirma yontemidir (Boser ve dig., 1992). Dogrusal olmayan siniflandirma
problemlerinde basarili sonuglar vermesi ve ¢ok sayida 6znitelik ile galisabilmesi agisindan
tercih edilen bir yontemdir. Siniflar1 birbirinden en 1yi sekilde ayirabilecek, siniflar arasinda

maksimum marjini saglayan bir hiper diizlem bulunmasi prensibine gore calismaktadir (Cortes

ve Vapnik, 1995; Harrington, 2012; Olson ve Wu, 2017).

Destek Vektor Makineleri (DVM) iki farkli sekilde uygulanabilmektedir. Verinin dogrusal
olarak ayrilabildigi durumlarda dogrusal DVM, dogrusal olarak ayrilamadigi durumlarda ise

dogrusal olmayan DVM kullanilmaktadir (Alpaydin, 2014; Filiz, 2019).

* Dogrusal Siniflandirma Problemi
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Smiflar arasinda dogrusal ayrimin yapabilecek optimal hiper diizlemin bulunabilecegi
durumlar ifade etmektedir. Ornek olarak iki boyutlu bir veri seti denklem (2.14)’deki sekilde

tanimlanmis olsun.

V= {(x1;y1); (xZ'yZ): ey (xn'yn)'xi € Rd' Yi € {_11 +1} } (214)

Denklem 2.14°de x; giris vektorlerini, yi ise X; degerlerine karsilik gelen simif etiketlerini
belirtmektedir. W:{Wl,Wz,...,Wn}T agirlik vektorii, b sabit olmak tizere karar fonksiyonu hiper

diizlemler ile iligkilendirilmis olarak denklem (2.15) ile gosterildigi sekilde tanimlanmaktadir.
fxX)=WTx; +b (2.15)

Sekil 2.7°de dogrusal siniflandirma i¢in 6rnek DVM yapis1 gosterilmektedir.

Simar Diizlemlen

Optimum Hiper Ditzlem

>

Destek Vektérlen

Sekil 2.7: DVM’de iki boyutlu uzayda ayirma diizlemleri (Cortes ve Vapnik, 1995).

Sekil 2.7°de Hi1 ve Hz iki sinif arasindaki maksimum uzaklig saglayan sinir diizlemlerini, Ho
ise optimum ayirma diizlemini ifade etmektedir. Ho, H1 ve H> diizlemleri sirasiyla denklem

(2.16), (2.17), (2.18)’de gosterildigi sekilde hesaplanmaktadir.

HOZ 2{1:1 wiX; + b=20 (216)
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Hi: YL, wix; +b=—1 (2.17)
HZZ Z{l:l wiX; + b=+1 (218)

Hiper diizlemler; sinif degerleri H1 diizleminin altinda WTXi+b < -1, ve H2 diizleminin {istiinde

WTxi+b > +1 esitsizliklerini saglayacak sekilde olmalidir. H1 ve H diizlemlerinin arasinda

kalan bolge smir bandi olarak adlandirilir. Sinir bandinin  genisligi ﬁ formili ile

hesaplanmaktadir. Sinir diizlemlerinin optimum hiper diizleme uzaklig: ise ”71” formiili ile

hesaplanmaktadir. Smiflarin en iyi sekilde ayrilabilmesi i¢in diizlemler arasindaki mesafenin
maksimum olmas1 hedeflendiginden dolay1 (2.19)’daki amag¢ fonksiyonu ve (2.20)’deki
kisitlardan faydalanilmaktadir.

Amag fonksiyonu: min% [lw]|? (2.19)

Kusitlar: y;(WTx; + b) = +1,i € {1, ...,n} (2.20)

Amac fonksiyonunun belirtilen kisitlar icin ¢oziilebilmesi i¢cin Lagrange fonksiyonundan
faydalanilmaktadir (Vapnik, 1999; Kogoglu, 2017). Lagrange fonksiyonu kullanilarak

diizenlenen denklem ile optimizasyon problemi kisitlardan arindirilmaktadir (2.21).
1
Lw,b,a) = |lwll* = Xy ailyi(wix; + b) — 1] (2.21)

Denklem (2.21)’de yer alan aidegerleri Lagrange ¢arpanlaridir. Lagrange fonksiyonu w ve b’ye
kars1 maksimize edilmeli ve @i > 0 durumu i¢in maksimize edilmelidir (Vapnik, 1999).

Denklem (2.21)’in  ¢0ziilebilmesi i¢in  Karush-Kuhn-Tucker (KKT) kosullarindan
yararlanilmaktadir (2.22), (2.23).

O0L(wy,b,
(Vav—iva) - W' =X, yiaix (2.22)
2D > B yia; =0 (2.23)

(2.22) ve (2.23) formiilleri kullanilarak denklem (2.21) yeniden diizenlendigi takdirde denklem
(2.24) bagintis1 elde edilmektedir.
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1
L(w,b,a) =¥ a; — 522]:1 Vi Yj aiaj(xiij) (2.24)

Denklem (2.24), ai > 0 olmak {izere bir optimizasyon problemi olarak ¢oziilmektedir (Kogoglu,
2017). Ho optimum diizleminin elde edilebilmesi i¢in L(w,b,&) dualinin maksimum olmasi
gerekmektedir. L(w*,b*,a*) dualinin optimal noktasini saglayan «i degerleri w* ve b*
parametrelerini belirler. Xi, ai katsayili destek vektorlerini, k destek vektorlerinin sayisini

belirtmek iizere optimal ¢6ziim parametreleri (2.25) ve (2.26) denklemleri ile bulunmaktadir.

w* = Z ai*ini (1 = 1, ...,n) (225)

» _ 1 k 1 *
b* = E( j=1 (y—] — XjTW )) (226)

Tim bu bilgilerden hareketle optimum hiper diizlemin hesaplanmasina yonelik nihai

siiflandirma fonksiyonu asagidaki gibidir (2.27).

f@) = sign(Ta;"y;(x,"x) + b) (2.27)
* Dogrusal Olmayan Siniflandirma Problemi

Veri setinde bulunan 6rneklerin dogrusal olarak siniflara ayrilamamasi durumunu ifade eder.
Bu durumun ¢oziilebilmesi i¢in soft hata degiskeni ve kernel (¢ekirdek) fonksiyonlarindan
faydalanilmaktadir (Kogoglu, 2017). Dogrusal ayrilamayan drnekler i¢cin Denklem (2.20)’de
belirtilen kisitlar gegerliligini kaybetmektedir. Bu durumun ¢6ziilebilmesi i¢in formiile bir soft

hata & degiskeni eklenir ve Denklem (2.28)’deki halini alir.
yi(WTxl- + b) >1- fi (l = 1,2, ...,n) Ve Ei =0 (228)

Burada amag hatanin minimize edilmesidir. & = 0 ise xi 6rnekleri dogru siniflandirtlmistir. &i>1
ise X; 6rnekleri yanlis siniflandirilmistir. 0< &i<1 durumu verinin ayrilamadigini ifade etmekte
olup x; 6rnegi smir bantlarinin i¢indedir. Maksimum simnirin tespit edilebilmesi i¢in amag
fonksiyonuna ceza parametresi (C) eklenmektedir (Ayhan ve Erdogmus, 2014). Ceza
parametresi Lagrange carpaninin alabilecegi iist sinir degerini belirtir. C parametresi eklenmis

sekilde amag fonksiyonu denklem (2.29)’daki gibidir.

LW, &) = S IIWII2 + C(T, §)F (2.29)
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Ceza parametresinin eklenmesi ile Lagrange fonksiyonu denklem (2.30)’a doniisiir.

1 n
L(W' b' a:ﬁ: f) = E ”Wllz +C <Z fl)

i=1
— X ailyi W +b) =1+ &] = XL, Bid (2.30)
KKT kosullar1 ile maksimize edilmek istenen dual Lagrange fonksiyonu ve kisitlari sirasiyla

(2.31) ve (2.32) deki gibidir.
1
max L(a) = Xitg a; — 5 Xj=1 Vi V) G ;" X (2.31)
Kisitlar: ', a;y;,=0, 0<aq; <C (2.32)

Dogrusal ayrilamayan veri yapisinin oldugu siniflandirma problemlerinde uygulanan bir diger
yaklagim haritalama yontemidir (Kartal, 2015). Bu yontemde c¢ekirdek fonksiyonlar
kullanilarak veri seti dogrusal olarak ayrilabilecegi yiiksek boyutlu bir veri uzayina
tasinmaktadir (Cortes ve Vapnik, 1995). Haritalama fonksiyonu veriyi bir iist uzaya tasir ve
¢(x) seklinde ifade edilmektedir (Akpinar, 2017). Cekirdek fonksiyonu denklem (2.33)’deki
sekilde gosterilir.

Denklem (2.27)’de belirtilen formiile ¢ekirdek fonksiyonu dahil edildiginde denklem (2.34)

elde edilmektedir.

f(x) = sign(Tie, a; yiK (x, %)) (2.34)

Tablo (2.1)’de dogrusal olmayan DVM problemlerinde kullanilan baz1 ¢ekirdek

fonksiyonlarma yer verilmistir.
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Tablo 2.1: Cekirdek fonksiyonlari.

Dogrusal K(xix;) = 2%
Polinominal K(xix;) = (x;,Tx; + 1)d
Radial Basis Function (RBF) K(x;x;) = exp (—y”xi - xj”Z)»V >0

2.3.4.5. Yapay Sinir Aglart

[nsan beyninin sinir ag1 yapisindan esinlenerek gelistirilmis (Rosenblatt, 1958) ve birgok alanda
basariyla uygulanabilen bir yontemdir (Alpaydin, 2014). Yiiksek boyutlu veri ile ¢alisabilmesi,
giiriiltitye kars1 dayanikli olmasi, verimlilik kayb1 olmadan ¢oklu goérevleri yapabilmesi gibi
ozellikleri bakimmdan avantajli bir modeldir. Zaman ve kaynak kullaniminin fazla olmasi

yoniinden dezavantajli olabilmektedir.

Bir sinir ag1 modeli temel olarak giris katmani, gizli (ara) katman/katmanlar ve ¢ikis katmani
olmak iizere ii¢ bilesenden olusmaktadir. Her katmanda ndron (proses elemani) adi verilen
yapay sinir hiicreleri bulunmaktadir. Yapay sinir aglarinda (YSA) girdi bilgilerini ¢iktilara
doniistiiren bir siire¢ islemektedir. Veri setine ait drnekler giris katmani ile aga gonderilirler.
Daha sonra noéronlar arasinda gesitli baglantilar kurularak bilinmeyen 6rneklerin hangi sinif
degerlerine ait olacag: belirlenir. Girdi degerleri niimerik yapida olmalidir. Ornek bir yapay

sinir ag1 modeli Sekil 2.8’de gosterildigi gibidir.
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O —» Noronlar

G={G.Gy....G,} —» Girdi Vektdri
C —» Cikti Vektdri

Sekil 2.8: Ornek yapay sinir ag1 modeli (Gardner ve Dorling, 1998).

Her bir néronun girdiler, agirliklar, toplama fonksiyonu, aktivasyon fonksiyonu ve ¢ikti olmak
lizere bes bileseni bulunmaktadir (Oztemel, 2012). Siirecin sinir hiicrelerindeki isleyis bicimi
Sekil 2.9°da gosterildigi sekildedir.

f) [

Aktivasyon Ciki
Fonksiyonu Fonksiyvonu

(G1,G2.G3,..,Gn) — Girdiler

(W1, W2, W3,___, Wn) —> Agurliklar

Sekil 2.9: Yapay sinir hiicresi islem siireci (Zafari ve dig., 2013).

Sinir hiicresi bilesenleri asagidaki sekilde aciklanabilir:
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» Girdiler: Siirecin ilk asamasinda sinir agina disaridan gonderilen veri setindeki
orneklere ait degerlerdir. YSA yapisinda sinir hiicreleri birbirlerine bagl olduklarindan
dolayr bir noérona ait girdi ayni zamanda baska bir proses elemanindan da
gelebilmektedir (Yegnanarayana, 2009).

» Agirliklar: Sinir hiicresine gelen girdinin 6nemini ve o hiicre iizerindeki etkisini
gosterir. Ornegin Sekil 2.9°daki W1 agirligi, G girdi degerinin hiicre iizerindeki etkisini
belirtmektedir.

» Toplama Fonksiyonu: Her bir norona gelen net bilginin hesaplanmasi i¢in kullanilan
fonksiyondur. Norona gelen girdiler ve girdilere ait agirliklar toplama fonksiyonu
araciligr ile gesitli islemlerden gecerek net girdi bilgisine (Net) doniistiiriilmektedir.
Tablo 2.2’de baz1 toplama fonksiyonlari ve formiilleri gosterilmektedir (Cayiroglu,
2015).

Tablo 2.2: Toplama fonksiyonlari.

n
Toplam (Agirhikh Toplam) Net = Z G;W;
i=1
n
Carpim Net = 1_[ a;w;
i=1
Maksimum Net = Max(G;W;|i = 1,2,...n)
Minimum Net = Min(G;W;|i = 1,2,...n)
n
Cogunluk Net = Z Sgn(G;W;)

i=1

Agirlikli toplam fonksiyonu en sik kullanilan toplama fonksiyonlarindan biridir.

» Aktivasyon Fonksiyonu: Toplama fonksiyonu ile hesaplanarak sinir hiicresine gelen net
girdi bilgisinin iglenerek ¢ikti degerinin hesaplanmasi i¢in kullanilan fonksiyondur.

Cesitli aktivasyon fonksiyonlar1 bulunmakta olup bazilar1 asagida verildigi gibidir
(Tablo 2.3).
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Tablo 2.3: Aktivasyon fonksiyonlari (Zhang ve dig., 2018).

Lineer flx) =x
_ (O, x < 0igin
Step f@) = {1, x> 0icin
Sigmoid =
g fo) =1 "=
. . i ex _ e—x
Hiperbolik Tanjant f(x) = tanh(x) =
eX+e™™
_ (0, x < 0icin
ReLU fl) = {x, x > 0 igin

Yapay sinir aglarinin isleyis bigimlerine gore farkl tiirleri bulunmaktadir. Katman sayilari,
katmanlardaki ndron sayilar1 ve etkilesim bi¢imleri agin yapisini belirleyen unsurlardir (Nabari,
2020). Bu tez calismasinda Cok Katmanli Algilayict modeli kullanildigindan dolay1 detayli

olarak anlatilmaktadir.
* Cok Katmanh Algilayic1 (Multilayer Perceptron)

Dogrusal olarak ayrilamayan veri kiimelerinin siniflandirilmasi problemine ¢oziim olarak
Rumelhart ve dig. (1986) tarafindan gelistirilmis en yaygin kullanilan YSA modellerinden
biridir. Cok katmanli algilayici yapist giris katman, iki veya daha fazla gizli katman ve ¢ikis
katmanindan olugmaktadir. Sinir ag1 mimarisinin (katman sayisi, ndron sayist vb.)
olusturulmas: i¢in kesin kurallar olmamakla birlikte deneme yanilma yontemi ile

belirlenmektedir.

Cok katmanl algilayic1 modelinde geri yayilim algoritmasi kullanilmaktadir (Kotsiantis ve
dig., 2007). Geri yayilim yonteminde, girdiler rastgele agirliklar ile giris katmanina verilir.
Gizli katmanlardaki proses elemanlarinda islenerek ¢ikis katmanina ulasirlar. Cikis katmaninda
elde edilen ¢ikt1 degerleri ile beklenen (gercek) c¢ikti degerleri karsilastirilarak hatalar tespit
edilir. Geriye dogru yayilim yapilarak agirliklar giincellenir. Hatalar minimize edilene kadar

her iterasyonda (epoch) agirliklar giincellenerek yeni ¢ikti degerleri elde edilir.
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Cok katmanli algilayici agsagida belirtilmekte olan 6grenme algoritmasini kullanir (Han ve dig.,

2012; Noriega, 2005).

» Girdileri (-1,+1) araliginda rastgele agirliklandir ve aga ver.
> llk iterasyonu ¢alistir ve ¢ikt1 iiret.
» Beklenen ¢ikti ile elde edilen ¢iktiyr karsilastirarak hatalari tespit et.

j indeksli ¢ikt1 hiicresi i¢in n indeksli egitim verisi sonrast bj(n) beklenen ¢ikt1 degeri olmak

tizere hata formiilii Denklem 2.35’deki sekilde hesaplanmaktadir.
€ (n) = b; (n) — yj(n) (2.35)
Cikis katmanindaki toplam hata denklem 2.36°daki gibi hesaplanmaktadir.
E(m) = 2X5_, e2(n) (2.36)
» Hatalar geriye dogru diizelt.
Cikis katmaninin agirliklarini diizeltmek igin (2.37)’den faydalanilir.
w;;i(t) = wy(t—1) + (n6pj0pj) (2.37)

Bu formiilde; wij(t-1), t-1 zamanindaki i‘ninci diigiimden j‘ninci diigiime kadar olan agirliklart;
n, 6grenme oranini, dpj ise j diiglimiindeki p olay1 igin, hata terimini géstermekte olup denklem

(2.38)’deki gibi hesaplanmaktadir.

Spj = kop;(1 = 0p;)(tp; — 0p)) (2.38)

Gizli katmanlardaki agirliklarin glincellenmesi igin de (2.37) formiiliinden yararlanilmaktadir.

Gizli katmanlar i¢in dpj degerinin hesaplanmasi i¢in denklem (2.39)’dan faydalanilmaktadir.
519]' = kom(l - Opj) Zk Spkwjk (239)

2.3.4.6. Lojistik Regresyon
Bagimsiz degiskenler ile bagimli degisken arasinda olasiliksal bir iligski kurulmasi temeline
dayanan smiflandirma modelidir (Kleinbaum ve Klein, 2010; Hosmer ve dig., 2013). Amag,

hedef niteligin sinif degerinin bulunmasi degil, belirli bir sinif degerini alma olasiliginin
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hesaplanmasidir. Lojistik regresyon hedef niteligin yapisina gore ikili lojistik regresyon, sirali
(ordinal) lojistik regresyon ve ¢ok kategorili (multinominal) lojistik regresyon olmak tiizere ii¢

farkl sekilde uygulanmaktadir (Karabulut ve Alpar, 2011; Kartal, 2015).

Ikili lojistik regresyon icin P olasiligi ile bagimsiz degiskenler (X) arasindaki iliski denklem
(2.40)°’da belirtildigi sekilde modellenebilir. Denklem tek bagimsiz degisken oldugu

varsayilarak ifade edilmektedir.

eBotB1x 1

n(x) =P(Y =1|X=x) = = (2.40)

1+ePot+B1x 14e~(Bo+B1x)

Formiilde X=x durumunda Y=1 olma olasilig1 n(x) hesaplanmaktadir. “e” dogal logaritma
tabanini ifade etmektedir (e = 2,718). Lojistik fonksiyonunun 6rnek gésterimi Sekil (2.10)’daki
gibidir.

- 00 0 + 00

G Z

0<f(z)<1

Sekil 2.10: Lojistik fonksiyonu (Kleinbaum ve Klein, 2010).
Bir olayin ger¢eklesme olasiligimin gerceklesmeme olasiligina orani iistiinliikk (odds) olarak

tanimlanmaktadir ve denklem (2.41)’deki sekilde ifade edilir.

w(x) _ Bo+L1x
o = ¢ 0TP1 (2.41)
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Dogrusal olmayan modelin dogrusal hale getirilmesi i¢in iistiinliiklerin (odds) dogal logaritmasi
alinarak logit doniisiim uygulanmaktadir (Denklem 2.42). Modelin dogrusal hale getirilmesi

tahmin acisindan kolaylik saglamaktadir.
logit m(x) = In(ePothFr*) = By + Byx (2.42)

Lojistik regresyon modelinde f katsayilarinin tahmini igin ¢esitli yontemler bulunmaktadir.
Maksimum olabilirlik yontemi, yeniden agirliklandirilmis en kiigiik kareler yontemi, minimum
logit ki-kare yontemi bu yontemlerden bazilaridir (Erislik, 2020). En sik kullanilan yéntem ise
maksimum olabilirlik yontemidir. Bu metotta gozlenen Ornegin olasiligi bilinmeyen
katsayilarin bir fonksiyonu olarak belirtilir. Fonksiyonu maksimum yapan degerler
parametreler icin en c¢ok olabilirlik kestiricileridir. Bir baska deyisle bir olayin gerceklesme

olasilig1 maksimize edilmeye ¢alisilmaktadir (Ulutiirk Akman, 2004).

Birden fazla bagimsiz degiskenin oldugu durumlarda tek degiskenli model
genellestirilmektedir. Bagimsiz degiskenler X={x1X»,...,xn} olmak iizere denklem (2.43) elde
edilir.

e(ﬁo+2?=1 Bix;) 1

m(x) = P(Y = 1]|xy, x5, ., Xp) = = (2.43)

1+e(B°+Z?=1 pixi) B 1+e_(50+2?=1 Bix)

Ustiinliik formiilii (2.44) seklinde ifade edilir.

T®)  _ o(Bo+Ziy Bixi) (2.44)

1-1(x)

Logit doniisiim uygulanarak model dogrusal hale getirilir (2.45).

logit m(x) = In (Z51) = By + ¥, fixy (2.45)

1-m(x)

Hedef niteligin ikiden fazla kategoriye sahip oldugu durumlarda bir dizi ikili lojistik regresyon
uygulanarak her grup birbiri ile karsilastirilir. Bagimli degiskenin ilk veya son sinif degerinin
referans kategori olarak belirlenmesi modelin yorumlanmasini kolaylastirir (Osborne, 2017;
Eriglik, 2020). Referans kategori ile diger kategoriler sirasiyla ikili lojistik regresyon ile
karsilastirilmaktadir. Bu durumda bagimli degiskenin simif degerleri Y={Y1,Y2,...Yn} olmak

tizere n-1 adet logit fonksiyonu hesaplanmaktadir.
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2.3.4.7. Naive Bayes

Bayes teoremini esas alan istatistiksel bir siniflandirma yontemidir (Bayes ve Price, 1763). Siif
degeri bilinmeyen bir o6rnegin hedef niteligin simif degerlerine ait olma olasiliklarinin
hesaplanmasi prensibine dayali olarak ¢alismaktadir (Han ve Kamber, 2006). X=(x1, X,...,Xn)
ornekler kiimesi, S= (s1,52,...,n) hedef nitelige ait siniflar kiimesi olsun. Temel olarak
bilinmeyen X Orneginin sinif degeri asagidaki formiil ile hesaplanmaktadir (2.46).

P(S;)P(X|S;
P(S;X) = “EER0 (2.46)

Formiilde P(S;|X) sonrasal olasiliktir ve Naive Bayes siniflandirma modelinde temel hedef bu
degerin maksimize edilmesidir. P(X) tiim smiflar igin esittir ve sabit olarak kabul edilir.
P(X]|S;j), X’in Si ile iliskilendirilmesi sonucu olusan kosullu olasiliktir. X’in sahip oldugu
bagimsiz niteliklere gore hedef niteligin sinif degerlerinden birine ait olma olasiligin1 belirtir.
Bir diger ifadeyle nitelik degeri xj olan S; sinifina ait 6rneklerin sayisinin, S; sinifina ait tiim
orneklerin sayisina orani olarak tanimlanabilir. X e bagli her bagimsiz nitelik degeri i¢in ayr1
ayr1 olasiliklar hesaplanmalidir. Ornegin Sekil 2.11°deki gibi tek bagimsiz degiskene sahip bir

veri seti olsun.

Hava Durumu Basketbol Oynama Durumu

Giinesli Evet
Giinesli Hayir
Yagmurlu Hayir
Bulutlu Evet
Bulutlu Hayir
Giinesli Evet
Yagmurlu Hayir
Yagmurlu Evet
Giinesli Hayir
Giinesli Evet

Sekil 2.11: Naive Bayes 6rnek veri seti.

Veri setinde havanin yagmurlu oldugunda basketbol oynanip oynanmayacagi Naive Bayes

modeli ile tahmin edilmek istendiginde hesaplama asagida belirtildigi sekilde yapilmaktadir.

> P(Si)=P(Evet) = 6/10
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» P(X)=P(Yagmurlu)=3/10
P(X|Si)=P(Yagmurlu|Evet)= 1/6
» P(Si|X)=P(Evet|Yagmurlu)= (6/10)(1/6)/(3/10) =0.33 olarak hesaplanacaktir. Sonucun

A\

sifira daha yakin olmasi sebebiyle Naive Bayes modeli tahmini hayir olarak

gerceklesecektir.

Cok sayida niteligin bulundugu veri setlerinde P(X|Si) olasiliginin hesaplanmasi zor olmaktadir.
Bu nedenle niteliklerin birbirinden bagimsiz oldugu kabul edilerek sinif kosullu bagimsizlik

varsayimi (assumption of class conditional independence) uygulanmaktadir (denklem 2.47).
P(X|S;) = [Tk=1 P(XklS) = P(X1|S)P(X2IS;) ... P(Xp|S;) (2.47)

P(X|Si) niteligin kategorik veya niimerik olma durumlarma gore farkli sekilde
hesaplanmaktadir. Eger nitelik kategorik yapida ise denklem 2.29’daki sekilde kolaylikla
hesaplanabilmektedir. Eger nitelik niimerik yapida ise niteligin Gauss dagilimmna (Gaussian

Distribution) sahip oldugu varsayilir ve (2.48) formiiliindeki sekilde hesaplanir.

1<Xk_y'5i>2

1 2\ og,

P(Xie|S)) = f (Xie, i 0) = ——e s (2.48)
Si\/ﬁ

Formiilde p niimerik degerin gosterdigi siifa ait ortalama degeri, o ise niimerik degerin

gosterdigi sinifa ait standart sapmay1 ifade etmektedir.

2.3.5. Model Degerlendirme

2.3.5.1. Model Gegerleme Yontemleri

Gozetimli 6grenme modellerinin performans degerlendirmesinin yapilabilmesi i¢in veri setinin
egitim ve test kiimelerine boliinmesi gerekmektedir (Nordman, 2011). Egitim kiimesi,
siiflandiricinin 6grenmesi ve hedef niteligin tahminine yonelik model kurabilmesi amaciyla
kullanilmaktadir. Test kiimesi ise olusturulan modelin basarisinin test edilebilmesi amaciyla
kullanilmaktadir. Verinin ne sekilde boliinecegine karar vermek igin cesitli yaklasimlar
bulunmaktadir. Hold-out, capraz gecerleme ve bootstrap literatiirde sik¢a bahsedilen yontemler

arasindadir (Akpinar, 2017).

Hold-out (belirli oranlarda bdlme) yonteminde, veri belirlenen oranlarda egitim ve test

kiimelerine ayrilir. Genellikle %3 egitim kiimesi, 3 test kiimesi olarak belirlenmektedir (Kohavi,
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1995; Emre, 2017). Veri setinin yapisina bagli olarak bolme oranlar1 degiskenlik
gosterebilmektedir (Han ve dig., 2012). Hold-out yoOnteminin bazi dezavantajlari
olabilmektedir. Segilen egitim ve test kiimeleri veri setini tam anlamiyla temsil edemeyebilirler.
Iki kiimedeki simif dagilimlar1 oransal olarak esit olmayabilir ya da bazi sinif degerlerinin hig

olmamasi gibi durumlarla karsilasilabilir. Bu gibi durumlari engellemek igin;

» Egitim ve test kiimelerinin sinif dagilimlart kontrol edilebilir.
» Tabakali 6rnekleme (stratified hold-out) yontemi tercih edilebilir.
» Farkli egitim ve test kiimeleri ile birden fazla tekrarlanarak gergeklestirilen tekrarli

hold-out (repeated hold-out) yontemi kullanilabilir.

Capraz gegerleme yontemleri k-kat ¢apraz gecerleme (k-fold cross validation) ve birini digarida
birak (leave-one-out - LOOCV) olmak tizere iki sekilde uygulanabilmektedir (Saharidis ve dig.,
2011). k-kat ¢apraz gecerleme yonteminde veri setindeki 6rnekler k esit parcaya ayrilir. Ayrilan
parcalardan 1 tanesi test kiimesi, geriye kalan (k-1) pargalar ise egitim kiimesi olarak
tanimlanarak model k kez calistirilir. Islem her tekrarlandiginda test kiimesi degisir. Ornegin
k=5 olarak se¢ildiginde; veri seti {k1, k2, k3, k4, k5} olmak iizere 5 pargaya ayrilir. Ilk adimda
k1 test kiimesi, {k2, k3, k4, k5} pargalar1 egitim kiimesi olarak belirlenir. Ikinci adimda k2 test
kiimesi, {kl, k3, k4, k5} parcalar1 egitim kiimesi olarak belirlenir, tiim parcalar test kiimesi
olana kadar islem devam eder (Sekil 2.12). Model dogrulugu k-kez elde edilen dogruluk

oranlarinin ortalamasi alinarak hesaplanir.



36

k-1 k-1 k-1 k-1 k-1
Test Ezitim Ezitim Egitim Egitim
k-2 k-2 k-2 k-2 k-2
Egitim Test Ezitim Egitim Egitim
A _ k-3 k-3 k-3 k-3 k-3
b Egitim Egitim Test Egitim Egitim
-
k-4 k-4 k-4 k-4 k-4
Egitim Egitim EZitim Test Egitim
k-5 k-5 k-5 k-5 k-5
Egitim Egitim Egitim Egitim Test

Sekil 2.12: 5-kat capraz gecerleme (Rogers ve Girolami, 2011).

Birini disarida birak ¢apraz gegerleme yonteminde ise her adimda veri setine ait yalnizca 1 adet
ornek test kiimesi, kalan Ornekler egitim kiimesi olarak tanimlanmaktadir. Veri setindeki
kayitlarin ¢ok az oldugu durumlarda kullanilmaktadir. Ornek sayisinin fazla oldugu
durumlarda, islem adimi sayisi ¢ok fazla olacag i¢in siire ve maliyet agisindan dezavantajli

olmaktadir (Kim, 2009)

Bootstrap yontemi genellikle veri setindeki o©rnek sayisinin az oldugu durumlarda
kullanilmaktadir (Alpaydin, 2014). n adet 6rnekten olusan veri seti i¢in n defa rastgele 6rnek
secimi yapilarak egitim kiimesi olusturulur ve secilmeyen oOrnekler test kiimesi olarak
tanimlanir. Egitim kiimesi olusturulurken se¢ilen 6rnekler elenmez ve dolayisi ile ayni 6rnekler
birden fazla segilebilmektedir. Egitim kiimesinde tekrar eden kayitlar bulunurken test

kiimesindeki kayitlar tekrar etmezler.

2.3.5.2. Model Performans Degerlendirme Olciitleri

Veri iizerinde makine Ogrenmesi algoritmalart uygulandiktan sonra, modellerin basarim
oranlarinin Olgiilebilmesi i¢in bagvurulan o6lciitlerdir. Model performans degerlendirme
olgiitleri kullanilarak uygulanan modelin ne 6l¢lide performans sagladigi goriilebilmektedir. Bu

sayede;

» Gelistirilen modelin uygulamaya gegirilip gegirilmeyecegine,
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» Birden fazla modelin gelistirildigi durumlar i¢in, hangi modelin daha basarili olduguna

karar verilebilmektedir.

Siiflandirma modelleri i¢in ¢esitli performans degerlendirme Olgiitleri gelistirilmistir.
Degerlendirme Olgiitlerinden sik kullanilanlar dogruluk (accuracy), kesinlik (precision),
duyarhilik (recall), F-6l¢iitii (F-Score) ve Roc egrisi (reciever operator characteristics curve)
altinda kalan alani ifade eden Roc-Auc skoru sayilabilir (Kantardzic, 2011). Bu olgiitler
karmagsiklik matrisinden (confusion matrix) yararlanilarak hesaplanmaktadir. Karmasiklik
matrisi her bir sinifa ait dogru ve yanlis tahmin edilen 6rnek sayilarini gésteren tablodur. ikili

smiflandirmaya ait karmasiklik matrisi Tablo 2.4’de gosterilmektedir (Akpinar, 2017).

Tablo 2.4: Karmasiklik matrisi.

(Confusion Matrix)

Pozitif Negatif Toplam

Pozitif . ™ ... g . RE
dogru pozitif ~ yanhs negatif

FP TN
i g
flestl yanlis pozitif dogru negatif N

Toplam Pt Nt P&+ NE = Pt+ Nt

P9: Gergek degeri pozitif olan 6rneklerin sayist
N9: Gergek degeri negatif olan 6rneklerin sayisi
Pt: Tahmin degeri pozitif olan 6rneklerin sayist
Nt Tahmin degeri negatif olan 6rneklerin sayisi

Dogru pozitif (true positive - TP) : Gergekte pozitif sinifa ait olup model tarafindan da pozitif

olarak tahmin edilen 6rnek sayisini belirtir.

Dogru negatif (true negative - TN): Gergekte negatif sinifa ait olup model tarafindan da negatif

olarak tahmin edilen 6rnek sayisini belirtir.

Yanlis pozitif (false positive - FP) : Gergekte negatif sinifa ait olup model tarafindan pozitif

olarak tahmin edilen 6rnek sayisini belirtir.

Yanlis negatif (false negative - FN): Gergekte pozitif sinifa ait olup model tarafindan negatif

olarak tahmin edilen 6rnek sayisini belirtir.



38

Dogru pozitif (TP) ve dogru negatif (TN) degerleri siniflandirma modeli tarafindan dogru
siniflandirilan 6rnek sayilarini, yanhs pozitif ve yanlhs negatif degerleri ise siniflandirma
modeli tarafindan yanlis siniflandirilan 6rnek sayilarini ifade etmektedirler. Karmagiklik
matrisinden yararlanilarak hesaplanan degerlendirme oOlgiitleri formiilleri Tablo 2.5’deki

gibidir.

Tablo 2.5: Model degerlendirme 6lgiitleri (Gorunescu, 2011; Han ve dig., 2012).

Dogruluk Dogru tahmin edilen drnek sayisinin, tim TP +TN
(accuracy) Orneklerin sayisina oranini ifade eder. TP + FP + TN + FN
Kesinlik Dogru tahmln. e.dllen pozitif o.rnek. TP
(precision) sayisinin, pozitif olarak tahrpm edilen TP+ FP
orneklerin sayisina oranini ifade eder.

Duyarhlik / dogru pozitif Dogru tahmin edilen pozitif 6rnek TP

orani sayisinin, gergekte pozitif olan 6rneklerin —_—
(recall/true positive rate) sayisina oranini ifade eder. TP+ FN
f:;:lleylcﬂlk / dogruinegatf Dogru tahmin edilen negatif 6rnek TN
(specifity / true negative sayisinin, gergekte negatif olan drneklerin TN+ FP

rate)

sayisina oranini ifade eder.

F-Olgiitii Kesinlik ve duyarlilik 6lgiitlerinin harmonik 2 x kesinlik x duyarllik
(F-Score) ortalamasidir. kesinlik + duyarhilik
Yanlis pozitif oram Yanlis tahmin edilen negatif 6rnek FP
(false positive rate) sayisinin, gergekte negatif olan 6rneklerin S —
sayisina oranini ifade eder. FP +FN

el nepei e Yanlis tahmin edilen p(.)Z.ltlf ornfek . FN

. sayisinin, ger¢ekte pozitif olan 6rneklerin —_—
(false negative rate) FN +TP

sayisina oranini ifade eder

Tablo 2.5’deki olgiitlere ek olarak ROC egrisi, makine §grenmesi algoritmalarinin basarisini
belirlemek i¢in kullanilan alternatif bir degerlendirme olgiitiidiir (Huang ve Ling, 2005). 2.
Diinya savas1 yillarinda radar sinyallerinin siniflandirilmasi amaciyla gelistirilen, 1969 yilindan
itibaren medikal tani testlerinde kullanilmakta olan (Ertorsun ve dig., 2009) ROC egrisi bir
olasilik egrisidir ve egrinin altinda kalan alan Auc (area under the curve) olarak
tanimlanmaktadir. Auc skoru smiflandirma icin siniflar arasi ayrilabilirligin 6l¢iisiinti ifade
eder. 0-1 aras1 deger almakta olup deger 1’e yaklastik¢a siniflandirma performansi artmaktadir.
Roc egrisinde X ekseni yanlis pozitif oranin1 (FPR) ve Y ekseni dogru pozitif oranin1 (TPR)
temsil etmektedir (Fawcet, 2006). Ornek bir Roc egrisi Sekil 2.13’de gosterilmektedir.
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Sekil 2.13: Ornek ROC egrisi (Fogarty ve dig., 2005).

Auc skoru, olas1 siniflandirma esikleri i¢in toplu bir performans degerlendirmesi yapmaktadir.
Belirli esik degerlere gore FPR ve TPR oranlar1 hesaplanarak grafige yerlestirilir. Esik degerler
F-Olciitiinii en biiylik yapan degerlere gore belirlenmektedir. Her esik degere karsilik gelen FPR
ve TPR ikilisi ROC uzayinda bir nokta ile temsil edilir (Fawcett, 2006; Kartal, 2015).
Noktalarin birlestirilmesi ile egri olusturulmaktadir. Auc degerinin 0.5 olmasi siiflandirmanin
rastgele yapildigini, altinda olmasi tahmin basarisinin ¢ok kotii oldugunu, 1’e yakin olmasi ise

basarili siniflandirmay1 ifade etmektedir.

2.3.6. Uygulama

Gelistirilen makine Ogrenmesi modelinin  uygulamaya gecirildigi adimdir. Model
degerlendirme Olciitler1  kullanilarak veri T{izerinde uygulanan makine &grenmesi
algoritmalarinin basarim oranlari hesaplanir. Model degerlendirmesi sonucunda en basarili

performans gosteren tahmin modeli segilerek model uygulamaya konulmaktadir.

2.4. LITERATUR TARAMASI

Bu tez galismasinda 6grenci basarilarinin dnceden tahmin edilmesi problemi ile ilgili olarak
ulusal ve uluslararasi alanda yapilmis olan benzer calismalara ait yayinlar arastirilmistir. Bu

kapsamda Web of Science ve Google Akademik veri tabanlarinda 01/01/2000-31/12/2020
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tarihleri araliginda Education, Machine Learning, Prediction, Classification, Academic Success
anahtar kelimeleri ile yapilan literatiir taramasi1 sonucunda egitim verisi ile yapilan ¢alismalara

ait 32 adet yayin incelenmistir.

Incelenen ¢alismalarda kullanilan siniflandirma algoritmalar1 analiz edildiginde en fazla
kullanilan algoritmanin 25 c¢alismada kullanilan Karar Agaglar1 algoritmas: oldugu
gorilmektedir. Sirastyla 23 ¢alismada YSA, 18 calismada Naive Bayes, 13 calismada Rastgele
Orman, 13 ¢alismada DVM, 10 ¢alismada Knn, 9 calismada Lojistik Regresyon algoritmalar1
kullanilmistir. Bu algoritmalarin haricinde Sirali Minimal Optimizasyon, REPtree, OneR,

ZeroR ve Dogrusal Regresyon algoritmalari kullanilan diger modeller arasindadir.

Calismalar kullanilan araglar ve gelistirme ortamlar1 agisindan incelendiginde WEKA
programinin yogun olarak kullanildig1 goriillmektedir. Kullanilan araglar sirasi ile WEKA (11)
SPSS (5), MATLAB (3), R-Studio (3), Python-Scikit Learn (2), Rapid Miner (2), Orange (1)
seklindedir.

Performans degerlendirme 6l¢iitii olarak dogruluk olciitii kullanim1 agirhiktadir. 28 ¢alismada
dogruluk o6l¢iitiinden faydalanilmistir. Diger degerlendirme OSlgiitlerinin kullanim sayilari; F-
Skoru (16), ROC-Auc (13), karmagiklik matrisi (11), kesinlik (9), duyarlilik (8)’dir. TPR, FPR,
Kappa Skoru, hassasiyet ve ortalama kare hatasi ¢alismalarda kullanilan diger degerlendirme

Olgiitleridir.

Minaei-Bigdoli ve dig. (2003), c¢alismalarinda uzaktan egitim gormekte olan lisans
Ogrencilerine ait veriyi kullanarak akademik basari tahminine yonelik makine 6grenmesi
modelleri gelistirmislerdir. Calismada kullanilan veri seti 10 bagimsiz nitelik ve 227 kayittan
olusmaktadir. Hedef nitelik olan sene sonu not ortalamas1 2 seviyeli, 3 seviyeli ve 9 seviyeli
olmak tizere ti¢ farkl sekilde derecelendirilmistir. Veri indirgeme yontemi olarak temel bilesen
analizinden (PCA) yararlanilmistir. Karar Agaclar1 (C5.0, CART, QUEST, CRUISE), K-En
Yakin Komsu, Naive Bayes, Genetik Algoritmalar ve Yapay Sinir Aglart modelleri MATLAB
yazilimi ortaminda uygulanmigtir. Veriyi bolme yontemi olarak 10-kat capraz gegerleme
metodu kullanilmis olup model degerlendirme i¢in dogruluk oOlciiti ve ROC egrisinden

faydalanilmistir. En yiiksek bagarim oran1 Genetik Algoritmalar ile elde edilmistir.

Aydin (2007), calismasinda uzaktan egitim lisans 6grencilerinin akademik basar1 durumlarinin

tahmini i¢in siniflandirma modelleri gelistirmis ve 6grenci profillerinin belirlenmesine yonelik



41

kiimeleme calismasi1 gerceklestirmistir. Analiz edilen veri seti 0grencilere ait demografik,
sosyoekonomik ve not bilgilerinden olusan 129 adet bagimsiz nitelik ve toplam 180.554
kayittan olusmaktadir. Hedef nitelik gegti-kald1 seklinde ikili kategorik yapidadir. SPSS
yazilimi ortaminda gergeklestirilen ¢alismada 6zellik se¢imi uygulanarak siniflandirma igin 11
adet bagimsiz nitelik kullanilmistir. Veriyi bolme yontemi olarak hold-out (%50/%50) ve 5-kat
capraz gegerleme uygulanmistir. Karar Agaglar1 (C5.0, CHAID, CART, Quest), Lojistik
Regresyon ve Yapay Sinir Aglar1 c¢alismada kullanilan siniflandirma modelleridir. Model
degerlendirme i¢in dogruluk ve karmasiklik matrisinden faydalanilmistir. En basarili sonuglar
Karar Agaglar1 C5.0 algoritmasi ile elde edilmistir. Ge¢mis basar1 ve e-6grenme kullanim
giinceleri Ozniteliklerinin akademik basarmin tahmin edilmesinde en belirleyici nitelikler

oldugu sonucuna varilmastir.

On lisans dgrencilerine yonelik akademik basar1 tahmini i¢in model gelistirilen bir ¢calismada
(Ogor, 2007), 78 bagimsiz degisken ve 1.369 kayittan olusan veri seti kullanilmigtir. Bagimsiz
degiskenler demografik ve agirlikli olarak not bilgilerinden olugmaktadir. Hedef nitelik ise
zayif-orta-iyi olmak iizere 3 seviyeli kategorik yapidadir. SPSS yazilimi araciligi ile
gerceklestirilen ¢calismada modelleme i¢in Karar Agaglart (CART, C.5.0, CHAID) ve Yapay
Sinir Aglar algoritmalar1 uygulanmistir. Model degerlendirme i¢in dogruluk 6l¢iitiinden
faydalanilmistir. Karar Agaclart C5.0 algoritmasi en yiiksek basarim oranimi vermistir.

Kiimiilatif not ortalamas1 6zniteligi en belirleyici degisken olarak tespit edilmistir.

Cortez ve Silva (2008), ortaokul 6grencilerine ait demografik, sosyoekonomik, ge¢cmis donem
not bilgileri ve okul bilgilerini kullanarak akademik bagar1 tahminine yonelik siniflandirma ve
regresyon modelleri gelistirmislerdir. Calismada kullanilan veri seti 32 bagimsiz nitelikten
olugmaktadir. Hedef nitelik alanlar1 ise Matematik ve Portekizce dersleri yilsonu ortalamalari
olarak belirlenmistir. Hedef nitelikler siniflandirma problemi i¢in 2 seviyeli ve 5 seviyeli olmak
tizere iki farkli sekilde diizenlenmistir. Matematik veri seti 395 6rnek, Portekizce veri seti ise
649 ornek ile analiz edilmistir. Modelleme i¢in Karar Agaglari, Yapay Sinir Aglari, Destek
Vektor Makineleri ve Rastgele Orman algoritmalar1 R programlama dili kullanilarak
uygulanmistir. Veriyi blme metodu olarak ¢apraz gegerleme yonteminden faydalanilmistir.
Model degerlendirme yontemi olarak dogruluk o6l¢iitii ve karmasiklik matrisi kullanilmstir.
Matematik dersi bagar1 tahmini i¢in Naive Bayes algoritmasi, Portekizce dersi basar1 tahmini

icin ise Karar Agaclar algoritmasi en yliksek performasi gostermistir. Gegmis donem not
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bilgileri, anne egitim durumu, baba egitim durumu, anne meslek, baba meslek ve anne-baba

alkol tiiketimi 6znitelikleri basariya en fazla etki eden faktorler olarak belirlenmistir.

Ramaswami ve Bhaskaran (2009), ortaggretim 6grencilerine ait demografik, sosyoekonomik
ve akademik verilerinin kullanilarak lise seviyesi genel bagar1 durumlarinin ikili siniflandirma
ile tahmin edilmesini hedefledikleri c¢alismalarinda 6zellik se¢im yOntemlerinden
faydalanmiglardir. 32 bagimsiz nitelik ve 1.969 ornekten olusan veri seti kullanilmistir.
Caligmada 5 farkli 6zellik se¢cim yontemi uygulanmig ve her bir se¢im yontemi ile ayr1 ayri
modeller olusturularak sonuglar karsilagtirilmistir. Modelleme i¢in Naive Bayes algoritmasi
kullanilmis ve en 1iyi sonucu veren oOzellik se¢cim yonteminin OneR yontemi oldugu
goriilmiistiir. Dogruluk, F-6l¢iiti ve ROC egrisi model degerlendirmede yararlanilan
metriklerdir. Ortaokul not ortalamasi, ikincil miifredat tiirii, baba meslek, 6grenim dili, okul
lokasyonu, okula ulasim sekli ve cinsiyet 6znitelikleri 6zellik se¢imi sonucunda elde edilen

belirleyici degiskenler olmustur.

Delen (2010), ¢aligmasinda lisans 6grencilerinin okula devam etme/ayrilma durumlarini veri
madenciligi yontemleri ile tahmin etmeyi amaglamistir. Veri seti 39 bagimsiz nitelik ve 23.000
kayittan olugsmakta olup bagimli degisken ikili kategorik yapiya sahiptir. Veriyi bolme yontemi
olarak 10-kat ¢apraz gegerleme kullanilmistir. Modelleme igin tekil ve kolektif yontemler
birlikte kullanilarak sonuglar karsilastirilmistir. Degerlendirme 6l¢iitii olarak dogruluk ve
karmasiklik matrisi kullanilmistir. Calismada kullanilan veri i¢in kolektif yontemlerin tekil
yontemlere gore daha yliksek basarim orami sagladigr tespit edilmistir. Destek Vektor
Makineleri tahmin i¢in en yiiksek performansi gostermistir. Giiz donemi not ortalamasi, bahar
donemi kredisi, burs alma durumu, medeni durum ve okula kayit tiirii degiskenlerinin en

belirleyici 6znitelikler oldugu belirtilmistir.

Lisans 6grencilerinin sosyoekonomik ozelliklerinin kullanilarak uzaktan egitim sistemindeki
basart durumlarmin ikili smiflandirma (gecti-kaldi) ile tahmin edildigi bir ¢alismada aym
zamanda basariya en ¢ok etki eden niteliklerin belirlenmesi amaglanmistir (Kovacic, 2010). 9
bagimsiz nitelik ve 450 kayittan olusan bir veri seti kullanilmis, veri SPSS ve Statistica araglari
ile analiz edilmistir. Calismada ki-kare yontemi ile 6zellik se¢imi yapilarak bagimsiz nitelikler
arasinda en yliksek skora sahip olan 3 nitelik kullanilmistir. Model olusturmak i¢in Karar
Agaglari CART ve CHAID algoritmalarindan faydalanilmistir. Karmasiklik Matrisi ve

Dogruluk, c¢alismada kullanilan model degerlendirme Oolgiitleridir. Model degerlendirme
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sonucunda CART algoritmas1 daha yiiksek performans gostermistir. Basariya en fazla etki eden

niteliklerin etnisite, egitim programi ve kurs blogu degiskenleri oldugu belirtilmistir.

Sen ve dig. (2012), tarafindan yapilan ¢alismada ortaokul 6grencilerine ait veri kullanilarak
orta0gretime gecis sinavi sonuglarinin veri madenciligi yontemleri kullanilarak tahmini
hedeflenmistir. Smav notlar1 5 asamal1 olarak derecelendirilmis ve tahmin i¢in siniflandirma
algoritmalar1 kullanilmistir. Toplam 25 adet bagimsiz nitelik kullanilmis olup, bu niteliklerden
9 adedi 6grencilerin ailevi ve demografik ozelliklerinden, 16 adedi ise okuldaki derslerine ait
gecmis not ortalamalarindan olusmaktadir. Yapay Sinir Aglari, Lojistik Regresyon, Karar
Agagclar1 ve Destek Vektor Makineleri model kurmak i¢in kullanilan yontemlerdir. Model
degerlendirme kriteri olarak dogruluk Olgiitiinden yararlanilmistir. En yiiksek siniflandirma
basaris1 Karar Agaclar1 modeli ile elde edilmistir. Onceki yillar not ortalamasi, yerlestirme
smavi puani, deneyim, burs alma durumu ve kardes sayist degiskenleri akademik basari

tahmininde en belirleyici nitelikler olarak belirlenmistir.

Goker (2012), lise 6grencilerinin demografik, sosyoekonomik ve ge¢mis akademik basari
oOzelliklerine ait veri kullanarak iiniversite giris sinavi sonuglarinin tahminine yonelik bir
calisma yapmistir. Calismada 39 adet bagimsiz nitelik ve 220 6rnek kullanilmis olup Naive
Bayes, Karar Agaclar1 (J48) ve Yapay Sinir Aglar1 (RBF Network) ile hem siniflandirma hem
regresyon modelleri kurulmustur. Bagimli degisken regresyon icin 0-500 puan araliginda,
siniflandirma igin ise kazandi-kazanamadi seklinde ikili kategorik yapidadir. Ozellik se¢imi
yapilarak bagimsiz nitelik sayisi 20’ye distriilmiistiir. Karmasiklik matrisi ve dogruluk
simiflandirma modelleri i¢in, ortalama kare hatasi ise regresyon modelleri i¢in kullanilan
degerlendirme dlgtitleridir. Model degerlendirme sonuglarina gore Naive Bayes algortimasi en
yiiksek performansi gosteren model olmustur. Tahmin ig¢in; 12., 11., 10. smif not
ortalamalari,dershaneye gidip gitmedigi, devamsizlik, 9. Sinif not ortalamasi, siirekli ilag
kullanim durumu, ilkégretim diploma notu, kardes sayisi, baba meslek, kendine ait odasinin

olup olmamasi ve aile gelir durumu degiskenlerinin belirleyici nitelikler oldugu belirtilmistir.

Sengiir (2013), lisans 6grencilerinin ders notlar1 verisinin kullanilarak mezuniyet notlarinin
ongoriilebilmesine yonelik bir calisma gergeklestirmistir. Calismada 49 bagimsiz nitelik ve 127
ornekten olusan veri seti kullanilmistir. Hedef nitelik olan mezuniyet notu alanit 0-4 arasi
degerlerden olugsmakta olup tahmin i¢in regresyon yontemi kullanilmigtir. Yapay Sinir Aglari

ve Karar Agaclari algoritmalar1 kullanilarak sonuclar karsilagtirilmistir. Basarim degerlendirme
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kriteri olarak Ortalama Kare Hatas1 ve Ortalama Mutlak Hata Olgiitleri kullanilmistir. Model
degerlendirme sonucunda Yapay Sinir aglar1 ile daha basarili sonuglar elde edildigi

belirtilmistir.

Acharya ve Sinha (2014), c¢aligmalarinda Lisans koleji Ogrencilerinin demografik,
sosyoekonomik verisini kullanilarak 1. donem basar1 puanlarini tahmin etmislerdir. Kullanilan
veri seti 34 adet bagimsiz nitelik ve 413 kayittan olusmaktadir. Hedef nitelik 6 seviyeli
kategorik yapidadir. Calismada 6znitelik secimi yapilarak en iyi sonucu veren 8 bagimsiz
nitelik karar niteliginin tahmini i¢in kullanilmistir. Tahmin i¢in Naive Bayes, Karar Agaclari,
Cok Katmanli Yapay Sinir Aglart ve K-En Yakin Komsu yontemlerinden faydalanilmistir. En
yiiksek siniflandirma basarisi Karar Agacglar1 modeli ile elde edilmistir. 1. Donem not
ortalamasi, aile gelir durumu, ortadgretim not ortalamasi, hangi dine mensub oldugu,
devamsizlik, sosyal sinif, ortadgretim okul tiirii degiskenlerinin basariy1 en fazla etkileyen

nitelikler oldugu sonucuna varilmstir.

Kaur ve dig. (2015), lise seviyesindeki 6grencilere ait veriyi kullanarak akademik performansi
iyl olmayan ogrencilerle iligkili faktdrlerin tanimlanmasini, yavas dgrenenlerin belirlenerek
egitim kalitesinin iyilestirilmesini ve boylece Ogretmenlerin 6grenci performanslarini
gelistirmede bireysel olarak kendilerine yardimci olabilmelerini amaglamiglardir. Karar niteligi
ikili smiflandirma ile tahmin edilmistir. Calismada kullanilan veri seti 13 adet bagimsiz
degisken ve 152 kayittan olusmaktadir. Basar1 durumunun tahmini i¢in Cok Katmanli Yapay
Sinir Aglari, Naive Bayes, Karar Agaglar1 (J48), Azaltilmis Hata Oranli Karar Agaglari
(REPTree) ve Sirali Minimal Optimizasyon yontemleri kullanilmistir. En yiliksek siniflandirma

performans1 Cok Katmanli Yapay Sinir Aglari modeli ile elde edilmistir.

Naser ve dig. (2015), calismalarinda lisans 6grencilerine ait demografik ve ders notlar1 verisini
kullanarak akademik performans tahminini amacglamislardir. Veri seti 10 bagimsiz nitelik ve
150 kayittan olusmakta olup bagimli degisken 0-4 araliginda kategorik yapidadir. Veriyi bolme
islemi i¢in Hold-out ve c¢apraz gecerleme yontemleri birlikte kullanilmiglardir. Caligmada
Yapay Sinir Aglar ile modelleme yapilmis ve %84,6 siniflandirma basarisi elde edilmistir.

Model performans degerlendirme i¢in dogruluk 6l¢iitiinden faydalanilmistir.

Guo ve dig. (2015), calismalarinda lise 6grencilerine ait demografik, gegmis not bilgileri, okul

bilgileri, psikolojik durumlart (hazirbulunusluk diizeyi, ilgi ve dikkat durumu vb.) ve takviye
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kurs durumlari verisini kullanarak akademik basar1 tahminine yonelik model gelistirmislerdir.
Calismada kullanilan veri seti 100 farkli okuldan alinan toplam 120.000 6rnekten olusmaktadir.
14’den fazla bagimsiz nitelik kullanilmis olup 6znitelik sayis1 tam olarak belirtilmemistir.
Bagimli degisken 5 seviyeli kategorik yapida bulunmaktadir. ANSI C ve Theano yazilimlari ile
gergeklestirilen calismada modelleme i¢in Naive Bayes, Yapay Sinir Aglari, Destek Vektor
Makineleri ve SPPN adin1 verdikleri derin 6grenme modeli kullanilmistir. Model performans
degerlendirmesi i¢in dogruluk ve kesinlik dl¢iitlerinden faydalanilmistir. En basarili sonuglar

SPNN derin 6grenme modeli ile elde edilmistir.

Ozdemir (2016), lise 6grencilerinin demografik, sosyoekonomik verilerinin kullanilarak sene
sonu agirlikli not ortalamalarinin ikili siniflandirma ile tahmininin amacglandig: ¢alismasinda
61 bagimsiz nitelik ve 1.706 ornekten olusan veri seti kullanilmistir. R-Studio ortaminda
gerceklestirilen ¢alismada veriyi bélme yontemi olarak hold-out ve k-fold gapraz gecerleme
yontemlerinin birlikte kullanimi tercih edilmistir. Tahmin modelleri Karar Agaglari, Destek
Vektor Makineleri, Naive Bayes, K-En Yakin Komsu ve Lojistik Regresyon algoritmalari
kullanilarak gelistirilmistir. Dogruluk, ROC egrisi, F-Olgiitii ve hata oran1 model degerlendirme
icin kullanilan yontemlerdir. En yiiksek tahmin basaris1 Karar Agaglar1 (C4.5) algoritmasi ile
elde edilmistir. Basar1 tahmini i¢in en belirleyici Ozniteliklerin devamsizlik, motivasyon,
giinliik ders caligma siiresi, sinif mevcudu, sinif tekrar1 olup olmamasi ve cinsiyet degiskenleri

oldugu belirtilmistir.

Devasia ve dig. (2016), Hindistan’da lise 6grencilerine ait veriyi analiz ederek akademik basari
tahminini ve basariya etki eden faktorlerin belirlenmesini hedefledikleri ¢aligmalarinda 19
bagimsiz degisken ve 700 drnekten olusan veri seti kullanmislardir. Ozellik se¢imi yapilarak
modellemede kullanilan bagimsiz degisken sayisi azaltilmistir. Karar Agaclari, Yapay Sinir
Aglar1 ve Naive Bayes modelleri uygulanmis olup en basarili sonu¢ Naive Bayes algoritmasi
ile elde edilmistir. Kullanilan veri seti i¢in basariya en fazla etki eden 6znitelikler gegmis donem

notlari, anne ve babanin egitim durumlar ve ailenin gelir durumu olarak tespit edilmistir.

Gok (2017), ortaokul 6grencilerine ait ailevi, demografik ve okul kaynakli etmenlere dayal
niteliklerden olusan veri setini kullanarak 6grencilerin Tiirkge, Matematik ve donem sonu genel
basar1 ortalamalarinin tahmin edilmesini amaglamistir. Veri seti 24 adet bagimsiz nitelik ve
1.492 kayittan olusmaktadir. Hedef nitelikler 0-5 aras1 kategorize edilmis olup siniflandirma

yontemi ile tahmin edilmistir. Dogrusal Regresyon, Destek Vektor Makineleri, Rastgele
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Orman, K-En Yakin Komsu, Naive Bayes ve Lojistik Regresyon algoritmalar1 kullanilmistir.
Genel bagar1 tahmini i¢in Lojistik Regresyon, Tiirk¢ce ve Matematik dersleri basar1 tahmini i¢in
ise Destek Vektor Makineleri en iyi sonuglarin alindigi modeller olmustur. Anne baba egitim
durumlari, gelir durumu, kardes sayisi, glinliik uyku siiresi, ders ¢alisma siiresi ve ailenin ders
konusundaki destegi degiskenlerinin smiflandirma i¢in en belirleyici nitelikler oldugu

belirtilmistir.

Asif ve dig. (2017), lisans Ogrencilerinin akademik bagari tahminini hedefledikleri bir
calismalarinda 46 nitelik ve 210 6grenci verisinden olusan veri seti kullanmiglardir. Karar
niteligi kategorik yapida olup 1-5 arasi degerlere sahiptir. Calismada hold-out ydntemi
kullanilarak veri egitim ve test kiimelerine ayrilmistir. Tahmin i¢in Rapid Miner yazilimi
ortaminda Karar Agaclari, Rastgele Orman, Naive Bayes, K-En Yakin Komsu ve Yapay Sinir
Aglart yontemleri ile modeller olusturulmustur. Karmasiklik matrisi, dogruluk ve duyarlilik
model performans degerlendirmesi i¢in kullanilan yontemlerdir. En yi siniflandirma basarisi
Naive Bayes modeli ile elde edilmis olup ge¢mis not bilgilerine ait degiskenlerin en belirleyici

Oznitelikler oldugu belirtilmistir.

Depren ve dig. (2017), ¢alismalarinda Uluslararas1t Matematik ve Fen Egilimleri Arastirmasi
(TIMSS) veri setini kullanarak Tiirkiye’deki 8. sinif Ogrencilerinin Matematik dersleri
basarilarinin tahmin edilmesine yonelik model gelistirmislerdir. Veri seti 11 bagimsiz degisken
ve 6.250 kayittan olugsmaktadir. Hedef nitelik basarili-basarisiz olmak iizere ikili kategorik
yapidadir. Modelleme i¢in Karar Agaglari, Rastgele Orman, Naive Bayes, Lojistik Regresyon
ve Yapay Sinir Aglar algoritmalar1t WEKA yazilimi kullanilarak uygulanmistir. TPR, FPR,
Kesinlik, MCC, F-olgiitii, ROC-Auc Skoru ve Kappa skoru galismada kullanilan model
degerlendirme olg¢iitleridir. Calismada en yiiksek basarim oran1 Lojistik Regresyon algoritmasi
ile elde edilmistir. Anne-baba egitim durumlari, 6grencinin motivasyonu, evdeki egitim
olanaklari, evdeki ders ¢alisma destegi ve 6grencinin derse katilimi degigkenleri model tahmini

icin en belirleyici nitelikler olarak bulunmustur.

Aydemir (2017), calismasinda meslek yiiksekokulu 6grencilerinin genel not ortalamalarini ve
mezuniyet yillarin1 tahmin etmeyi amaglamistir. Veri setinde, 1.387 6grencinin demografik,
ailevi durumlarina ait 10 nitelik ve {iniversite giris puani olmak iizere toplam 11 adet bagimsiz
nitelik bulunmaktadir. Akademik ortalama ve mezuniyet yili nitelikleri ise tahmin edilmek

istenen hedef nitelikler olarak belirlenmistir. Akademik ortalama hedef niteligi kategorik
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yapida olup 5 farkli sinif degerine sahiptirr. WEKA yazilimi ortaminda gergeklestirilen
calismada Karar Agaclari, Naive Bayes, K-En Yakin Komsu, Sirali Minimum Optimizasyon
ve Yapay Sinir Aglart modelleri kullanilmistir. Dogruluk, kesinlik, duyarlilik, Roc-Auc Skoru,
F-Olgiitii, TPR ve FPR calismada kullanilan model degerlendirme dlgiitleridir. Sirali Minimum
Optimizasyon algoritmasi ile gelistirilen model genel not ortalamasi tahmini i¢in, Karar
Agaclar1 J48 algoritmasi ile gelistirilen model ise mezuniyet yili tahmini i¢in en yiiksek
performansi sergilemistir. Giris yili, giris puani, mezuniyet yili, anne-babanin hayatta olma
durumlari, anne-baba egitim durumlar1 ve lise diploma notu degiskenleri akademik basariya en

fazla etki eden Oznitelikler olarak belirlenmistir.

Lisans Ogrencilerinin akademik performanslarinin 6nceden o6l¢iilmesinin hedeflendigi bir
calismada (Adejo ve Connoly, 2018), klasik siiflandirma yontemleri ile kolektif yontemlerin
birlikte kullanilarak bir hibrit model gelistirilmesinin basar1 tahmininde ve risk faktorlerinin
belirlenmesinde daha etkili olabilecegi diisiiniilmiistiir. 74 bagimsiz nitelik ve 141 kayittan
olusan veri setinin kullanildig1 calisma SPSS ve Rapid Miner yazilimlari ile gergeklestirilmistir.
Model kurmak i¢in Karar Agaglari, Yapay Sinir Aglari, Destek Vektor Makineleri ve kolektif
yontemler kullanilmistir. Model performans degerlendirme i¢in dogruluk, kesinlik,
siniflandirma hata oran1 ve F-dlgiitiinden faydalanilmistir. Onerilen hibrit modelin akademik

basar1 tahmininde basarili oldugu ve bu alanda kullanilabilecegi belirtilmistir.

Ogrenci verileri kullanilarak akademik basarmin tahmini ve basarrya etki eden faktdrlerin
belirlenmesine yonelik bir calismada (Uzel ve dig., 2018), veri iizerinde smiflandirma ve
birliktelik kurallar1 yontemlerini birlikte uygulamiglardir. Caligmada kullanilan veri seti
ilkokul, ortaokul ve lise seviyesindeki Ogrencilere ait 16 bagimsiz nitelik ve 480 kayittan
olugmaktadir. Bagimsiz degisken tiglii kategorik yapida olup siniflandirma i¢in Karar Agaglari,
Rastgele Orman, Naive Bayes ve Yapay Sinir Aglar1 yontemleri WEKA yazilimi ortaminda
uygulanmistir. Bolme yontemi olarak 10-kat ¢apraz gecerleme yonteminden yararlanilmistir.
Dogruluk, kesinlik, duyarlilik, F-Olgiitii ve karmasiklik matrisi modellerin degerlendirilmesi
i¢cin kullanilan yontemlerdir. En yiiksek basarim oran1 Yapay Sinir Aglari ile elde edilmistir.
Calismada elde edilen sonuglara gore veri setinde bulunan 06zniteliklerden cinsiyet,
devamsizlik, ailenin okul memnuniyeti ve ek kurs alma durumunun akademik basariya diger

Ozniteliklere gore daha fazla etki ettigi goriilmiistiir.
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Polyzou ve Karypis (2019), calismalarinda lisans 6grencilerinin bir sonraki donem akademik
basarilarinin 6ngoriilebilmesini ve akademik basar1 bakimindan risk altinda olan 6grencilerin
tespit edilebilmesini hedeflemislerdir. Bu sayede iiniversite yOnetimine ve &grenci
danismanlarina onceden bilgi verilerek ilgili dgrenciler icin gerekli tedbirlerin alinabilecegi
distintilmiistiir. Calismada 42 adet bagimsiz nitelik 8 farkli kategoriye ayrilarak kullanilmis
olup her bir kategorinin karar niteligine etkisi incelenerek basarim oranlar1 karsilastirilmistir.
Karar niteligi tniversite harf not sistemi Olgegine gore olup ikili kategorik sekle
doniistiiriilmiistiir. Karar Agaclari, Cok Katmanli Yapay Sinir Aglari, Rastgele Orman ve
Gradyan Artirma (Gradient Boosting) algoritmalari ile modelleme yapilmistir. Sonuglarin
degerlendirilmesi igin F-Olgiitii, Roc Egrisi ve Kesinlik olciitleri kullanilmistir. En yiiksek
siiflandirma basarisini Gradyan Artirma modeli gostermistir. Gegmis not bilgileri ve donemlik

ders yiikii bilgilerine ait degiskenlerin basar1 tahmininde 6nemli rol oynadiklar1 belirtilmistir.

Jalota ve Agrawal (2019), tarafindan yapilan ¢caligmada uzaktan egitim lisans 6grencilerine ait
veri kullanilarak akademik performanslarinin tahmini amaglanmistir. Calismada kullanilan veri
seti; 0grencilerin akademik gecmisi, demografik 6zellikleri ve psikolojik alt yapilar1 olmak
tizere 3 farkli gruba ayrilmis 16 bagimsiz nitelik ve 480 kayittan olusmaktadir. Calisma Karar
Agaglari, Cok Katmanli Yapay Sinir Aglari, Rastgele Orman ve Destek Vektor Makineleri
yontemleri kullanilarak WEKA yazilimi ortaminda gergeklestirilmistir. Modellerin
degerlendirilmesinde dogruluk 6lciitii kullanilmis ve en yiiksek dogruluk oram1 Yapay Sinir
Aglar ile elde edilmistir.

Youssef ve dig. (2019), calismalarinda hazirlik amachh uzaktan g¢evrimigi lisans egitim
programlari i¢in dgrencilerin birakma egilimlerinin erken tespitini hedeflemislerdir. Birakma
egilimlerinin 6ngoriilebilmesi i¢in 37 bagimsiz nitelik ve toplam 4.757 kayittan olusan veri seti
makine 6grenmesi yontemleri ile analiz edilmistir. Hedef nitelik birakma riski olan, basarisiz
olma ihtimali yiiksek, basarili olma ihtimali yiiksek seklinde 3 kategoriye ayrilmis ve tahmin
icin smiflandirma algoritmalarindan yararlanilmistir. Python programlama dili ile
gerceklestirilen ¢calismada model kurmak i¢in Destek Vektor Makineleri, K-En Yakin Komsu,
Karar Agaglari, Naive Bayes, Rastgele Orman ve Lojistik Regresyon algoritmalar
kullanilmistir. Modellerin performans basarimlar1 ROC Egrisi, F-6l¢iitii, kesinlik ve duyarlilik
Olciitleri ile degerlendirilmistir. En basarili sonuglar Rastgele Orman algoritmasi ile elde

edilmistir.
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Filiz (2019), calismasinda Uluslararas1 Matematik ve Fen Egilimleri Arastirmasi (TIMSS) veri
setini kullanarak Tiirkiye’deki 8. smif 6grencilerinin Fen Bilimleri ve Matematik dersleri
basarilarinin tahmin edilmesini hedeflemistir. Calismada Fen Bilimleri ve Matematik olmak
tizere iki farkli veri seti kullanilmistir. Fen Bilimleri veri seti 4.481, Matematik veri seti ise
4.577 kayittan olusmaktadir. Her iki veri setinde de 35 bagimsiz degisken ve 1 bagimli degisken
bulunmaktadir. Bagimli degisken “basarili-basarisiz” olmak iizere ikili kategorik yapida olup
tahmin i¢in siniflandirma ydntemi kullanilmistir. Ozellik secimi uygulanarak Fen bilimleri veri
seti i¢in 13, Matematik veri seti i¢in 10 nitelik siniflandirma modellerinde kullanilmaistir.
WEKA yazilimi ile gergeklestirilen analizlerde siniflandirma yontemi olarak Destek Vektor
Makineleri, K-En Yakin Komsu, Karar Agaclari, Naive Bayes, Rastgele Orman, Lojistik
Regresyon ve Yapay Sinir Aglar1 algoritmalarindan faydalanilmistir. Dogruluk, TPR, FPR,
kesinlik, F-olgiitii, ROC egrisi, Kappa skoru ve Mathews Korelasyon Katsayis1 (MCC)
calismada kullanilan model basarim degerlendirme o6l¢iitleridir. En basarili sonuclar Fen
Bilimleri veri seti i¢in Lojistik Regresyon algoritmasi, Matematik veri seti i¢in ise Destek
Vektor Makineleri ile elde edilmistir. Evdeki egitim olanaklari, 6grencinin 6zgiliveni ve
Ogrencinin ek kurs alma durumu akademik basari i¢in en belirleyici nitelikler olarak tespit

edilmistir.

Salal ve dig. (2019), calismalarinda Portekiz’deki ortaokul 6grencilerinin demografik,
sosyoekonomik, okul bilgileri ve gecmis donemlere ait not bilgilerini kullanarak akademik
basar1 tahmini i¢in model gelistirmislerdir. Veri seti 32 bagimsiz nitelik ve 649 kayittan
olugmaktadir. Sene sonu not ortalamasi hedef nitelik olup 1-5 arasi kategorik yapidadir. WEKA
yazilimi ile gergeklestirilen ¢alismada Karar Agaclari, Naive Bayes, Lojistik Regresyon,
Rastgele Orman, REPTree, OneR ve ZeroR algoritmalari ile modelleme yapilmustir. Ozellik
secimi yapilarak bagimsiz degisken sayist 10’a indirgenmistir. Modellerin performans
degerlendirmesi i¢in dogruluk dl¢iitiinden faydalanilmistir. Model degerlendirme sonucunda en
yiiksek performansi gdsteren modeller OneR ve REPTree algortimalari olmustur. 2. Dénem not
ortalamasi, 1. Donem not ortalamasi, okul ismi ve ¢alisma siiresi degiskenlerinin siniflandirma

basarisi lizerinde belirleyici nitelikler oldugu belirtilmistir.

Lisans 0grencilerinin akademik performanslarinin tahmin edildigi bir ¢alismada, 6grencilerin
sosyoekonomik ge¢misleri ve ulusal sinav puanlari verisinden olusan veri kiimesi kullanilmistir

(Lau ve dig., 2019). Kullanilan veri seti 11 bagimsiz nitelik ve 1.000 kayittan olusmakta olup
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hedef nitelik olan genel not ortalamasi ikili kategorik yapidadir. WEKA araci ortaminda
gerceklestirilen ¢alismada modelleme i¢in Yapay Sinir Aglarindan faydalanilmistir. ROC
Egrisi, hata orani, kesinlik ve duyarlilik performans degerlendirme i¢in kullanilan 6lgiitlerdir.
Calismada ayrica istatistiksel analiz yapilarak basariya en c¢ok etki eden faktorlerin tespit
edilmesi amaglanmis olup hedef nitelik ile en yiiksek korelasyonun Ingilizce dersi sinav notu

arasinda oldugu gorilmiistiir.

Gomes ve Jelihovschi (2020), ¢aligmalarinda ortadgretim 6grenci verisi kullanarak 6grencilerin
ulusal sinav basarilarini regresyon yontemi ile tahmin etmeyi ve basariya etki eden nitelikleri
tespit etmeyi hedeflemislerdir. Calismada toplam 53 nitelik ve 3.670.089 kayittan olusan
oldukga biiylik bir veri seti kullamilmistir. Veri seti Ogrencilerin demografik o6zellikleri,
sosyoekonomik ozellikleri ve gegmis akademik basarilarina ait niteliklerden olusmaktadir.
Veriyi bolme yontemi olarak 3-kat c¢apraz gegerleme kullanilmis olup tahmin igin Karar
Agaglar1 CART algoritmasi ile modelleme yapilmistir. Okul tiirii, aile gelir durumu ve sinav
motivasyonu degiskenlerinin sinav bagarisi tahmini igin belirleyici nitelikler oldugu

belirtilmistir.

Adekitan ve Salau (2020), lise seviyesinden mezun olan 6grencilerin iiniversiteye kabul kriteri
puanlarinin siniflandirma ve regresyon yontemleri ile tahmin edilmesini amaglamiglardir. Ayni
zamanda bagimsiz niteliklerin karar niteligine olan etkileri tespit edilmeye caligilmustir.
Calismada 2.413 6grenci verisi kullanilmistir. Orange yazilimi kullanilarak gerceklestirilen
calismada Karar Agaglari, Yapay Sinir Aglari, Rastgele Orman ve Naive Bayes kullanilan
makine 6grenmesi modelleridir. Modellerin uygulanmasi sonucunda en yiiksek siniflandirma
basaris1 (%53,2) Yapay Sinir Aglari modeli ile elde edilmistir. Asir1 Ornekleme (Oversampling)
metodu ile veri boyutu artirilarak basarim orani %79,8’e ¢ikarilmis olmasina ragmen bu
yontemin ¢ok saglikli olmadigi ve miimkiin oldugunca kaginilmasi gerektigi belirtilmistir. Ayni
zamanda etnik koken niteliginin akademik basariya Oonemli bir etkisinin olmadigi tespit

edilmistir.

Tomasevic ve dig. (2020), acik 6gretim tiniversitesi 6grencilerine ait verinin kullanilarak final
notlariin tahminini hedefledikleri ¢alismalarinda smiflandirma ve regresyon yontemlerini
birlikte kullanmiglardir. 32.593 6grenciye ait veri seti 16 bagimsiz nitelikten olugmaktadir.
Karar niteligi olan final notu alani ise siniflandirma problemi i¢in ikili kategorik yapida olup

regresyon problemi i¢in 0-100 puan araligindadir. Bagimsiz nitelikler demografik, etkilesim ve
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performans verileri olarak 3 kategoriye ayrilmis ve kategorilerin model basarisina etkileri ayri
ayr1 degerlendirilmistir. Destek Vektor Makineleri, Yapay Sinir Aglari, K-En Yakin Komsu ve
Bayesian Lineer Regresyon modelleme ic¢in kullanilan yontemlerdir. Siniflandirma igin
performans degerlendirme kriteri olarak F-0lgiitii, regresyon icin ise Ortalama Kare Hatasi
Olctitii kullanilmigtir. Her iki durumda da Yapay Sinir Aglar1 modeli en yiiksek bagarim
oranlarina ulasmistir. Demografik Ozeliklerin model basarisina anlamli bir etki etmedigi
sonucuna varilmistir. Ogrencilerin ge¢mis akademik basarilar1 ve derslere katilim durumlarina

ait 6zniteliklerin tahmin i¢in belirleyici degiskenler oldugu belirtilmistir.

Ortaokul Ogrencilerinin akademik bagar1 tahminlerine yonelik yapilan bir g¢aligmada
(Abbasoglu, 2020), e-okul veri tabanindan elde edilen 27 bagimsiz degisken ve 1395 kayittan
olusan veri seti kullanilmistir. “Y1l sonu genel not ortalamasi” niteligi bagimli degisken olup 0-
5 aras1 kategorik degerlere sahiptir. WEKA yazilimi ortaminda gerceklestirilen ¢alismada
siniflandirma modelleri Destek Vektér Makineleri, Yapay Sinir Aglari, K-En Yakin Komsu,
Rastgele Orman, Lojistik Regresyon ve Naive Bayes algoritmalarindan faydalanilarak
gelistirilmistir. Veri oncelikle veri indirgeme islemi uygulanmadan analiz edilmis, daha sonra
0zellik se¢imi ve temel bilesen analizi uygulanarak analiz edilmis ve sonuglar karsilastirmali
olarak sunulmustur. Model degerlendirme ydntemi olarak dogruluk ol¢iitii kullanilmigtir.
Caligmada gelistirilen modellerden Lojistik Regresyon algoritmast %64.13 dogruluk orani ile
en basarili sonucu vermistir. Yas, devamsizlik, anne-babanin birlikte veya ayri olmasi, anne ve
baba egitim durumlari, ailenin gelir durumu, kendine ait odasinin olup olmadigr ve Fen
Bilimleri kursu alma durumunun akademik basari iizerinde en belirleyici oldugu sonucuna

varilmistir.

Literatiir arastirmasi kapsaminda incelenen yayinlara ait detaylar Tablo 2.6’da gosterilmektedir.
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Tablo 2.6: Literatiir incelemesi.

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg / | Tiiri Araclar (")lg:iitleri
Kaynak
Using Data Makale e 32 Nitelik | e Karar Agaglar1 | ¢ R e  Dogruluk
Mining to o 1.044 e Yapay Sinir Programlama | ¢  Karmagiklik
Predict Kayit Aglari Dili Matrisi
Secondary e Destek Vektor
School Student Makineleri
Performance / e Rastgele
Cortez ve Silva Orman
(2008)
A Study on Makale e 32 Nitelik | e Naive Bayes e WEKA e Dogruluk
Feature e 1.969 e F-Olgiitii
Selection Kayit e ROC Egrisi
Techniques in
Educational
Data Mining /
Ramaswami ve
Bhaskaran
(2009)
A comparative | Makale e 39 Nitelik | « Karar Agaglar1 | ¢ Belirtilmemis | ¢  Dogruluk
analysis of e 23.000 e Yapay Sinir e  Karmasikhik
machine Kayit Aglan Matrisi
learning e Destek Vektor
techniques for Makineleri
student o Lojistik
retention Regresyon
management / e Rastgele
Delen (2010) Orman

e Boosted Trees

e Information

Fusion

Predictingand | Makale e 25 Nitelik | e Karar Agaglar1 | ¢ Belirtilmemis | ¢ Dogruluk
analyzing e 5.000 e Yapay Sinir e  Karmagiklik
secondary Kay1t Aglan Matrisi
education e  Destek Vektor e Hassasiyet
placement-test Makineleri
scores: A data e Lojistik
mining
approach / Sen Regresyon

ve digerleri
(2012)
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Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg /| Tiiri Araclar (")lg:iitleri
Kaynak
Early Prediction | Makale e 34 Nitelik | e Karar Agaglart | ¢ WEKA e Kappa
of Students e 413 Kayit | e Yapay Sinir Degeri
Performance Aglar e F-0Olgttii
using Machine e Naive Bayes
Learning e K-En Yakin
Techniques / Komsu
Acharya ve
Sinha (2014)
Predicting Makale e 10 Nitelik | e  Yapay Sinir e Belirtilmemis | ® Dogruluk
Student e 150 Kayit Aglan
Performance
Using Atrtificial
Neural
Network: in the
Faculty of
Engineering
and Information
Technology /
Naser ve
digerleri (2015)
Makine Makale e 24 Nitelik | ¢ Dogrusal e Belirtilmemis | ¢ Dogruluk
Ogrenmesi e 1492 Regresyon e  Karmagiklik
Yontemleri Ile kayit e Destek Vektor Matrisi
Akademik Makineleri e Ortalama
Basarmnin e Rastgele Kare Hatas1
Tahmin Orman
Edilmesi / Gok e K-En Yakin
(2017) Komsu

¢ Naive Bayes

o Lojistik

Regresyon

Analyzing Makale e 46 Nitelik | ¢ Karar Agaglar1 | ¢ Rapid Miner | ¢  Dogruluk
undergraduate e 210Kayit | ¢ Naive Bayes e  Duyarlilik
students’ e Yapay Sinir e  Karmagiklik
performance Aglan Matrisi
using e Rastgele
educational data Orman

mining / Asif ve
digerleri (2017)

e K-En Yakin
Komsu
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Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg /| Tiirii Araclar Olciitleri
Kaynak

Identifying the | Makale e 11 Nitelik | ¢ Karar Agaglar1 | ¢ WEKA e TPR
Classification e 6250 e Rastgele e FPR
Performances Kayit Orman e Kesinlik

of Educational e Naive Bayes e MCC

Data Mining o Lojistik o F-olgiitii
Methods: A Regresyon e ROC-Auc
Case Study for e Yapay Sinir Skoru
TIMSS/ Aglari e  Kappa skoru
Depren ve

digerleri (2017)

Predicting Makale e 74 Nitelik | e Karar Agaglar1 | ¢ SPSS e  Dogruluk
student e 141 Kayit | e Yapay Sinir e Rapid Miner | e Kaesinlik
academic Aglar o F-Olgiitii
performance e Destek Vektor e Smiflandirma
using multi- Makineleri Hata Orant
model o  Kolektif

heterogeneous Modeller

ensemble (Belirtilmemis)

approach /

Adejo ve

Connoly (2018)

Feature Makale e 42 Nitelik | o Karar Agaglart | ¢ Python —Sci- | ¢  Dogruluk
Extraction for e 94.364 e Yapay Sinir Learn o Kaesinlik
Next-Term Kayit Aglar o  F-olgiitii
Prediction of e Rastgele e ROC Egrisi
Poor Student Orman

Performance / e Gradyan

Polyzou ve Artirma

Karypis (2019)

A predictive Makale e 37 Nitelik | ¢ Karar Agaglar1 | ¢ Python —Sci- | ¢  Dogruluk
approach based o 4757 e Naive Bayes Learn e Duyarlihk
on efficient Kayit e K-En Yakin o F-0Olgiitii
feature Komsu e ROC Egrisi
Se|eCFi0n and e Destek Vektor

learning Makineleri

algorithms’ e Rastgele

Competltlon: Orman

Case of

learners’

dropout in

MOOCs /

Youssef ve

digerleri (2019)
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Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg /| Tiiri Araclar (")lg:iitleri
Kaynak

Modelling, Makale e 11 Nitelik | o Yapay Sinir e Belirtilmemis | ¢  Dogruluk
prediction and e 1.095 Aglar e Hassasiyet
classification of Kayit o F-olguti
student_ e ROC Egrisi
academic o  Karmagiklik
performance Matrisi
using artificial

neural networks

/ Lou ve

digerleri (2019)

Presenting the Makale e 53 Nitelik | ¢ Karar Agaglar1 | ¢ R-Studio e Ortalama
Regression Tree e 3.670.089 (CART) e SPSS Kare Hatasi
Method and It’s kayit

application in a

Large Scale

Educational

Dataset /

Gomes ve

Jelihovschi

(2020)

Toward an Makale e 6 Nitelik | e Karar Agaglar1 | ¢ Orange e Dogruluk
improved e 2413 e Yapay Sinir e Duyarhilik
learning Kayit Aglar o F-olgiitii
process: the e Rastgele e ROC Egrisi
rele\{apce of Orman e  Karmasiklik
ethnicity to data o Naive Bayes Matrisi
mining

prediction of

students’

performance /

Adekitan ve

Salau (2020)

An overview Makale e 16 Nitelik | ¢ K-En Yakin e MATLAB e Dogruluk
and comparison e 32593 Komgu o F-ol¢iitia

of supervised Kayit e  Yapay Sinir e Ortalama
data mining Aglari Kare Hatasi
techniques for e  Destek Vektor

student exam Makineleri

performance . Bayesian

prediction / Lineer

Tomasevic ve Regresyon

digerleri (2020)
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Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg /| Tiiri Araclar (")lg:iitleri
Kaynak
Ortaokul Makale e 27 Nitelik | e Destek Vektor | ¢ WEKA e  Dogruluk
Ogrencilerinin e 1395 Makineleri
Akademik Kayit e Yapay Sinir
Basarilarinin Aglar
Egitsel Veri e K-En Yakin
Madenciligi Komsu
Yontemleri ile e Rastgele
Tahmini / Orman
Abbasoglu e Lojistik
(2020) Regresyon
o Naive Bayes
Predicting Bildiri e 10 Nitelik | ¢ Karar Agaglar1 | ¢ MATLAB e  Dogruluk
Student e 227 Kayit (CART - C5.0 e ROC Egrisi
Performance: — QUEST -
an Application CRUISE)
of Data Mining e Yapay Sinir
Methods With Aglari
an Educational e Naive Bayes
Web-Based e K-En Yakin
System / Komsu
Minaei-Bigdoli
ve digerleri
(2003)
Student Bildiri e 78 Nitelik | o Karar Agaglart | ¢ SPSS e  Dogruluk
Academic e 1369 (CART - C5.0
Performance Kayit - CHAID)
Monitoring and
Evaluation
Using Data
Mining
Techniques /
Ogor ve
digerleri (2007)
Early Prediction | Bildiri e 9 Nitelik | e Karar Agaclann | ¢ SPSS e  Karmagiklik
of Student e 450 Kayit (CART - e  Statistica Matrisi
Success: CHAID) e  Dogruluk
Mining
Students
Enrolment Data
/ Kovacic

(2010)
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Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg /| Tiiri Araclar Olciitleri
Kaynak
Classification Bildiri e 13 Nitelik Karar Agaglar WEKA e  Dogruluk
and prediction e 152 kayit Yapay Sinir e Kesinlik
ba_se_d data Aglar e Duyarlilik
mining Naive Bayes e F-olgiiti
algorithms to Raptree e ROC Egrisi
predict slow Sirali Minimal
learners in Optimizasyon
education sector
/ Kaur ve
digerleri (2015)
Predicting Bildiri o 14+ Destek Vektor ANSI C e  Dogruluk
Students Nitelik Makineleri Theano e Kesinlik
Performance in e 120.000 Naive Bayes
Educational Kayit Yapay Sinir
Data Mining / Aglan
Guo ve SPNN (Derin
digerleri (2015) ogrenme

Modeli)
Prediction of Bildiri e 19 Nitelik Karar Agaglar Belirtilmemis | ® Dogruluk
Students e 700 kayit Naive Bayes
Performance Yapay Sinir
using Aglart
Educational
Data Mining /
Devasia ve
digerleri (2016)
Prediction of Bildiri e 16 Nitelik Karar Agaglari WEKA e Dogruluk
Students’ e 480 Kayit Naive Bayes e Kesinlik
Academic Yapay Sinir e Duyarlilik
Success Using Aglan e  Karmagiklik
Data Mining Rastgele Matrisi
Methods / Uzel Orman e F-Olgiitii
ve digerleri
(2018)
Analysis of Bildiri e 16 Nitelik Karar Agaglari WEKA e  Dogruluk
Educational e 480 Kayit Yapay Sinir e Kesinlik
Data Mining Aglan e Duyarlilik
using Rastgele o F-olgiti
Classification / Orman
Jalota ve Destek Vektor

Agrawal (2019)

Makineleri
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Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg /| Tiirii Araclar Olgiitleri
Kaynak
Educational Bildiri e 32 Nitelik | e Karar Agaglar1 | ¢  WEKA e Dogruluk
Data Mining: e 649 kayit Naive Bayes J
Student Lojistik
Performance Regresyon
Prediction in e Rastgele
Academic / Orman
Salal ve ° Raptree
digerleri (2019) e OneR

e ZeroR
Veri Tez e 129 e Karar Agaclart | ¢ SPSS e  Dogruluk
Madenciligi Ve Nitelik e Yapay Sinir e  Karmagsiklik
Anadolu e 180.554 Aglar Matrisi
Universitesi kayit e Lojistik
Uzaktan Egitim Regresyon
Sisteminde Bir
Uygulama /
Aydmn (2007)
Universite Giris | Tez e 39 Nitelik | e Karar Agaglar1 | ¢ WEKA e  Dogruluk
Sinavinda e 220Kayit | e Yapay Sinir e Duyarlihk
Ogrencilerin Aglar1 (RBF) o F-olgiiti
Bagarilarinin e Naive Bayes e ROC Egrisi
Veri e  Karmasiklik
Madenciligi Matrisi
Yontemleri ile
Tahmin
Edilmesi /
Goker (2012)
Ogrencilerin Tez e 49 Nitelik | o Karar Agaglar1 | ¢ MATLAB e Ortalama
Akademik e 127 Kayit | e Yapay Sinir Kare Hatas1
Basarilarinin Aglar e Ortalama
Veri Mutlak Hata
Madenciligi
Metotlart ile
Tahmini /
Sengiir (2013)
Egitimde Veri Tez e 61 Nitelik | ¢ Karar Agaglar1 | « R-Studio e  Dogruluk
Madenciligi Ve e 1706 e Naive Bayes e  Hata Orani
Ogrenci Kayit e K-En Yakin e F-olciti
Akademik Komsu e ROC Egrisi
Bagsar e Destek Vektor
Ongoriisiine Makineleri
isgkin Bir e Lojistik
Uygulama / Regresyon

Ozdemir (2016)




59

Tablo 2.6: Literatiir incelemesi (devam).

Calisma Calisma Veri Seti Yontemler Kullamilan Degerlendirme
Bashg Tiiri Araclar (")lg:iitleri
Kaynak

Veri Tez e 11 Nitelik | o« Karar e WEKA e  Dogruluk
Madenciligi e 1387 Agaclari, o Kesinlik
Yontemleri Kayit e Naive Bayes, e Duyarhilik
Kullanarak e K-En Yakin e Roc-Auc
Meslek Yiiksek Komsu Skoru,
Qkulu e Sirali ° F-Olgﬁtﬁ,
Ogrencilerinin Minimum e TPR
Akademik Optimizasyon e FPR
Bagar1 Tahmini e Yapay Sinir

/ Aydemir Aglar

(2017)

Makine Tez e 35 Nitelik | e Karar Agaglar1 | ¢ WEKA e  Dogruluk
Ogrenmesi e 4577 e Naive Bayes e TPR
Yontemleri ve kayit e K-En Yakin e FPR
Egitim Verisi Komsu o Kesinlik
Uzerine Bir e Destek Vektor o F-olgiitii
Uygulama: Makineleri e ROC egrisi
Uluslararasi e Rastgele e Kappaskoru
Matematik ve Orman e MCC

Fen Egilimleri e Yapay Sinir

Aragstirmasi Aglari

%015 Ti/irkil}le o Lojistik

Ornegi / Filiz

(2019) Regresyon

Benzer caligmalarda, hedef nitelik derecesinin 3 ve iizeri oldugu durumlarda maksimum

performansi saglayan modellerin basarim oranlar1 Tablo 2.7°de verilmektedir.
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Tablo 2.7: Benzer galigmalarda gelistirilen en basarili modellerin basarim oranlari.

Calisma Hedef Nitelik En Basarih Model Basarim Orani
Derecesi Yiizdesi (Dogruluk)
Ogor, 2007 8 Karar Agaglari 97,90
Cortez ve Silva, 2008 5 Naive Bayes 78,50
Sen ve digerleri, 2012 5 Karar Agaglari 94,50
Acharya ve Sinha, 2014 6 Karar Agaclari 66,00
Naser ve digerleri, 2015 4 Yapay Sinir Aglar1 84,60
Guo ve digerleri, 2015 5 Hibrit Model 77,20
Gok, 2017 5 Lojistik Regresyon 63,81
Asif ve digerleri, 2017 3 Naive Bayes 83,60
Aydemir, 2017 5 Karar Agaglari 59,98
Uzel ve digerleri, 2018 3 Yapay Sinir Aglart 80,60
Youssef ve digerleri, 2019 3 Rastgele Orman 95,40
Salal ve digerleri, 2019 5| Karar Agaglari 76,73
Abbasoglu, 2020 5 Lojistik Regresyon 64,13

Literatiirdeki benzer ¢alismalarda gelistirilen modellerde akademik bagari tahminine en fazla

etki eden bagimsiz degiskenler Tablo 2.8’de belirtilmektedir.

Tablo 2.8: Benzer galismalarda tespit edilmis olan belirleyici nitelikler.

Benzer Cahismalarda Tespit Edilen Belirleyici Nitelikler Say1
Gegmis Basart Durumu 16
Anne Egitim Durumu 6
Baba Egitim Durumu 6
Gelir Durumu 6
Devamsizlik 5
Motivasyon 5
Kurs Alma Durumu 4
Kardes Sayis1 3
Cinsiyet 3
Odas1 Var mi 3
Baba Meslek 3
Aile Ders Destegi 3
Anne-Baba Birlikte mi 2
Anne Meslek 2
Burs Alma Durumu 2
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3. MALZEME VE YONTEM

Bu bolimde veri analizi ve makine Ogrenmesi modellerinin gelistirilmesi siiregleri
anlatilmaktadir. Model gelistirme islemi CRISP-DM siire¢ modeline ait adimlar izlenerek

gerceklestirilmistir.

3.1. MAKINE OGRENMESI ASAMALARININ UYGULANMASI

Bu boliimde ¢alismada makine 6grenmesi algoritmalarinin uygulanmasi siireci anlatilmaktadir.
Tiim modeller Anaconda Navigator editorii ortaminda Python programlama dili kullanilarak
gelistirilmistir. Python programlama dili son yillarda popiilerligi ve kullanimi giderek artan bir
programlama dilidir (Harrington, 2012). A¢ik kaynak kodlu olmasi, kolay yazim sekli ve veri
bilimi alani i¢in genis kiitliphane destegi olmasi nedeniyle makine 6grenmesi uygulamalarinda
bliylik avantaj saglamaktadir (Paper, 2018). Calismada kullanilan gelistirme ortamu,

programlama dili ve kiitiiphaneler siiriim bilgileri ile birlikte Tablo 3.1°de gosterilmektedir.

Tablo 3.1: Calismada kullanilan programlar ve kiitiiphaneler.

Siiriim
Program/Kiitiiphane Adi Bilaisi Kullanim Amaci Kaynak
ilgisi
Anaconda Navigator 3.6 Gelistirme Ortami Anaconda, 2020
Microsoft ~ Corparation,
Microsoft Excel 2016 Verinin saklanmasi
2018
i Van Rossum ve Drake,
Python 3.6.5 Programlama Dili TR

Bilimsel Hesaplamalar i¢in )
Numpy 1.14.3 Harris ve dig., 2020
kullanilan kiitiiphane

Veri segme ve doniistiirme )

Pandas 0.23.0 McKinney., 2010
islemleri
Makine Ogrenmesi

Scikit-Learn 0.19.1 o Pedregosa ve dig., 2011
yontemlerinin uygulanmasi

Seaborn 0.8.1 Veri gorsellestirme Waskom ve dig., 2017

MatPlotLib 2.2.2 Veri gorsellestirme Hunter., 2007
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3.1.1. Problemin Tanimlanmasi

Makine 6grenmesi ve veri madenciligi yontemlerinin egitim alaninda kullanilmasi egitim-
Ogretim stratejilerinin belirlenmesine katki saglayabilmektedir (Bilen ve dig., 2014). Tahmin
edici modellerden elde edilen anlamli sonuglarin egitim siirecine olumlu katkilar1 egitimciler

ve karar verici konumundaki devlet kurumlar acisindan su sekilde 6zetlenebilir;

» Egitim kurumlar1i ve egitimciler, O6grencilere yonelik tedbirleri (takviye Kkurs,
danismanlik vb.) Onceden alma imkanina sahip olabilirler, 6gretim yontemlerini
diizenleyebilirler (Romero ve Ventura, 2007).

» Egitim politikas1 belirleyen merkezi kurumlar, makine Ogrenmesi modellerinin
ciktilarint1  degerlendirerek  strateji  gelistirebilir veya mevcut stratejilerini
giincelleyebilirler. Ornegin ortaokul seviyesinde akademik basar1 tahmini analiz
edilerek 6grencilerin bir sonraki kademe olan lise seviyesindeki okullara tiirlerine gore

daha saglikli yonlendirilmesi saglanabilir.

Tez calismasina baslamadan once egitim alaninda yapilmis olan makine 6grenmesi ve veri
madenciligi ¢alismalar1 incelenmistir. Akademik basar1 tahminine yonelik ¢alisma sayisinin
oldukca fazla oldugu ancak ortaokul seviyesinde akademik basari tahmini yapilan ¢alismalarin

cok az sayida oldugu goriilmiistiir.

Bu kapsamda “Siniflandirmaya dayali makine 6grenmesi yontemleri kullanilarak ortaokul
ogrencilerinin akademik basarilarinin 6nceden tahmin edilebilmesi ve basariya en fazla etki

eden faktorlerin tespit edilmesi” tez ¢alismasinin ana problemi olarak belirlenmistir.

3.1.2. Veri Setinin incelenmesi

Calismada kullanilan veri seti ortaokul 6., 7. ve 8. Smifta 6grenim gormekte olan 328
ogrencinin sosyoekonomik ozellikleri ve bir onceki yila (2018-2019) ait notlarindan
olusmaktadir. Veri seti Milli Egitim Bakanligi'na (MEB) bagl Istanbul 11 Milli Egitim
Midiirliigii’nden izin alinarak orneklem olarak belirlenmis olan egitim kurumundan temin
edilmistir. Veri seti kurum yoneticileri tarafindan ad, soy ad, dgrenci numarasi gibi kisisel
veriler silinerek Microsoft Excel 2016 dosyasi olarak teslim edilmistir. Ogrenci velilerinden

imzali onam formu alinmustir.



Calismada kullanilan veri setine ait Oznitelikler ve agiklamalar1 Tablo 3.2°de gosterildigi
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gibidir.
Tablo 3.2: Veri setine ait 6znitelikler ve agiklamalari.
No Nitelik Ad1 Nitelik Aciklamasi Nitelik Tiirii
1 CINSIYET Ogrencinin Cinsiyeti Kategorik
2 ANNE SAG Anne Sag m1? Kategorik
3  BABASAG Baba Sag mi1? Kategorik
4  A-BBIRLIKTE  Anne-Baba Birlikte mi? Kategorik
5  ANNEEGTD Anne Egitim Durumu Kategorik
6 BABAEGTD Baba Egitim Durumu Kategorik
7 ANNE HSTLK Annenin Siirekli Hastaligi Var mi? Kategorik
8 BABA HSTLK Babanin Siirekli Hastalig1 Var mi? Kategorik
9 ANNE MESL Annenin Meslegi Kategorik
10 BABA MESL Babanin Meslegi Kategorik
11 KARDESS Kardes Sayis1 (Kendisi Harig) Niimerik
12  GELIRD Ailenin Gelir Durumu (Cok Kétii-Diisiik-Orta-Tyi-Cok Iyi) ~ Kategorik
13 KIMINLE Ogrencinin Kiminle Yasadig1 (Aile-Anne-Baba-Akraba- Kategorik
YASIYOR? Yurt)
14 ODA VAR Kendine Ait Odas1 Var m1? Kategorik
15 EV KIRA MI? Oturduklar1 Ev Kira m1 Kendilerinin mi? Kategorik
16 ISINMA Yasadiklar1 Evin Isinma Sekli Kategorik
17  SUREKLI HST Ogrencinin Siirekli Bir Hastalig1 Var mi? Kategorik
18 DEVAMSIZLIK  Devamsizlik Yaptigi Giin Sayist Niimerik
19 TURKCE 1. Dénem Tiirkge Dersi Ortalamasi Niimerik (0-100)
20 MATEMATIK 1. Donem Matematik Dersi Ortalamasi Niimerik (0-100)
21 ILAC KUL Ogrencinin Siirekli Kullandig1 ilag Var mi? Kategorik
22 AMELIYAT Ogrenci Ameliyat Gegirdi mi? Kategorik
23  BURSLUMU?  Ogrenci Burslu mu? Kategorik
24  ONCEKI ORT Gegmis Yillar Sene Sonu Not Ortalamalarinin Ortalamas1 ~ Niimerik (0-100)
25 SON ORT Sene Sonu Not Ortalamasi (Karar Niteligi/Hedef Nitelik) Niimerik(0-100)
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Veri setinde toplam 25 nitelik bulunmaktadir. ilk 24 degisken bagimsiz nitelikler, “SON ORT”
degiskeni ise tahmin edilecek olan karar niteligidir (hedef nitelik). Bagimsiz niteliklerin 19
tanesi kategorik, 5 tanesi ise nlimerik veri tiiriine sahiptir. Hedef nitelik ise niimerik yapida olup

Onisleme adiminda ordinal kategorik yapiya doniistiirtilecektir.

Calismada kullanilan veri setinin Ms Excel programindaki 6rnek goriiniimi Sekil 3.1°deki

gibidir.

ODAVAR EVKIRAMI  ISINMA SOREKLI HST DEVAMSIZLIK TURKCE MATEMATIK  iLAC KUL AMELIYAT  BURSLUMU  OMCEKi ORT |S0N ORT
hayir hayir kalorifer  hayr 15 58,44 48,22 hayr hayir hayir 21,143333 72,83
evet evet kalorifer  hayr 2 79,22 66,55 hayr hayr hayir 93,896667 B277
evet evet kalorifer  hayr 5 71,44 47 hayr hayir hayir 7426667 74,65
evet hayir kalorifer  hayr 1 85,66 BB hayir evet hayir 04,84 93,5
hayir hayir kalorifer  hayr 18 64,66 4544 hayr hayir hayir 76,403333 74,25
evet hayir kalorifer  hayr 1 71,44 66,88 hayr hayir hayir 26,19 74,01
hayir hayir soba hayir hayir hayr hayir 67,703333 70,56
evet hayir kalorifer  hayr 10,5 71,88 64,22 hayr hayir hayir 80,543335 80,71
evet hayir kalorifer  hayr b} 97,66 96,66 hayir hayr hayir 94,705335 96,17
evet evet kalorifer  hayr hayir hayir hayir 78,823335 60,65
evet evet kalorifer  hayr hayir hayir hayir 77,833333 60,19
evet hayir kalorifer evet 3 B5,66 B7,44 hayir hayr hayir B6,013335 90,45
evet hayir kalorifer evet evet hayir hayir 59,79 58,83
evet evet kalorifer  hayr hayir hayr hayir 52,18 50,12
evet hayir kalorifer evet hayir evet hayir 69, 446667 71,06
evet hayir kalorifer  hayr 15 57,22 5177 hayr hayir hayir H#SAYISO! 68,95
evet hayir kalorifer  hayr 4 73,55 45 hayir hayr hayir 73,036667 71,73
evet evet kalorifer  hayr 16 63,33 57,55 hayr hayir hayir 79,276667 70,61
evet hayir kalorifer  hayr 2 78,BE 52,11 hayr hayr hayir B83,386667 75,63
evet hayir kalorifer  hayr hayir evet hayir 6B,506667 63,52
evet evet kalorifer  hayr hayir evet hayir 79,3 67,87

Sekil 3.1: Orijinal verinin Ms Excel programindaki 6rnek goriinimdi.

Veri setindeki kayitlar Excel dosyasindan veri c¢ergevesine (data frame) aktarilmis olup bu
islem i¢in Pandas kiitiiphanesinde bulunan “read_excel” fonksiyonundan yararlanilmistir.
Pandas kiitiiphanesindeki “info” fonksiyonu kullanilarak veri setinin genel yapisi

goriintiilenmistir (Sekil 3.2).
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<class "pandas.core.frame.DataFrams">
RangeIndex: 328 entries, @ to 327
Data columns (total 25 columns):

CINSIYET 328 non-null object
ANNE SAG 327 non-null object
BABA SAG 326 non-null object
A-B BirLIKTE 326 non-null object
ANNE EGT D 314 non-null object
BABA EGT D 315 non-null object
AMNE HSTLK 318 non-null object
BABA HSTLK 218 non-null object
AMNE MESL 214 non-null object
BABA MESL 312 non-null object
KARDES = 322 non-null floats4
GELIR D 318 non-null object
KIMINLE YASIYOR 321 non-null object
DA VAR 317 non-null object
Ev KIra MI 319 non-null object
ISINMA 322 non-null object
SUREKLI HsT 322 non-null object
DEVAMSIZLIK 255 non-null float&s
TURKCE 255 non-null float&d
MATEMATIK 255 non-null floatéed
ILac kUL 324 non-null object
AMELIVAT 324 non-null object
BURSLU MU 326 non-null object
OMCEKI ORT 327 non-null floatéd
SON ORT 328 non-null floatéd

dtypes: fleoated(&), object({l19)
memary usage: 64.1+ KB

Sekil 3.2: Veri seti genel yapisi.
Sekil 3.2 incelendiginde veri setinin 25 siitun ve 328 satirdan olustugu, ayrica tiim siitunlara ait

kayitlarin sayilar1 ve siitunlarin veri tiirleri goriilmektedir.

Veri setinde bulunan niimerik degerlere sahip siitunlarin istatistiksel 6zeti Sekil 3.3°de

gosterilmistir. Bu islem i¢in Pandas kiitliphanesindeki “describe” fonksiyonu kullanilmistir.
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Index KARDES 5 DEVAMSIZLIK TURKGE MATEMATIK OMCEKT ORT SOM ORT

Sekil 3.3: Niimerik degerlere sahip siitunlarin istatistiksel dzeti.

Sekil 3.3’deki 6zet tabloda “count” ilgili siituna ait kayitlarin sayisini, “mean” ortalama degeri,
“std” standart sapmay1, “min” en kiiciik degeri, “%25” birinci ¢eyrek degerini, “%50 ikinci

ceyrek degerini, “%75” ligiincii ¢geyrek degerini, “max” ise en yiiksek degeri ifade etmektedir.

Eksik verinin tespiti i¢in pandas kiitiphanesinde bulunan “isnull” fonksiyonundan

faydalanilmistir. Eksik degerlerin niteliklere gére dagilimi Sekil 3.4°de gosterilmistir.

Eksik Degerler Listesi:

cinsiveT @
ANNE saG 1
BABA SAG 2
A-B BIRLIKTE 2
ANNE EGT D 14
BABA EGT D 13
ANNE HSTLK 1@
BABA HSTLK 1@
ANNE MESL 14
BABA MESL 16
KARDES S 6
GELIR D 18
KIMINLE YASIYOR 7
ODA VAR 11
Ev KIra MI a9
ISINMA 8
SUREKLI HsT 6
DEVAMSIZLIK 73
TURKCE 73
MATEMATIK 73
ILAC KUL 4
AMELIYAT 4
BURSLU MU 2
OnNcEKTI ORT 1
SON ORT [}

Sekil 3.4: Eksik degerler listesi.

Sekil 3.4 incelendiginde veri setinde toplam 369 adet eksik deger oldugu goriilmektedir.
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Veri setinde tutarsiz ve tekrar eden kayitlara rastlanmamistir. Aykiri/ug degerlerin tespiti i¢in
Seaborn kiitiiphanesinde bulunan “boxplot” fonksiyonundan yararlanilmis ve siirekli yapidaki

niteliklerin dagilimlar1 kutu grafikleri ile gortintiilenmistir (Sekil 3.5).

T T
100 40 50 &0 70 80 50 100
MATEMATIK
1 I + +
50 &0 70 a0 90 100 0 0 &0 70 80 0 100
ONCEK] ORT SON ORT

Sekil 3.5: Niimerik niteliklere ait kutu grafikleri.

Kutu grafikleri incelendiginde “TURKCE”, “MATEMATIK” ve “ONCEKI ORT" niteliklerine
ait aykirt degere rastlanmamakla birlikte hedef nitelik “SON ORT” degiskenine ait 2 adet aykiri
deger tespit edilmistir. Nitelige ait dagilimin alt sinirt olan 45.39 degerinin altinda kalan 41.34

ve 35.79 degerleri aykir1 gozlemler olarak saptanmistir.

3.1.3. Veri Onisleme
Makine 6grenmesi algoritmalarinin veri seti {izerinde uygulanabilmesi icin oncelikle veri

Onisleme isleminin gergeklestirilmesi gerekmektedir.

Makinenin veriyi saglikli ve hizli bir sekilde yorumlayabilmesi i¢in kategorik verilerin sayisal

karsilik degerlerine g¢evrilmesi gerekmektedir. Bu amag¢ dogrultusunda Scikit-Learn
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kiitiiphanesinde bulunan “Label Encoder” fonksiyonundan yararlanilmis ve kategorik veriler
say1sal bicime déniistiiriilmiistiir. Ornegin Cinsiyet alan1 kiz-erkek olmak iizere ikili kategorik
bir yapiya sahip iken islem sonucunda 0 ve 1 olmak iizere sayisal bigime ¢evrilmistir. Burada
“0” degeri cinsiyeti “erkek” olan kayitlari, “1” degeri ise cinsiyeti “kiz” olan kayitlar1 temsil

etmektedir.

Eksik verinin tamamlanmasi islemi degiskenlerin veri tiirleri ve igerik yapilari dikkate alinarak
ayrt ayri yapilmistir. Kategorik veri tiirline sahip olan siitunlardaki eksik degerler “en sik
tekrarlanan deger” yoOntemiyle, niimerik veri tiirline sahip olan siitunlardaki degerler ise
“ortalama deger” yontemiyle tamamlanmistir. Bu islemler igin “Simplelmputer” fonksiyonu
kullanilmig ve “strategy” parametresi sirasiyla “most_frequent” ve “mean” olarak

uygulanmigtir.

Hedef nitelige ait aykir1 degerler, kutulama yontemlerinden baskilama islemi uygulanarak alt
sinir degeri ile degistirilmistir. “KARDES S” ve “DEVAMSIZLIK” niteliklerine ait aykiri
degerler degistirilmeden birakilmistir. Ayriklastirma islemi kapsaminda, veri setinde 100°liik
sistemde bulunan bagimli degisken, siniflandirma problemi i¢in MEB’in 5’lik not sistemine

gore derecelendirilmistir. 5’1ik sistem not ¢izelgesi Tablo 3.3’de belirtilmektedir.

Tablo 3.3: MEB ortaégretim kurumlari not doniisiim tablosu (MEB, 2004).

Puan Arahg Not Degeri
0-24 0
25-44 1
45-54 2
55-69 3
70-84 4
85-100 5

Ayriklastirma islemi uygulandiktan sonra hedef nitelige ait degerlerin dagilimi Sekil 3.6’daki
gibidir. Hedef niteligin dengesiz bir dagilima sahip oldugu goriilmektedir.
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Sekil 3.6: Hedef nitelige ait degerlerin dagilimu.
Eksik, aykir1 degerler ve veri doniisiimii problemleri giderildikten sonra stitunlar ayr1 ayr1 veri
cergevesine dontistiiriilmiis ve birlestirme islemi yapilarak tek ve yeni bir veri ¢ercevesi elde

edilmistir. Son durumda veri setine ait nitelik alanlar1 Tablo 3.4’de belirtildigi sekildedir.
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Tablo 3.4: Onisleme uygulanmis veri setine ait nitelik alanlari.

No Nitelik Ad1 Nitelik Aciklamasi Nitelik Tiirii
1 cinsiyet Ogrencinin Cinsiyeti Kategorik
2 annesag Anne Sag m1? Kategorik
3 babasag Baba Sag m? Kategorik
4 abbirlikte Anne-Baba Birlikte mi? Kategorik
5 anneegt Anne Egitim Durumu Kategorik
6 babaegt Baba Egitim Durumu Kategorik
7 annehastalik Annenin Siirekli Hastalig1 Var m1? Kategorik
8 babahastalik Babanin Siirekli Hastaligi Var mi? Kategorik
9 annemeslek Annenin Meslegi Kategorik
10  babameslek Babanin Meslegi Kategorik
11 gelir Ailenin Gelir Durumu (Cok Kétii-Diisiik-Orta-lyi-Cok Iyi) ~ Kategorik
12 kiminleyasiyor Ogrencinin Kiminle Yasadigi1 (Aile-Anne-Baba-Akraba- Kategorik
Yurt)
13  odavarmi Kendine Ait Odas1 Var m1? Kategorik
14 evkirami Oturduklar1 Ev Kira m1 Kendilerinin mi? Kategorik
15 isinma Yasadiklar1 Evin [sinma Sekli Kategorik
16  sureklihastalik Ogrencinin Siirekli Bir Hastalig1 Var mi1? Kategorik
17  devamsizlik Devamsizlik Yaptigi Giin Sayist Niimerik
18  turkce 1. Donem Tiirk¢e Dersi Ortalamasi Nimerik (0-100)
19  matematik 1. D6nem Matematik Dersi Ortalamasi Nimerik (0-100)
20  surekliilac Ogrencinin Siirekli Kullandig1 flag Var mi? Kategorik
21  ameliyat Ogrenci Ameliyat Gegirdi mi? Kategorik
22 burslumu Ogrenci Burslu mu? Kategorik
23  kardessayisi Kardes Sayis1 (Kendisi Harig) Niimerik
24 gecmis_ort Gegmis Yillar Sene Sonu Not Ortalamalarinin Ortalamas1 ~ Niimerik (0-100)
25 son_ort Sene Sonu Not Ortalamasi (Karar Niteligi/Hedef Nitelik) Kategorik(2-3-4-5)

Niimerik degiskenler arasindaki korelasyonun incelenmesi amaciyla Seaborn kiitliphanesi

blinyesinde bulunan “heatmap” fonksiyonu kullanilarak 1s1 haritasi olusturulmustur (Sekil 3.7).
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Sekil 3.7: Niimerik degerler arasi korelasyon 1s1 haritasi.

Is1 haritasinda bagimli degisken ile diger niimerik degiskenler arasindaki korelasyon
incelenmistir. Buna goére bagimli degiskenin; gegmis yillarin ortalamasi degiskeni ile yiiksek
dereceli pozitif yonlii korelasyona, Tiirkge ve Matematik not ortalamalari ile orta dereceli
pozitif yonlii korelasyona, devamsizlik ve kardes sayis1 degiskenleri ile diisiik dereceli negatif

yonlii korelasyona sahip oldugu goriilmektedir.

Veri indirgeme kapsaminda veri setine 6zellik se¢imi uygulanarak karar niteligine en yiiksek
derecede etki eden bagimsiz nitelikler belirlenmis ve makine 6grenmesi modellerinde bu
nitelikler kullanilmistir. Ozellik se¢imi igin ki-kare ydntemi kullanilmis ve en yiiksek skora
sahip olan 11 bagimsiz nitelik segilerek model gelistirmede kullanilmigtir. Scikit-Learn
kiitiphanesindeki “chi2” fonksiyonundan yararlanilarak gergeklestirilen Ki-kare analizinin

sonuclar1 Sekil 3.8’de gosterilmektedir.
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Specs Soore
18 matematik 375.455811
23 gecmis ort 337.457933
17 turkce 288.238365
16 devamsizlik  38.159535
11 kiminleyasiyor  29.393945
3 abbirlikte 15. 445569
9 babameslek 8.1860824
8 annemeslek 8.817521
4 anneegt G.oB8928
12 odavarmi 4.428896
22 kardessayisi 3.489855

Sekil 3.8: Ki-kare yontemi ile 6zellik se¢imi.

Veri, Scikit-Learn kiitiiphanesinden faydalanilarak egitim kiimesi ve test kiimesi olmak tizere
ikiye ayrilmistir. Veriyi bolme yontemleri olarak belirli oranlarda bélme yontemi (hold-out) ve
k-kat capraz gegerleme yontemi kullanilmistir. Hold-out yontemi igin %67 egitim-%33 test ve
%60 egitim-%40 test oranlari kullanilmis ve 6rnek segimi rastgele olarak ayarlanmistir. k-kat
capraz gecerleme yontemi ise k=5 ve k=10 alinarak gergeklestirilmistir. Capraz gegerleme i¢in
degerlendirme olgiitii olarak tiim katlarin ortalamalar1 alinmigtir. Hold-out yontemi igin
“train_test split” fonksiyonu, c¢apraz gegerleme yOntemi igin ise “cross val score”

fonksiyonlar1 kullanilmistir.

Gelistirilecek olan modeller igin 2 farkli senaryo hazirlanmistir. 1. Senaryoda veri mevcut
durumu ile analiz edilmis, 2. Senaryoda ise veri normalize edilerek analiz edilmistir. Her iki
senaryo i¢in ayni algoritmalar uygulanmis ve elde edilen model basarimlar1 karsilastirilmistir.
2. Senaryo i¢in veri doniistiirme islemi yapilmis ve tahmin i¢in kullanilacak olan bagimsiz
degiskenler normalize edilmistir. Normalizasyon i¢in “StandardScaler” fonksiyonu

kullanilarak z-skor normalizasyonu uygulanmaistir.

3.1.4. Algoritma Secimi ve Algoritmalarin Uygulanmasi

Bu tez caligsmasi kapsaminda tahmin modelleri gelistirmek i¢in Karar Agaclar1 Algoritmasi,
Rastgele Orman Algoritmasi, K-En Yakin Komsu Algoritmasi, Destek Vektor Makineleri,
Naive Bayes Algoritmasi, Lojistik Regresyon Algoritmasi ve Yapay Sinir Aglar1 kullanilmistir.
Calismada kullanilan smiflandirma algoritmalarinin uygulanabilmesi i¢in Scikit-Learn

kiitiiphanesinde kullanilan fonksiyonlar Tablo 3.5’de gosterildigi gibidir.



73

Tablo 3.5: Calismada kullanilan algoritmalara ait fonksiyonlar.

Algoritma Scikit-Learn Fonksiyonu Kaynak

Karar Agaclari DecisionTreeClassifier Louppe ve dig., 2020a
Rastgele Orman RandomForestClassifier Louppe ve dig., 2020b
K-En Yakin Komsu KNeighborsClassifier Vanderplas ve dig., 2020
Destek Vektor Makineleri SVC Chang ve Lin., 2011
Naive Bayes BernoulliNB-GaussianNB vb. Michel ve dig., 2020
Lojistik Regresyon LogisticRegression Varoquaux ve dig., 2020
Yapay Sinir Aglari MLPClassifier Laradji ve dig., 2020

Makine 6grenmesi modelleri i¢cin parametre secimi modelin basarim oranini belirlemede
Oonemli rol oynamaktadir. Tiim algoritmalar ¢alisma prensiplerine bagli olarak kendilerine 6zgii
parametrelere sahiplerdir. Bu nedenle her bir algoritma i¢in en uygun parametrelerin

belirlenmesi amaglanmis ve optimum parametre degerleri model gelistirmede kullanilmigtir.

K-En Yakin Komsu Algoritmasi igin k degeri en temel parametredir. k degeri i¢in [1, 10]
araligindaki degerler ayr1 ayr1 uygulanmistir. Algoritma i¢in bir diger dnemli parametre ise
uzaklik dlciitiidiir. Uzaklik dlgiitii parametresi igin Jaccard, Oklit, Minkowski ve Manhattan

uzakliklar1 uygulanmistir.

Karar Agaclari Algoritmast igin agacin bolinme kriteri (“split_criterion”) ve maksimum
derinlik (“max_depth”) parametreleri belirlenmistir. Rastgele Orman Algoritmasi ig¢in Karar
Agaglar1 Algoritmas1 parametrelerine ek olarak aga¢ sayisi parametresi (n_estimators)
belirlenmistir. Naive Bayes Algoritmasi i¢in karar niteliginin (bagimli degisken) ¢oklu sinif
yapisina sahip olasindan dolayr multiclass parametresi degeri “multinomial” olarak secilmistir.
Niimerik degiskenler arasinda genel olarak dogrusal bir iliski olmasi sebebi ile Destek Vektor

Makineleri i¢in ¢ekirdek fonksiyonu “linear” olarak belirlenmistir.

Yapay Sinir Aglar1 modeli i¢in gizli katman sayis1 ve aktivasyon fonksiyonu parametreleri

belirlenmistir.
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Modellerin basarim oranlarin1 ve performanslarin1 degerlendirmek i¢in Dogruluk, Kesinlik,
Duyarlilik, F 0lgiiti, Roc-Auc skoru metriklerinden ve Karmagiklik Matrisinden
yararlanilmistir. Veri setindeki karar niteligi dengesiz dagilima sahip oldugundan dolay1
Dogruluk o6l¢iitii tek bagina yeterli ve giivenilir bir Olgiit degildir. Bu nedenle diger
degerlendirme Olgiitleri ile birlikte kullanilmistir. Modellere ait performans degerlendirmesi

sonuclart BULGULAR boéliimiinde anlatilmaktadir.
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4. BULGULAR

Bu boliimde veri seti ilizerinde uygulanan makine 6grenmesi modellerinin karsilagtirmali

sonuclarina ve modelin uygulamaya alinmasi asamasina yer verilmistir.

4.1. VERI SETINE AIT iSTATISTIKSEL BULGULAR

Kategorik niteliklere ait Orneklerin simif degerlerine gore dagilim grafikleri, Seaborn

kiitliphanesinde bulunan “countplot” fonksiyonu kullanilarak goriintiilenmistir.

“CINSIYET” niteliginin degerlere gore dagilimi incelendiginde veri setindeki dgrencilerin

%42.7’sinin kiz, %57.3 iiniin erkek oldugu goriilmektedir (Sekil 4.1).
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Sekil 4.1: “CINSIYET” 6zniteliginin simif degerlerine gore dagilim grafigi.

“ANNE SAG” 6zniteliginin dagilimi incelendiginde %99,4’iiniin hayatta oldugu, %0,6’smin
ise hayatta olmadig1 goriilmektedir (Sekil 4.2).
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hayir -

AMNME SAG

Sekil 4.2: “ANNE SAG” 6zniteliginin smif degerlerine gore dagilim grafigi.

“BABA SAG” 6zniteliginin dagilimi incelendiginde %99,4 {iniin hayatta oldugu, %0,6’sinmn
ise hayatta olmadig1 goriilmektedir (Sekil 4.3).

hayir -

BABA SAG

Sekil 4.3: “BABA SAG” 6zniteliginin siif degerlerine gore dagilim grafigi.

“A-B BIRLIKTE” degiskeni incelendiginde 6grencilerin ebeveynlerinin %92,3’{iniin birlikte,
%?7,7’sinin ise ayri oldugu goriilmektedir (Sekil 4.4).
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hayir

A-B BIRLIKTE

Sekil 4.4: “A-B BIRLIKTE” ézniteliginin simf degerlerine gore dagilim grafigi.

“ANNE EGT D niteliginin sinif degerlerine gore dagilimi incelendiginde 6grenci annelerinin
biiyiik boliimiiniin (%43,6) ilkokul mezunu, %23,9’unun ortaokul mezunu, %23,3’linlin lise
mezunu, %4,1’inin lisans mezunu, %0,6’sinin yliksekokul mezunu oldugu, %4,5’inin ise

okuma yazma bilmedigi goriilmektedir (Sekil 4.5).
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Sekil 4.5: “ANNE EGT D” 6zniteliginin sinif degerlerine gore dagilim grafigi.

“BABA EGT D niteliginin simf degerlerine gore dagilimina bakildiginda 6grenci babalarinin

%30,8’inin lise mezunu, %30,5’inin ilkokul mezunu, %28,6’sinin ortaokul mezunu, %7,9 unun
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lisans mezunu, %1,6’sin1n yiiksekokul mezunu oldugu, %0,6’sinin ise okuma yazma bilmedigi
goriilmektedir (Sekil 4.6).

ilkokul

ortackul

lise

lisans

yuksek okul
ckuma-yazma yok

BABAEGTD

Sekil 4.6: “BABA EGT D” 6zniteliginin sinif degerlerine gore dagilim grafigi.

“ANNE HSTLK” degiskeninin dagilimi incelendiginde 6grencilerin annelerinin %90,6’siin

herhangi bir siirekli hastalig1 olmadigi, %9,4 iiniin ise siirekli hastalig1 oldugu goriilmektedir
(Sekil 4.7)

evet
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B
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Sekil 4.7: “ANNE HSTLK” 6zniteliginin sinif degerlerine gére dagilim grafigi.
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“BABA HSTLK” degiskeninin dagilimina bakildiginda 6grencilerin babalarinin %94,3’{iniin
herhangi bir siirekli hastaligi olmadigi, %5,7 sinin ise siirekli hastaligi oldugu goriilmektedir

(Sekil 4.8)

=4
B

BEABA HSTLE

Sekil 4.8: “BABA HSTLK” 6zniteliginin sinif degerlerine gore dagilim grafigi.

“ANNE MESL” 6zniteliginin sinif degerlerine gore dagilimi incelendiginde (Sekil 4.9) 6grenci
annelerinin biiyiik ¢cogunlugunun herhangi bir iste ¢alismadig (%73,2), %10,2’sinin 6zel
sektorde i1s¢i, %4,8’inin 6zel sektorde calisan oldugu, %8,6’sinin ise listede olmayan bir iste
calismakta oldugu (diger) goriilmektedir. Esnaf, serbest meslek, memur ve emekli

kategorilerinde yer alanlarin sayilarinin ¢ok az oldugu gozlenmistir.
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Sekil 4.9: “ANNE MESL” 6zniteliginin simif degerlerine gore dagilim grafigi.
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“BABA MESL” 06zniteliginin smif degerlerine gore dagilimi incelendiginde (Sekil 4.10)
Ogrenci babalarinin %29,2’sinin  6zel sektdrde is¢i, %15,1’inin 6zel sektorde calisan,
%S8,7’sinin  esnaf, %7,7’sinin serbest meslek kategorilerinde oldugu goriilmektedir.
%25,3’1iniin listede olmayan meslek gruplarinda calistigi, diger meslek kategorilerinde yer

alanlarin sayilariin az oldugu goriilmektedir.
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Sekil 4.10: “BABA MESL” 6zniteliginin sinif degerlerine gore dagilim grafigi.

“KARDES S” o6zniteliginin sinif degerlerine gore dagilimma bakildiginda (Sekil 4.11);
ogrencilerin %36,6’sinin 2 kardesi, %36’smin 1 kardesi, %12,4iniin 3 kardesi oldugu,
%10,6’snin  kardesi olmadigi, 4 ve iizeri kardesi olanlarmin sayilarinin az oldugu

goriilmektedir.
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KARDES 5

Sekil 4.11: “KARDES S” 6zniteliginin sinif degerlerine gore dagilim grafigi.

“GELIR D” 6zniteliginin simif degerlerine gore dagilimi incelendiginde (Sekil 4.12) dgrenci
ailelerinin biiyiik boliimiiniin gelir durumlarinin orta seviyede (%51,3), %35,5’inin iyi
seviyede, %11,6” siin diisiik seviyede, ¢ok kotii ve ¢ok iyi seviyede olanlarin az sayida oldugu

goriilmektedir.
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Sekil 4.12: “GELIR D” 6zniteliginin sinif degerlerine gére dagilim grafigi.
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“KIMINLE YASIYOR” 6zniteliginin sinif degerlerine gore dagilimi incelendiginde (Sekil
4.13) 6grencilerin biiylik cogunlugunun ailesi ile (%92,5), %4,7’sinin annesi ile %2,5’inin ise
babasi ile yasadigi goriilmektedir.

wurt
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=

Sekil 4.13: “KIMINLE YASIYOR” ézniteliginin simf degerlerine gore dagilim grafigi.

“ODA VAR” niteliginin dagilimina bakildiginda (Sekil 4.14); 6grencilerin %63,4 linlin

kendine ait odasinin oldugu %36,6’s1nin ise kendine ait odasinin olmadigi goriilmektedir.
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Sekil 4.14: “ODA VAR?” 6zniteliginin siif degerlerine gore dagilim grafigi.

“EV KIRA MI” 6zniteliginin dagilimina bakildiginda (Sekil 4.15); 6grencilerin ailelerinin
%S55,8’inin kendi evinde yasadigi ve %44,2’sinin kirada oldugu goériilmektedir.
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count

hayir

EV KIRA MI

Sekil 4.15: “EV KIRA MI” ézniteliginin smif degerlerine gore dagilim grafigi.

“ISINMA” 6zniteliginin sinif degerlerine gore dagilimi incelendiginde (Sekil 4.16) 6grencilerin
yasadiklar1 evlerin %92,2’sinin 1sinma sisteminin kalorifer (dogalgaz), %5,9’unun soba oldugu

goriilmektedir.
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Sekil 4.16: “ISINMA” 6zniteliginin sinif degerlerine gore dagilim grafigi.
“SUREKLI HST” 6zniteliginin sinif degerlerine gdre dagilimi incelendiginde (Sekil 4.17)

ogrencilerin biiyilik boliimiiniin (%90,7) stirekli bir hastaligi olmadig1 %9,3 iiniin ise siirekli bir

hastalig1 oldugu goriilmektedir.
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Sekil 4.17: “SUREKLI HST” 6zniteliginin simf degerlerine gore dagilim grafigi.

“ILAC KUL” o&zniteliginin smif degerlerine gore dagilimi incelendiginde (Sekil 4.18)
ogrencilerin %93.8’inin siirekli olarak bir ilag¢ kullanmadig1 %6,2’sinin ise siirekli olarak ilag

kullandig1 goriilmektedir.

avet

£
E

Sekil 4.18: “ILAC KUL” 6zniteliginin sinif degerlerine gére dagilim grafigi.

ILAC KUL

“AMELIYAT” 6zniteliginin simf degerlerine gore dagilimi incelendiginde (Sekil 4.19)
ogrencilerin %85,5’inin herhangi bir ameliyat ge¢irmedigi %14,5’inin ise ameliyat gecirdigi

goriilmektedir.
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Sekil 4.19: “AMELIYAT” 6zniteliginin simf degerlerine gore dagilim grafigi.

“BURSLU MU” 0zniteliginin smif degerlerine gore dagilimi incelendiginde (Sekil 4.20)

ogrencilerin %97,9 unun herhangi bir burs almadig1 %2,1’inin ise burs aldig1 goriilmektedir.
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Sekil 4.20: “BURSLU MU?” 6zniteliginin sinif degerlerine gore dagilim grafigi.

4.2. NORMALIZE EDILMEMIS (TEMEL) VERI SETINE AIT SONUCLAR

1. Senaryoda veri normalize edilmeden analiz edilmistir. Temel veri setinin Hold-out %67/%33
oranlarinda egitim ve test kiimelerine ayrilmasi ile kurulan modellere ait parametre se¢imleri

asagida belirtildigi gibidir.

» Rastgele Orman algoritmasi igin aga¢ sayist parametresi (n_estimators) 20 olarak

uygulandiginda en iyi sonucu vermistir.
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» K-En Yakin Komsu Algoritmasi i¢in k=7 ve uzaklik ol¢iitii olarak “Manhattan” uzakligi
kullanilmustir.

» Karar Agaglar1 Algoritmast i¢in maksimum derinlik parametresi (max_depth) 3,
bdliinme kriteri (criterion) ise “gini” olarak uygulanmistir.

» Yapay Sinir Aglar1 modeli giris katmani, li¢ adet gizli katman ve ¢ikis katmanindan
olusmaktadir. Giris katmanindaki ndron sayis1 11, gizli katmanlardaki néron sayilari ise
sirastyla 11, 22 ve 5 olarak uygulanmistir. Aktivasyon fonksiyonu olarak Hiperbolik
Tanjant (tanh) fonksiyonu kullanilmis olup maksimum iterasyon parametresi 300 olarak
ayarlanmistir.

» Destek Vektor Makineleri igin ¢ekirdek parametresi “linear” olarak uygulanmistir.

Y

Naive Bayes algoritmasi i¢in “Multinomial” parametresi uygulanmaistir.
» Lojistik Regresyon algoritmas: i¢in; multi_class parametresi “multinomial”, ¢oziicii
fonksiyonu belirlememizi saglayan solver parametresi “lbfgs”, maksimum iterasyon

sayist ise 500 olarak uygulanmustir.
Uygulanan makine 6grenmesi modellerine ait sonuglar Tablo 4.1°de gdsterilmektedir.

Tablo 4.1: Temel veri seti HO-67/33 modellerin performans degerlendirmesi.

Algoritma Dogruluk Kesinlik Duyarhlik F-Olgiitii Auc-Skoru
Knn 0.7889 0.79 0.79 0.79 0.8589
Karar Agaclari 0.6972 0.70 0.70 0.69 0.7604
Rastgele Orman  0.8073 0.82 0.81 0.81 0.8504
DVM 0.6880 0.69 0.69 0.68 0.7880
Logistik Reg. 0.6697 0.66 0.67 0.66 0.7319
YSA 0.6238 0.64 0.62 0.61 0.6849

Naive Bayes 0.4587 0.45 0.46 0.44 0.6187
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Tablo 4.1. incelendiginde en yliksek skorlar1 saglayan algoritmanin Rastgele Orman algoritmasi
oldugu goriilmektedir. Rastgele Orman modeline ait agag yapisi ¢izimi Sekil 4.21°deki gibidir.

Net goriinmesi ac¢isindan maksimum derinlik 3 olacak sekilde budanarak verilmistir.
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Modellere ait Karmasiklik Matrisleri Sekil 4.22°de paylasilmaktadir.

1|3 4| 5 2 3 4 5 2 3 4 5
| 5|0 2 4 0 0 4 1 1 o
2|2 3 0 6 0 4 19 5 0
| 0| 3 0 7 312 9 0 2 #1 5
00 0 0 5 2 0 0 3 M

Sekil 4.22: Temel veri seti HO-67/33 modellere ait karmasiklik matrisleri.

Sekil 4.22°de gosterilmekte olan karmasiklik matrisleri, test kiimesindeki Orneklerin ait
olduklar1 karar niteligi smiflarina dair gergek ve tahmin degerlerini gostermektedir.
Karmasiklik matrislerinin anlasilmasi i¢in 6rnek olarak Destek Vektor Makinelerine ait
karmagiklik matrisi su sekilde agiklanabilir. Test kiimesinde gercek degeri “2” olan 6 kayittan
4 kayit dogru tahmin edilmis, 1 kayit “3” ve 1 kayit “4” olmak iizere toplam 2 kayit yanlis
tahmin edilmistir. Benzer sekilde gergek degeri “3” olan 28 kayittan 19 kayit dogru tahmin
edilmis, 4 adet “2” ve 5 adet “4” olmak iizere toplam 9 kayit yanlis tahmin edilmistir. Gergek
degeri “4” olan 48 kayittan 41 kayit dogru tahmin edilmis, toplam 7 adet kayit yanlis tahmin
edilmistir. Gergek degeri “5” olan 27 kayittan 24 kayit dogru tahmin edilmis, 3 adet kayit ise

yanlig tahmin edilmistir.

Gelistirilen modellere ait siniflandirma raporlari ile kesinlik, duyarlhilik ve F-6l¢iitii oranlart
karar niteligine ait her sinif degeri icin ayr1 ayr1 gorintiilenebilmektedir. Modellere ait

siniflandirma raporlar1 Tablo 4.2°de verilmektedir.
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Tablo 4.2: Temel veri seti HO-67/33 modellere ait siniflandirma raporlart.

Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.71 0.83 0.77 6
3 0.88 0.75 0.81 28
4 0.79 0.79 0.79 48
5 0.73 0.81 0.77 27
- KarAggan
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.33 0.40 6
3 0.65 0.71 0.68 28
4 0.74 0.67 0.70 48
5 0.71 0.81 0.76 27
- PastgeleOrman
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.67 0.57 6
3 0.86 0.68 0.76 28
4 0.82 0.85 0.84 48
5 0.83 0.89 0.86 27
~ DestekVektorMakineleri
Karar Niteligi Simifu Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.44 0.67 0.53 6
B 0.65 0.54 0.59 28
4 0.73 0.67 0.70 48
5 0.73 0.89 0.80 27
 YapaySiirAgan
Karar Niteligi Sinifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 1.00 0.17 0.29 6
3 0.60 0.43 0.50 28
4 0.64 0.73 0.68 48
5 0.61 0.74 0.67 27
- |LojiikRegresyon
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.33 0.40 6
8 0.62 0.46 0.53 28
4 0.68 0.75 0.71 48
5 0.71 0.81 0.76 27
- NaweBas
Karar Niteligi Siifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 0.40 0.33 0.36 6
3 0.31 0.18 0.23 28
4 0.52 0.46 0.49 48
5 0.46 0.78 0.58 27
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Tablo 4.2’de yer alan degerler K-En Yakin Komsu algoritmasi iizerinden su sekilde

aciklanabilir;

Model tarafindan hedef niteligin “3” sinif degerine ait 6rneklere yonelik yapilan tahminlerin,
%88 kesinlik oranina, %75 duyarlilik oranina ve %81 F-0lgiitii oranina sahip oldugu

anlasilmaktadir.

Sekil 4.23°de modellerin basarim oranlarina ait grafik gosterilmektedir.

Siniflandirma Modellerinin Kargilagtirilmasi HO-67-33

ﬂ” HI
i NI I

KARAR AGACLARI RANDOM FOREST DESTEK VEKTORM.  LOJISTIK REG. NAIVE BAYES

wDogruluk mKesinlik mDuyarhik mF-Olciti  m Auc-Skoru

Sekil 4.23: Temel veri seti HO-67/33 siniflandirma modellerinin performans karsilagtirma grafigi.

Temel veri seti i¢cin Hold-out %67/%33 oranlarinda bolme yontemi ile gelistirilen modellerin

siniflandirma performanslari incelendiginde;

» Rastgele Orman Algoritmast %80,73 dogruluk orani ile en yiiksek basarim oranina
sahip olmaktadir.

» K-En Yakin Komsu Algoritmast %76,14 dogruluk orami ile Rastgele Orman
Algoritmasina en yakin basarim oranina sahip modeldir.

» K-En Yakin Komsu Algoritmasini %69,72 dogruluk orani ile Karar Agaglari, %68,80
dogruluk oram ile Destek Vektor Makineleri, %66,97 dogruluk orami ile Lojistik
Regresyon ve %62,38 dogruluk orani ile Yapay Sinir Aglar1 takip etmektedir.
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%45,87 dogruluk oranina sahip olan Naive Bayes algoritmasi son derece diisiik
performans gostermislerdir.

Kesinlik, Duyarlilik ve F-Olgiiti degerlendirmeleri icin siralamanin degismedigi
goriilmektedir.

Auc skorlari incelendiginde, K-En Yakin Komsu algoritmasi1 ¢ok kiigiik bir farkla

Rastgele Orman algoritmasindan daha yiiksek bir degere ulagmustir.

Temel veri setinin Hold-out %60/%40 oranlarinda egitim ve test kiimelerine ayrilmasi ile

kurulan modellere ait parametre se¢imleri asagida belirtildigi gibidir.

>

A\

Rastgele Orman algoritmasi i¢in aga¢ sayis1 parametresi (n_estimators) 10 olarak
uygulandiginda en iyi sonucu vermistir.

K-En Yakin Komsu Algoritmasi i¢in k=7 ve uzaklik 6l¢iitli olarak ‘“Manhattan” uzakligi
kullantlmistir.

Karar Agaglar1 Algoritmast igin maksimum derinlik parametresi (max_depth) 3,
boliinme kriteri (criterion) ise “gini” olarak uygulanmstir.

Yapay Sinir Aglart modeli giris katmani, ii¢ adet gizli katman ve ¢ikis katmanindan
olusmaktadir. Giris katmanindaki ndron sayis1 11, gizli katmanlardaki néron sayilari ise
sirasiyla 11, 22 ve 5 olarak uygulanmistir. Aktivasyon fonksiyonu olarak Hiperbolik
Tanjant (tanh) fonksiyonu kullanilmis olup maksimum iterasyon parametresi 400 olarak
ayarlanmistir.

Destek Vektor Makineleri i¢in ¢ekirdek parametresi “linear” olarak uygulanmistir.
Naive Bayes algoritmasi i¢in “Multinomial” parametresi uygulanmigtir.

Lojistik Regresyon algoritmasi i¢in; multi class parametresi “multinomial”, ¢oziicii
fonksiyonu belirlememizi saglayan solver parametresi “lbfgs”, maksimum iterasyon

sayist ise 500 olarak uygulanmugtir.

Temel veri setinin Hold-out %60/%40 oranlarinda boliinmesi ile kurulan modellere ait sonuglar

Tablo 4.3’ de gosterilmektedir.
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Tablo 4.3: Temel veri seti HO-60/40 modellerin performans degerlendirmesi.

Algoritma Dogruluk Kesinlik Duyarlilik F-Olgiitii Roc-Auc
Knn 0.8030 0.81 0.80 0.80 8498
Karar Agaclar 0.7575 0.75 0.75 0.75 7737
Rastgele Orman  0.7954 0.79 0.80 0.79 8037
DVM 0.7424 0.74 0.74 0.74 8110
Logistik Reg. 0.6060 0.60 0.61 0.60 7029
YSA 0.5833 0.59 0.58 0.58 6827
Naive Bayes 0.4621 0.46 0.46 0.45 6177

Tablo 4.3. incelendiginde Hold-out %67/%33 oranlarinda bdlme yontemine gore bazi
modellerin biraz daha yiiksek, baz1 modellerin ise biraz daha diisiik performans gosterdikleri

goriilmektedir.

En yiliksek skorlar1 saglayan algoritmanin K-En Yakin Komsu algoritmast oldugu

goriilmektedir. Modellere ait Karmagiklik Matrisleri Sekil 4.24°de gosterilmektedir.



Sekil 4.24: Temel veri seti HO-60/40 modellere ait karmasiklik matrisleri.

Modellere ait siniflandirma raporlar1 Tablo 4.4’de gosterilmektedir.
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Tablo 4.4: Temel veri seti HO-60/40 modellere ait siniflandirma raporlari.

Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.83 0.71 0.77 7
3 0.87 0.79 0.83 34
4 0.77 0.84 0.80 58
5 0.81 0.76 0.78 33
- KarAggan
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.29 0.36 7
3 0.70 0.76 0.73 34
4 0.75 0.83 0.79 58
5 0.85 0.70 0.77 33
- PastgeleOrman
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 50 29 36 7
3 77 88 82 34
4 80 84 82 58
5 86 73 79 33
Karar Niteligi Simifu Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.80 0.57 0.67 7
3 0.69 0.74 0.71 34
4 0.75 0.69 0.72 58
5 0.76 0.88 0.82 33
 YapaySiirAgan
Karar Niteligi Sinifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 0.67 0.29 0.40 7
3 0.60 0.44 0.51 34
4 0.62 0.60 0.61 58
5 0.52 0.76 0.62 33
- |LojiikRegresyon
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.75 0.43 0.55 7
3 0.54 0.41 0.47 34
4 0.59 0.67 0.63 58
5 0.67 0.73 0.70 33
- NaweBas
Karar Niteligi Siifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.29 0.36 7
3 0.38 0.29 0.33 34
4 0.51 0.43 0.47 58
5 0.45 0.73 0.56 33
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Sekil 4.25°de modellerin basarim oranlarina ait grafik gosterilmektedir.

Siniflandirma Modellerinin Karsilastirilmasi HO-60-40

I

NAIVE BAYES
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Sekil 4.25: Temel veri seti HO-60/40 siniflandirma modellerinin performans karsilagtirma grafigi.

Normalize edilmemis veri seti i¢in Hold-out modellerin smiflandirma performanslari

incelendiginde;

» En yiliksek basarim oranlarinin, verinin %67 egitim, %33 test kiimesi olarak ayrildig1
durumda Rastgele Orman modeli ile elde edildigi gdzlemlenmistir.

» Her iki bélme durumunda da Rastgele Orman ve K-En Yakin Komsu Algoritmalart
birbirlerine olduk¢a yakin yiiksek bagarim oranlarina sahip olmaktadir.

» Destek Vektor Makineleri ve Karar Agaclar1 algoritmalart uygulanan modeller
igerisinde ortalama basarim oranlarina sahiplerdir.

» Yapay sinir Aglari, Lojistik Regresyon ve Naive Bayes algoritmalarinin Hold-out

yontemi i¢in son derece diisiik performans gosterdikleri goriilmiistiir.

Veri setinin ¢apraz gecerleme yontemi ile 5-kat olarak boliinmesi ile elde edilen her bir kat i¢in

dogruluk orani ve tiim katlarin ortalama dogruluk oranlar1 Tablo 4.5’ de gdsterilmektedir.
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Tablo 4.5: Temel veri seti 5-kat ¢capraz gegerleme dogruluk oranlari.

Algoritma k-1 k-2 k-3 k-4 k-5 k-ort

Knn 0.8181 0.7500 0.6590 0.8181 0.6976 0.7486
Karar A. 0.6818 0.6818 0.6590 0.6818 0.5813 0.6571
R. Orman 0.7272 0.8409 0.7045 0.7045 0.7441 0.7442
DVM 0.7727 0.7500 0.7045 0.6136 0.6279 0.6937
Loj. Reg. 0.5000 0.6818 0.6818 0.5681 0.5348 0.5933
YSA 0.4772 0.6363 0.5909 0.4545 0.5116 0.5341
Nb 0.5000 0.5227 0.5909 0.5454 0.3953 0.5108

Tablo 4.5. incelendiginde 5-kat ¢apraz gecerleme ortalama dogruluk orani en yiiksek modelin
K-En Yakin Komsu Algoritmasina ait oldugu goriilmektedir. Onu sirasiyla Rastgele Orman,
Destek Vektor Makineleri, Karar Agaglari, Lojistik Regresyon, Yapay Sinir Aglar1 ve Naive
Bayes modelleri izlemektedir.

Veri setinin ¢apraz gecerleme yontemi ile 10-kat olarak boliinmesi ile elde edilen her bir kat

icin dogruluk oran1 ve tiim katlarin ortalama dogruluk oranlar1 Tablo 4.6’da gdsterilmektedir.

Tablo 4.6: Temel veri seti 10-kat ¢apraz gecerleme dogruluk oranlari.
Algoritma k-1 k-2 k-3 k-4 k-5 k-6 k-7 k-8 k-9 k-10  k-ort

Knn 0.8636 0.7272 0.6818 0.8181 0.7272 0.5454 0.8181 0.7272 0.6363 0.7142 0.7305

Karar A. 0.6363 0.7727 0.7272 0.7727 0.7272 05454 0.6818 0.8181 0.5909 0.5238 0.6796

R.Orman 0.8181 0.8181 0.7272 0.8636 0.7727 0.6818 0.7272 0.7727 0.7272 0.6666 0.7575

DVM 0.8181 0.7727 0.7272 0.8181 0.8181 0.6818 0.5909 0.7727 0.6363 0.5714 0.7207

Loj. Reg. 04545 0.6818 0.7272 0.6818 0.6363 0.6363 0.5454 0.7727 0.5454 0.5714 0.6253

YSA 0.4090 0.5000 0.6818 0.5909 0.6818 0.5000 0.5454 0.4545 0.5909 0.4761 0.5430

Nb 0.4090 0.3636 0.5454 0.5000 0.6363 0.5454 0.5000 0.5909 0.5454 0.3333 0.4969
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Tablo 4.6. incelendiginde 10-kat capraz gecerleme ortalama dogruluk orani en yiiksek modelin

Rastgele Orman Algoritmasina ait oldugu goriilmektedir. Onu sirasiyla K-En Yakin Komsu,

Destek Vektor Makineleri, Karar Agaglari, Lojistik Regresyon, Yapay Sinir Aglar1 ve Naive

Bayes modelleri izlemektedir.

Veri setinin capraz gecgerleme yontemi kullanilarak egitim ve test kiimelerine boliinmesi ile

uygulanan modellere bakildiginda;

>

Modellerin genelinde dogruluk oranlar1 ortalamalari, Hold-out yontemi ile
kiyaslandiginda biraz daha diistiktiir.

En yiiksek basarim orani Rastgele Orman Algoritmasi ile elde edilmistir.

Modeller arasindaki performans farkinin Hold-out yontemine kiyasla diistiigii

gozlemlenmistir.

4.3. NORMALIZE VERI SETINE AiT SONUCLAR

2. Senaryoda veri normalize edilerek analiz edilmistir. Normalize edilen veri setinin Hold-out

%67/%33 oranlarinda egitim ve test kiimelerine ayrilmasi ile kurulan modellere ait parametre

secimleri agagida belirtildigi gibidir.

>

Rastgele Orman algoritmas1 i¢in agac sayist parametresi (n_estimators) 20 olarak
uygulanmigtir.

K-En Yakin Komsu Algoritmasi i¢in k=9 ve uzaklik 6l¢iitii olarak “Manhattan” uzakligi
kullanilmistir.

Karar Agaclar1 Algoritmasi i¢in maksimum derinlik parametresi (max_depth) 3,
boliinme kriteri (criterion) ise “gini” olarak uygulanmistir.

Yapay Sinir Aglar1 modeli giris katmani, ti¢ adet gizli katman ve ¢ikis katmanindan
olusmaktadir. Giris katmanindaki ndron sayis1 11, gizli katmanlardaki néron sayilari ise
stirastyla 11, 22 ve 6 olarak uygulanmistir. Aktivasyon fonksiyonu olarak Hiperbolik
Tanjant (tanh) fonksiyonu kullanilmis olup maksimum iterasyon parametresi 300 olarak
ayarlanmugtir.

Destek Vektor Makineleri icin ¢ekirdek parametresi “linear” olarak uygulanmistir.
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» Lojistik Regresyon algoritmasi i¢in; multi_class parametresi “multinomial”, ¢oziicii
fonksiyonu belirlememizi saglayan solver parametresi “lbfgs”, maksimum iterasyon
say1st ise 500 olarak uygulanmistir.

» Naive Bayes algoritmasi i¢in “Bernoulli” parametresi uygulanmustir.

Veri setinin Hold-out %67/%33 oranlarinda egitim ve test kiimelerine ayrilmasi ile kurulan

modellere ait sonuglar Tablo 4.7°de gosterilmektedir.

Tablo 4.7: Normalize Veri seti i¢in hold-out %67/%33 modellerin performans degerlendirmesi.

Algoritma Dogruluk Kesinlik Duyarlihk F-Olgiitii Auc-Skoru
Knn 0.7339 0.74 0.73 0.73 7932
Karar Agaglari 0.6788 0.68 0.68 0.68 7496
Rastgele Orman  0.7706 0.79 0.77 0.77 8213
DVM 0.7247 0.73 0.72 0.72 8035
Logistik Reg. 0.7064 0.70 0.71 0.70 7586
YSA 0.7431 0.74 0.74 0.74 7872
Naive Bayes 0.5779 0.54 0.58 0.51 6251

Tablo 4.7. incelendiginde en yiiksek basar1 saglayan algoritmanin Rastgele Orman algoritmasi
oldugu goriilmektedir. Yapay Sinir Aglari, K-En Yakin Komsu, Destek Vektor Makineleri ve
Lojistik Regresyon algoritmalar1 birbirlerine oldukca yakin diizeyde basarim oranlarina
sahiplerdir. Naive Bayes algoritmasi diger modellerle kiyaslandiginda olduk¢a diisiik

performans gostermistir. Modellere ait Karmasiklik Matrisleri Sekil 4.26°da gosterilmektedir.
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Sekil 4.26: Normalize veri seti i¢cin modellere ait karmasiklik matrisleri (hold-out 67-33).

Modellere ait siniflandirma raporlar1 Tablo 4.8’de gosterilmektedir.
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Tablo 4.8: Normalize veri seti hold-out 67/33 i¢in modellere ait siniflandirma raporlari.

Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 1.00 0.50 0.67 6
3 0.76 0.68 0.72 28
4 0.71 0.73 0.72 48
5 0.72 0.85 0.78 27
- KaarAggan
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.33 0.40 6
3 0.62 0.71 0.67 28
4 0.72 0.65 0.68 48
5 0.79 0.78 0.74 27
- PastgeleOrman
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.67 0.57 6
3 0.88 0.54 0.67 28
4 0.74 0.88 0.80 48
5 0.88 0.85 0.85 27
~ DestekVektorMakineleri
Karar Niteligi Simifu Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.67 0.57 6
B 0.70 0.57 0.63 28
4 0.73 0.75 0.74 48
5 0.79 0.85 0.82 27
 YapaySiirAgan
Karar Niteligi Sinifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 0.67 0.33 0.44 6
3 0.68 0.75 0.71 28
4 0.77 0.71 0.74 48
5 0.77 0.89 0.83 27
- |LojiikRegresyon
Karar Niteligi Siifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.67 0.33 0.44 6
8 0.65 0.61 0.63 28
4 0.70 0.73 0.71 48
5 0.77 0.85 0.81 27
- NaweBas
Karar Niteligi Siifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 0.00 0.00 0.00 6
3 0.50 0.11 0.18 28
4 0.51 0.79 0.62 48
5 0.76 0.81 0.79 27
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Siniflandirma modellerinin bagarim oranlarina ait grafik Sekil 4.27°de gosterilmektedir.

Siniflandirma Modellerinin Kargilastirilmas1 HO-67-33

KARAR AGACLARI RANDOM FOREST TEK VEKTOR LOJISTIK REG. NAIVE BAYES

Dogruluk mKesinlk ® Duyarhihk mF-Olcitd  m Auc-Skoru

Sekil 4.27: Normalize veri seti HO-67/33 siiflandirma modellerinin performans karsilagtirma grafigi.

Normalize veri setinin Hold-out %60/%40 oranlarinda ayrilmasi ile kurulan modellere ait

parametre se¢imleri asagida belirtildigi gibidir.

>

Rastgele Orman algoritmasi i¢in aga¢ sayisi parametresi (n_estimators) 10 olarak
uygulanmigtir.

K-En Yakin Komsu Algoritmasi i¢in k=9 ve uzaklik dl¢iitii olarak “Manhattan” uzakligi
kullanilmistir.

Karar Agaglart Algoritmast i¢in maksimum derinlik parametresi (max_depth) 3,
boliinme kriteri (criterion) ise “gini” olarak uygulanmistir.

Yapay Sinir Aglar1 modeli girig katmani, {i¢ adet gizli katman ve ¢ikis katmanindan
olusmaktadir. Giris katmanindaki ndron sayis1 11, gizli katmanlardaki noron sayilari ise
sirasiyla 11, 22 ve 6 olarak uygulanmistir. Aktivasyon fonksiyonu olarak Hiperbolik
Tanjant (tanh) fonksiyonu kullanilmis olup maksimum iterasyon parametresi 300 olarak
ayarlanmistir.

Destek Vektor Makineleri icin ¢ekirdek parametresi “linear” olarak uygulanmistir.
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» Lojistik Regresyon algoritmasi i¢in; multi_class parametresi “multinomial”, ¢oziicii
fonksiyonu belirlememizi saglayan solver parametresi “Ibfgs”, maksimum iterasyon
say1st ise 500 olarak uygulanmistir.

» Naive Bayes algoritmasi i¢in “Bernoulli” parametresi uygulanmustir.

Veri setinin Hold-out %60/%40 oranlarinda egitim ve test kiimelerine ayrilmasi ile kurulan

modellere ait sonuglar Tablo 4.9’da gosterilmektedir.

Tablo 4.9: Normalize veri seti igin hold-out %60/%40 modellerin performans degerlendirmesi.

Algoritma Dogruluk Kesinlik Duyarlihk F-Olgiitii Auc-Skoru
Knn 0.7121 0.72 0.71 0.71 7671
Karar Agaclari 0.7424 0.74 0.74 0.74 7712
Rastgele Orman  0.7803 0.78 0.78 0.77 7870
DVM 0.7348 0.74 0.73 0.73 8057
Logistik Reg. 0.7500 0.75 0.76 0.75 8097
YSA 0.7348 0.75 0.73 0.72 7598
Naive Bayes 0.5833 0.53 0.58 0.54 6447

Tablo 4.9. incelendiginde Auc-skoru haricinde en yiiksek basari saglayan algoritmanin Rastgele
Orman algoritmasi oldugu goriilmektedir. Onu sirasiyla izlemekte olan Lojistik Regresyon,
Karar Agaclari, Yapay Sinir Aglar1 ve Destek Vektor Makineleri birbirlerine oldukca yakin
bagarim oranlarina sahip olmuslardir. Lojistik Regresyon algoritmasi en yiiksek Auc-skoruna
sahipt olmaktadir. Naive Bayes algoritmasi diger modellerle kiyaslandiginda oldukg¢a diisiik

performans gostermistir. Modellere ait Karmasiklik Matrisleri Sekil 4.28°de gosterilmektedir.
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Sekil 4.28: Normalize veri seti igin modellere ait karmagiklik matrisleri (hold-out 60-40).

Algoritmalara ait siniflandirma raporlar1 Tablo 4.10’da gosterilmektedir.
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Tablo 4.10: Normalize veri seti hold-out 60/40 i¢in modellere ait siniflandirma raporlart.

Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 1.00 0.43 0.60 7
3 0.69 0.59 0.63 34
4 0.68 0.76 0.72 58
5 0.77 0.82 0.79 33
- KarAggan
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.40 0.29 0.33 7
3 0.73 0.71 0.72 34
4 0.76 0.81 0.78 58
5 0.78 0.76 0.77 33
- PastgeleOrman
Karar Niteligi Sinifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.29 0.36 7
3 0.79 0.76 0.78 34
4 0.75 0.90 0.82 58
5 0.88 0.70 0.78 33
~ DestekVektorMakineleri
Karar Niteligi Simifu Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 0.50 0.57 0.53 7
B 0.68 0.68 0.68 34
4 0.77 0.71 0.74 58
5 0.78 0.88 0.83 33
 YapaySiirAgan
Karar Niteligi Sinifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 1.00 0.14 0.25 7
3 0.66 0.74 0.69 34
4 0.75 0.72 0.74 58
5 0.78 0.88 0.83 33
- |LojikRegresyon
Karar Niteligi Siifi Kesinlik Duyarlilik F-Olgiitii Sinifa ait Ornek Sayist
2 1.00 0.57 0.73 7
3 0.71 0.71 0.71 34
4 0.73 0.74 0.74 58
5 0.80 0.85 0.82 33
- NaweBas
Karar Niteligi Siifi Kesinlik Duyarhlik F-Olgiitii Sinifa ait Ornek Sayist
2 0.00 0.00 0.00 7
3 0.47 0.21 0.29 34
4 0.53 0.66 0.58 58
5 0.71 0.97 0.82 33
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Siniflandirma modellerinin basarim oranlarina ait grafik Sekil 4.29°da gosterilmektedir.

Siniflandirma Modellerinin Karsilastirilmasi HO-60-40

. 1

KARAR AGACLARI RANDOM FOREST DESTEK VEKTOR LOJISTIK REG. NAIVE BAYES
M.

® Dogruluk m Kesinlik mDuyarlibk ®F-Olciti  ® Auc-Skoru

Sekil 4.29: Normalize veri seti HO-60/40 siniflandirma modellerinin performans karsilagtirma grafigi.

Normalize veri setinin ¢apraz gegerleme yontemi ile 5-kat olarak boliinmesi ile elde edilen her
bir kat i¢in dogruluk orani ve tiim katlarin ortalama dogruluk oranlari Tablo 4.11°de

gosterilmektedir.

Tablo 4.11: Normalize veri seti 5-kat ¢apraz gecerleme dogruluk oranlart.

Algoritma k-1 k-2 k-3 k-4 k-5 k-ort

Knn 0.5681 0.7045 0.7500 0.7045 0.7441 0.6942
Karar A. 0.6818 0.6818 0.6590 0.6818 0.5813 0.6571
R. Orman 0.7272 0.8409 0.7045 0.7045 0.7441 0.7442
DVM 0.7045 0.7500 0.7045 0.6136 0.6511 0.6847
Loj. Reg. 0.7045 0.7954 0.7045 0.6590 0.62279 0.6983
YSA 0.7727 0.7272 0.7045 0.7045 0.6279 0.7073

Nb 0.6363 0.6818 0.5000 0.6363 0.6976 0.6304
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Tablo 4.11. incelendiginde 5-kat ¢apraz gegerleme ortalama dogruluk orani en yiiksek modelin
Rastgele Orman Algoritmasina ait oldugu goriilmektedir. Onu sirasiyla, Yapay Sinir Aglari,
Lojistik Regresyon, K-En Yakin Komsu, Destek Vektor Makineleri, Karar Agaglari ve Naive
Bayes modelleri izlemektedir.

Veri setinin ¢apraz gecerleme yontemi ile 10-kat olarak béliinmesi ile elde edilen her bir kat

i¢cin dogruluk orani ve tiim katlarin ortalama dogruluk oranlar1 Tablo 4.12°de gosterilmektedir.

Tablo 4.12: Normalize veri seti 10-kat capraz gegerleme dogruluk oranlari.
Algoritma k-1 k-2 k-3 k-4 k-5 k-6 k-7 k-8 k-9 k-10  k-ort

Knn 0.5909 0.5909 0.7727 0.6818 0.8636 0.6363 0.6363 0.7727 0.5909 0.7142 0.6850

Karar A. 0.6363 0.7727 0.7272 0.7727 0.7272 05454 0.5909 0.8181 0.5909 0.5238 0.6705

R.Orman 0.8181 0.8181 0.7272 0.8636 0.7727 0.6818 0.7272 0.7727 0.7272 0.6666 0.7575

DVM 0.77271 0.7727 0.7272 0.8181 0.7727 0.7272 0.5454 0.7272 0.7727 0.5714 0.7207

Loj. Reg. 0.7272 0.7727 0.7272 0.8636 0.7727 0.6818 0.5909 0.7727 0.7272 0.5714 0.7207

YSA 0.8181 0.8636 0.6363 0.8181 0.7727 0.5454 0.6818 0.7727 0.6363 0.6666 0.7212

Nb 0.7727 0.5909 0.6363 0.8181 0.5454 0.5000 0.5909 0.6363 0.5909 0.7619 0.6443

Tablo 4.12. incelendiginde 10-kat ¢apraz gegerleme ortalama dogruluk orani en yiiksek modelin
Rastgele Orman Algoritmasina ait oldugu goriilmektedir. Onu sirastyla, Yapay Sinir Aglari,
Lojistik Regresyon, Destek Vektor Makineleri, K-En Yakin Komsu, Karar Agaclar1 ve Naive

Bayes modelleri izlemektedir.

44. TEMEL VERI SETi VE NORMALIZE VERI SETINE AiT SONUCLARIN
KARSILASTIRILMASI

Temel veri seti ve normalize veri setine uygulanan makine 6grenmesi modellerinin performans

degerlendirmeleri karsilagtirilmistir (Tablo 4.13).
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Tablo 4.13: Tiim modellerin karsilastirmali performans degerlendirmesi.

Normalize Edilmemis (Temel) Veri Seti Normalize Veri Seti

Accuracy
IVeriseti  |HO (67-33) |HO 60-40 |k-5fold |k-10 fold |HO (67-33) [HO 60-40|k-5 fold  |k-10 fold

KNN 0.7889 0.8030 0.7486 0.7305 0.7339 0.7121  [0.6942 0.6850
KARAR 0.6972 0.7575 0.6571 0.6796 0.6788 0.7424  [0.6571 0.6705
AGACLARI

RASTGELE |0.8073 0.7954 0.7442 0.7575 0.7706 0.7803  |0.7442 0.7575
ORMAN

DESTEK
VEKTOR 06880 (07424  [0.6937 07207  [0.7247  [0.7348  [0.6847  [0.7207

MAKINELERI

LOJISTIK 0.6697 0.6060 0.5933 0.6253 0.7064 0.7500  |0.6983 0.7207
REGRESYON

YSA 0.6238 0.5833 0.5341 0.5430 0.7431 0.7348 [0.7073 0.7212
NAIVE 0.4587 0.4621 0.5108 0.4969 0.5779 0.5833  |0.6304 0.6443
BAYES

Calismada gelistirilen tiim makine Ogrenmesi modelleri karsilastirildiginda; en basarili
modelin, Rastgele Orman algoritmasinin temel veri seti lizerinde ve hold-out 67/33 bdlme orani

ile uygulanmasi sonucunda elde edildigi goriilmektedir.

4.5. MODELIN UYGULAMAYA GECIRILMESI

En yiiksek basarim oranlarina ulagan makine 6grenmesi modeli kullanilarak o6grencilerin
akademik basari tahminine yonelik, yerel sunucuda calisan basit ara yiize sahip bir sistem
gelistirilmistir. Yazilimin tasarimi i¢in yararlanilan programlar ve kiitliphaneler Tablo 4.14’de

belirtilmektedir.
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Tablo 4.14: Gelistirilen yazilimda kullanilan programlar ve kiitiiphaneler.

Siiriim
Program/Kiitiiphane Adi [ Kullanim Amaci Kaynak
ilgisi
. Gelistirme ortami - Python
Streamlit 0.74.1 ) Teixeira ve dig., 2021
kiitiiphanesi
Bulut tabanli web platform ]
Heroku - . Hanjura, 2014
Servisi
- Van Rossum ve Drake,
Python 3.6.5 Programlama dili
2009
Bilimsel hesaplamalar i¢in ) )
Numpy 1.14.3 Harris ve dig., 2020
kullanilan kiitiiphane
Veri segme ve doniistiirme .
Pandas 0.23.0 McKinney., 2010
islemleri
) Modelin kaydedilmesi ve kayitl
Pickle 0.7.5 Van Rossum ve dig., 2020

modelin kullanilmasi

Sistem asagida belirtilen uygulama adimlar takip edilerek olusturulmustur.

» Rastgele orman modeli, “Pickle” fonksiyonu kullanilarak kaydedilmistir.

» “Streamlit” gatisi

(framework) altinda

simiflandiricinin ~ egitiminde

kullanilan

Ozniteliklerin kullanic tarafindan girilmesini saglayacak bir ara yiiz olusturulmustur.

Ara yliz araciligiyla girilen degerlerin kayitl makine 6grenmesi modeli ile uyumlu hale
getirilmesi igin gerekli veri donilistimlerini saglayan diizenlemeler yapilmistir.

Butona basildiginda, egitilmis model tarafindan sene sonu agirlikli not ortalamasinin
tahmin edilerek ekrana yazdirilmasini saglayan diizenlemeler yapilmistir.

Streamlit catis1 altinda c¢alisan yazilim modeli Heroku web platformu baglantisi
yapilarak web ortamina aktarilmistir. https://model-tahmin.herokuapp.com adresinden

modele ulagilabilmektedir.

Gelistirilen yazilima ait 6rnek ekran goriintiisii Sekil 4.30°da paylasilmaktadir.


https://model-tahmin.herokuapp.com/
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OGRENCI AKADEMIK BASARI TAHMIN
SISTEMI

Anne beba birlte mi

evet -

Anne EEIim Durumy

lize -
Anne Meslek

Gzel sekibrde calizan -
Eabe M

MEmur -
Kiminle ¥

allesiyle -

Kending Ait Odzsvar mit

evet -

Devarmazhik

5 - o+

i1k D@rem Tlrkge Mot Crtalarmas

75,52 - 4

ilk Donern Maternatik Mot Ortalarnas

73,45 - +
Kardes Sayia
1 - +

Gegrnig Yillar AZirlikds Not Ortalarnas

78,98 = +

Tahmin

Random Forest Modeli Tahmini: 4.

Sekil 4.30: Gelistirilen yazilima ait 6rnek ekran goriintiisii.

Sekil 4.30°da goriildiigi iizere; kullanici tarafindan 68renciye ait gerekli bagimsiz degiskenler
sistemin ara ylizii kullanilarak girilebilmektedir. “Tahmin” butonuna basildiginda 6nceden

egitilmis olan rastgele orman modeli ¢alisarak 6grencinin sene sonu agirlikli not ortalamasi
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tahmini ekrana yazdirilmaktadir. Sistem tarafindan iiretilen ¢ikti1 degeri Tablo 3.3’de belirtilen

MEB’in 5’lik sistem not doniisiim ¢izelgesindeki not degerlerini ifade etmektedir.
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5. TARTISMA VE SONUC

Akademik basariy1 etkileyen c¢ok fazla etken bulunmaktadir. Bu etkenlerin bazilarina
(6grencinin psikolojik durumu, aile i¢i durum vb.) giivenilir veri olarak erismek zor
olabilmektedir. Ayni zamanda basar1 tahmininde kullanilan 6znitelikler bireyler lizerinde farkl
etkiler yaratabilmektedir. Bu gibi nedenlerden dolayr akademik basari tahmini zor bir islem
olarak goriinmektedir (Aydemir, 2017). Bu c¢alismada akademik basarinin tahmin edilmesi

amaciyla demografik, sosyoekonomik ve akademik ge¢mise ait 6znitelikler kullanilmistir.

Literatiir incelendiginde akademik basari tahminine yonelik ¢ok sayida ¢alisma olup ortaokul
seviyesine dair galismalarin az sayida oldugu goriilmektedir (Boliim 2.4). Bu tez calismasi
ortaokul O6grencilerinin akademik basar1 tahminine yonelik olmasi nedeniyle bu alandaki

literatiire katki saglayacagi diisiintilmektedir.

Bu tez ¢alismasinin amaci siniflandirmaya dayali makine 6grenmesi yontemleri kullanilarak
ortaokul 6grencilerinin akademik basarilarinin 6nceden tahmin edilmesi ve basariya en fazla
etki eden faktorlerin tespit edilmesidir. Caligma kapsaminda 7 algoritma ve 5 degerlendirme
Olciitii kullanilarak siniflandirma modelleri olusturulmustur. Kullanilan algoritmalar Karar
Agaclar1 Algoritmasi, Rastgele Orman Algoritmasi, K-En Yakin Komsu Algoritmasi, Destek
Vektor Makineleri, Naive Bayes Algoritmasi, Lojistik Regresyon Algoritmasi ve Yapay Sinir
Aglar1 olup 6nceki galismalar ile uyumludur (Tablo 2.6). Hedef degisken 0-5 arasi kategorik
degerlere sahip olmakla birlikte kullanilan veri setinde benzersiz siif degerleri 2-5 aralifinda

4 seviyelidir.

Cortez ve Silva (2008), Sen ve dig. (2012), Guo ve dig. (2015), Abbasoglu (2020)
calismalarinda orneklem olarak ortaggretim Ogrencilerine ait veri kullanmig ve hedef
degiskenleri 5 seviyelidir. Bu tez ¢alismasinda da literatiire benzer sekilde 5 seviyeli hedef

degisken kullanilarak ortadgretim 6grencilerine ait veri analiz edilmistir.

Bu tez calismasinda gelistirilen siniflandirma modelleri arasinda en basarili sonucu, temel veri
seti ile yapilan analizde %80.73 dogruluk orani ile Rastgele Orman algoritmasi vermistir.
Kesinlik, duyarlilik, F-6l¢iitii ve Roc-auc skoru degerleri de algoritmanin basarisini dogrular
niteliktedir ve modelin giivenilirligini artirmaktadir. Abbasoglu (2020), ¢alismasinda Lojistik

Regresyon algoritmasi %64.13 dogruluk orani ile en basarili sonucu elde etmistir. Siniflandirma



112

basarisinin ortalama seviyede oldugu goriilmekte olup bu durumun, veri setinde ge¢mis
akademik basariya dair degiskenlerin kullanilmamasindan kaynaklandigi diisiintilmektedir.
Baska bir ¢alismada (Cortez ve Silva, 2008), en yliksek model basarimi %78,5 dogruluk orant
ile Naive Bayes algoritmasi tarafindan saglanmistir. En basarili model bu tez ¢alismasi ile
farklilik gostermekte olup model basarimi agisindan yakin sonuglar elde edilmistir. Sen ve dig.
(2012), calismalarinda en yiiksek basarim oranlar1 Karar Agaglar1 modeli ile saglanmistir ve bu
tez caligmasi ile farklilik gostermektedir. %94,5 dogruluk oranina ulasilmis olup bu tez
calismasindan daha yiiksek bir deger elde edilmistir. Bu durumun, veri setindeki bagimsiz
degiskenlerin agirlikli olarak not bilgilerinden olugsmasindan kaynaklandig1 diisiiniilmektedir.
Bir diger calismada (Guo ve dig., 2015), en basarili model %77,2 dogruluk oranina sahip derin
O0grenme modeli olmustur. Model basarim orani mevcut tez calismast ile benzerlik

gostermektedir.

Siniflandirma modellerinde hedef nitelige ait smuf degerleri sayist artttkga model
performanslar1 dogal olarak diismektedir. Bu calismada 4 seviyeli bagimli degiskenin tahmini
yapilmis olup kabul edilebilir seviyede basarili sonuglar elde edildigi diistiniilmektedir. Tahmin
basarisinin yiliksek olmasinda, 6grencilerin Tiirk¢ce, Matematik derslerine ait notlari ile dnceki

yillar not ortalamalariin model egitiminde kullanilmasinin biiytik etkisi oldugu belirlenmistir.

Calismanin diger odak noktasi olan basariya en fazla etki eden faktorlerin belirlenmesi

kapsaminda asagida belirtilen bilgilere ulagilmistir:

» Akademik ge¢mise ait degiskenler olan ge¢mis yillar not ortalamasi, Tiirkge dersi 1.
donem ortalamasi ve Matematik dersi 1. donem ortalamasi basariy1 en fazla etkileyen
Oznitelikler olarak tespit edilmistir. Aydin (2007), Cortez ve Silva (2008), Ramaswami
ve Bhaskaran (2009), Sen ve dig. (2012), Goker (2012), Acharya ve Sinha (2014),
Devasia ve dig. (2016), Tomasevic ve dig. (2020) caligmalarinda bu tez ¢aligsmasi ile
benzer sekilde, gegmis akademik basariya ait degiskenlerin basariya en fazla etki eden
Oznitelikler oldugunu belirtmislerdir. Bu nedenle akademik ge¢misin basari {izerinde
yiiksek belirleyiciligi oldugu sdylenebilir.

» Devamsizlik durumu basariyi etkileyen bir diger 6nemli faktor olarak belirlenmistir. Bu
durum literatiir (Goker, 2012; Ozdemir, 2016; Uzel ve dig., 2018; Abbasoglu, 2020) ile

uyumludur.
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» Demografik ve sosyoekonomik o&zelliklerin akademik basariya ¢ok fazla etkisi
olmamakla birlikte tahmin basarisina katkis1 oldugu gériilmiistiir. Ogrencinin kiminle
yasadig1, anne babasinin birlikte olup olmadigi, babasinin meslegi, annesinin meslegi,
annesinin egitim durumu, kendisine ait odasinin olup olmadigi ve kardes sayisi
Oznitelikleri basariya en fazla etki eden demografik ve sosyoekonomik 6zellikler olarak
bulunmustur. Calisma bu yoniiyle literatiirdeki ¢alismalar ile benzerlik gostermektedir
(Cortez ve Silva, 2008; Goker, 2012; Depren ve dig., 2017; Abbasoglu, 2020).

» Benzer ¢aligmalarda (Goker, 2012; Acharya ve Sinha, 2014; Devasia ve dig., 2016;
Gok, 2017; Uzel ve dig., 2018) yiiksek onem derecesine sahip olarak bulunan baba
egitim durumu, gelir durumu, burs alma durumu ve cinsiyet degiskenlerinin bu
calismada yapilan 6zellik se¢imi analizi sonuglarina gore bagimli degiskene etkisinin
diisiik oldugu tespit edilmistir.

> Literatiirde (Ozdemir, 2016; Gk, 2017; Depren ve dig., 2017; Filiz, 2019; Gomes ve
Jelihovschi, 2019) hedef nitelik tizerinde 6nemli etkisi oldugu belirtilen motivasyon,
ailenin ders konusundaki destegi ve kurs alma durumu vb. 6znitelikleri bu ¢aligmadaki

verli setinde bulunmamaktadir.

Bu ¢alisma Istanbul ilinde bulunan tek bir ortaokulda egitim gérmekte olan 6grencilere ait veri
seti ile gergeklestirilmistir. Farkli 6rneklemler iizerinde uygulandig: takdirde model basarim
oranlar1 ve belirleyici nitelikler degiskenlik gosterebilir. Orneklemin genisletilmesi durumunda
daha fazla ve daha cesitli veriye ulasilacagi i¢in daha basarili sonuclar elde edilebilecegi

diistiniilmektedir.

Calismanin yiiksek seviyeli hedef degisken tahmini i¢in yiiksek sayilabilecek model basarim
oranlarina sahip oldugu diisiiniilmektedir. Ortaokul 6grencileri i¢in akademik basari tahminine
yonelik bir sistem gelistirilmesi yoOniiyle 6zgiin bir ¢alisma oldugu ve literatiire katki
saglayabilecegi disiiniilmektedir. Caligmada tasarlanan sistemin daha fazla ve ¢esitli veri ile

modellenerek gelistirildigi takdirde;

» Karar verici konumdaki kurumlar agisindan ortadgretim stratejilerinin belirlenmesinde
yardimci olabilir.
» Ortaokul kademesindeki egitim yoneticilerine ve Ogretmenlere akademik basari

konusunda erken tedbirlerin alinmasi i¢in yol gosterici olabilir.
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> Ogrenci ve velileri tarafindan kullanilarak dgrencilerin yakin gelecekteki akademik
basarilar1 hakkinda bir fikir edinilebilir.

Gliniimiizde veri madenciligi ve makine 6grenmesi yontemleri ile gergeklestirilen akademik
basar1 tahmininin, egitimin planlanmasi ve Onleyici egitim acgisindan 6nemli oldugu ve
gelistirilmesi gerektigi diisiiniilmektedir. Bu tez ¢alismasinda oldugu gibi gelistirilecek olan
sistemler sayesinde akademik basar1 yoniinden risk grubunda olan dgrencilerin tespit edilmesi
ve Onleyici tedbirlerin alinmasi saglanabilir. Gelecek caligsmalar i¢in daha genis kapsamli veri
setleri ve farkli yapay zeka yontemleri kullanilarak gelistirilecek modeller ile basarili sonuglar
elde edilebilir. Makine 6grenmesi yontemleri ile gelistirilecek sistemlerin egitime olumlu katki

saglayacagi diisiinlilmektedir.
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EK 2. Model Gelistirme — Python Kodlari.

# GEREKLI KUTUPHANELERIN YUKLENMESI #########4#

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.preprocessing import LabelEncoder,OneHotEncoder
from sklearn.preprocessing import StandardScaler,MinMaxScaler
from sklearn.metrics import mean squared error as mse

from sklearn.metrics import mean absolute error as mae

from sklearn.neighbors import KNeighborsClassifier

from sklearn.neighbors import KNeighborsRegressor

# VERI SETININ DATAFRAME'E AKTARILMASI VE VERI SETI HAKKINDA OZzET BILGILER
df=pd.read excel('tez-veri-birlesik-clasf.xlsx")

print('Eksik Dederler Listesi:\n',df.isnull().sum())

print(df.info())

aciklama=df.describe ()

print(aciklama)

index=[-1,-2,-6,-7,-8]

renk=['#4682b4"', '#ff1493','gray','#3cb371"','orange']

for i in range(0,5):
sns.boxplot (x=df.iloc[:,index[1]],color=renk[i])
plt.show()

#AYKIRI DEGER TESPITI

gl=df['SON ORT'].quantile(0.25)

g3=df['SON ORT'].quantile(0.75)

IQR=g3-gl

alt sinir=gl-1.5*IQR

ust sinir=q3+1.5*IQR

alt uc degerler=(df['SON ORT']<(alt sinir))

ust uc degerler=(df['SON ORT']>ust sinir)

print("alt sinir degerler: ", alt sinir)

print("aykiri deger sayisi: ", df['SON ORT'][alt uc degerler].shape[0])
print("aykiri dedgerler: \n", df['SON ORT'][alt uc degerler])
df["SON ORT'][alt uc degerler]=45.39

sns.boxplot(x=df.iloc[:,-1],color="#4682b4")
plt.show()

#100'LUK SISTEMDEKI NOTLARIN 5'LIK SISTEME CEVRILMESI
for j in range(0,328):
if(df['SON ORT'][71<45):
df['SON ORT'][j]1=1
elif (df['SON ORT'][j]1>=45 and df['SON ORT'][J]1<55):
df['SON ORT'][j]=2
elif (df['SON ORT'][]j]1>=55 and df['SON ORT'][j1<70):
df['SON ORT'][j]=3
elif (df['SON ORT'][]j]1>=70 and df['SON ORT'][j]1<85):
df['SON ORT'][j]=4
else:
df['SON ORT'][j]1=5

liste=[x for x in df.columns ]



129

print(liste)

sns.countplot (x=df['BARA MESL'])
plt.xticks(rotation=90)
plt.show()

#HEDEF NITELIGIN DAGILIM GRAFIGI ##########4###44#
print(df.iloc[:,-1].value counts())
ax=sns.countplot(x=df.iloc[:,-1],data=df, )
for p in ax.patches:

ax.annotate('{:.2f}'.format(p.get height()), (p.get x()+0.15,
p.get _height ()+1))
plt.figure(figsize=(12,8))
plt.show()

sns.distplot (df['SON ORT'])
plt.show()

#OZNITELIKLERIN DAGILIM GRAFIKLERI #########
for i in range(0,25):

ax=sns.countplot(x=df.iloc[:,1i],data=df)

for p in ax.patches:

ax.annotate('{:.2f}"'.format(p.get height()), (p.get x()+0.15,

p.get _height ()+1))

plt.xticks (rotation=90)

plt.show()

#EKSIK VERILERIN TAMAMLANMAST ## # # # # & 4 # 4 4 4 A A A A S A A
from sklearn.impute import SimpleImputer,KNNImputer

from sklearn.experimental import enable iterative imputer
from sklearn.impute import IterativeImputer

imp= SimpleImputer (missing values=np.nan,strategy='mean')
imp2= SimpleImputer (missing values=np.nan,strategy='most frequent')

df.iloc[:,10:11]=imp.fit transform(df.iloc[:,10:11])
df.iloc[:,17:18]=imp.fit transform(df.iloc[:,17:18])
df.iloc[:,10:11]=df.iloc[:,10:11].round()

df.iloc[:,17:18]=df.iloc[:,17:18].round()

df.iloc[:,18:19]=imp.fit transform(df.iloc[:,18:19])
df.iloc[:,19:20]=imp.fit transform(df.iloc[:,19:20])
df.iloc[:,23:24]=imp.fit transform(df.iloc[:,23:24])
df.iloc[:,24:25]=imp.fit transform(df.iloc[:,24:25])

df.iloc[:,0:10]=imp2.fit transform(df.iloc[:,0:10])
df.iloc[:,11:17]=imp2.fit transform(df.iloc[:,11:17])
df.iloc[:,20:23]=imp2.fit transform(df.iloc[:,20:23])

FHEH A A S

cinsiyet=df.iloc[:,0:1].values
annesag=df.iloc[:,1:2].values
babasag=df.iloc[:,2:3].values
abbirlikte=df.iloc[:,3:4].values
anneegt=df.iloc[:,4:5].values
babaegt=df.iloc[:,5:6].values
annehastalik=df.iloc[:,6:7].values
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babahastalik=df.iloc[:,7:8].values
annemeslek=df.iloc[:,8:9].values
babameslek=df.iloc[:,9:10].values
kardessayisi=df.iloc[:,10:11].values
gelir=df.iloc[:,11:12].values
kiminleyasiyor=df.iloc[:,12:13].values
odavarmi=df.iloc[:,13:14].values
evkirami=df.iloc[:,14:15].values
isinma=df.iloc[:,15:16].values
sureklihastalik=df.iloc[:,16:17].values
devamsizlik=df.iloc[:,17:18].values
turkce=df.iloc[:,18:19].values
matematik=df.iloc[:,19:20].values
surekliilac=df.iloc[:,20:21].values
ameliyat=df.iloc[:,21:22].values
burslumu=df.iloc[:,22:23].values
gecmis ort=df.iloc[:,23:24].values
son_ort=df.iloc[:,24:25].values

#KATEGORIK VERILERIN SAYISAIL HALE DONUSTURULMEST ######4# 444444
le=LabelEncoder ()

cinsiyet=le.fit transform(cinsiyet)
annesag=le.fit transform(annesag)

babasag=le.fit transform(babasag)
abbirlikte=le.fit transform(abbirlikte)
anneegt=le.fit transform(anneegt)

babaegt=le.fit transform(babaegt)
annehastalik=le.fit transform(annehastalik)
babahastalik=le.fit transform(babahastalik)
annemeslek=le.fit transform(annemeslek)
babameslek=le.fit transform(babameslek)
gelir=le.fit transform(gelir)
kiminleyasiyor=le.fit transform(kiminleyasiyor)
odavarmi=le.fit transform(odavarmi)
evkirami=le.fit transform(evkirami)

isinma=le.fit transform(isinma)
sureklihastalik=le.fit transform(sureklihastalik)
surekliilac=le.fit transform(surekliilac)
ameliyat=le.fit transform(ameliyat)
burslumu=le.fit transform(burslumu)

FHEH A S S R

#SUTUNLARI TEKRAR DATAFRAME'E CEVIRME ###### 444444444
dl=pd.DataFrame (data=cinsiyet,columns=['cinsiyet'])
d2=pd.DataFrame (data=annesag,columns=["'annesag'])
d3=pd.DataFrame (data=babasag,columns=["'babasag'])
d4=pd.DataFrame (data=abbirlikte,columns=['abbirlikte'])
d5=pd.DataFrame (data=anneegt,columns=['anneegt'])
do=pd.DataFrame (data=babaegt,columns=['babaegt'])
d7=pd.DataFrame (data=annehastalik,columns=['annehastalik'])
d8=pd.DataFrame (data=babahastalik,columns=['babahastalik'])
d9=pd.DataFrame (data=annemeslek,columns=["'annemeslek'])
dl0=pd.DataFrame (data=babameslek,columns=['babameslek'])
dll=pd.DataFrame (data=gelir,columns=['gelir'])

dl2=pd.DataFrame (data=kiminleyasiyor,columns=['kiminleyasiyor'])
d13=pd.DataFrame (data=odavarmi,columns=["'odavarmi'])
dl4=pd.DataFrame (data=evkirami,columns=['evkirami'])
dl5=pd.DataFrame (data=isinma,columns=['isinma'])
dlé=pd.DataFrame (data=sureklihastalik,columns=['sureklihastalik'])
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dl7=pd.DataFrame (data=devamsizlik,columns=['devamsizlik'])
dl18=pd.DataFrame (data=turkce,columns=['turkce'])
dl9=pd.DataFrame (data=matematik,columns=['matematik'])
d20=pd.DataFrame (data=surekliilac,columns=['surekliilac'])
d21=pd.DataFrame (data=ameliyat,columns=['ameliyat'])
d22=pd.DataFrame (data=burslumu,columns=["'burslumu'])
d23=pd.DataFrame (data=kardessayisi,columns=["'kardessayisi'])
d24=pd.DataFrame (data=gecmis ort,columns=['gecmis ort'])
d25=pd.DataFrame (data=son_ort,columns=['son ort'])

G

#DATAFRAME'LERI BIRLESTIRME ##### #4444 4444444444444 4444444
dfl=pd.concat ([d1l,d2] , axis=1)
df2=pd.concat ([dfl,d3] , axis=1l)
df3=pd.concat ([df2,d4] , axis=l)
df4=pd.concat ([df3,d5] , axis=l)
df5=pd.concat ([df4,d6] , axis=l)
dfeé=pd.concat ([df5,d7] , axis=l)
df7=pd.concat ([df6,d8] , axis=l)
df8=pd.concat ([df7,d9] , axis=l)
df9=pd.concat ([df8,d10] , axis=1)
dfl10=pd.concat ([df9,d1l1l] , axis=1)
dfll=pd.concat ([df10,d12] , axis=l)
dfl2=pd.concat ([df1l1l,d13] , axis=l)
dfl3=pd.concat ([dfl2,d14] , axis=1)
dfld4=pd.concat ([df13,d15] , axis=1)
dfl5=pd.concat ([dfl4,dl6] , axis=1)
dflée=pd.concat ([df1l5,d17] , axis=l)
dfl7=pd.concat ([df1l6,d18] , axis=l)
dfl8=pd.concat ([df17,d19] , axis=1)
dfl19=pd.concat ([df18,d20] , axis=1)
df20=pd.concat ([df19,d21] , axis=1)
df2l=pd.concat ([df20,d22] , axis=l)
df22=pd.concat ([df21,d23] , axis=l)
df23=pd.concat ([df22,d24] , axis=1)
df24=pd.concat ([df23,d25] axis=l)
###########################################################

x=df24.iloc[:,0:24]
y=df24.iloc[:,24:25]

y=y.astype('int"')
liste=[x for x in df24.columns ]
print(liste)

# OZELLIK SECIMI #########4#4#4HHt44Ht44H R4 R4HHRHHHHRHHS
from sklearn.feature selection import SelectKBest

from sklearn.feature selection import chi2

from sklearn.feature selection import f regression

from sklearn.feature selection import mutual info regression
from sklearn.feature selection import mutual info classif
from sklearn.feature selection import ficlaSSlf

bestf=SelectKBest (score func=chi2, k=11)
fit=bestf.fit(x,y)

dfscores=pd.DataFrame (fit.scores )
dfcolumns=pd.DataFrame (x.columns)

ozellik skoru=pd.concat ([dfcolumns,dfscores],axis=1)
ozellik skoru.columns=['Specs','Score']
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print(ozellik skoru.nlargest(ll,'Score'))

FHE A A A R A R R R R R A R A

import warnings
warnings.filterwarnings ('ignore')

from sklearn.model selection import train test split
from sklearn.metrics import accuracy score

from sklearn.metrics import fl score

from sklearn.metrics import r2 score

from sklearn.metrics import confusion matrix

x=df24.iloc[:,[3,4,8,9,11,12,16,17,18,22,23]11
y=df24.iloc[:,24:25]
y=y.astype('float")

#ISI HARITASI ILE OZNITELIKLER ARASI KORELASYONUN GORUNTULENMESI
corr=df24.iloc[:,[16,17,18,22,23,24]1].corr ()
plt.figure(figsize=(8,6))

sns.heatmap (corr,annot=True,cmap=plt.cm.Reds)

print(corr)

plt.show()

FHAFHH A A AR S HH
"""m=[x for x in range(l,len(y)+1)]
plt.plot (m,vy)

plt.show ()

sns.distplot (y,kde=False)
plt.show()

X train,x test,y train,y test=train test split(x,y,
test size=0.33,random state=0)

#YsAa ILE TAHMIN

from sklearn.neural network import MLPClassifier
model=MLPClassifier (hidden layer sizes=(11,22,5 ), alpha=le-05,
activation='tanh', solver='adam', random state=42, max iter=300,
learning rate='adaptive')

model.fit(x train,y train)

tahminysa=model.predict (x_test)

oran7=accuracy_score(y test,tahminysa)

print('Ysa Tahmin Dogruluk Orani:',oran7)

cm=confusion matrix(y test, tahminysa)
print('Yapay Sinir Aglari Karmasiklik Matrisi:\n',6cm)

#KARAR AGACLARI SINFLANDIRMA ALGORITMASI ILE TAHMIN
from sklearn.tree import DecisionTreeClassifier
" 4PARAMETRE SECIMI
for i in range(1,30):
dtc=DecisionTreeClassifier (max depth=i,min samples leaf=1)
dtc.fit(x train,y train)
tahmindtc=dtc.predict (x test)
oranl=accuracy score (y_ test, tahmindtc)
print (i, 'parametresi icin Karar AJaclari Dogruluk Orani:',oranl)

nun

dtc=DecisionTreeClassifier (max depth=3)
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dtc.fit(x _train,y train)

tahmindtc=dtc.predict (x_test)
oranl=accuracy score(y test,tahmindtc)

print('Karar Agaclari Tahmin Doruluk Orani:',oranl)
cm=confusion matrix(y test, tahmindtc)

print('Karar AJaclari Karmasiklik Matrisi:\n',cm)

FHAFF A A A

#RANDOM FOREST ALGORITMASI ILE TAHMIN

SEED=1

from sklearn.ensemble import RandomForestClassifier
nnr 4PARAMETRE SECIMI

for i in range(10,200,10):

rfc=RandomForestClassifier(n estimators=i, min samples leaf=1,

random_state=42)
rfc.fit(x_train,y train)
tahminrfc=rfc.predict (x test)

oranz=accuracy score(y test,tahminrfc, normalize=True)
print (i, 'parametresi icin Random Forest Dodruluk Orani:',oran2?)

wmn

rfc=RandomForestClassifier(n estimators=20, min samples leaf=l,

random_state=42)

rfc.fit(x train,y train)

tahminrfc=rfc.predict (x_test)
oranZ2=accuracy_ score(y test,tahminrfc, normalize=True)

print('Random Forest Dogruluk Orani:',oran?2)
cm=confusion matrix(y test, tahminrfc)
print('Random Forest Karmasiklik Matrisi:\n',cm)

FHEFHH AR AR R

#AGAC YAPIST GORSELLESTIRME ##########4##H#44HHHF4##

print('random forest karar agaci sayisi: ',len(rfc.estimators ))

from sklearn import tree
fig, axes = plt.subplots(nrows = 1,ncols = 1,figsize =
dot data=tree.plot tree(rfc.estimators [0],

feature names=x.columns,class names=['2',6'3"',"'4",'5"'],
filled=True)
fig.savefig('agac yapi.png')

FHEFHH AR AR R

#DESTEK VEKTOR MAKINEST ILE TAHMIN

from sklearn.svm import SVC
svc_cls=SVC(kernel='linear')

svce cls.fit(x train,y train)

tahminsvc=svc cls.predict(x_ test)
oran3=accuracy_ score(y test,tahminsvc)

print('Destek Vektor Regresyon Dogruluk Orani:',oran3)
cm=confusion matrix(y test, tahminsvc)

(4,4),

print('Destek Vektor Makinesi Karmasiklik Matrisi:\n',cm)

FHERHFHH A FFRH AR AR FHHH AR H R HHF RS AR HHHHA

#KNN SINIFLANDIRMA ALGORITMASI ILE TAHMIN

dpi=800)
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from sklearn.neighbors import KNeighborsClassifier
"nr 4PARAMETRE SECIMI
for i in range(1,10):
knn=KNeighborsClassifier (n neighbors=i, metric='manhattan')
knn.fit(x train,y train)
tahminknn=knn.predict (x_ test)
orand=accuracy score (y_ test, tahminknn)
print (i, 'parametresi ic¢in Knn Dogruluk Orani:',oranié)
knn=KNeighborsClassifier (n neighbors=7, metric='manhattan')
knn.fit(x train,y train)
tahminknn=knn.predict (x_test)
orand=accuracy score(y test,tahminknn)
print ('Knn Dogruluk Orani:',orand)

cm=confusion matrix(y test, tahminknn)
print('Knn Karmasiklik Matrisi:\n',cm)

from sklearn.preprocessing import label binarize

from sklearn.metrics import roc curve, auc

from sklearn.multiclass import OneVsRestClassifier
from sklearn.model selection import cross_val predict

FHAFF A A A R

#NAIVE BAYES SINFLANDIRMA ALGORITMASI ILE TAHMIN
from sklearn.naive bayes import MultinomialNB
nb= MultinomialNB ()

nb.fit(x train,y train)

tahminnb=nb.predict (x_test)

oranb=accuracy_ score(y test,tahminnb)
print('Naive Bayes Dogruluk Orani:',oranb)
cm=confusion matrix(y test, tahminnb)
print('Naive Bayes Karmasiklik Matrisi:\n',cm)

FHEFHH AR AR R

#1L.0OJISTIK REGRESYON ALGORITMASI ILE TAHMIN

from sklearn.linear model import LogisticRegression

logr= LogisticRegression(random state=None, solver='lbfgs', max iter=500,
multi class='multinomial')

logr.fit(x train,y train)

tahminlogr=logr.predict (x_ test)

orané6=accuracy score(y test,tahminlogr)
print('Lojistik Regresyon Dogruluk Orani:',oran6)
cm=confusion matrix(y test, tahminlogr)
print('Lojistik Regresyon Karmasiklik Matrisi:\n',cm)

FHE AR AR AR R A

#K-KAT CAPRAZ GECERLEME #########44d#d44tH4444d4444

kf=10

from sklearn.model selection import cross val score

basari=cross val score(estimator=knn,X=x train,y=y train,cv=kf,scoring='acc
uracy')

print('Knn k-fold degeri:\n',basari)

print ('Knn k-fold ortalama deger:\n',basari.mean())
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basari=cross val score(estimator=dtc,X=x train,y=y train,cv=kf,scoring='acc
uracy')

print('Karar Adaclari k-fold degeri:\n',basari)

print('Karar Adaclari k-fold ortalama deder:\n',basari.mean())

basari=cross val score(estimator=rfc,X=x train,y=y train,cv=kf,scoring='acc
uracy')

print('Random Forest k-fold dederi:\n',basari)

print('Random Forest k-fold ortalama deder:\n',basari.mean())

basari=cross val score(estimator=svc cls,X=x train,y=y train,cv=kf,scoring=
'accuracy')

print('DEstek Vektor Makinesi k-fold dederi:\n',basari)

print('DEstek Vektor Makinesi k-fold ortalama dedger:\n',basari.mean())

basari=cross_val score(estimator=nb,X=x train,y=y train,cv=kf,scoring='accu
racy')

print('Naive Bayes k-fold dederi:\n',basari)

print('Naive Bayes k-fold ortalama deder:\n',basari.mean())

basari=cross_val score(estimator=logr,X=x train,y=y train,cv=kf,scoring='ac
curacy')

print('Lojistik Regresyon k-fold dederi:\n',basari)

print('Lojistik Regresyon k-fold ortalama deger:\n',basari.mean())

basari=cross_val score(estimator=model,X=x train,y=y train,cv=kf,scoring='a
ccuracy')

print('Yapay Sinir Aglari k-fold dederi:\n',basari)

print('Yapay Sinir Adlari k-fold ortalama deger:\n',basari.mean())

FHAFHH A AR S A
from sklearn.metrics import classification report
#SINIFLANDIRMA RAPORLARI ##########4##44444H44H4H44HH44H
cp_knn=classification report(y test,tahminknn)
cp_dtc=classification report(y test,tahmindtc)
cp_rfc=classification report(y test,tahminrfc)
cp_svc=classification report(y test,tahminsvc)
cp_logr=classification report(y test,tahminlogr)
cp_nb=classification report(y test,tahminnb)
cp_ysa=classification report(y test,tahminysa)

print('knn:\n',cp_knn)
print('dtc:\n',cp_dtc)
print('rfc:\n',cp rfc)
print('svc:\n',cp_svc)
print('logr:\n',cp logr)
print('nb:\n',cp_nb)
print('ysa:\n',cp_ysa)

FHAFH A A
from sklearn.preprocessing import LabelBinarizer
from sklearn.metrics import roc_auc_score

#ROC-AUC SKORU HESAPLAMAK ICIN GEREKLI FONKSIYON

def multiclass roc auc score(y test, tahminknn, average="macro"):
1b = LabelBinarizer()
lb.fit (y_test)
y _test = lb.transform(y test)
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tahminknn = lb.transform(tahminknn)
return roc auc_score(y test, tahminknn, average=average)

#MODELLERE AIT ROC-AUC SKORU HESAPLAMASI
roc_skoru=multiclass_ roc_auc_ score(y test, tahminknn)
print('knn roc dederi:',roc_skoru)

roc_skoru=multiclass_ roc_auc_ score(y test, tahmindtc)
print('dtc roc degeri:',roc_skoru)

roc_skoru=multiclass_roc_ auc_score(y test, tahminrfc)
print('rfc roc dederi:',roc_skoru)

roc_skoru=multiclass_ roc_auc_ score(y test, tahminsvc)
print('svc roc dedgeri:',roc_skoru)

roc_skoru=multiclass_roc auc_score(y_test, tahminysa)
print('ysa roc dedgeri:',roc_skoru)

roc_skoru=multiclass_roc auc_score(y test, tahminlogr)
print('logr roc degeri:',roc_skoru)

roc_skoru=multiclass_roc_ auc_score(y test, tahminnb)
print('nb roc degeri:',roc_skoru)

#RASTGELE ORMAN MODELININ KAYDEDILMEST###

import pickle

dosya='tez rfc model.pkl'
pickle.dump(tahminrfc,open(dosya, 'wb'))
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EK 3. Modelin Uygulamaya Gegirilmesi — Python Kodlar1.

import streamlit as st
import pandas as pd
import numpy as np
import joblib

def main():
st.title("OGRENCI AKADEMIK BASARI TAHMIN SISTEMI")
if name == ' main
main ()

abbirlikte dict = {'evet':0, "hayir':1}

anneegt dict = {'okuma-yazma
yok':3,"'"ilkokul':0,'ortaockul':4,"'lise':2,"'lisans"':1}
annemeslek dict = {'Ozel sektdrde isci':6,'0zel sektdrde

calisan':7,'"'serbest

meslek':4, 'memur':3,'emekli':1, " 'esnaf':2,'diger':0, " 'calismiyor':5}
babameslek dict = {'Ozel sektdrde isci':11l,'dzel sektorde
calisan':12, 'serbest meslek':9, 'memur':8,'"'icisleri

bak.':5,'MSB':0,'emekli':3,'esnaf':4, 'kamu kurumunda isci':6,'kamu
kurumunda s6zlesmeli':7, 'bagkur mensubu':1l,'diger':2,'calismiyor':10}
kiminleyasiyor dict = {'ailesiyle':0,"'annesi ile':1,'babasi

ile':2,"'yurt':3}
odavarmi dict = {'evet':0, ' 'hayir':1}

abbirlikte = st.selectbox("Anne baba birlikte

mi",tuple(abbirlikte dict.keys()))

anneegt = st.selectbox("Anne Egitim Durumu", tuple(anneegt dict.keys()
annemeslek = st.selectbox("Anne Meslek", tuple(annemeslek dict.keys())
babameslek = st.selectbox("Baba Meslek",tuple(babameslek dict.keys()))
kiminleyasiyor = st.selectbox("Kiminle

Yasiyor",tuple(kiminleyasiyor dict.keys()))

odavarmi = st.selectbox("Kendine Ait Odasi Var

m1?",tuple (odavarmi dict.keys()))

devamsizlik = st.number input("Devamsizlik",b0,20)

turkce = st.number_input("ﬁlk Donem Tiurkce Not Ortalamasi",0.00,100.00)
matematik = st.number input("Ilk Dénem Matematik Not
Ortalamas1",0.00,100.00)

kardessayisi = st.number input("Kardes Sayisi",0,20)

gecmis ort=st.number input("Gecmis Yillar Agirlikli Not
Ortalamasi1i",0.00,100.00)

))
)

abbirlikte=abbirlikte dict.get (abbirlikte)
anneegt=anneegt dict.get (anneegt)
annemeslek=annemeslek dict.get (annemeslek)
babameslek=babameslek dict.get (babameslek)
kiminleyasiyor=kiminleyasiyor dict.get(kiminleyasiyor)
odavarmi=odavarmi dict.get (odavarmi)

st.write(abbirlikte,' ',anneegt,' ',annemeslek,' ', babameslek,’
',kiminleyasiyor,' ',odavarmi)
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res = pd.DataFrame (data =
{'abbirlikte':[abbirlikte], 'anneegt':[anneegt], 'annemeslek':[annemeslek],

'babameslek': [babameslek],'kiminleyasiyor':[kiminleyasiyor], 'odavarmi': [oda
varmil],

'kardessayisi':[kardessayisi], 'devamsizlik':[devamsizlik], ' 'turkce':[turkce]
14

'matematik':[matematik],

'"gecmis ort':[gecmis_ort]})

import pickle
with open('tez rfc model 2.pkl', 'rb') as f:
rfc = pickle.load(f)

prediction = rfc.predict (res)
prediction = str(prediction).strip('[]")

if st.button('Tahmin'):
st.write("Random Forest Modeli Tahmini: " ,prediction)



139

OZGECMIS
Kisisel Bilgiler
Ad1 Soyadi Suat SAHIN
Dogum Yeri
Dogum Tarihi
Uyrugu M T.C. O Diger:
Telefon
E-Posta Adresi
Web Adresi
Egitim Bilgileri
Lisans
Universite Canakkale 18 Mart Universitesi
Fakiilte Egitim Fakiiltesi
Bolimii Bilgisayar Ve Ogretim Teknolojileri Egitimi
Mezuniyet Y1ili Tarih girmek i¢in tiklayin veya dokunun.
Yiiksek Lisans
Universite Istanbul Universitesi
Enstitii Ad1 Fen Bilimleri Enstitiisti
Anabilim Dal1 Enformatik Anabilim Dali
Programi Enformatik

Makale ve Bildiriler




